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1 イントロダクション

Rのインストールから，基本中の基本の説明をしています。




この章のPDF版はこちら



1.1 ガイダンス（シラバス確認）



（公開版では省略しています。）



1.2 Rのインストールまで

ここではRのインストールから，超基本的なRの使い方を説明します。といってもRの解説なんてものはネット上にゴロゴロ転がっているので，いろいろ見て試してみてください。


1.2.1 Rとはなんぞや




R言語（アールげんご）はオープンソース・フリーソフトウェアの統計解析向けのプログラミング言語及びその開発実行環境である(Wikipedia)。







Rは，プログラミング言語の一種です。すごくシンプルに言うと超すごい関数電卓みたいなものです。「統計解析向け」とあるように，特にデータ分析で使われるような手法と相性が良い仕様を持っていたりするので，使いこなせると大抵の分析ができるようになります。

ちなみに統計解析にはRとPythonという二大勢力があります。どちらを使うのが良いか，という点については様々な要因が絡んできます。 主にPythonのほうが機械学習やディープラーニングといった領域には強かったり，アプリケーションへの組み込みがしやすいなどの理由のもあってか，就職して社会に出るのであれば圧倒的にPythonが良いとされています。 一方Rは，インタラクティブな分析とデータ可視化に大きなアドバンテージを持っています。そういった点から，最新の統計的手法を扱う学術研究の方面ではRのコミュニティのほうが活発な印象です。

誤解を恐れずざっくりいうと，理系はPython寄り，文系はR寄りであることが多いです。私の出身である心理学をはじめ，経済学や経営学でも研究者はRユーザーの方が多い気がします。 そんなわけで，2023年度から経営学部で始まった経営データ特別学修プログラムでもRを使うことになりました。 ただ，できるならRもPythonも両方使えるようになっておくのが一番良いです（私はRしか使えませんが）1。


Rのインストールの流れ

もうRは市民権を得ているので，Googleで検索するとたぶん一番上にR Projectのページが出てくるはずです。






[image: ]



図 1.1: Rで検索したら一番上








R Projectのページに行ったら，左の”Download”の”CRAN”というところをクリックします。
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図 1.2: R projectのページ








続いて，ミラーサイトを選択します。Rの本体およびパッケージ群は，Comprehensive R Archive Network (通称CRAN2)によって管理されています。CRANは世界各地にミラーサイトが用意されているため，なんやかんやDLする場合は近場のミラーサイトを選択するのが無難です。 …ですが最近ではとりあえず一番上のクラウドサーバーを選んでおけばOKという風潮があります。






[image: ]



図 1.3: 一番上を選んでおきましょう








あとはご自分のパソコンのOSに合わせて選んでダウンロードしてインストールしたらOKです。
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図 1.4: OSを選んでダウンロード画面へ








※Windowsユーザーの方は一番上の”base”を選んでください。

Rをインストールしたら起動してみましょう。とりあえずこれでRが使えるようになりました。簡単ですね。
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図 1.5: Rの画面








カーソルの左側が>となっているときには入力可能です。試しに1+1とかやってみてください。




1.2.2 統合開発環境(IDE)インストールのすすめ

Rは単体でも問題なく使えるのですが，もっと楽したいものです。


	閉じカッコも自動的に入れてほしいなあ

	関数やオブジェクトの名前を予測入力したいなあ

	関数のヘルプが見やすくなるといいなあ



Rに限らずですが，プログラミング言語を扱う場合には，一つの画面でコードを書いたり実行したりなんやかんや…がまとまっている環境（統合開発環境: IDE）を用意しておくのがベターです。RでいうとRStudioというものが最も有力です。R単体で分析する場合にはRStudioがおすすめですが，pythonなどの別の言語と組み合わせて分析などする場合にはVisual Studio Codeも有力な選択肢の一つになるでしょう3。




1.3 Rの基本的な操作

ここからはRの基本オブ基本の話です。 後ほどデータを読み込んで操作したりしていくわけですが，まずは何よりRそのものの基本的な操作方法およびいくつかの重要な概念を理解しておきましょう。


1.3.1 四則演算

四則演算はだいたい思った通りに書けばOKです。 プログラミング言語では，一般的に掛け算はxのような見た目ではなく*と表されるところだけご注意ください。





コード 1.1: 四則演算プラスアルファ


# 各行のシャープ以降の内容はコメントとして扱われる
1 + 1 # たしざん
2 - 2 # ひきざん
3 * 3 # かけざん
4 / 4 # わりざん
5^5 # 累乗
7 %% 3 # あまり








[1] 2
[1] 0
[1] 9
[1] 1
[1] 3125
[1] 1






とまあこんな感じです。私はちょっとした電卓代わりに使ったりもします。



1.3.2 変数（オブジェクト）とは

プログラミング言語は「変数」と「関数」がよく出てきます。 数学で出てくる「変数」や「関数」と同じといえば同じですが微妙に異なる気もします。 一般的にプログラミング言語では「変数」と呼ばれるものは，Rではオブジェクトと呼ばれたりします。

オブジェクトとは，何らかの値を入れておく「ハコ」のようなものだと思ってください。 例えば，以下のコードではboxというハコに2という数字を入れています。





コード 1.2: オブジェクトへの代入


box <- 2









ハコの名前は基本何でも良いので，例えばhako <- 2としても問題ありません。 この場合はhakoという名前のハコに2という数字が入ります。 また，ハコの中に入るものはほぼなんでもOKです。この後いろいろ出てきますが，単一の数字の他にも，複数の数字のまとまり（ベクトル）や文字を入れることも可能です。 なおR言語では，ダブルクオート（" "）またはシングルクオート（' '）に挟まれたものは「文字」として扱われます（詳細はもう少し後で）。





コード 1.3: オブジェクトへ文字列の代入


box2 <- "hello"









では，以下のコードの答えはそれぞれ何になるでしょうか。





コード 1.4: オブジェクトの掛け算，どうなる？


box * 3
box2 * 3









*は掛け算の記号でした。 そしてboxには2という数字が入っていたので，答えは6となります。 一方，box2には"hello"という文字列が入っています。文字を3倍することは（通常の方法では）できないので以下のようなエラーが返ってくるのです。



Error in box2 * 3: non-numeric argument to binary operator





ちなみに上記のエラー文に出てくる単語はそれぞれ


	non-numericは「数字じゃない（厳密に言うと，数字を表すnumeric型ではない）」

	argumentは「引数」

	binary operatorは「二項演算子」



という意味です。二項演算子とは，例えば*や+のような「計算を表す記号」です。掛け算や足し算などは2つの数字（引数）を用いて行われる演算です。Rではこうした記号が表す演算はnon-numericな引数ではできません4。そのため「二項演算子の引数がnon-numericじゃあ駄目だよ」というエラーを出しているわけです。…というように，エラー文はちゃんと読むことができれば解決のヒントを教えてくれます。最初は専門用語などがあってわかりにくいと思いますが，頑張って慣れていきましょう。



1.3.3 ベクトルとは

Rにはベクトルというものもあります。更にいうと行列もあるのですが，それは後ほど紹介します。 とりあえずここでは簡単にベクトルの説明をしておきます。 数学で出てくるベクトルとは概ね異なるものですが，これはよく使うのでしっかり理解しておきましょう。 例えば，以下のコードではvecというハコ（オブジェクト）に2から10までの偶数が並んだベクトルを入れています。





コード 1.5: オブジェクトにベクトルを代入


vec <- c(2, 4, 6, 8, 10)
vec # vecの中身を表示する








[1]  2  4  6  8 10






では，一つの値しか入っていなかったときと同じようにvecを3倍するとどうなるでしょうか。





コード 1.6: ベクトルの掛け算


vec * 3








[1]  6 12 18 24 30






ベクトルに四則演算を適用した場合，ベクトル内のすべての要素が3倍されます。ここは数学のベクトルと同じですね。したがって答えは6, 12, 18, 24, 30となるわけです。

ベクトルの中から特定の要素を取り出す場合には[ ]（四角カッコ）で要素番号を指定してあげます。 例えば以下のコードでは，vecという変数の中にある3番目の要素を取り出します。





コード 1.7: ベクトルの要素を取り出す


vec[3]








[1] 6






Rの中では，[ ]は基本的にいつでも「何番目の要素か」を表す記号（インデックス）です。そのため，先ほどからRの出力の左に毎回出ていた[1]というのは「ここから（出力の）1番目の要素ですよ」ということを意味しています。

実は[ ]の中身は数字である必要はありません。例えば先程作ったboxをそのまま入れると…





コード 1.8: 別のオブジェクトによる要素番号の指定


vec[box]








[1] 4






これはvecというベクトルの中のbox番目の要素を取り出します。boxには2という数字が入っていたので，上のコードはvec[2]と同じ動きをして，4を返しているわけです。

当然ですが，[ ]の中にベクトルの長さよりも大きな値や，そもそも数字では無いものが入っていた場合，NA (Not Available)という値が返ってきます。つまりは「そこに値は無いよ」という意味です。





コード 1.9: 存在しないものは取り出せない


vec[100]
vec[box2]








[1] NA
[1] NA






では，マイナスの値が入っていた場合は？





コード 1.10: マイナス3番目も存在しないと思いきや


vec[-3]








[1]  2  4  8 10






実はこの場合，それ以外の要素が返ってきます。つまり上のコードではvecの中から3番目以外を返しているわけです。

では，ここまでの内容の復習も兼ねて，以下のコードを実行したらどうなるか頭の中でシミュレートしてみてください。答え合わせは手元のRで。





コード 1.11: めざせ引数マスター


arg <- c(4, 7, 2, 5, 1)
arg[1] <- 10
arg[2] <- arg[3]
arg[c(4, 5)] <- arg[2] * arg[1]
arg[c(1, 3, 2)] <- c(5, 2, arg[5])
arg[arg[3]] <- arg[arg[1]]
arg # 最終的なargの中身は？











1.3.4 関数とは

数学の関数は，例えば\(f(x)=x^2 + 5x + 6\)のようなものでした。もう少し説明すると，関数\(f\)は\(x\)という値が入ると\(x^2 + 5x + 6\)という計算結果を返す，そういうやつです。なので\(f(2)=20\)となるし，\(f(10)=156\)となります。 これはRを含む多くのプログラミングでも同じです。例えばsum()という関数は「すべての合計を返す」というものです5。多変数関数として数学っぽく書くなら\(\mathrm{sum}(x_1,x_2,x_3)=x_1 + x_2 + x_3\)ということです。 したがって，下のコードは\(\mathrm{sum}(x_1=1,x_2=3,x_3=5)=1+3+5\)を計算していることになります。





コード 1.12: 関数


sum(1, 3, 5)








[1] 9






関数のメリットは入力の値が何であっても同じ作業をレシピ化できるという点です。sum()くらいならいちいち足しても良いのですが，もっと複雑になるといちいち書くのは面倒です。例えば1から10までのベクトルの不偏分散を計算する，というプロセスをsum()以外の関数を使わずに描くと





コード 1.13: 不偏分散の計算を手作業でやると


vec <- c(1, 2, 3, 4, 5, 6, 7, 8, 9, 10)
mean_vec <- sum(vec) / 10 # 平均値を計算する
diff_vec <- vec - mean_vec # 平均値からの偏差を計算する
diff2_vec <- diff_vec^2 # 平均値からの偏差の二乗を計算する
variance <- sum(diff2_vec) / 9 # 不偏分散なので分母は10-1









となります。与えられるデータvecが変わるたびにいちいちこれをやるのは面倒ですし，割り算の分母をきちんとvecの長さに応じて変える必要があり，明らかにヒューマンエラーが起こりそうです。

実はRには不偏分散を計算する関数としてvar()が用意されています。つまり上の処理はかんたんに





コード 1.14: 不偏分散の関数


vec <- c(1, 2, 3, 4, 5, 6, 7, 8, 9, 10)
variance <- var(vec)









と書けるわけです6。

また関数は数値計算だけのものではありません。これまでに何度も登場してきたc()というものも関数ですが，これは単純に「与えられたものを全部くっつけてベクトルにする」という処理を行います7。くっつけるだけなので数値計算は行っていないですし，ベクトルの中に文字列を入れることもできます（Rのベクトルは数学のベクトルよりも広い概念なのです）。





コード 1.15: ベクトルの中は結構なんでもあり


vec2 <- c(3, "Hello", 12, pi) # piはデフォルトで円周率が入っているオブジェクトです
vec2








[1] "3"                "Hello"            "12"              
[4] "3.14159265358979"






なんでもありとは言え，実際にはベクトルの中身は，同じ性質のもの（数字だけ，文字列だけ）にしておくのが無難です。というのも，例えば上で定義したvec2に対してvec2 * 3のような計算を行おうとしても，文字列"Hello"のせいでエラーが返ってきてしまいます。



1.3.5 関数のヘルプ

当然ですが，私も（たぶんこの世の誰も）Rのすべての関数が頭に入っているわけではありません。プログラミングはトライ＆エラーを繰り返す世界なので，重要になるのはわからないときに調べる能力です8。

例えばある質問項目への4人の回答の平均値を計算する場面を考えてみます。オブジェクトans_q1に，4人の回答をベクトルとして代入しました。ただし，3番目の人はこの項目に無回答だったため，NAを入れています。 このベクトルに対して，平均値を計算するmean()関数を適用するとどうなるでしょうか。





コード 1.16: NAがあるときの平均値計算


ans_q1 <- c(3, 5, NA, 2)
mean(ans_q1)








[1] NA






実はmean()やsum()などの関数では，一つでもNAが入っているとNAを返す仕組みになっています。これ自体はRの挙動としてなんの問題もないのですが，回答した人での平均値を出したいとすると，少し手を加えてやる必要があります。 このように，特定の関数についてちょっと手を加えたい（e.g., 因子分析の因子数を変えたい，一般化線形モデルのリンク関数を変えたい）場合，まずは関数のヘルプを見てみましょう。関数のヘルプは以下のいずれかのコマンドで表示可能です。





コード 1.17: 関数のヘルプを見る


help(mean)
?mean
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図 1.6: mean()関数のヘルプ








ヘルプには，だいたい上から順に次のような内容が書かれています。


	Description

	
どんなことをする関数なのかを説明しています。


	Usage

	
関数の書き方。例えばmean()関数にはmean(x, trim = 0, na.rm = FALSE, ...)と書かれています。このカンマで区切られた一つ一つ(x, trim, na.rm)を引数（ひきすう）と呼び，trim = 0とは「trimを指定しなかったらデフォルトで0を入れておくよ」ということを意味します。反対にxにはデフォルトの値がありません。当然ですがmean()関数は引数xの平均値を返すわけなので，xがなければ動きようが無いわけです。


	Arguments

	
引数の具体的な説明です。とりあえず関係ありそうな引数を色々いじってみるとうまくいくかもしれません。


	Details

	
mean()関数には無いですが，Details欄にはその関数について細かい説明が書かれていることがあります。Argumentsについても細かい説明をしてくれている事があるので，マジでわからないときはここまで読んでみてください。


	Value

	
結果として出てくる値についての説明。例外についても説明してくれることがあります。


	References

	
その関数についての参照文献。特に高度な統計分析のときは，その手法を提案した元論文を示してくれるので「統計的に何やってるか」や「引数のデフォルトがなんでその値なのか」など，もっと知りたくなったらここに載っている論文をあたってみてください。


	See Also

	
関係のありそうな他の関数へのリンク。mean()に対しては，加重平均をとるweighted.mean()や，行列の列ごとの平均を取るcolMeans()などがあります。


	Examples

	
その関数を使っているサンプルコード。自分で書いたコードが上手くいかないときには，とりあえずここをコピペして実行してみると，その関数がどんな動き方をするか，その関数を使うためにデータをどう整形する必要があるか，などがなんとなく見えてくるかもしれません。




ということで，関数のヘルプを見た結果，以下のようにすると正しく回答した3人の平均値が得られることがわかりました。





コード 1.18: 値があるぶんだけでも平均値計算


mean(ans_q1, na.rm = TRUE)








[1] 3.333333








1.3.6 パッケージとは

料理をする場合，工夫次第では包丁とフライパンさえあれば結構いろいろなことができるようになります。ですが，じゃがいもの皮を剥く場合には包丁よりもピーラーのほうが楽と感じる人が多いでしょう。ピーラーは皮むきに特化した調理器具なわけです。

これと同じように，デフォルトのRは基本的な関数だけしか入っていない最小構成になっています。といっても結構いろいろなことができるわけですが，やはり高度な分析（e.g., SEM，項目反応理論）になるとそのままでは厳しくなってしまいます。Rにはパッケージと呼ばれる拡張機能のようなものが大量にあります。最後にパッケージの説明をして，Rの基礎レクチャーは終わりにします。

ここでは，因子分析のときにお世話になるpsychパッケージを入れてみましょう。psychはその名がなんとなく示すように，心理学にまつわる統計解析で便利な関数がいろいろ入っています。パッケージは，R本体と同じようにCRANからダウンロードしてインストールするので，インターネットにつながった状態で以下のコードを実行してください。





コード 1.19: パッケージのインストール


install.packages("psych")









ここで注意するのは，引数はクオートでくくった"psych"にするという点です。Rでは，シングルクオート（' '）またはダブルクオート(" ")でくくられたものは文字列(character型)として扱われるのですが，install.packages()関数が正しく解釈できる引数はこのcharacter型の場合のみです。もしも引数をくくらずにinstall.packages(psych)とした場合，install.packages()関数はpsychというオブジェクト（ハコ）を探しに行ってしまいます。すると，「psychなんてハコはまだ無いよ」とエラーが返ってきてしまいます9。





コード 1.20: クオートしないとエラーが出る


install.packages(psych)








Error in eval(expr, envir, enclos): object 'psych' not found





出力画面にError:で始まる何かが表示されずに入力画面の左が>に戻ればインストール成功です。パッケージのインストールは「ピーラーを買ってきた」状態なので，実際に使うためには「ピーラーを棚から出す」手続きが必要になります。





コード 1.21: パッケージの呼び出し


library("psych") # ここはlibrary(psych)でもよい
















インストールされたパッケージはどこへ？




install.packages()関数では，ネットワーク上からパッケージのファイルをダウンロードして，Rが呼び出せるように準備を整えてくれます。 このとき，ダウンロードされたパッケージのファイルは，パソコンの（ローカル）フォルダの中に格納されます。

フォルダの場所はOSおよびRのインストール時の設定等によって変わるため一概には言えませんが，例えばWindowsのPCで，インストール時の設定を弄らなかった場合には，C:\Program Files\R\R-x.y.z\libraryというフォルダ（x.y.zはRのバージョンの数字）の中に，パッケージごとにフォルダが置かれているかと思います。

パッケージが（ローカル）フォルダ内に保存されるということは，基本的に同じパッケージに対して毎回install.packages()を実行する必要は無いですし，install.packages()のとき以外にはRがネットワークに繋がっている必要もありません。 つまりこの直後に紹介しているlibrary()関数から始めて大丈夫です。

ただし，フォルダのパスにx.y.z（Rのバージョンの数字）が入っているように，Rのバージョンが変わると，基本的にパッケージは全て入れ直す必要があるという点だけはご注意ください。







パッケージの呼び出しはlibrary()関数を使います。この手続きはRを起動するたびに行う必要があるので注意してください。 パッケージを呼び出しせずにパッケージ内の関数を使おうとすると，ほとんどの場合では以下のようなエラーが返ってきます。このときには関数名を間違えていないか，パッケージをちゃんと呼び出したかを確認してください10。





コード 1.22: パッケージを呼び出し忘れて関数を実行


# fa()はpsychパッケージの中にある，因子分析を行うための関数です。
# 上に示した library("psych") を実行し忘れたと仮定してください。
fa(x)








Error in fa(x): could not find function "fa"








1.4 データの読み込みから操作まで

ここからは，R上でデータを操作するために必要な基本操作を紹介していきます。 まずはデータを読み込んでいきましょう。


1.4.1 ディレクトリの話

本講義では，特に断りがない限りコードやデータなどは全てワーキングディレクトリに置かれている前提でコードを示します。

（↑この意味がわかった人はこのセクションは読み飛ばしてOKです。しばし休憩しててください。）

パソコンでは，全てのファイルはどこかしらのディレクトリ (directory)に置かれることになります。いわゆる「フォルダ」というものも，一つのディレクトリを表したものと考えることが出来ます。ディレクトリはファイルの「住所」のようなもので，例えば私(Bunji)のWindowsのデスクトップにhogehoge.xlsxというExcelファイルが置かれていたとすると，実際にはC:/Users/Bunji/Desktop/hogehoge.xlsxという位置づけになっています11。つまり，例えばExcelなどでhogehoge.xlsxを開こうとした場合，厳密には「C:/Users/Bunji/Desktop/hogehoge.xlsxを開け」という指示が出されているわけです。

ちなみにディレクトリはスラッシュ（/）で階層構造を表しています。つまり先程のhogehoge.xlsxはC:の中のUsersフォルダの中のBunjiフォルダの中のDesktopフォルダの中にある，ということが示されています。








補足：スラッシュとバックスラッシュ




【結論を先にいうと】スラッシュ（/）の代わりにバックスラッシュ（\）を使う場合は，2つ連続して使用（\\）してください。



階層構造を表す記号として，スラッシュ（/）の代わりにバックスラッシュ（\）や￥マークが使われることもあります。

ただし，実はバックスラッシュと￥マークは本質的には同じ意味を持っています。たぶんパソコンの環境や使用するソフトウェアによっては，キーボードの￥マークが書かれたキーを押してもバックスラッシュが表示されたりするでしょう。

そしてディレクトリの階層構造を表す場合，スラッシュでもバックスラッシュでもどちらでも良いのですが，バックスラッシュをする場合，プログラミング言語には「エスケープシーケンス」と呼ばれるちょっと厄介な事情があります。 プログラミング言語の多くでは文字列を扱うことができますが，文字列には「文字で表せない文字」とでも呼べるような存在があります。例えば改行なんかがその代表例です。改行を含む以下の文字列を考えてみます。


I am

happy.



当然改行自体は文字として表せないのですが，プログラミング言語の中で扱うためには改行も含めて一つの「文字列」として扱わないと，改行の無い”I am happy.”と区別ができなくなってしまいます。そこで多くのプログラミング言語では，このような「文字で表せない文字」を表す特殊な文字が用意されています。例えば改行を表す特殊文字は\n（バックスラッシュ＋n）です。したがって，改行ありは"I am \nhappy."と表すことで，改行なし（"I am happy."）と区別ができるわけです。ちなみにRではcat()関数を使うと，特殊文字を変換した後の文字列を表示することができます。

ここでの問題は，バックスラッシュが通常は「次の文字が特殊文字であることを表すための記号」として扱われるということです。ではここで，先程出てきたディレクトリをバックスラッシュに置き換えたバージョンを見てみます。

C:\Users\Bunji\Desktop\hogehoge.xlsx

このとき，ディレクトリを前から順に解釈しようとすると，\が登場した瞬間に「次に来る文字は特殊文字を表しているな」と解釈しようとします。したがって，\Uや\Bといった特殊文字として解釈しようとするわけです。そしてそんな特殊文字はRには用意されていません。 そんなわけで，/と\の違いによって


	C:/Users/Bunji/Desktop/hogehoge.xlsxを開け→問題なく開ける

	C:\Users\Bunji\Desktop\hogehoge.xlsxを開け→「\Uなんて特殊文字は無い」とエラーが出る



というように結果に違いが出てしまいます。このエラーを避けるためには，「この\は特殊文字を表すバックスラッシュではなくただのバックスラッシュである」ということを示すために「バックスラッシュを表す特殊文字」を使います。具体的には，バックスラッシュを2つ重ねた\\が「ただの文字としてのバックスラッシュ」を表すので，


	C:\\Users\\Bunji\\Desktop\\hogehoge.xlsxを開け



という指示であればスラッシュのときと同じように機能してくれるわけです。







「ファイルを開く」ときの指定方法はもちろんRでも同じです。つまりRでhogehoge.xlsxを開こうとした場合，通常は「C:/Users/Bunji/Desktop/hogehoge.xlsxを開け」という指示を出す必要があります。 ですが，Rを始めとするプログラミング言語（というかほとんどのプログラム）では，ファイルの位置を相対的なものとしても考えることができます。その時の基準となるディレクトリのことを，Rではワーキングディレクトリと呼んでいます。 例えばいま，ワーキングディレクトリがC:/Users/Bunji/Desktop/に設定されているとします。このとき，hogehoge.xlsxというファイルを読もうとすると，「（このディレクトリにある）hogehoge.xlsxを開け」だけで通じるようになるのです。 もう少し正確に言うと「C:/から始まる絶対パスが指定されている場合にはそのファイルを，そうではなく相対パスが指定されている場合には，ワーキングディレクトリ内のそのファイルを開け」という感じになっており，ファイルの指定方法は2種類ある，ということになります。

Rで現在のワーキングディレクトリを確認および変更する方法はそれぞれ以下のとおりです。





コード 1.23: ワーキングディレクトリの確認


getwd()













コード 1.24: ワーキングディレクトリの変更


# C:/Users/Bunji/Desktop/に変更したいとすると
setwd("C:/Users/Bunji/Desktop/")

# ワーキングディレクトリ自体も相対パスで指定可能
# もとのワーキングディレクトリが"C:/Users/Bunji/"だったら
setwd("Desktop")

# もとのワーキングディレクトリが"C:/Users/Bunji/Document"だったら
setwd("../Desktop")

# "../"はワーキングディレクトリの一個上の階層を指す









たぶん.RファイルなどをクリックしてRstudioを開いた場合，デフォルトでは「起動時のワーキングディレクトリはその.Rファイルなどがある場所」になると思います。この先で「あるはずのファイルが読み込めない」という事態に陥った場合は，まずgetwd()でワーキングディレクトリの設定を確認し，必要に応じてsetwd()で変更してください。

ということで，この講義で使用するファイル一式を格納するフォルダを用意しておき，使用するデータやこの先作成するコードは全てそのフォルダ内に入れるようにしておきましょう。そして，ワーキングディレクトリとしてそのフォルダを指定するようにしましょう。


プロジェクト

…と，ここまでの話がよくわからなかった人も安心してください。 Rstudioにはそういった面倒事を避けるための機能としてプロジェクト（Project）というものが用意されています。 Rstudioを用いて分析を行う場合には，とりあえず何も考えずにプロジェクトを作成するクセを付けておくと良いかもしれません。


プロジェクト作成の手順

RStudioのプロジェクトは，半透明の立方体にRと書かれたアイコン（ 図 1.7 ）で表されます。まずはRStudioのたぶん左上の方にあるこのアイコンを探してください。
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図 1.7: Projectのアイコン
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図 1.8: Projectの新規作成








あるいは「File > New Project」でも構いません。
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図 1.9: Projectの新規作成








続いて，プロジェクト用フォルダをどこに作成するかを決めます。 図 1.10 には “New Directory” と “Existing Directory”，あと一つなんかありますが，とりあえず上の2つのいずれかから選びましょう。


	New Directory

	
新しくフォルダを作成して，そこをプロジェクト用フォルダとする。これから作業を始めるのでまだデータを置く場所も何も決まっていない場合はこちら。



	Existing Directory

	
既存のフォルダをプロジェクト用フォルダとして利用する。すでにデータや原稿などを一つのフォルダにまとめていて，そのフォルダにRのコードも一緒に置いておきたい場合はこちら。
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図 1.10: Projectの作成方法を決める










“New Directory”を選んだ場合

いろいろな”Project Type”から一つ選べと言われます（図 1.11）。 Rを使いこなせるようになると，Rを使って本を書いたり（Quartoやbookdown），自分でパッケージを作れるようになるので，それ用の設定が色々と用意されているわけですが，単純に分析だけする場合には一番上の”New Project”を選べばOKです。
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図 1.11: とりあえずNew Projectを選ぶ








あとは新規プロジェクトフォルダの作成場所を決めるだけです。 “Directory name”にはプロジェクトの名前を（自分でその意味がわかるようにしておけばOK），“Create project …”にはどこのフォルダにそのプロジェクトを置くかを指定してあげます。 つまり 図 1.12 のように指定した場合には，C:/Users/Kyosuke Bunji/Desktopにstat_Thu2というフォルダが新規に作成され，そこがプロジェクト用フォルダとして利用可能になっているわけです。






[image: ]



図 1.12: プロジェクトフォルダの作成場所を指定










“Existing Directory”を選んだ場合

こちらの場合は，どのフォルダをプロジェクト用フォルダにするかを指定するだけです。 図 1.13 のように指定した場合には，C:/Users/Kyosuke Bunji/Desktop/stat_Thu2 というフォルダがプロジェクト用フォルダになるわけです。
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図 1.13: プロジェクトフォルダの作成場所を指定








プロジェクトの作成が完了すると，フォルダ内に（プロジェクト名）.Rprojというファイルが作成されているはずです。 今後データなどは，この.Rprojと同じところに入れていくようにしておけばOKです。 また，Rstudioを開く場合には.Rprojファイルをダブルクリックなどして開くようにしてください。





1.4.2 まずはデータを読み込む

紙で実施した場合でもWebで実施した場合でも，収集したデータはRで読み込めるように準備してあげる必要があります。 データの形式は，基本的にはCSV (Comma Separated Values)にしておけば問題ありません。 Excelで入力を行い，保存するときにファイル形式を.csvに指定しておきましょう。 もちろんCSV以外の形式(.xlsxや.txtなど)でも読み込みは可能です。 ですが一般的に，1行1レコードで各列が一つの変数を表すマトリクス形式のデータの場合，CSVがデファクトスタンダードな気がします。








（余談）なぜCSVが良いのか？




まず大前提として，CSVは実は普通のテキストファイルです。 実際に普通のメモ帳（Macならテキストエディット）で.csvファイルを開いてみるとよくわかります。

一般的に，データというのは縦横に並んだ（Excelの画面のような）形をしています。 「ならばExcelのファイル（.xlsx）でもいいじゃん」と思われるかもしれませんが，.xlsxファイルにはMicrosoft Excel（あるいは互換性のあるソフトウェア）がないと開けないという問題があります。 今どきみんなExcelくらい持っているだろうというのは驕りです。 例えばExcelのバージョンが異なると，同じファイルが同じように開けないかもしれません。

そこで，縦横に並んだデータ形式を特定のソフトウェアに頼らない（パソコンがあれば誰でも使える）形で表そうとして定められた特殊ルールの一つがCSVなのです。 テキストファイルの拡張子を.csvとすると，CSVの名の通り，Excelで言うところの各セルの区切りをカンマ（,）によって表していると解釈する決まりになっています。 例えば

ID,年齢,性別,身長,体重
1,20,男,168,64
2,,女,158,
3,39,男,178,79

というテキストファイル（"data.txt"）があったとすると，これ自体はただの（カンマがたくさんある）テキストです。 しかし，これをCSVファイルとして扱うことを宣言する（ファイル名を"data.csv"にする）と，ファイル内のカンマが「セルの区切り」を意味するものと解釈され，表 1.1 のような構造をしたデータであると認識できるようになるのです。




表 1.1: テキストファイルを comma-separeted で解釈したら





	ID
	年齢
	性別
	身長
	体重
	





	1
	20
	男
	168
	64
	



	2
	
	女
	158
	
	



	3
	39
	男
	178
	79
	










ということで，CSVファイルがデファクトスタンダードになっている理由を一言で言えば「最も高い確率で誰の環境でも同じように開くことができるため」と言える気がします。







本講義では，事前に用意したdata.csvというファイルを使用するので，早速これを読み込みましょう。





コード 1.25: データの読み込み (CSV)


dat <- read.csv("data.csv")
















補足：xlsxファイルの読み込み




xlsxファイルを読み込むための関数は，デフォルトでは用意されていません。よく使われるのは，readxlパッケージにあるread_xlsx()という関数です。ちなみにRstudioならば左上のFile→ Import Dataset→ From Excel…からでも読み込みが可能です。というかread_xlsx()関数が使えます。

（ただ，エクセルファイルの場合にはセル内改行やセル結合などがあって厄介なことが多いので気をつけてください…）

このように，結構いろいろなファイル形式のもの（SPSSとかSTATAとかSASとかも）を読み込むための関数が様々なパッケージで用意されているので，そういったファイル形式のデータを読み込みたい場合には，まずは検索してみてください。









1.4.3 データの紹介

今回使用するデータは，psychパッケージの中にあるサンプルデータbfiをちょっと加工したものです。ということでここでbfiデータの説明をしておきます。

このデータは，オンラインで行われている大規模調査 SAPA (Synthetic Aperture Personality Assessment) Project のデータの一部です。このプロジェクトでは世の中にある大量のパーソナリティ測定のための項目を集めて，大規模な項目セット(International Personality Item Pool)を作成したりしています。使用している尺度および項目の理論的背景には，心理学では有名なビッグファイブ Goldberg （1993） というものがあります。すごくざっくり説明すると「人間の性格特性は5つの次元に分類できる・5つの次元で説明できる」というものです。5つの次元は，文献によってちょこちょこ名前が変わったりするのですが，基本的には 表 1.2 のものになります（説明はWikipediaより）。




表 1.2: ビッグファイブの各次元









	次元
	説明





	協調性(Agreeableness)
	社会的調和に対する一般的関心における個人差を反映する。協調性がある人物は，他人とうまくやっていくことを大切にする。



	誠実性(Conscientiousness)
	組織化され信頼できる傾向，自己コントロール能力を示す傾向，忠実に行動する傾向，達成を目指す傾向，自発的な行動よりも計画的な行動を好む傾向を表している。



	外向性(Extraversion)
	活力，興奮，自己主張，社交性，他人との付き合いで刺激を求める，おしゃべりであることを表している。



	神経症傾向(Neuroticism)
	怒り，不安，抑うつなどの否定的な感情を経験する傾向のことである。



	開放性(Openness)
	芸術，感情，冒険，珍しいアイディア，想像力，好奇心，および多様な経験に対する一般的な評価である。










ということで，データの中には 表 1.3 に示す変数が含まれています。




表 1.3: data.csvの変数









	変数名
	説明





	ID
	整理番号（元データには無いですが追加しました）



	Q1_1からQ1_25
	心理尺度の項目（全25項目）



	gender
	性別（1=男性, 2=女性）



	education
	最終学歴（1=高校中退，2=高卒，3=大学中退，4=大卒，5=大学院卒）



	age
	年齢










心理尺度の項目は，前から順にそれぞれ5項目ずつ，協調性，誠実性，外向性，神経症傾向，開放性を表す項目になっています（具体的な項目は?psych::bfiでヘルプを参照）。 ビッグファイブの細かい理論的なことはともかく，今後の分析の上では「5項目×5因子の心理尺度」と「性別・最終学歴・年齢」という変数があるということだけ理解しておいてください。 そして，このデータだけを使って無理やり全ての分析を紹介するので，結果の解釈などに多少の無理があることはご了承下さい…。



1.4.4 データフレームの基本操作

これ以降は，Rの操作の最低限を速習していきます。 なお，Chapter 2から4では，いろいろなデータの前処理をしながらRの操作に少しずつ慣れていくコースです。 そのため，データにはちょくちょくおかしなポイントがありますが無視して進みます。 余裕があれば一つ一つ追いかけながら試してみるとよりRの知識が高まるかもしれません。

（なお本Chapterの最後に，Chapter 2から4の手順を経たあとの「きれいな」データを用意しているため，これらをすっ飛ばしてChapter 5に行くことも可能です。）


データの形を見る

データを読み込んだら，まずは正しく読み込めているかをざっと確認します。 確認の方法はRユーザーの数だけ存在すると思いますが，head()，str()，summary()，View()なんかが良く使われるベーシックな関数ではないか，と思います。 とりあえず試してみましょう。





コード 1.26: head: 最初の数行を表示


# 変数の数が多いと見にくいのであまり使えない
head(dat)








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
3  3    5    4    5    4    4    4    5    4    2     5
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
3     2     4     4     4     5     4     5     4     2
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1       -99  16
2     5     4     2     4     3     3      2       -99  18
3     3     4     2     5     5     2      2       -99  17
 [ reached 'max' / getOption("max.print") -- omitted 3 rows ]






head()は「とりあえず読み込めているか」の確認程度には使えます。また，データの前処理・加工の過程でも，ちょくちょくhead()をすることで「今のところうまく行っているか」を確認したりにも使います。 データが読み込めたら，列の名前や入力されている値が想定通りになっているかを確認しましょう。



変数の型

学部の統計学の講義では，最初に変数のタイプのお話をすることが多いです。みなさんが受けてきた講義がどうだったかは分かりませんが，私の講義ではそのようにしています。 変数のタイプとは，例えば「量的変数と質的変数」だとか「連続変数と離散変数」「間隔尺度やら順序尺度やら」などといった言い方で分類されるものです。 統計学において変数のタイプ分けがなぜ重要だったかというと，タイプごとにできる計算・分析が異なるためでした。 datの中身で言えば，最初の行のIDは見た目は数字ですが，個人を識別するための名義尺度（＝質的変数）なので，例えば「IDの平均値」を計算しても何の意味もありません。 重要なのは，変数のタイプは見た目では判断できないということです。IDはその後ろの回答データQ1_1以降とは明らかに違う型なのですが，特に最初の数行を見ただけでは区別はできません。 そこで，R言語（というか多くのプログラミング言語）でこうしたデータを扱う場合には，データの中身（具体的な値）と変数の型をセットにして管理していくことになります。

R言語では，結構いろいろなタイプのデータ・変数を扱うための「型」が用意されています。とりあえずデータ分析の範囲で登場する代表的な型としては以下のようなものがあります。




表 1.4: R言語における代表的な変数の型





	型名
	説明





	integer
	整数



	numeric
	実数（整数＋小数）



	character
	文字列



	factor
	順序なし因子（名義変数などで使用する）



	ordered
	順序つき因子（リッカート尺度にも使う）



	logical
	TRUEとFALSEだけ










少し前に説明したように，R言語では" "または' 'で括られたものはcharacter型の変数となります。 例えば同じ「3」という表記でも，3はinteger型なので四則演算に使える一方，クオートで括られた"3"はcharacter型，つまり「3」という文字として扱われるので，これに別の数字を足し合わせること（例えば"3" + 2など）は出来ません。また，この後出てくる分析の方法のいくつかでは，この型の違いによって処理結果が変わることがあります。 なので変数の型については多少知っておくことで，思った通りの分析結果が出なかったときの原因の一つとして考えられるようになると思います。

また，表 1.4 に載っている型はあくまでも単一の変数の値についてのものです。 一方で，複数の値がくっついたベクトルはvector型のオブジェクトと呼ばれます。 例えばvec <- c(2, 4, 6, 8, 10)として作られたvecは，「中に5つのinteger型の変数（オブジェクト）を持っているvector型のオブジェクト」というわけです。 このように，オブジェクトの構造などを示すための「型」というものも大量に存在しています。 普通に分析をする中で意識することはあまり多くないのですが，一部の関数では，引数で与えるオブジェクトの型によって挙動が変わるものがあるので，思った通りの分析結果が出なかったときには型に注意してみると良いかもしれません。








（私見）プログラミング言語における「型」




Rに限らずほぼすべてのプログラミング言語では，異なる変数のタイプを表すための「型」という概念が用意されています。 それぞれの言語がどのような型を用意しているかは，その言語が何を目的として作られたかによって変わってきます。 R言語は，特に統計解析に特化した言語なので，他の言語ではほぼ見られないfactor型やordered型といった「変数の実質的な意味」による分類の型が用意されています。

統計解析をしない言語であっても「型」の概念は存在しているわけですが，その理由の多くは「安全性」と「効率」だと思っています。 プログラミング言語が使われる場面では，「絶対にエラーを吐いて停止してはいけない」とか「できるだけ大量のデータを高速でさばきたい」といったことが求められがちです。 そこで「想定していない型の変数が来たらそもそも処理を行わない」とか「変数の型によって異なる処理を用意する」としておくことで，思わぬエラー（例えば文字列の足し算をしようとしてしまう）を防ぐことができます。

また，変数の型を明示しておくことでメモリの節約や処理速度の向上も見込まれます。 例えばRでx <- 3という感じで変数を定義する場合，特にその変数の型を指定していませんが，中身（3）から，integer型だろうと推察してくれます。 実はinteger型はどこまでも大きな値を取れるわけではなく，-2147483647から2147483647までの整数しかいれることができません。 これは，32ビットの２進数で表せる値の限界です。２進数で”1111111111111111111111111111111”（1が31個）と表される数が2147483647なのです。 つまり，Rでx <- 3という指示を出した場合，変数xの値を保存するために，２進数では0000000000000000000000000000011として記録することで，仮に2147483647が入っても問題ないようにしています。なんだかもったいないですよね。 一個だけなら良いのですが，datは2800人分のデータなので，一つのinteger型の変数ごとに\(2800\times31\)個のビット（01）が使われているわけです。 これは，もっと大規模なデータを処理する必要のある環境では結構な問題になってしまいます。 例えばdatの中のQ1_1は1から6しか取らないとわかっているので，2進数で表記するためにはビットが3つ（001, 010, 011, 100, 101, 110）あれば十分です。

ということでプログラミング言語によっては，このような場合に備えて異なる長さのinteger型が用意されていたりします。確保するメモリを必要最小限にすることで，より多くのデータを処理できたり，処理速度の向上が見込めるわけです。 そしてそこまで厳密な言語では，変数を宣言する際に例えばint x = 3;という感じで，最初に変数の型を明示的に指定しておくことが求められます（静的型付け言語）。そしてその後に異なる型の値（上の例で言えば小数や文字列など）が入れないよう型にロックをかけてしまいます。 これに対してR言語では実際に入力された値に応じて勝手に変数の型を予測し，また異なる型の値が入る際には柔軟に型を変えてくれます（動的型付け言語）。

動的型付け言語のほうがいちいち変数の型を意識しなくても「いい感じに」処理をしてくれるというメリットがありますが，一方でいつの間にか想定と違う型になっていたりして処理に失敗するようなケースも出てきてしまいます。R言語を利用する際は，変数の型に結構注意する必要がありそうです。







では，実際にdatの中の各変数の型がどのように設定されているかを見てみましょう。自分で設定した覚えが無くても，R言語の中で扱う以上は必ずなんらかの型が勝手に設定されているのです。





コード 1.27: [str] 各変数の型およびサイズを確認


str(dat)








'data.frame':   2800 obs. of  29 variables:
 $ ID       : int  1 2 3 4 5 6 7 8 9 10 ...
 $ Q1_1     : int  2 2 5 4 2 6 2 4 4 2 ...
 $ Q1_2     : int  4 4 4 4 3 6 5 3 3 5 ...
 $ Q1_3     : int  3 5 5 6 3 5 5 1 6 6 ...
 $ Q1_4     : int  4 2 4 5 4 6 3 5 3 6 ...
 $ Q1_5     : int  4 5 4 5 5 5 5 1 3 5 ...
 $ Q1_6     : int  2 5 4 4 4 6 5 3 6 6 ...
 $ Q1_7     : int  3 4 5 4 4 6 4 2 6 5 ...
 $ Q1_8     : int  3 4 4 3 5 6 4 4 3 6 ...
 $ Q1_9     : int  4 3 2 5 3 1 2 2 4 2 ...
 $ Q1_10    : int  4 4 5 5 2 3 3 4 5 1 ...
 $ Q1_11    : int  3 1 2 5 2 2 4 3 5 2 ...
 $ Q1_12    : chr  "3" "1" "4" "3" ...
 $ Q1_13    : int  3 6 4 4 5 6 4 4 -99 4 ...
 $ Q1_14    : int  4 4 4 4 4 5 5 2 4 5 ...
 $ Q1_15    : int  4 3 5 4 5 6 5 1 3 5 ...
 $ Q1_16    : int  3 3 4 2 2 3 1 6 5 5 ...
 $ Q1_17    : int  4 3 5 5 3 5 2 3 5 5 ...
 $ Q1_18    : int  2 3 4 2 4 2 2 2 2 5 ...
 $ Q1_19    : int  2 5 2 4 4 2 1 6 3 2 ...
 $ Q1_20    : int  3 5 3 1 3 3 1 4 3 4 ...
 $ Q1_21    : int  3 4 4 3 3 4 5 3 6 5 ...
 $ Q1_22    : int  6 2 2 3 3 3 2 2 6 1 ...
 $ Q1_23    : int  3 4 5 4 4 5 5 4 6 5 ...
 $ Q1_24    : int  4 3 5 3 3 6 6 5 6 5 ...
 $ Q1_25    : int  3 3 2 5 3 1 1 3 1 2 ...
 $ gender   : int  1 2 2 2 1 2 1 1 1 2 ...
 $ education: int  -99 -99 -99 -99 -99 3 -99 2 1 -99 ...
 $ age      : num  16 18 17 17 17 21 18 19 19 17 ...






read.csv()関数を始めとするデータ読み込み系の関数では，各変数（列）の型を，その中身から推測して自動的に決定してくれます。この時，以下のような規則に従って型が決定されます。基本的には，型に合わない値（e.g., integer型なのに文字列が入っている）があるとエラーを起こしかねないので「読み込んだデータの中にある全ての値を取りうる型」に決定されます。つまり，


	整数しかなければinteger型と考えるのが妥当

	小数があるけれども全て実数ではある場合，integer型だと困るのでnumeric型とみなす12。

	文字列がある場合，numeric型でも困るのでcharacter型とみなす。



ということです。character型は単なる文字列なので，基本的にはあらゆる表記が許されます。

変数名の左のintは「この変数がint型である」ということを意味しています。intとはinteger型のことです。Rの処理の上では，整数か小数かはあまり重要ではありませんが，転記ミスを検出する上では役に立つでしょう。今回のデータの場合，一番下のageは年齢を表す変数なので整数しか入力されていないはずですが，intではなくnum (numeric型)と表示されています。つまり，どうやら変数ageには小数が入っている，ということらしいので，後で探して修正しましょう。また，Q1_12はchr (character型)になっています。ということは，Q1_12のどこかに数字でもない何かが入っている，ということです。必要に応じて修正しないといけません（が，ここでは無視して進みます）。








データの前処理はできればすべてR上でやるべし




どこかから拾ってきたデータや，オンライン調査で自動的に記録されたデータを分析に使用する場合は，面倒でもR上で処理するようにして，その記録をコードとして残しておくべきと考えます。 というのも，そのようなデータについて（Excelなどで開いて）手作業で修正をしてしまうと，


	後で見返したときに何をどう修正したのかがわからない

	そのため，他の人が同じ分析を再現できなくなってしまう



といった問題が生じてしまいます。

一方で，もしもデータが自分で集めて自分で入力したものであれば，修正はR上よりもローデータをいじったほうが早いかもしれません。









データフレーム要素の抽出

read.csv()関数で読み込んだデータは，Rの中ではdata.frameという型13のオブジェクトとして扱われます。読み込んだ時点でそうなっているので普段は気にすることも無いのですが，中身をいじるときには多少その仕組みを知っておいたほうが良いと思います。

データフレームは，表向きには1行1レコードで各列がそれぞれ異なる変数を表す，いわゆる普通の（2次元）データの形式をとっています。ですが内部的には「列の集合」として扱われています。つまり，今回使用するデータで言えば， 図 1.14 のように複数の列があり，これらをまとめたものを「データフレーム」と呼んでいるわけです。このおかげで，列ごとに異なる変数型をとっても良い（numericとcharacterの混在）わけです。一方同じ2次元データでも，行列の型(matrix)の場合，線形代数などの演算を行うために，全ての値は同じ型でなければならないといった決まりがあります。







[image: ]






図 1.14: データフレームの中身








データフレームの要素（中身）を取り出す時には，[ ]という記号を使用します。前半ではベクトルの要素を取り出す方法として同じ記号を紹介しましたが，全く同じことです。 データフレームは表向きには2次元データ（行列と同じ）なので，例えば「i行j列目の要素を取り出したい」というときにはdat[i,j]としてあげましょう。 つまり[ ]の中に行番号と列番号をそれぞれ入れてあげれば良いわけです。行番号と列番号は複数個入れても良いので，ベクトルのときと同じように，以下のようなことも可能です。





コード 1.28: 要素指定の方法(1) 直接数字を入れる


# 最初の5人の2-6列目＝協調性に関する5項目の回答（Q1_1-Q1_5）を見る
dat[1:5, 2:6]








  Q1_1 Q1_2 Q1_3 Q1_4 Q1_5
1    2    4    3    4    4
2    2    4    5    2    5
3    5    4    5    4    4
4    4    4    6    5    5
5    2    3    3    4    5










コード 1.29: 要素指定の方法(2) ベクトルで指定する


# 事前に何らかの基準で抽出する人を決めておき，その番号をベクトルに格納する
target <- c(258, 392, 1098, 1556, 2003)
# それを行番号に入れてあげる
dat[target, 25]








[1] 6 5 6 6 4






ちなみに，行番号または列番号のいずれか一方だけを指定した場合には，指定されなかったほうは全て抽出されます。





コード 1.30: 要素指定の方法(3) 行番号のみを指定


# 最初の5人の全回答（すべての列）を見る
dat[1:5, ]
# つまりhead(dat, 5)と同じ結果








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
3  3    5    4    5    4    4    4    5    4    2     5
4  4    4    4    6    5    5    4    4    3    5     5
5  5    2    3    3    4    5    4    4    5    3     2
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
3     2     4     4     4     5     4     5     4     2
4     5     3     4     4     4     2     5     2     4
5     2     2     5     4     5     2     3     4     4
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1       -99  16
2     5     4     2     4     3     3      2       -99  18
3     3     4     2     5     5     2      2       -99  17
4     1     3     3     4     3     5      2       -99  17
5     3     3     3     4     3     3      1       -99  17










コード 1.31: 要素指定の方法(4) 列番号のみを指定


# 全員分の性別(27列目)だけを見る
dat[, 27]








  [1] 1 2 2 2 1 2 1 1 1 2 1 1 2 1 1 1 2 1 2 2 1 2 1 2 1 2 2
 [28] 2 2 2 2 2 1 2 1 1 1 1 1 2 2 2 1 1 2 1 1 2 2 1 2 2 1 2
 [55] 1 1 2 1 2 1 1 1 2 2 2 2 1 1 2 2 2 2 1 2 2 2 2 2 2 1 1
 [82] 2 1 1 2 1 2 2 2 2 2 2 2 2 2 2 1 1 2 2
 [ reached getOption("max.print") -- omitted 2700 entries ]






結果の出力の形が今までとぜんぜん違うように見えますが，これは長いベクトルを表しています。一番左の[28]は「その行が28番目の要素から始まっているよ」という意味なので，例えば60番目の人の値を見たければ，[55]から始まる行の左から6番目を見ればよいわけです。








データフレーム要素指定時のカンマ




ちなみに，ベクトルと同じようにカンマを使わずに要素を指定したらどうなるでしょうか。つまり先程の最後のコードをdat[,27]ではなくdat[27]としたら？





コード 1.32: 指定時にカンマがなくなったら


dat[27]











   gender
1       1
2       2
3       2
4       2
5       1
6       2
7       1
8       1
9       1
10      2
11      1
12      1
13      2
14      1
15      1
16      1
17      2
18      1
19      2
20      2






データフレームの場合，カンマがなければ要素番号はそのまま列番号を指定したものとみなされます。これは 図 1.14 に示したように，データフレームが「列の集合」だからです。あるいは「列のベクトル」という言い方でも良いかもしれません。つまりdat[27]はdatの中にある「27番目のベクトル」を指示しているわけです。ただ，matrix型ではこのようには機能しないため，混乱を避けるためにも，常に明示的にカンマを入れておくことをおすすめします。







さて，ここまで行番号および列番号を用いてデータフレームの要素を抽出してきました。ですが，このように番号で指定するのはあまり良い方法ではないという意見もあります。それは，たとえば後からデータが追加された場合に古いコードが思わぬ挙動をしたり，後からコードを見たときに「なぜ27列目を指定したのか？」といった情報がなくなってしまうためです。ということで，可能な限り列の指定に関しては列名を用いて行うことをおすすめします。





コード 1.33: 要素指定の方法(5) 変数の名前で指定する


# 性別(27列目)を見る
dat[, "gender"]








  [1] 1 2 2 2 1 2 1 1 1 2 1 1 2 1 1 1 2 1 2 2 1 2 1 2 1 2 2
 [28] 2 2 2 2 2 1 2 1 1 1 1 1 2 2 2 1 1 2 1 1 2 2 1 2 2 1 2
 [55] 1 1 2 1 2 1 1 1 2 2 2 2 1 1 2 2 2 2 1 2 2 2 2 2 2 1 1
 [82] 2 1 1 2 1 2 2 2 2 2 2 2 2 2 2 1 1 2 2
 [ reached getOption("max.print") -- omitted 2700 entries ]










コード 1.34: 要素指定の方法(5-2) 変数の名前で指定する


# データフレームの場合，$を使った指定も可能（ただし一つだけ）
dat$gender








  [1] 1 2 2 2 1 2 1 1 1 2 1 1 2 1 1 1 2 1 2 2 1 2 1 2 1 2 2
 [28] 2 2 2 2 2 1 2 1 1 1 1 1 2 2 2 1 1 2 1 1 2 2 1 2 2 1 2
 [55] 1 1 2 1 2 1 1 1 2 2 2 2 1 1 2 2 2 2 1 2 2 2 2 2 2 1 1
 [82] 2 1 1 2 1 2 2 2 2 2 2 2 2 2 2 1 1 2 2
 [ reached getOption("max.print") -- omitted 2700 entries ]










コード 1.35: 要素指定の方法(6) 複数の変数をベクトルで指定する


# デモグラフィック3項目を見るため，ベクトルに列名を格納
varname <- c("gender", "education", "age")
dat[, varname]








   gender education age
1       1       -99  16
2       2       -99  18
3       2       -99  17
4       2       -99  17
5       1       -99  17
6       2         3  21
7       1       -99  18
8       1         2  19
9       1         1  19
10      2       -99  17
11      1         1  21
12      1       -99  16
13      2       -99  16
14      1       -99  16
15      1         1  17
16      1       -99  17
17      2       -99  17
 [ reached 'max' / getOption("max.print") -- omitted 2783 rows ]













細かい話：指定方法の違いと出力の違い




データフレームの場合，列の指定の方法がいくつかあります。上の例では，カンマを省略した場合だけ縦に表示されました。通常，データフレームや行列から1行または1列だけを取り出すと，取り出された要素は1次元になるため，ベクトルとして扱われる（出力が横に並ぶ）ようになります。なのですが，カンマを省略した場合だけは「1列のデータフレーム」として扱われるという挙動になっています。もしも今後みなさんが使用する関数で「データフレーム型しか受け付けない，ベクトルはダメ」という関数があった場合は，データフレーム型のままにしておく必要があるかもしれません。

ただ，「カンマを省略すると1列のデータフレームになる」と言うのはあくまでもデータフレーム型特有の挙動なので，こんな細かいことをいちいち覚えているのはあまり効率的ではありません。そこで（かなりマニアックな）別の方法をお教えします。それはdrop=FALSEという引数を使う方法です。

1行または1列だけを取り出したときにベクトルに型変換される，というのは，複数行・列が無いためにデータフレームの型を保てず，結果的にベクトル型に落ちた，という見方が出来ます。その「落ちた」をおさえるのがdrop=FALSEです。





コード 1.36: 引数dropの使い方


dat[, "gender", drop = FALSE]








   gender
1       1
2       2
3       2
4       2
5       1
6       2
7       1
8       1
9       1
10      2
 [ reached 'max' / getOption("max.print") -- omitted 2790 rows ]






使用する際には， 上記のように，列番号の後にdrop=FALSEを指定してあげると，カンマを省略したdat["gender"]と同じ結果が得られます。







列を指定する際は番号ではなく列名で行う，という話をしましたが，行のほうはどうしましょうか。行には名前はありません。行にも列にも（ベクトルでも）使える別の指定方法がlogical型で指定するという方法です。数字や名前の代わりに行数・列数と同じ長さのlogical型ベクトルを指定した場合，TRUEのところだけが抽出される仕組みになっています。まずは簡単なベクトルでその挙動を確認しましょう。





コード 1.37: ベクトルの要素をTRUE/FALSEで指定


vec <- 6:10 # c(6,7,8,9,10)と同じ
vec[c(TRUE, FALSE, TRUE, FALSE, TRUE)] # 1,3,5番目がTRUE








[1]  6  8 10






これを利用して，データフレームの最初の3行をlogical型を使って取り出してみます。





コード 1.38: logical型で指定


# 長さ2800のベクトルを作成
# 最初の3つがTRUE，後はFALSE
# rep()は同じものを並べたベクトルを作る関数
vec <- c(rep(TRUE, 3), rep(FALSE, 2797))

# このベクトルを行の指定に使う
dat[vec, ]








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
3  3    5    4    5    4    4    4    5    4    2     5
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
3     2     4     4     4     5     4     5     4     2
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1       -99  16
2     5     4     2     4     3     3      2       -99  18
3     3     4     2     5     5     2      2       -99  17






データフレームの長さと同じ長さのlogical型ベクトルは，比較演算子によって容易に生み出すことが出来ます。例えば「男性(genderが1の人)だけを見たい」としたら，まず抽出したい人のところがTRUEになっているベクトルを作ります。





コード 1.39: 条件に当てはまる人の行を特定する


vec <- dat[, "gender"] == 1 # genderが1の人のところがTRUEになる
vec








  [1]  TRUE FALSE FALSE FALSE  TRUE FALSE  TRUE  TRUE  TRUE
 [10] FALSE  TRUE  TRUE FALSE  TRUE  TRUE  TRUE FALSE  TRUE
 [19] FALSE FALSE  TRUE FALSE  TRUE FALSE  TRUE FALSE FALSE
 [28] FALSE FALSE FALSE FALSE FALSE  TRUE FALSE  TRUE  TRUE
 [37]  TRUE  TRUE  TRUE FALSE FALSE FALSE  TRUE  TRUE FALSE
 [46]  TRUE  TRUE FALSE FALSE  TRUE FALSE FALSE  TRUE FALSE
 [55]  TRUE  TRUE FALSE  TRUE FALSE  TRUE  TRUE  TRUE FALSE
 [64] FALSE FALSE FALSE  TRUE  TRUE FALSE FALSE FALSE FALSE
 [73]  TRUE FALSE FALSE FALSE FALSE FALSE FALSE  TRUE  TRUE
 [82] FALSE  TRUE  TRUE FALSE  TRUE FALSE FALSE FALSE FALSE
 [91] FALSE FALSE FALSE FALSE FALSE FALSE  TRUE  TRUE FALSE
[100] FALSE
 [ reached getOption("max.print") -- omitted 2700 entries ]






あとは以下のように，行指定の場所にベクトルを与えるだけで抽出可能なわけです14。





コード 1.40: 条件に当てはまる人を抽出する


dat[vec, ]








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
5  5    2    3    3    4    5    4    4    5    3     2
7  7    2    5    5    3    5    5    4    4    2     3
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
5     2     2     5     4     5     2     3     4     4
7     4     3     4     5     5     1     2     2     1
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1       -99  16
5     3     3     3     4     3     3      1       -99  17
7     1     5     2     5     6     1      1       -99  18
 [ reached 'max' / getOption("max.print") -- omitted 916 rows ]






もちろん1行にまとめて


dat[dat[, "gender"] == 1, ]




としてもOKです。このあたりは見やすい方を選んでください。

他の比較演算子もまとめて紹介します。





コード 1.41: 比較演算子(1) 不等号


# 年齢が21歳より上（大なり）の人
# 「小なり」の場合不等号を逆に(<)
vec <- dat[, "age"] > 21
dat[vec, ]








   ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
23 23    1    5    6    5    6    4    3    2    4     5
24 24    2    6    5    6    5    3    5    6    3     6
27 27    2    4    4    4    3    6    5    6    1     1
   Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
23     2     1     2     5     2     2     2     2     2
24     2     2     4     6     6     4     4     4     6
27     2     4     4     2     6     3     3     5     3
   Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
23     2     6     1     5     5     2      1         5  68
24     6     6     1     5     6     1      2         2  27
27     2     5     2     6     6     1      2         5  51
 [ reached 'max' / getOption("max.print") -- omitted 1878 rows ]










コード 1.42: 比較演算子(2) 大なり・小なりイコール


# 年齢が21歳以上（大なりイコール）の人
# 「小なりイコール」の場合不等号だけ逆に(<=)
# つまり日本語での読み方と同じ順に記号を書けば良い
vec <- dat[, "age"] >= 21
dat[vec, ]








   ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
6   6    6    6    5    6    5    6    6    6    1     3
11 11    4    4    5    6    5    4    3    5    3     2
23 23    1    5    6    5    6    4    3    2    4     5
   Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
6      2     1     6     5     6     3     5     2     2
11     1     3     2     5     4     3     3     4     2
23     2     1     2     5     2     2     2     2     2
   Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
6      3     4     3     5     6     1      2         3  21
11     3     5     3     5     6     3      1         1  21
23     2     6     1     5     5     2      1         5  68
 [ reached 'max' / getOption("max.print") -- omitted 2022 rows ]










コード 1.43: 比較演算子(3) ノットイコール


# 年齢が21歳ではない（ノットイコール）人
vec <- dat[, "age"] != 21
dat[vec, ]








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
3  3    5    4    5    4    4    4    5    4    2     5
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
3     2     4     4     4     5     4     5     4     2
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1       -99  16
2     5     4     2     4     3     3      2       -99  18
3     3     4     2     5     5     2      2       -99  17
 [ reached 'max' / getOption("max.print") -- omitted 2653 rows ]






ちなみにノットイコールで使用した !記号は，多くの場面でTRUEとFALSEをひっくり返す役割を持っています。これは結構多用すると思うので覚えておきましょう（後でも出てきます）。





コード 1.44: !で結果をひっくり返す


# 年齢が21歳の（ノットイコールの逆＝イコール）人
vec <- !(dat[, "age"] != 21)
dat[vec, ]








   ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
6   6    6    6    5    6    5    6    6    6    1     3
11 11    4    4    5    6    5    4    3    5    3     2
38 38    1    4    4    2    3    6    5    6    3     4
   Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
6      2     1     6     5     6     3     5     2     2
11     1     3     2     5     4     3     3     4     2
38     3     4     3     3     5     5     6     5     5
   Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
6      3     4     3     5     6     1      2         3  21
11     3     5     3     5     6     3      1         1  21
38     4     5     5     4     5     2      1         3  21
 [ reached 'max' / getOption("max.print") -- omitted 141 rows ]






ただし実のところ，logical型ベクトルで行を指定すると，NA周りで面倒なことになります。なので特定の条件を満たす行を抽出する場合には，代わりにsubset()関数を使うようにしてください。





コード 1.45: [subset] 条件を満たす行を抽出する


# 大卒以上だけ
subset(dat, education >= 4)








   ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
23 23    1    5    6    5    6    4    3    2    4     5
27 27    2    4    4    4    3    6    5    6    1     1
33 33    1    5    6    5    4    1    5    6    4     6
   Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
23     2     1     2     5     2     2     2     2     2
27     2     4     4     2     6     3     3     5     3
33     6     6     2     1     1     1     2     1     3
   Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
23     2     6     1     5     5     2      1         5  68
27     2     5     2     6     6     1      2         5  51
33     6     6     6     5     6     1      1         5  23
 [ reached 'max' / getOption("max.print") -- omitted 809 rows ]













行抽出時にNAがあるとどうなるのか




百聞は一見にしかずということで，早速やってみましょう。 今回使用しているデータでは，NAが-99という値で記録されているため，一旦「-99はNAのことだよ」と指定したうえで再度読み込みます。





コード 1.46: NAを指定してcsvファイルを読み込む


# Chapter 2でも再度説明しています
dat_na <- read.csv("data.csv", na = "-99")
head(dat_na)








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
3  3    5    4    5    4    4    4    5    4    2     5
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
3     2     4     4     4     5     4     5     4     2
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1        NA  16
2     5     4     2     4     3     3      2        NA  18
3     3     4     2     5     5     2      2        NA  17
 [ reached 'max' / getOption("max.print") -- omitted 3 rows ]






これで，データフレームの中にNAがある状態ができました。 ここで例えばdat_na[,"education"] == 1という比較演算が行われると，1の人はTRUE，それ以外の人はFALSEになりそうなものですが，実際にはNAの人はNAが返ってきます。





コード 1.47: logical型ベクトルにNAがある場合


# 変数educationは，一部の人がNA（無回答）になっている
dat_na[, "education"] == 1








  [1]    NA    NA    NA    NA    NA FALSE    NA FALSE  TRUE
 [10]    NA  TRUE    NA    NA    NA  TRUE    NA    NA    NA
 [19]    NA    NA    NA    NA FALSE FALSE  TRUE FALSE FALSE
 [28]    NA FALSE FALSE    NA FALSE FALSE    NA FALSE FALSE
 [37] FALSE FALSE    NA FALSE FALSE FALSE  TRUE FALSE FALSE
 [46] FALSE FALSE  TRUE  TRUE FALSE FALSE FALSE FALSE FALSE
 [55] FALSE FALSE FALSE FALSE FALSE FALSE  TRUE  TRUE FALSE
 [64] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
 [73] FALSE FALSE FALSE FALSE    NA    NA FALSE FALSE FALSE
 [82] FALSE    NA FALSE  TRUE FALSE FALSE FALSE FALSE FALSE
 [91] FALSE FALSE FALSE FALSE  TRUE FALSE FALSE FALSE FALSE
[100] FALSE
 [ reached getOption("max.print") -- omitted 2700 entries ]






これは，NAが「値がない」というよりは「いまは値が入っていないが，何かが入ってくる可能性は捨てていない」といった意味を持っているためです。 このため「現時点では値がないのでTRUEかFALSEか判断できない」という意味でNAを返してくるのです。

そして，以下のようにlogical型による行指定の際にNAが入っていると，そこには「全ての変数がNAになった行」が誕生します。酷い話です。





コード 1.48: 行指定にNAがある場合


dat_na[dat_na[, "education"] == 1, ]








     ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
NA   NA   NA   NA   NA   NA   NA   NA   NA   NA   NA    NA
NA.1 NA   NA   NA   NA   NA   NA   NA   NA   NA   NA    NA
NA.2 NA   NA   NA   NA   NA   NA   NA   NA   NA   NA    NA
     Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
NA      NA  <NA>    NA    NA    NA    NA    NA    NA    NA
NA.1    NA  <NA>    NA    NA    NA    NA    NA    NA    NA
NA.2    NA  <NA>    NA    NA    NA    NA    NA    NA    NA
     Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education
NA      NA    NA    NA    NA    NA    NA     NA        NA
NA.1    NA    NA    NA    NA    NA    NA     NA        NA
NA.2    NA    NA    NA    NA    NA    NA     NA        NA
     age
NA    NA
NA.1  NA
NA.2  NA
 [ reached 'max' / getOption("max.print") -- omitted 444 rows ]






具体的にこれが引き起こす問題としては，


	平均値などを計算しようとしたときにNAが入っているために計算ができない（na.rm=TRUEとしたら良いですが）

	行の数が「条件に合うデータ（TRUE）の数」と合わないために計算や関数の挙動がおかしくなる



などが考えられます。











1.5 要約統計量の確認

Rにデフォルトで入っているsummary()や，psych::describe()，Hmisc::describe()といった関数は，各変数の要約統計量を出してくれるものです。どれを使っても良い15のですが，ここではsummary()を使って変数の確認をしてみます。








関数名の左にパッケージ名を書いておく




psych::describe()など，関数名の左にパッケージ名と::を書いた表現は，どのパッケージの関数を使うかを明示するものです。例えばpsychとHmiscパッケージを両方ともlibrary()した状態でdescribe()関数を呼び出そうとすると，基本的には後に読み込んだほうのdescribe()関数が呼び出されるようになっているはずです（ちなみにどのパッケージの関数が呼び出されているかは，help()を使ったりするとわかります）。

だとすると，もし「Hmiscパッケージのdescribe()関数」を呼び出したい場合には，そもそもpsychパッケージをlibrary()しないようにしたり，両方library()するにしてもその順番を変える必要がありますが，これは明らかに面倒です。

このような場合に，Hmisc::describe()というように書けば，他のパッケージにあるdescribe()関数は気にせずに，確実に「Hmiscパッケージのdescribe()関数」を呼び出せるわけです。

また，この記法による関数の呼び出しは，パッケージをlibrary()していなくても使えます。そのため，あるパッケージの関数を一度しか使わない場合など「library()するほどではない」ときにも使えるので覚えておきましょう。上述したように，同名の関数の思わぬ衝突を避けられるかもしれません。











コード 1.49: [summary] 量的変数の平均値や最大値・最小値などをチェック


# 全部表示すると長いので出力は省略しています
summary(dat)











       ID              Q1_1              Q1_2        
 Min.   :   1.0   Min.   :-99.000   Min.   :-99.000  
 1st Qu.: 700.8   1st Qu.:  1.000   1st Qu.:  4.000  
 Median :1400.5   Median :  2.000   Median :  5.000  
 Mean   :1400.5   Mean   :  1.834   Mean   :  3.801  
 3rd Qu.:2100.2   3rd Qu.:  3.000   3rd Qu.:  6.000  
 Max.   :2800.0   Max.   :  6.000   Max.   :  6.000  
      Q1_3              Q1_4              Q1_5       
 Min.   :-99.000   Min.   :-99.000   Min.   :-99.00  
 1st Qu.:  4.000   1st Qu.:  4.000   1st Qu.:  4.00  
 Median :  5.000   Median :  5.000   Median :  5.00  
 Mean   :  3.642   Mean   :  3.996   Mean   :  3.99  
 3rd Qu.:  6.000   3rd Qu.:  6.000   3rd Qu.:  5.00  
 Max.   :  6.000   Max.   :  6.000   Max.   : 44.00  
      Q1_6              Q1_7              Q1_8        
 Min.   :-99.000   Min.   :-99.000   Min.   :-99.000  
 1st Qu.:  4.000   1st Qu.:  4.000   1st Qu.:  4.000  
 Median :  5.000   Median :  5.000   Median :  5.000  
 Mean   :  3.726   Mean   :  3.484   Mean   :  3.566  
 3rd Qu.:  5.000   3rd Qu.:  5.000   3rd Qu.:  5.000  
 Max.   :  6.000   Max.   :  6.000   Max.   :  6.000  






ちなみに，summary()系の関数は，変数の型に応じた要約統計量を返してくれます。





コード 1.50: 型によって異なる要約(1) logical型の場合


summary(dat[, "gender"] == 1)








   Mode   FALSE    TRUE 
logical    1881     919 










コード 1.51: 型によって異なる要約(2) character型の場合


summary(as.character(dat[, "Q1_1"]))








   Length     Class      Mode 
     2800 character character 










コード 1.52: 型によって異なる要約(3) factor型の場合


summary(as.factor(dat[, "Q1_1"]))








-99   1   2   3   4   5   6 
 16 922 818 402 337 223  82 








1.6 GUIで細かいチェック

View()は， 図 1.15 のようにRstudioの中に操作可能なビューワーを表示してくれる関数です。値を書き換えることは出来ませんが，特定の列でソートしたり，フィルターをかけたりは出来ます。 生のRでも使えますが，日本語が文字化けしたり，本当にただ表示するだけなので使い勝手はあまり良くありません。





コード 1.53: [View] データを操作して眺める


# 気になるところがあれば細かくチェックするために
# 正直いうと，csvに書き出してExcelで開いても良いと思います
View(dat)














[image: ]



図 1.15: View()のあとRstudioに表示されるもの










1.7 データの保存

Rを開くたびに毎回元データを読み込んでコードを全部回すのは非効率＆データサイズが大きいと時間がかかってしまうので，コードファイルは適当なところで区切り，処理後のデータを保存しておく（セーブポイントを作る）のがおすすめです。

（以下には，データを保存するための方法について最低限の解説をしていますが，Chapter 5-8で使用するデータは別のものです。そのため，以下の「Chapter 4までの処理が完了した状態」のファイルをダウンロードしておいてください。）

↓ファイルのダウンロードはこちらから

chapter04.rds


1.7.1 CSVに保存する

（あまり無いかもしれませんが）特にR以外のソフトウェアを使っている人とデータをやり取りする場合や，データの汎用性を高めたい場合には，CSV形式で保存しておくのが良いでしょう。

CSVに保存する場合は，write.csv()を使います。2つ目の引数が，保存するファイルの名前を指しています。他にもいくつかの引数がありますが，適宜設定しましょう。








	引数名
	説明





	na
	NAのところにどういう文字を入れておくか。デフォルトはna="NA"ですが，他のソフトウェアで分析を続ける場合には変更する必要があるかもしれません。



	row.names
	一番左の列に，行の名前16を入れるかを選びます。デフォルトでは行番号が入るのですが，これをまた読み込む際に行番号の列が1列目になり，全ての列が一つ右にずれることになります。そのため行の名前に特別な意味がなければ，FALSEにしておくことをおすすめします。



	col.names
	先頭行に，列の名前を入れるかを選びます。普通は入れておけば良いですが，これもソフトウェアによっては「列名を入れるな。データだけにしろ。」というものもあるので，そのような際にはFALSEにしてあげてください。









コード 1.54: CSVに書き込む


write.csv(dat, "dat.csv", row.names = FALSE)











1.7.2 オブジェクトのまま保存する

CSVに保存する場合，変数の型（例えば前処理において型の変換を行った列など）の情報は記録されないため，読み込むたびに改めて行わなければいけない処理が発生します。 またCSVはデータフレームや行列などの2次元配列までしか保存できないため，データ以外の分析結果のオブジェクトを保存する際には，CSVは使えません。

このような場合，Rオブジェクトのまま保存するという手段があります。この授業でも，データの保存はこちらの方法で行うことにします。 特定のオブジェクトを保存する際には，saveRDS()という関数を使います（読み込みは次回の最初に）。





コード 1.55: Rオブジェクトのまま保存する


# 拡張子は大文字でも小文字でも（というかrdsにしなくても）良いですが，
# たぶん.rdsが最もメジャーです。
saveRDS(dat, "dat.rds")









saveRDS()では一つのオブジェクトだけを保存しますが，場合によっては複数のオブジェクトをまとめて保存したい，何なら現時点での状態をそのまままるごと保存しておきたい，という場合もあるでしょう。 そのような場合はsave()やsave.image()関数が使えます。





コード 1.56: 複数オブジェクトを保存


# save()およびsave.image()関数で保存する場合は.rdataとする習わしがあります。
# .rdsと.rdataの違いについては次回…
save(dat, vec, file = "tmp.rdata")
# ワークスペース全体を保存してくれる
save.image(file = "tmp_all.rdata")









ちなみにsave.image()でやっていることは，RやRstudioを閉じようとした際の質問で「保存」を選んだ時と同じです。この場合にはファイル名は指定できずに必ず（ドットの前に何もない）".Rdata"という名前になります。が，使う分には問題ありません。






[image: ]



図 1.16: Rを閉じる時















1. ちなみにデキる大人はRの中でPythonを呼び出したり，その逆をしたりします。得意不得意があることをよく理解している人は，それぞれの言語に得意な作業を分担させたりするわけです。最近ではRからでもPythonからでもChatGPTを呼び出したりもできます。



2. 「しぃらん」と読むらしいですね。



3. ただ最近ではRStudioの開発元がPositに改名されたように，RstudioでもRとPythonをだいぶ並行して扱えるようになっています。とはいえVScodeは扱える言語の数が圧倒的に多いので，例えば「LateXで論文を書きながら，Rで分析しながら，ちょっとしたメモはmarkdownで書きながら…」みたいな猛者にはVScodeもおすすめです。



4. 実はPythonを始めとする多くのプログラミング言語では，+か*の演算が文字列に対しても適用可能です。これらの言語では，「数字同士だったら足し算（掛け算）をする」「どちらか一方でも文字列だったら文字列をくっつける」という処理が定義されていることが多いのです。したがって，Pythonでbox2 + 3とした場合には，"hello3"という値が出力されます。



5. 以降，関数であることを表すときには関数名の後に空白のカッコをつけます。



6. というように，Rのvar()関数は不偏分散を計算する関数として用意されている一方，デフォルトでは標本分散を計算する関数が無いので，標本分散を計算したい場合はvar()/(n/(n-1))（nはデータの数）とかしてください。



7. combineの頭文字でcです。



8. あとは人に頼る能力も重要だと思います。



9. 例えばですがこれより前にpsych <- "xxx"というコードを実行していた場合には，install.packages(psych)はinstall.packages("xxx")となるので，"xxx"が実在するパッケージ名であれば，（psychパッケージではなく）xxxパッケージをインストールします。



10. 大学の学部でRの授業をすると，マジで何割かはこの質問が来ます。体感では一番のFAQです。



11. 反対に，私の研究室にある書類をディレクトリ的に書くならば「兵庫県/神戸市/灘区/六甲台町/2/1/神戸大学/第4学舎/512/※※に関する書類」という感じになるわけです。郵便番号は「兵庫県/神戸市/灘区/六甲台町」というフォルダにつけられたニックネーム的なものということですね。



12. この場合character型とみなしても良さそうなものですが，全て実数なのでnumeric型とみなしたほうがしっくり来るだろう，と勝手に判断しているということです。



13. 変数の性質を表すために「型」という概念があるように，データの構造を表すのもまた「型」なのです。



14. ちなみにイコールが一つだけ(=)の場合は<-と同じく代入の働きをします。よくあるミスなのでご注意ください。



15. psych::describe()を使うと「NAではない数」「標準偏差」「トリム平均」「尖度」「歪度」なども出してくれますが，第１・３四分位点は出してくれません（引数quantで追加は可能）。またHmisc::describe()ではデータの内容に合わせて度数分布や最大値・最小値トップ５を出してくれたり，いろいろな分位点を出してくれます。結局のところ，好きな関数を使えばOKです。



16. ID列とは別の話です。Rではデータフレームの中で，列とは別の扱いとして「行の名前」が指定できます。列名が「1行目」としては扱われないのと同じ感じです。





2 データの読み込み・基本操作

Rによるデータの読み込みと，この後の内容で必要になるデータフレームの基本操作を一通り説明しています。




この章のPDF版はこちら


さっそくRを使ったデータ分析の演習に突入します1。本講義のメインである因子分析などの分析法に入る前に，今回はデータの読み込みを行い，Rの基本操作を説明しながらデータの確認＆ミスの処理を行っていきます。次回以降では引き続き，データの前処理（ゴミデータの処理）および項目・尺度の性質（分布・信頼性・妥当性など）をチェックしておきます。





コード 2.1: データの読み込み (CSV)


dat <- read.csv("data.csv")










2.1 データフレームの基本操作

データを読み込んだら，まずは正しく読み込めているかをざっと確認します。確認の方法はRユーザーの数だけ存在すると思いますが，head()，str()，summary()，View()なんかが良く使われるベーシックな関数ではないか，と思います。ここからは，これらの関数を使ってデータを確認しながら，おかしな点を確認・修正していきましょう。





コード 2.2: head: 最初の数行を表示


# 変数の数が多いと見にくいのであまり使えない
head(dat)








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
3  3    5    4    5    4    4    4    5    4    2     5
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
3     2     4     4     4     5     4     5     4     2
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1       -99  16
2     5     4     2     4     3     3      2       -99  18
3     3     4     2     5     5     2      2       -99  17
 [ reached 'max' / getOption("max.print") -- omitted 3 rows ]






head()は「とりあえず読み込めているか」の確認程度には使えます。また，データの前処理・加工の過程でも，ちょくちょくhead()をすることで「今のところうまく行っているか」を確認したりにも使います。 データが読み込めたら，列の名前や入力されている値が想定通りになっているかを確認しましょう。

幸い（？）なことに，この段階でおかしな値が見つかりました。educationは 表 1.3 によれば1から5までの整数しか取らないはずですが，-99という値が入っています。実は，このデータでは欠測値を-99に置き換えています。一部のソフトウェアでは，このように欠測値に「絶対あり得ない数値」を入れておくという処理をする必要があります。ですがRには欠測値を表すためのNAという特殊な値が用意されているので，-99をNAに置き換えてあげると良いでしょう。read.csv()は，デフォルトでは大文字のNAという表記あるいは空白のみを欠測値として認識しています2。こういった場合には，read.csv()の際に引数によって「-99は欠測値を表しているんだよ」ということを伝えた上で再度読み込みましょう。





コード 2.3: データの読み込み (欠測値をわからせる)


dat <- read.csv("data.csv", na.strings = "-99")









このように，ほとんどの関数では，適切に引数を設定してあげることで色々と挙動を変えることが出来ます。read.csv()関数で言えば，「文字化けしたとき(encodingあるいはFileEncoding)」や「1行目が変数名ではなくいきなりデータが入っているとき(header)」にも，引数を変えてあげれば対応可能です。








ファイルのエンコーディング




文字コードおよび文字化けの仕組みについてはこのページなんかが詳しいと思います（最終確認日：2024/10/07）。

文字化けが起こるのは，ファイル作成時の文字コードと読み込み時の文字コードが異なる場合です。現在，日本のパソコンのOSで使用されている文字コードはたいてい”Shift-JIS(CP932)“(主にWindows)か，”UTF-8”（その他）のいずれかでしょう。したがって，Windowsで作成したファイルをMacのRで読み込むような場合に，文字化けが発生しやすいです。

そのため，read.csv()する際に「このファイルはShift-JISで作られたものだよ」といったことを指定してあげることで文字化けを防ぐことができるわけです。よくわからない場合には，引数FileEncodingおよびencodingに以下のいずれかを指定して色々試してみてください。どれか当たると思います。


	shift-jis

	CP932

	UTF-8

	UTF-8-BOM



以上の全てでうまく読み込めない場合，そもそも日本語ではないかファイルが破損しているかのどちらかだと思います…多分…。







ということで，これで-99だったところがきちんとNAに置き換わったので，引き続きデータの確認に戻りましょう。





コード 2.4: データの読み込み (欠測値をわからせる)


# 第2引数を変えると「最初の何行を表示するか」が変えられる
head(dat, 2) # 2行だけ表示
# education列がNAに置き換わっている








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1        NA  16
2     5     4     2     4     3     3      2        NA  18







2.1.1 変数の型

学部の統計学の講義では，最初に変数のタイプのお話をすることが多いです。みなさんが受けてきた講義がどうだったかは分かりませんが，私の講義ではそのようにしています。 変数のタイプとは，例えば「量的変数と質的変数」だとか「連続変数と離散変数」「間隔尺度と順序尺度」などといった言い方で分類されるものです。 統計学において変数のタイプ分けがなぜ重要だったかというと，タイプごとにできる計算・分析が異なるためでした。 datの中身で言えば，最初の行のIDは見た目は数字ですが，個人を識別するための名義尺度（＝質的変数）なので，例えば「IDの平均値」を計算しても何の意味もありません。 重要なのは，変数のタイプは見た目では判断できないということです。IDはその後ろの回答データQ1_1以降とは明らかに違う型なのですが，特に最初の数行を見ただけでは区別はできません。 そこで，R言語でこうしたデータを扱う場合には，データの中身（具体的な値）と変数の型をセットにして管理していくことになります。

R言語では，結構いろいろなタイプのデータ・変数を扱うための「型」が用意されています。とりあえずデータ分析の範囲で登場する代表的な型としては以下のようなものがあります。




表 2.1: R言語における代表的な変数の型





	型名
	説明





	integer
	整数



	numeric
	実数（整数＋小数）



	character
	文字列



	factor
	順序なし因子（名義変数などで使用する）



	ordered
	順序つき因子（リッカート尺度にも使う）



	logical
	TRUEとFALSEだけ










少し前に説明したように，R言語では" "または' 'で括られたものはcharacter型の変数となります。 例えば同じ「3」という表記でも，3はinteger型なので四則演算に使える一方，クオートで括られた"3"はcharacter型，つまり「3」という文字として扱われるので，これに別の数字を足し合わせること（例えば"3" + 2など）は出来ません。また，この後出てくる分析の方法のいくつかでは，この型の違いによって処理結果が変わることがあります。 なので変数の型については多少知っておくことで，思った通りの分析結果が出なかったときの原因の一つとして考えられるようになると思います。

また，表 2.1 に載っている型はあくまでも単一の変数の値についてのものです。 一方で，複数の値がくっついたベクトルはvector型のオブジェクトと呼ばれます。 例えばvec <- c(2, 4, 6, 8, 10)として作られたvecは，「中に5つのinteger型の変数（オブジェクト）を持っているvector型のオブジェクト」というわけです。 このように，オブジェクトの構造などを示すための「型」というものも大量に存在しています。 普通に分析をする中で意識することはあまり多くないのですが，一部の関数では，引数で与えるオブジェクトの型によって挙動が変わるものがあるので，思った通りの分析結果が出なかったときには型に注意してみると良いかもしれません。








（私見）プログラミング言語における「型」




Rに限らずほぼすべてのプログラミング言語では，異なる変数のタイプを表すための「型」という概念が用意されています。 それぞれの言語がどのような型を用意しているかは，その言語が何を目的として作られたかによって変わってきます。 R言語は，特に統計解析に特化した言語なので，他の言語ではほぼ見られないfactor型やordered型といった「変数の実質的な意味」による分類の型が用意されています。

統計解析をしない言語であっても「型」の概念は存在しているわけですが，その理由の多くは「安全性」と「効率」だと思っています。 プログラミング言語が使われる場面では，「絶対にエラーを吐いて停止してはいけない」とか「できるだけ大量のデータを高速でさばきたい」といったことが求められがちです。 そこで「想定していない型の変数が来たらそもそも処理を行わない」とか「変数の型によって異なる処理を用意する」としておくことで，思わぬエラー（例えば文字列の足し算をしようとしてしまう）を防ぐことができます。

また，変数の型を明示しておくことでメモリの節約や処理速度の向上も見込まれます。 例えばRでx <- 3という感じで変数を定義する場合，特にその変数の型を指定していませんが，中身（3）から，integer型だろうと推察してくれます。 実はinteger型はどこまでも大きな値を取れるわけではなく，-2147483647から2147483647までの整数しかいれることができません。 これは，32ビットの２進数で表せる値の限界です。２進数で”1111111111111111111111111111111”（1が31個）と表される数が2147483647なのです。 つまり，Rでx <- 3という指示を出した場合，変数xの値を保存するために，２進数では0000000000000000000000000000011として記録することで，仮に2147483647が入っても問題ないようにしています。なんだかもったいないですよね。 一個だけなら良いのですが，datは2800人分のデータなので，一つのinteger型の変数ごとに\(2800\times31\)個のビット（01）が使われているわけです。 これは，もっと大規模なデータを処理する必要のある環境では結構な問題になってしまいます。 例えばdatの中のQ1_1は1から6しか取らないとわかっているので，2進数で表記するためにはビットが3つ（001, 010, 011, 100, 101, 110）あれば十分です。

ということでプログラミング言語によっては，このような場合に備えて異なる長さのinteger型が用意されていたりします。確保するメモリを必要最小限にすることで，より多くのデータを処理できたり，処理速度の向上が見込めるわけです。 そしてそこまで厳密な言語では，変数を宣言する際に例えばint x = 3;という感じで，最初に変数の型を明示的に指定しておくことが求められます（静的型付け言語）。そしてその後に異なる型の値（上の例で言えば小数や文字列など）が入れないよう型にロックをかけてしまいます。 これに対してR言語では実際に入力された値に応じて勝手に変数の型を予測し，また異なる型の値が入る際には柔軟に型を変えてくれます（動的型付け言語）。

動的型付け言語のほうがいちいち変数の型を意識しなくても「いい感じに」処理をしてくれるというメリットがありますが，一方でいつの間にか想定と違う型になっていたりして処理に失敗するようなケースも出てきてしまいます。R言語を利用する際は，変数の型に結構注意する必要がありそうです。







では，実際にdatの中の各変数の型がどのように設定されているかを見てみましょう。自分で設定した覚えが無くても，R言語の中で扱う以上は必ずなんらかの型が勝手に設定されているのです。





コード 2.5: [str] 各変数の型およびサイズを確認


str(dat)








'data.frame':   2800 obs. of  29 variables:
 $ ID       : int  1 2 3 4 5 6 7 8 9 10 ...
 $ Q1_1     : int  2 2 5 4 2 6 2 4 4 2 ...
 $ Q1_2     : int  4 4 4 4 3 6 5 3 3 5 ...
 $ Q1_3     : int  3 5 5 6 3 5 5 1 6 6 ...
 $ Q1_4     : int  4 2 4 5 4 6 3 5 3 6 ...
 $ Q1_5     : int  4 5 4 5 5 5 5 1 3 5 ...
 $ Q1_6     : int  2 5 4 4 4 6 5 3 6 6 ...
 $ Q1_7     : int  3 4 5 4 4 6 4 2 6 5 ...
 $ Q1_8     : int  3 4 4 3 5 6 4 4 3 6 ...
 $ Q1_9     : int  4 3 2 5 3 1 2 2 4 2 ...
 $ Q1_10    : int  4 4 5 5 2 3 3 4 5 1 ...
 $ Q1_11    : int  3 1 2 5 2 2 4 3 5 2 ...
 $ Q1_12    : chr  "3" "1" "4" "3" ...
 $ Q1_13    : int  3 6 4 4 5 6 4 4 NA 4 ...
 $ Q1_14    : int  4 4 4 4 4 5 5 2 4 5 ...
 $ Q1_15    : int  4 3 5 4 5 6 5 1 3 5 ...
 $ Q1_16    : int  3 3 4 2 2 3 1 6 5 5 ...
 $ Q1_17    : int  4 3 5 5 3 5 2 3 5 5 ...
 $ Q1_18    : int  2 3 4 2 4 2 2 2 2 5 ...
 $ Q1_19    : int  2 5 2 4 4 2 1 6 3 2 ...
 $ Q1_20    : int  3 5 3 1 3 3 1 4 3 4 ...
 $ Q1_21    : int  3 4 4 3 3 4 5 3 6 5 ...
 $ Q1_22    : int  6 2 2 3 3 3 2 2 6 1 ...
 $ Q1_23    : int  3 4 5 4 4 5 5 4 6 5 ...
 $ Q1_24    : int  4 3 5 3 3 6 6 5 6 5 ...
 $ Q1_25    : int  3 3 2 5 3 1 1 3 1 2 ...
 $ gender   : int  1 2 2 2 1 2 1 1 1 2 ...
 $ education: int  NA NA NA NA NA 3 NA 2 1 NA ...
 $ age      : num  16 18 17 17 17 21 18 19 19 17 ...






read.csv()関数を始めとするデータ読み込み系の関数では，各変数（列）の型を，その中身から推測して自動的に決定してくれます。この時，以下のような規則に従って型が決定されます。基本的には，型に合わない値（e.g., integer型なのに文字列が入っている）があるとエラーを起こしかねないので「読み込んだデータの中にある全ての値を取りうる型」に決定されます。つまり，


	整数しかなければinteger型と考えるのが妥当

	小数があるけれども全て実数ではある場合，integer型だと困るのでnumeric型とみなす3。

	文字列がある場合，numeric型でも困るのでcharacter型とみなす。



ということです。character型は単なる文字列なので，基本的にはあらゆる表記が許されます。

変数名の左のintは「この変数がint型である」ということを意味しています。intとはinteger型のことです。Rの処理の上では，整数か小数かはあまり重要ではありませんが，転記ミスを検出する上では役に立つでしょう。今回のデータの場合，一番下のageは年齢を表す変数なので整数しか入力されていないはずですが，intではなくnum (numeric型)と表示されています。つまり，どうやら変数ageには小数が入っている，ということらしいので，後で探して修正しましょう。また，Q1_12はchr (character型)になっています。ということは，Q1_12のどこかに数字でもない何かが入っている，ということです。これもageと合わせて修正します。








データの前処理はできればすべてR上でやるべし




どこかから拾ってきたデータや，オンライン調査で自動的に記録されたデータを分析に使用する場合は，面倒でもR上で処理するようにして，その記録をコードとして残しておくべきと考えます。 というのも，そのようなデータについて（Excelなどで開いて）手作業で修正をしてしまうと，


	後で見返したときに何をどう修正したのかがわからない

	そのため，他の人が同じ分析を再現できなくなってしまう



といった問題が生じてしまいます。

一方で，もしもデータが自分で集めて自分で入力したものであれば，修正はR上よりもローデータをいじったほうが早いかもしれません。









2.1.2 データフレーム要素の抽出

read.csv()関数で読み込んだデータは，Rの中ではデータフレームという型4のオブジェクトとして扱われます。読み込んだ時点でそうなっているので普段は気にすることも無いのですが，中身をいじるときには多少その仕組みを知っておいたほうが良いと思います。

データフレームは，表向きには1行1レコードで各列がそれぞれ異なる変数を表す，いわゆる普通の（2次元）データの形式をとっています。ですが内部的には「列の集合」として扱われています。つまり，今回使用するデータで言えば， 図 2.1 のように複数の列があり，これらをまとめたものを「データフレーム」と呼んでいるわけです。このおかげで，列ごとに異なる変数型をとっても良い（numericとcharacterの混在）わけです。一方同じ2次元データでも，行列の型(matrix)の場合，線形代数などの演算を行うために，全ての値は同じ型でなければならないといった決まりがあります。







[image: ]






図 2.1: データフレームの中身








データフレームの要素（中身）を取り出す時には，[ ]という記号を使用します。第1章ではベクトルの要素を取り出す方法として同じ記号を紹介しましたが，全く同じことです。データフレームは表向きには2次元データ（行列と同じ）なので，例えば「i行j列目の要素を取り出したい」というときにはdat[i,j]としてあげましょう。つまり[ ]の中に行番号と列番号をそれぞれ入れてあげれば良いわけです。行番号と列番号は複数個入れても良いので，ベクトルのときと同じように，以下のようなことも可能です。





コード 2.6: 要素指定の方法(1) 直接数字を入れる


# 最初の5人の2-6列目＝協調性に関する5項目の回答（Q1_1-Q1_5）を見る
dat[1:5, 2:6]








  Q1_1 Q1_2 Q1_3 Q1_4 Q1_5
1    2    4    3    4    4
2    2    4    5    2    5
3    5    4    5    4    4
4    4    4    6    5    5
5    2    3    3    4    5










コード 2.7: 要素指定の方法(2) ベクトルで指定する


# 事前に何らかの基準で抽出する人を決めておき，その番号をベクトルに格納する
target <- c(258, 392, 1098, 1556, 2003)
# それを行番号に入れてあげる
dat[target, 25]








[1] 6 5 6 6 4






ちなみに，行番号または列番号のいずれか一方だけを指定した場合には，指定されなかったほうは全て抽出されます。





コード 2.8: 要素指定の方法(3) 行番号のみを指定


# 最初の5人の全回答（すべての列）を見る
dat[1:5, ]
# つまりhead(dat, 5)と同じ結果








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
3  3    5    4    5    4    4    4    5    4    2     5
4  4    4    4    6    5    5    4    4    3    5     5
5  5    2    3    3    4    5    4    4    5    3     2
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
3     2     4     4     4     5     4     5     4     2
4     5     3     4     4     4     2     5     2     4
5     2     2     5     4     5     2     3     4     4
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1        NA  16
2     5     4     2     4     3     3      2        NA  18
3     3     4     2     5     5     2      2        NA  17
4     1     3     3     4     3     5      2        NA  17
5     3     3     3     4     3     3      1        NA  17










コード 2.9: 要素指定の方法(4) 列番号のみを指定


# 全員分の性別(27列目)だけを見る
dat[, 27]








  [1] 1 2 2 2 1 2 1 1 1 2 1 1 2 1 1 1 2 1 2 2 1 2 1 2 1 2 2
 [28] 2 2 2 2 2 1 2 1 1 1 1 1 2 2 2 1 1 2 1 1 2 2 1 2 2 1 2
 [55] 1 1 2 1 2 1 1 1 2 2 2 2 1 1 2 2 2 2 1 2 2 2 2 2 2 1 1
 [82] 2 1 1 2 1 2 2 2 2 2 2 2 2 2 2 1 1 2 2
 [ reached getOption("max.print") -- omitted 2700 entries ]






結果の出力の形が今までとぜんぜん違うように見えますが，これは長いベクトルを表しています。一番左の[28]は「その行が28番目の要素から始まっているよ」という意味なので，例えば60番目の人の値を見たければ，[55]から始まる行の左から6番目を見ればよいわけです。








データフレーム要素指定時のカンマ




ちなみに，ベクトルと同じようにカンマを使わずに要素を指定したらどうなるでしょうか。つまり先程の最後のコードをdat[,27]ではなくdat[27]としたら？





コード 2.10: 指定時にカンマがなくなったら


dat[27]











   gender
1       1
2       2
3       2
4       2
5       1
6       2
7       1
8       1
9       1
10      2
11      1
12      1
13      2
14      1
15      1
16      1
17      2
18      1
19      2
20      2






データフレームの場合，カンマがなければ要素番号はそのまま列番号を指定したものとみなされます。これは 図 2.1 に示したように，データフレームが「列の集合」だからです。あるいは「列のベクトル」という言い方でも良いかもしれません。つまりdat[27]はdatの中にある「27番目のベクトル」を指示しているわけです。ただ，matrix型ではこのようには機能しないため，混乱を避けるためにも，常に明示的にカンマを入れておくことをおすすめします。







さて，ここまで行番号および列番号を用いてデータフレームの要素を抽出してきました。ですが，このように番号で指定するのはあまり良い方法ではないという意見もあります。それは，たとえば後からデータが追加された場合に古いコードが思わぬ挙動をしたり，後からコードを見たときに「なぜ27列目を指定したのか？」といった情報がなくなってしまうためです。ということで，可能な限り列の指定に関しては列名を用いて行うことをおすすめします。





コード 2.11: 要素指定の方法(5) 変数の名前で指定する


# 性別(27列目)を見る
dat[, "gender"]








  [1] 1 2 2 2 1 2 1 1 1 2 1 1 2 1 1 1 2 1 2 2 1 2 1 2 1 2 2
 [28] 2 2 2 2 2 1 2 1 1 1 1 1 2 2 2 1 1 2 1 1 2 2 1 2 2 1 2
 [55] 1 1 2 1 2 1 1 1 2 2 2 2 1 1 2 2 2 2 1 2 2 2 2 2 2 1 1
 [82] 2 1 1 2 1 2 2 2 2 2 2 2 2 2 2 1 1 2 2
 [ reached getOption("max.print") -- omitted 2700 entries ]










コード 2.12: 要素指定の方法(5-2) 変数の名前で指定する


# データフレームの場合，$を使った指定も可能（ただし一つだけ）
dat$gender








  [1] 1 2 2 2 1 2 1 1 1 2 1 1 2 1 1 1 2 1 2 2 1 2 1 2 1 2 2
 [28] 2 2 2 2 2 1 2 1 1 1 1 1 2 2 2 1 1 2 1 1 2 2 1 2 2 1 2
 [55] 1 1 2 1 2 1 1 1 2 2 2 2 1 1 2 2 2 2 1 2 2 2 2 2 2 1 1
 [82] 2 1 1 2 1 2 2 2 2 2 2 2 2 2 2 1 1 2 2
 [ reached getOption("max.print") -- omitted 2700 entries ]










コード 2.13: 要素指定の方法(6) 複数の変数をベクトルで指定する


# デモグラフィック3項目を見るため，ベクトルに列名を格納
varname <- c("gender", "education", "age")
dat[, varname]








   gender education age
1       1        NA  16
2       2        NA  18
3       2        NA  17
4       2        NA  17
5       1        NA  17
6       2         3  21
7       1        NA  18
8       1         2  19
9       1         1  19
10      2        NA  17
11      1         1  21
12      1        NA  16
13      2        NA  16
14      1        NA  16
15      1         1  17
16      1        NA  17
17      2        NA  17
 [ reached 'max' / getOption("max.print") -- omitted 2783 rows ]













細かい話：指定方法の違いと出力の違い




データフレームの場合，列の指定の方法がいくつかあります。上の例では，カンマを省略した場合だけ縦に表示されました。通常，データフレームや行列から1行または1列だけを取り出すと，取り出された要素は1次元になるため，ベクトルとして扱われる（出力が横に並ぶ）ようになります。なのですが，カンマを省略した場合だけは「1列のデータフレーム」として扱われるという挙動になっています。もしも今後みなさんが使用する関数で「データフレーム型しか受け付けない，ベクトルはダメ」という関数があった場合は，データフレーム型のままにしておく必要があるかもしれません。

ただ，「カンマを省略すると1列のデータフレームになる」と言うのはあくまでもデータフレーム型特有の挙動なので，こんな細かいことをいちいち覚えているのはあまり効率的ではありません。そこで（かなりマニアックな）別の方法をお教えします。それはdrop=FALSEという引数を使う方法です。

1行または1列だけを取り出したときにベクトルに型変換される，というのは，複数行・列が無いためにデータフレームの型を保てず，結果的にベクトル型に落ちた，という見方が出来ます。その「落ちた」をおさえるのがdrop=FALSEです。





コード 2.14: 引数dropの使い方


dat[, "gender", drop = FALSE]








   gender
1       1
2       2
3       2
4       2
5       1
6       2
7       1
8       1
9       1
10      2
 [ reached 'max' / getOption("max.print") -- omitted 2790 rows ]






使用する際には， 上記のように，列番号の後にdrop=FALSEを指定してあげると，カンマを省略したdat["gender"]と同じ結果が得られます。







列を指定する際は番号ではなく列名で行う，という話をしましたが，行のほうはどうしましょうか。行には名前はありません。行にも列にも（ベクトルでも）使える別の指定方法がlogical型で指定するという方法です。数字や名前の代わりに行数・列数と同じ長さのlogical型ベクトルを指定した場合，TRUEのところだけが抽出される仕組みになっています。まずは簡単なベクトルでその挙動を確認しましょう。





コード 2.15: ベクトルの要素をTRUE/FALSEで指定


vec <- 6:10 # c(6,7,8,9,10)と同じ
vec[c(TRUE, FALSE, TRUE, FALSE, TRUE)] # 1,3,5番目がTRUE








[1]  6  8 10






これを利用して，データフレームの最初の3行をlogical型を使って取り出してみます。





コード 2.16: logical型で指定


# 長さ2800のベクトルを作成
# 最初の3つがTRUE，後はFALSE
# rep()は同じものを並べたベクトルを作る関数
vec <- c(rep(TRUE, 3), rep(FALSE, 2797))

# このベクトルを行の指定に使う
dat[vec, ]








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
3  3    5    4    5    4    4    4    5    4    2     5
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
3     2     4     4     4     5     4     5     4     2
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1        NA  16
2     5     4     2     4     3     3      2        NA  18
3     3     4     2     5     5     2      2        NA  17













細かい話：logical型の長さが足りないとどうなる？




これは実際にやってみると分かるのですが，例えばdat[TRUE,]とした場合には，全ての行が抽出されます。続いてdat[c(TRUE,FALSE),]とした場合には，奇数番目の行だけが抽出されます。

Rでは，長さが足りないときにはリサイクルする（繰り返す）というルールがあります。したがって，dat[TRUE,]の場合には長さ2800になるまでTRUE（2800回）繰り返されたために全ての行が表示され，dat[c(TRUE,FALSE),]の場合には長さ2800になるまでc(TRUE,FALSE)が（1400回）繰り返された結果TRUE,FALSE,TRUE,FALSE,TRUE,FALSE,...となったために奇数行だけが取り出されているのです。

この挙動をうまく使えば，「奇数番目だけ取り出す」や「4の倍数の列だけ取り出す」といったアクションも可能となりますが，実質的にこれは行／列番号で指定する方法と変わらない不安定さを持っているので，慣れないうちは手を出さないことをおすすめします。







データフレームの長さと同じ長さのlogical型ベクトルは，比較演算子によって容易に生み出すことが出来ます。例えば「男性(genderが1の人)だけを見たい」としたら，まず抽出したい人のところがTRUEになっているベクトルを作ります。





コード 2.17: 条件に当てはまる人の行を特定する


vec <- dat[, "gender"] == 1 # genderが1の人のところがTRUEになる
vec








  [1]  TRUE FALSE FALSE FALSE  TRUE FALSE  TRUE  TRUE  TRUE
 [10] FALSE  TRUE  TRUE FALSE  TRUE  TRUE  TRUE FALSE  TRUE
 [19] FALSE FALSE  TRUE FALSE  TRUE FALSE  TRUE FALSE FALSE
 [28] FALSE FALSE FALSE FALSE FALSE  TRUE FALSE  TRUE  TRUE
 [37]  TRUE  TRUE  TRUE FALSE FALSE FALSE  TRUE  TRUE FALSE
 [46]  TRUE  TRUE FALSE FALSE  TRUE FALSE FALSE  TRUE FALSE
 [55]  TRUE  TRUE FALSE  TRUE FALSE  TRUE  TRUE  TRUE FALSE
 [64] FALSE FALSE FALSE  TRUE  TRUE FALSE FALSE FALSE FALSE
 [73]  TRUE FALSE FALSE FALSE FALSE FALSE FALSE  TRUE  TRUE
 [82] FALSE  TRUE  TRUE FALSE  TRUE FALSE FALSE FALSE FALSE
 [91] FALSE FALSE FALSE FALSE FALSE FALSE  TRUE  TRUE FALSE
[100] FALSE
 [ reached getOption("max.print") -- omitted 2700 entries ]






あとは以下のように，行指定の場所にベクトルを与えるだけで抽出可能なわけです5。





コード 2.18: 条件に当てはまる人を抽出する


dat[vec, ]








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
5  5    2    3    3    4    5    4    4    5    3     2
7  7    2    5    5    3    5    5    4    4    2     3
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
5     2     2     5     4     5     2     3     4     4
7     4     3     4     5     5     1     2     2     1
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1        NA  16
5     3     3     3     4     3     3      1        NA  17
7     1     5     2     5     6     1      1        NA  18
 [ reached 'max' / getOption("max.print") -- omitted 916 rows ]






もちろん1行にまとめて


dat[dat[, "gender"] == 1, ]




としてもOKです。このあたりは見やすい方を選んでください。

他の比較演算子もまとめて紹介します。





コード 2.19: 比較演算子(1) 不等号


# 年齢が21歳より上（大なり）の人
# 「小なり」の場合不等号を逆に(<)
vec <- dat[, "age"] > 21
dat[vec, ]








   ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
23 23    1    5    6    5    6    4    3    2    4     5
24 24    2    6    5    6    5    3    5    6    3     6
27 27    2    4    4    4    3    6    5    6    1     1
   Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
23     2     1     2     5     2     2     2     2     2
24     2     2     4     6     6     4     4     4     6
27     2     4     4     2     6     3     3     5     3
   Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
23     2     6     1     5     5     2      1         5  68
24     6     6     1     5     6     1      2         2  27
27     2     5     2     6     6     1      2         5  51
 [ reached 'max' / getOption("max.print") -- omitted 1878 rows ]










コード 2.20: 比較演算子(2) 大なり・小なりイコール


# 年齢が21歳以上（大なりイコール）の人
# 「小なりイコール」の場合不等号だけ逆に(<=)
# つまり日本語での読み方と同じ順に記号を書けば良い
vec <- dat[, "age"] >= 21
dat[vec, ]








   ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
6   6    6    6    5    6    5    6    6    6    1     3
11 11    4    4    5    6    5    4    3    5    3     2
23 23    1    5    6    5    6    4    3    2    4     5
   Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
6      2     1     6     5     6     3     5     2     2
11     1     3     2     5     4     3     3     4     2
23     2     1     2     5     2     2     2     2     2
   Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
6      3     4     3     5     6     1      2         3  21
11     3     5     3     5     6     3      1         1  21
23     2     6     1     5     5     2      1         5  68
 [ reached 'max' / getOption("max.print") -- omitted 2022 rows ]










コード 2.21: 比較演算子(3) ノットイコール


# 年齢が21歳ではない（ノットイコール）人
vec <- dat[, "age"] != 21
dat[vec, ]








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
1  1    2    4    3    4    4    2    3    3    4     4
2  2    2    4    5    2    5    5    4    4    3     4
3  3    5    4    5    4    4    4    5    4    2     5
  Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
1     3     3     3     4     4     3     4     2     2
2     1     1     6     4     3     3     3     3     5
3     2     4     4     4     5     4     5     4     2
  Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1     3     3     6     3     4     3      1        NA  16
2     5     4     2     4     3     3      2        NA  18
3     3     4     2     5     5     2      2        NA  17
 [ reached 'max' / getOption("max.print") -- omitted 2653 rows ]






ちなみにノットイコールで使用した !記号は，多くの場面でTRUEとFALSEをひっくり返す役割を持っています。これは結構多用すると思うので覚えておきましょう（後でも出てきます）。





コード 2.22: !で結果をひっくり返す


# 年齢が21歳の（ノットイコールの逆＝イコール）人
vec <- !(dat[, "age"] != 21)
dat[vec, ]








   ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
6   6    6    6    5    6    5    6    6    6    1     3
11 11    4    4    5    6    5    4    3    5    3     2
38 38    1    4    4    2    3    6    5    6    3     4
   Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
6      2     1     6     5     6     3     5     2     2
11     1     3     2     5     4     3     3     4     2
38     3     4     3     3     5     5     6     5     5
   Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
6      3     4     3     5     6     1      2         3  21
11     3     5     3     5     6     3      1         1  21
38     4     5     5     4     5     2      1         3  21
 [ reached 'max' / getOption("max.print") -- omitted 141 rows ]






ただし実のところ，logical型ベクトルで行を指定すると，NA周りで面倒なことになります。なので特定の条件を満たす行を抽出する場合には，代わりにsubset()関数を使うようにしてください。








行抽出時にNAがあるとどうなるのか




百聞は一見にしかずということで，早速やってみましょう。





コード 2.23: logical型ベクトルにNAがある場合


# 変数educationは，一部の人がNA（無回答）になっている
dat[, "education"] == 1








  [1]    NA    NA    NA    NA    NA FALSE    NA FALSE  TRUE
 [10]    NA  TRUE    NA    NA    NA  TRUE    NA    NA    NA
 [19]    NA    NA    NA    NA FALSE FALSE  TRUE FALSE FALSE
 [28]    NA FALSE FALSE    NA FALSE FALSE    NA FALSE FALSE
 [37] FALSE FALSE    NA FALSE FALSE FALSE  TRUE FALSE FALSE
 [46] FALSE FALSE  TRUE  TRUE FALSE FALSE FALSE FALSE FALSE
 [55] FALSE FALSE FALSE FALSE FALSE FALSE  TRUE  TRUE FALSE
 [64] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
 [73] FALSE FALSE FALSE FALSE    NA    NA FALSE FALSE FALSE
 [82] FALSE    NA FALSE  TRUE FALSE FALSE FALSE FALSE FALSE
 [91] FALSE FALSE FALSE FALSE  TRUE FALSE FALSE FALSE FALSE
[100] FALSE
 [ reached getOption("max.print") -- omitted 2700 entries ]






例えばdat[,"education"] == 1という比較演算が行われると，1の人はTRUE，それ以外の人はFALSEになりそうなものですが，実際にはNAの人はNAが返ってきます。





コード 2.24: 行指定にNAがある場合


dat[dat[, "education"] == 1, ]








     ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
NA   NA   NA   NA   NA   NA   NA   NA   NA   NA   NA    NA
NA.1 NA   NA   NA   NA   NA   NA   NA   NA   NA   NA    NA
NA.2 NA   NA   NA   NA   NA   NA   NA   NA   NA   NA    NA
     Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
NA      NA  <NA>    NA    NA    NA    NA    NA    NA    NA
NA.1    NA  <NA>    NA    NA    NA    NA    NA    NA    NA
NA.2    NA  <NA>    NA    NA    NA    NA    NA    NA    NA
     Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education
NA      NA    NA    NA    NA    NA    NA     NA        NA
NA.1    NA    NA    NA    NA    NA    NA     NA        NA
NA.2    NA    NA    NA    NA    NA    NA     NA        NA
     age
NA    NA
NA.1  NA
NA.2  NA
 [ reached 'max' / getOption("max.print") -- omitted 444 rows ]






このように，logical型による行指定の際にNAが入っていると，そこには「全ての変数がNAになった行」が誕生します。酷い話です。 具体的にこれが引き起こす問題としては，


	平均値などを計算しようとしたときにNAが入っているために計算ができない（na.rm=TRUEとしたら良いですが）

	行の数が「条件に合うデータ（TRUE）の数」と合わないために計算や関数の挙動がおかしくなる



などが考えられます。











コード 2.25: [subset] 条件を満たす行を抽出する


# 大卒以上だけ
subset(dat, education >= 4)








   ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
23 23    1    5    6    5    6    4    3    2    4     5
27 27    2    4    4    4    3    6    5    6    1     1
33 33    1    5    6    5    4    1    5    6    4     6
   Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
23     2     1     2     5     2     2     2     2     2
27     2     4     4     2     6     3     3     5     3
33     6     6     2     1     1     1     2     1     3
   Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education age
23     2     6     1     5     5     2      1         5  68
27     2     5     2     6     6     1      2         5  51
33     6     6     6     5     6     1      1         5  23
 [ reached 'max' / getOption("max.print") -- omitted 809 rows ]






これでようやく，エラーの確認と修正をする準備が整いました。 先程見つかったエラーは，ageとQ1_12の中に，それぞれinteger型ではない値が入っている，ということでした。まずはエラーの箇所を特定しましょう。やり方は色々ありますが，ここではtable()を使った方法でやってみます。table()関数は，変数の度数分布表を作成してくれる関数です。はじめに度数分布表を作成し，おかしな値があれば直接指定してあげる，という方法で確認してみます。





コード 2.26: [table] 度数分布表を作る


table(dat[, "Q1_12"])









  1   2   3   4   5   6   l 
532 670 343 599 385 254   1 










コード 2.27: おかしなデータの人を見つける


# 一人だけイチじゃなくてエルのひとがいるようだ
subset(dat, Q1_12 == "l")








       ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9
1449 1449    1    5    5    6    6    6    6    6    1
     Q1_10 Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18
1449     1     1     l     2     6     6     1     2     2
     Q1_19 Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender
1449     2     1     6     1     6     5     2      2
     education age
1449         5  27






そして，元の質問紙を見て，ここにはたしかに数字のイチ (1) が入っているようであれば，直接代入してあげます6。元データに当たる事ができない場合には，仕方ないですが欠測値NAに置き換えましょう。





コード 2.28: おかしなデータを直接見つけて修正


dat[dat[, "ID"] == 1449, "Q1_12"] <- 1









上記のコードは，dat[1449, "Q1_12"] <- 1としても良さそうなものですが，あえて回りくどい書き方をしています。それは行が変わっても意図した修正が行われるようにするためです。例えばこの前か後ろで「ID: 1の人を除外する」処理を追加したとします。すると，最初の行がまるまる消えてしまうので，ID:1449さんはdatの中の1448行目に来てしまいます。そのときにdat[1449, "Q1_12"] <- 1を実行すると，ID:1449さんの代わりに一つ下にいたID:1450さんのQ1_12が1に置き換わってしまいます。 そういったトラブルを避けるために，きちんと「ID:1449さんのQ1_12を変更してね」と指示を明確にしているわけです。

ということでエルをイチに修正することはできましたが，まだこの段階では変数Q1_12の型がcharacter型のままなので，最後にこの変数を型変換してあげます。型変換のための関数はas.***()という名前です。integer型にしたい場合はas.integer()としてあげればOKです。





コード 2.29: 変数の型の変換


dat[, "Q1_12"] <- as.integer(dat[, "Q1_12"])









同じようにageについてもやってみます。ただ，ageは年齢なので，取りうる値が多岐にわたります。まだ年齢なら良いですが，連続変数だと手の施しようがありません。さてどうしようか…このやり方はいくつか考えられると思います。最終的にエラーの箇所を特定さえできればよいのですが，今回は次のような方法で特定を試みることにします。

変数ageはnumeric型なので，小数が入っている人がいるのは確かです。つまり小数部分がゼロではない人がエラーである，ということが言えます。 ここで使用するのはfloor()という関数です。これは，与えられた数の小数点以下を切り捨てるものです7。つまり，ageからfloor(age)を引いた値は小数点以下を表しているということです。





コード 2.30: 整数ではないデータを見つける一つの方法


# ageの小数部分がゼロではない人をsubset
subset(dat, age - floor(age) != 0)








     ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
793 793    1    5    1    5    6    3    5    5    4     1
    Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
793     1     4     4     5     5     2     5     1     1
    Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education
793     1     6     1     6     6     5      2         1
    age
793 3.7










コード 2.31: 見つけたら修正


# ローデータを見たとして，37歳に修正
dat[dat[, "ID"] == 793, "age"] <- 37
# integer型に修正
# numeric型からinteger型には直さなくても別に問題はない
dat[, "age"] <- as.integer(dat[, "age"])









これでようやくローデータのミスが修正できました。次の確認に移りましょう。




2.2 要約統計量の確認

Rにデフォルトで入っているsummary()や，psych::describe()，Hmisc::describe()といった関数は，各変数の要約統計量を出してくれるものです。どれを使っても良い8のですが，ここではsummary()を使って変数の確認をしてみます。








関数名の左にパッケージ名を書いておく




psych::describe()など，関数名の左にパッケージ名と::を書いた表現は，どのパッケージの関数を使うかを明示するものです。例えばpsychとHmiscパッケージを両方ともlibrary()した状態でdescribe()関数を呼び出そうとすると，基本的には後に読み込んだほうのdescribe()関数が呼び出されるようになっているはずです（ちなみにどのパッケージの関数が呼び出されているかは，help()を使ったりするとわかります）。

だとすると，もし「Hmiscパッケージのdescribe()関数」を呼び出したい場合には，そもそもpsychパッケージをlibrary()しないようにしたり，両方library()するにしてもその順番を変える必要がありますが，これは明らかに面倒です。

このような場合に，Hmisc::describe()というように書けば，他のパッケージにあるdescribe()関数は気にせずに，確実に「Hmiscパッケージのdescribe()関数」を呼び出せるわけです。

また，この記法による関数の呼び出しは，パッケージをlibrary()していなくても使えます。そのため，あるパッケージの関数を一度しか使わない場合など「library()するほどではない」ときにも使えるので覚えておきましょう。上述したように，同名の関数の思わぬ衝突を避けられるかもしれません。











コード 2.32: [summary] 量的変数の平均値や最大値・最小値などをチェック


# 全部表示すると長いので出力は省略しています
summary(dat)











       ID              Q1_1            Q1_2      
 Min.   :   1.0   Min.   :1.000   Min.   :1.000  
 1st Qu.: 700.8   1st Qu.:1.000   1st Qu.:4.000  
 Median :1400.5   Median :2.000   Median :5.000  
 Mean   :1400.5   Mean   :2.413   Mean   :4.802  
 3rd Qu.:2100.2   3rd Qu.:3.000   3rd Qu.:6.000  
 Max.   :2800.0   Max.   :6.000   Max.   :6.000  
                  NA's   :16      NA's   :27     
      Q1_3            Q1_4          Q1_5       
 Min.   :1.000   Min.   :1.0   Min.   : 1.000  
 1st Qu.:4.000   1st Qu.:4.0   1st Qu.: 4.000  
 Median :5.000   Median :5.0   Median : 5.000  
 Mean   :4.604   Mean   :4.7   Mean   : 4.582  
 3rd Qu.:6.000   3rd Qu.:6.0   3rd Qu.: 6.000  
 Max.   :6.000   Max.   :6.0   Max.   :44.000  
 NA's   :26      NA's   :19    NA's   :16      
      Q1_6            Q1_7           Q1_8      
 Min.   :1.000   Min.   :1.00   Min.   :1.000  
 1st Qu.:4.000   1st Qu.:4.00   1st Qu.:4.000  
 Median :5.000   Median :5.00   Median :5.000  
 Mean   :4.502   Mean   :4.37   Mean   :4.304  
 3rd Qu.:5.000   3rd Qu.:5.00   3rd Qu.:5.000  
 Max.   :6.000   Max.   :6.00   Max.   :6.000  
 NA's   :21      NA's   :24     NA's   :20     






確認したところ，Q1_5に最大値44が見られました。これまでと同じように修正していきましょう。今回は「最大値が44の人がいる」ということまでしか分かっていません。もしかしたら6より大きく44より小さい人もいるかもしれないので，不等号を使ってsubset()してあげます。





コード 2.33: おかしな値を見つける


# Q1_5が6より大きい人をsubset
subset(dat, Q1_5 > 6)








       ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9
286   286    1    5    5    6   44    5    4    5    2
2235 2235    1    4    4    2   22    4    3    4    4
     Q1_10 Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18
286      1     1     3     5     6     5     3     4     4
2235     6     4     5     2     1     2     5     5     5
     Q1_19 Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender
286      3     4     5     3     4     4     2      2
2235     5     4     5     3     5     6     2      2
     education age
286          3  19
2235         3  19










コード 2.34: おかしな値を修正する


# それぞれローデータを見たとして，正しい値に修正
dat[dat[, "ID"] == 286, "Q1_5"] <- 4
dat[dat[, "ID"] == 2235, "Q1_5"] <- 2









ちなみに，summary()系の関数は，変数の型に応じた要約統計量を返してくれます。





コード 2.35: 型によって異なる要約(1) logical型の場合


summary(dat[, "gender"] == 1)








   Mode   FALSE    TRUE 
logical    1881     919 










コード 2.36: 型によって異なる要約(2) character型の場合


summary(as.character(dat[, "Q1_1"]))








   Length     Class      Mode 
     2800 character character 










コード 2.37: 型によって異なる要約(3) factor型の場合


summary(as.factor(dat[, "Q1_1"]))








   1    2    3    4    5    6 NA's 
 922  818  402  337  223   82   16 








2.3 GUIで細かいチェック

View()は， 図 2.2 のようにRstudioの中に操作可能なビューワーを表示してくれる関数です。値を書き換えることは出来ませんが，特定の列でソートしたり，フィルターをかけたりは出来ます。 生のRでも使えますが，日本語が文字化けしたり，本当にただ表示するだけなので使い勝手はあまり良くありません。





コード 2.38: [View] データを操作して眺める


# 気になるところがあれば細かくチェックするために
# 正直いうと，csvに書き出してExcelで開いても良いと思います
View(dat)














[image: ]



図 2.2: View()のあとRstudioに表示されるもの










2.4 データの保存

Rを開くたびに毎回元データを読み込んでコードを全部回すのは非効率＆データサイズが大きいと時間がかかってしまうので，コードファイルは適当なところで区切り，処理後のデータを保存しておく（セーブポイントを作る）のがおすすめです。 この授業では，各回の最後の時点でのデータオブジェクトを保存しておくことにします。


2.4.1 CSVに保存する

CSVに保存する場合は，write.csv()を使います。2つ目の引数が，保存するファイルの名前を指しています。他にもいくつかの引数がありますが，適宜設定しましょう。








	引数名
	説明





	na
	NAのところにどういう文字を入れておくか。デフォルトはna="NA"ですが，他のソフトウェアで分析を続ける場合には変更する必要があるかもしれません。



	row.names
	一番左の列に，行の名前9を入れるかを選びます。デフォルトでは行番号が入るのですが，これをまた読み込む際に行番号の列が1列目になり，全ての列が一つ右にずれることになります。そのため行の名前に特別な意味がなければ，FALSEにしておくことをおすすめします。



	col.names
	先頭行に，列の名前を入れるかを選びます。普通は入れておけば良いですが，これもソフトウェアによっては「列名を入れるな。データだけにしろ。」というものもあるので，そのような際にはFALSEにしてあげてください。









コード 2.39: CSVに書き込む


write.csv(dat, "chapter02.csv", row.names = FALSE)











2.4.2 オブジェクトのまま保存する

CSVで保存することのメリットは，Excelを始めとした別のソフトウェアでも読み込みが可能という点です。したがって，異なるソフトウェアで分析する際などにはCSVが良いでしょう。 一方で，CSVに保存する場合，変数の型（factor型に変換した変数など）の情報は記録されないため，読み込むたびに改めて行わなければいけない処理が発生します。 またCSVはデータフレームや行列などの2次元配列までしか保存できないため，今後行う分析結果を保存する際には，CSVは使えません。

このような場合，Rオブジェクトのまま保存するという手段があります。この授業でも，データの保存はこちらの方法で行うことにします。 特定のオブジェクトを保存する際には，saveRDS()という関数を使います（読み込みは次回の最初に）。





コード 2.40: Rオブジェクトのまま保存する


# 拡張子は大文字でも小文字でも（というかrdsにしなくても）良いですが，
# たぶん.rdsが最もメジャーです。
saveRDS(dat, "chapter02.rds")









saveRDS()では一つのオブジェクトだけを保存しますが，場合によっては複数のオブジェクトをまとめて保存したい，何なら現時点での状態をそのまままるごと保存しておきたい，という場合もあるでしょう。 そのような場合はsave()やsave.image()関数が使えます。





コード 2.41: 複数オブジェクトを保存


# save()およびsave.image()関数で保存する場合は.rdataとする習わしがあります。
# .rdsと.rdataの違いについては次回…
save(dat, vec, file = "chapter02.rdata")
# ワークスペース全体を保存してくれる
save.image(file = "chapter02_all.rdata")









ちなみにsave.image()でやっていることは，RやRstudioを閉じようとした際の質問で「保存」を選んだ時と同じです。この場合にはファイル名は指定できずに必ず（ドットの前に何もない）".Rdata"という名前になります。が，使う分には問題ありません。
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図 2.3: Rを閉じる時















1. 本講義では，なるべくtidyverse的な記法は使用せず，Rデフォルトの記法で示すようにします。tidyverse的な記法に慣れている方は適宜脳内変換してください。



2. 自分でデータを入力する際には，欠測値を空白のままにしておくことはおすすめしません。後で見返したときに転記忘れなのかがわからなくなるためです。面倒でも，明示的にNAと入れておきましょう。



3. この場合character型とみなしても良さそうなものですが，全て実数なのでnumeric型とみなしたほうがしっくり来るだろう，と勝手に判断しているということです。



4. 変数の性質を表すために「型」という概念があるように，データの構造を表すのもまた「型」なのです。



5. ちなみにイコールが一つだけ(=)の場合は<-と同じく代入の働きをします。よくあるミスなのでご注意ください。



6. さすがに手書きじゃないんだから実際にイチ(1)とエル(l)を間違えることは無いと思いますが，Rのコードをコピペしたりすると，実際にたまにこういうミスが混入していたりします。



7. お友達には，切り上げを行うceiling()や，四捨五入的なことを行うround()があります。



8. psych::describe()を使うと「NAではない数」「標準偏差」「トリム平均」「尖度」「歪度」なども出してくれますが，第１・３四分位点は出してくれません（引数quantで追加は可能）。またHmisc::describe()ではデータの内容に合わせて度数分布や最大値・最小値トップ５を出してくれたり，いろいろな分位点を出してくれます。結局のところ，好きな関数を使えばOKです。



9. ID列とは別の話です。Rではデータフレームの中で，列とは別の扱いとして「行の名前」が指定できます。列名が「1行目」としては扱われないのと同じ感じです。





3 データの前処理

データを分析できる状態にするための前処理（欠測値の削除・適当な回答の検出・逆転項目の処理）の考え方およびRでの実行方法を紹介しています。




この章のPDF版はこちら


チャプター 2 では，データを読み込み，元データのレベルでのチェックを行いました。 ただ，まだデータを確認しただけで，このまま分析しても思ったような結果が得られない可能性があります。 というのもデータには多かれ少なかれノイズ（ゴミ）が混ざっており，そのまま残しておくと今後の分析に良くない影響を与えかねません。 ということで今回は主にデータの前処理を行っていきたいと思います。


データの読み込み

まずは前回保存したデータを読み込みましょう。 .rdsファイルを読み込む場合には，readRDS()関数を使います。





コード 3.1: .rdsファイルを読み込む


# 保存したときのオブジェクト名(dat)と同じである必要はありません
dat <- readRDS("chapter02.rds")









もしsave()やsave.image()関数で保存した.rdataファイルを読み込みたい場合には，load()関数を使います。





コード 3.2: まとめて環境を読み込む


load("chapter02_all.rdata")









load()関数では，代入の記号（<-）を使用していません。これは，save()関数で保存した.rdataファイルにはオブジェクトが中身から名前まで丸ごと保存されており，load()関数はそれを丸ごと読み込んでいるためです。一方saveRDS()関数で保存した場合にはオブジェクトの中身だけが保存されるため，保存前と別の名前をあてても問題ないわけです。そういった理由から，保存する際の拡張子を.rdsと.rdataと使い分けています（と私は思っています）。



3.1 欠測値の処理

はじめに無回答の処理の仕方について少し説明します。一般的に分析の際には，無回答は欠測値 (missing value) として扱われます。テクニカルな話をすると欠測値には以下の3つのタイプがあり，そのタイプに応じた対処が求められます （Schafer & Graham, 2002） 。 ここでは，「体重」を尋ねた質問への無回答を例に考えてみましょう。


	MCAR

	
Missing Completely At Random とは，欠測値が完全にランダムに発生している状態です。簡単にいえばたまたま体重を記入し忘れた，という場合や明らかに異常値であるためにデータが使えない場合にはMCARとして扱うことが出来ます。



	MAR

	
Missing At Random とは，欠測値がその変数以外に関連して発生している状態です。体重で言えば，女性の方が体重を答えるのをためらう傾向が強いと思われるので，「女性の方が体重の欠測が多い」と考えられる場合はMARとして扱います。 名前に”At Random”と入っているのが少し違和感かもしれませんが，MARでは一応欠測の発生は確率的に発生する（ただし発生確率が他の変数によって変わる）と考えています。



	MNAR

	
Missing Not At Random とは，欠測値がその変数自体に関連して発生している状態です。体重で言えば，肥満傾向の人のほうが体重を答えるのをためらう傾向が強いと思われるので，「肥満の人の方が体重の欠測が多い」と考えられる場合や，体重計のスペック的に「測定不能」となってしまった場合はMNARとして扱います。





具体的な対処法まで話すと長くなってしまうので省略しますが1，簡単に言うとMNARでなければ統計的に欠測値を埋める方法があると考えて良さそうです2。したがって，特定の属性について欠測値が多くなっていてもバイアスを補正した推定が可能となるわけです。ということで，質問紙調査を行う段階で，MNARが発生しそうなセンシティブな項目などには特段の注意が必要となります。

実際にデータで見られた欠測がどのタイプなのかについては，ドメイン知識やデータの状況などによって総合的に判断する必要があります。 先程説明したように，同じ「体重」という変数をとっても，その背後に異なるメカニズムを想像するだけでどのタイプにも該当しそうでした。 というわけで，欠測値のタイプを判断するための統計的な指標は今のところほぼ存在しないと思います3。 ちなみに今回のデータにおける欠測値を考えてみると，


	心理尺度の25項目に関する欠測値はMCARと考えてもよさそう

	educationの欠測はMNARのような気もするけど…



という感じでしょうか。とりあえず心理尺度の25項目に関してはMCARとみなして，以後の分析では「25項目の中には欠測値がない人」だけを残して使用したいと思います。今回は全体で2800人いるので，多少減っても問題ないでしょう。

ただし，一つでも欠測値がある人を除外する場合は，事前に項目ごとの無回答率を確認しておいたほうが良いです。もしかしたら特定の項目が回答しにくくて無回答を誘発していたり，後半の設問ほど無回答率が高くなっていたり…ということがあるかもしれません。こうした状態を無視して機械的に除外してしまうと，「特定の項目に回答できる人」や「飽きっぽくない・回答が早い人」が多めに残ってしまい，何らかの偏りが発生してしまう可能性もあります。

Rでは欠測はNAとして扱われています。そのため，列ごとにNAとなっているデータの数（割合）を計算することで無回答率が算出できそうです。 ちょっと厄介なのは，NAは比較演算では特殊な挙動をする，という点です。 「NAと一致するか」はシンプルに考えると等号(==)を用いて以下のように書けそうですが，実際にはそうはいきません。





コード 3.3: 等号の演算子を使ってNAかどうかを判定すると


c(1, NA, 3, NA, 5, 6) == NA








[1] NA NA NA NA NA NA






このように，NAとの比較は「判断不能」的な感じで結果もNAになってしまいます。 代わりにRには，NAかどうかを判断する関数として，is.na()という関数が用意されているのでこれを使いましょう4。 is.na()関数は，引数に与えたものに関して，NAであればTRUE，そうでなければFALSEを返します。ベクトルや行列・データフレームを与えた場合はその要素ごとにTRUE/FALSEを出してくれます。





コード 3.4: [is.na] NAであるかを判定する


is.na(c(1, NA, 3, NA, 5, 6))








[1] FALSE  TRUE FALSE  TRUE FALSE FALSE






これを使えば，それぞれの値が「NAであるか」を判定できるようになります。 あとはNAの数を数えるだけです。

is.na()関数の出力はlogical型（TRUE/FALSEしかとらない）のベクトルなのですが，実は内部的にはTRUEは1，FALSEは0としても扱われます。





コード 3.5: 1列まるごとis.na()


is.na(dat[, "education"])








 [1]  TRUE  TRUE  TRUE  TRUE  TRUE FALSE  TRUE FALSE FALSE  TRUE FALSE
[12]  TRUE  TRUE  TRUE FALSE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
[23] FALSE FALSE FALSE FALSE FALSE  TRUE FALSE FALSE  TRUE FALSE FALSE
[34]  TRUE FALSE FALSE FALSE FALSE  TRUE FALSE FALSE FALSE FALSE FALSE
[45] FALSE FALSE FALSE FALSE FALSE FALSE
 [ reached getOption("max.print") -- omitted 2750 entries ]










コード 3.6: is.na()の出力を強制的に数値に変換してみる


as.numeric(is.na(dat[, "education"]))








  [1] 1 1 1 1 1 0 1 0 0 1 0 1 1 1 0 1 1 1 1 1 1 1 0 0 0 0 0 1 0 0 1 0
 [33] 0 1 0 0 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
 [65] 0 0 0 0 0 0 0 0 0 0 0 0 1 1 0 0 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0
 [97] 0 0 0 0
 [ reached getOption("max.print") -- omitted 2700 entries ]






そのため，is.na()の出力は何も考えずにそのままmean()に突っ込むことで，TRUEの割合（無回答率）がカウントできます。 同様に，sum()をとればTRUEの人数（この場合欠測の人数）をカウントすることも可能です。





コード 3.7: １項目の欠測（無回答）率を出す


mean(is.na(dat[, "education"]))








[1] 0.07964286










コード 3.8: １項目の欠測人数を出す


sum(is.na(dat[, "education"]))








[1] 223






ということで，あとはこれを全項目に対して適用していけば良いのですが，下のように全部書いていてはキリがありません。今回はIDを除いて28項目なのでまだなんとかなりますが，数百項目になったらどうしましょう。





コード 3.9: 変数ごとに愚直に書くなら


mean(is.na(dat[, "Q1_1"]))
mean(is.na(dat[, "Q1_2"]))
mean(is.na(dat[, "Q1_3"]))
mean(is.na(dat[, "Q1_4"]))
############# (中略) ##############
mean(is.na(dat[, "Q1_25"]))
mean(is.na(dat[, "age"]))
mean(is.na(dat[, "gender"]))
mean(is.na(dat[, "education"]))









このような場合に備えて「一気に複数の列（または行）に同じ処理を施す方法」を紹介します。 apply()関数は，データフレーム・行列・多次元配列について，指定した次元（行または列）にそれぞれ同じ関数を適用するという関数です。 …よくわからないと思うので実際にやってみましょう。まずは以下のコードと出力を見てみてください。





コード 3.10: apply()のキホン


apply(dat, 2, head)








     ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10 Q1_11 Q1_12
[1,]  1    2    4    3    4    4    2    3    3    4     4     3     3
[2,]  2    2    4    5    2    5    5    4    4    3     4     1     1
[3,]  3    5    4    5    4    4    4    5    4    2     5     2     4
     Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20 Q1_21 Q1_22 Q1_23
[1,]     3     4     4     3     4     2     2     3     3     6     3
[2,]     6     4     3     3     3     3     5     5     4     2     4
[3,]     4     4     5     4     5     4     2     3     4     2     5
     Q1_24 Q1_25 gender education age
[1,]     4     3      1        NA  16
[2,]     3     3      2        NA  18
[3,]     5     2      2        NA  17
 [ reached getOption("max.print") -- omitted 3 rows ]






head(dat)のときと同じような結果になりました。この時，裏では 図 3.1 のような処理が行われています。つまりhead(dat[,1])，head(dat[,2])，…をという感じで列ごとに同じ関数を適用し，その結果をまとめているのです。







[image: ]






図 3.1: apply(dat, 2, head)の挙動








apply()は基本的に3つの引数からなります。apply(X, MARGIN, FUN)


	X

	
関数を適用する元データです。



	MARGIN

	
どの次元に関して，それぞれ関数を適用するかを指します。数字はデータフレームにおける要素の指定[ , ]のときの順番と同じです。したがってMARGIN = 1の場合は行ごと，MARGIN = 2の場合は列ごとに関数を適用します。



	FUN

	
どの関数を適用するかです。もしその関数が別の引数を取る場合は，この後に引数を続けて書いていきます。





では，当初の目的である「datの列ごとにNAの割合を出したい」場合にはどうしたら良いでしょうか。 引数を一つずつあてはめていくと，Xにはis.na(dat)を，MARGINには2(列ごと)を，FUNにはmeanが入れば良さそうです。





コード 3.11: まずはデータフレームにis.na()


is.na(dat)








           ID  Q1_1  Q1_2  Q1_3  Q1_4  Q1_5  Q1_6  Q1_7  Q1_8  Q1_9
   [1,] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
   [2,] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
   [3,] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
        Q1_10 Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19
   [1,] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
   [2,] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
   [3,] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
        Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25 gender education   age
   [1,] FALSE FALSE FALSE FALSE FALSE FALSE  FALSE      TRUE FALSE
   [2,] FALSE FALSE FALSE FALSE FALSE FALSE  FALSE      TRUE FALSE
   [3,] FALSE FALSE FALSE FALSE FALSE FALSE  FALSE      TRUE FALSE
 [ reached getOption("max.print") -- omitted 2797 rows ]










コード 3.12: 各項目（列）の無回答（NA）率を確認


apply(is.na(dat), 2, mean)








         ID        Q1_1        Q1_2        Q1_3        Q1_4 
0.000000000 0.005714286 0.009642857 0.009285714 0.006785714 
       Q1_5        Q1_6        Q1_7        Q1_8        Q1_9 
0.005714286 0.007500000 0.008571429 0.007142857 0.009285714 
      Q1_10       Q1_11       Q1_12       Q1_13       Q1_14 
0.005714286 0.008214286 0.005714286 0.008928571 0.003214286 
      Q1_15       Q1_16       Q1_17       Q1_18       Q1_19 
0.007500000 0.007857143 0.007500000 0.003928571 0.012857143 
      Q1_20       Q1_21       Q1_22       Q1_23       Q1_24 
0.010357143 0.007857143 0.000000000 0.010000000 0.005000000 
      Q1_25      gender   education         age 
0.007142857 0.000000000 0.079642857 0.000000000 






educationの無回答率が0.079642857，つまりおよそ7.96%とやや高いですが，25項目中には無回答率の高い項目はなかったので，予定通り進めていきます。

欠測値があるレコードを取り除く関数としてはna.omit()というものがあります。 ですがこの関数は一つでも欠測値がある行は全て除外するため，na.omit(dat)としてしまうとeducationがNAの人（つまり最終学歴を答えることに抵抗がある層）もごっそりと抜け落ちてしまいます。 今は25項目の中に欠測がある人だけ取り除きたいので，ここではsubset()に適切な条件式を与えることで目的を達成していきましょう。材料は以下の関数たち＋is.na()＋apply()です。





コード 3.13: all(): 全てTRUEであるかどうかを判断する


# 与えたものが全てTRUEであればTRUEを返します。
all(c(TRUE, TRUE, TRUE))








[1] TRUE







# 一つでもFALSEがあればFALSEを返します。
all(c(TRUE, FALSE, TRUE))



[1] FALSE










コード 3.14: paste0(): 与えられたcharacter型を結合する


paste0("This ", "is ", "a pen.")








[1] "This is a pen."







# ベクトルを与えた場合，ベクトルの各要素に対して結合を行います。
# 大量の列名の指定に使えます。
paste0("No.", 1:10)



 [1] "No.1"  "No.2"  "No.3"  "No.4"  "No.5"  "No.6"  "No.7"  "No.8" 
 [9] "No.9"  "No.10"






これらを組み合わせると，以下のようにして目的を達成できます。最後の結果をdatに代入するのを忘れないように気をつけてください。





コード 3.15: 部分的に欠測が無いデータを残す手順1


# まず"Q1_1", "Q1_2", ...という文字列のベクトルを作る
cols <- paste0("Q1_", 1:25)
cols # 結果の表示








 [1] "Q1_1"  "Q1_2"  "Q1_3"  "Q1_4"  "Q1_5"  "Q1_6"  "Q1_7"  "Q1_8" 
 [9] "Q1_9"  "Q1_10" "Q1_11" "Q1_12" "Q1_13" "Q1_14" "Q1_15" "Q1_16"
[17] "Q1_17" "Q1_18" "Q1_19" "Q1_20" "Q1_21" "Q1_22" "Q1_23" "Q1_24"
[25] "Q1_25"










コード 3.16: 部分的に欠測が無いデータを残す手順2


# 25列について，各要素がNAかどうかを判定した（is.na）データフレームを作る
# !を使っているので，NAならばFALSE，値が入っていればTRUEになっている点に注意
dat_not_na <- !is.na(dat[, cols])
dat_not_na # 結果の表示








         Q1_1  Q1_2  Q1_3  Q1_4  Q1_5  Q1_6  Q1_7  Q1_8  Q1_9 Q1_10
   [1,]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
   [2,]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
   [3,]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
   [4,]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
        Q1_11 Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20
   [1,]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
   [2,]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
   [3,]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
   [4,]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
        Q1_21 Q1_22 Q1_23 Q1_24 Q1_25
   [1,]  TRUE  TRUE  TRUE  TRUE  TRUE
   [2,]  TRUE  TRUE  TRUE  TRUE  TRUE
   [3,]  TRUE  TRUE  TRUE  TRUE  TRUE
   [4,]  TRUE  TRUE  TRUE  TRUE  TRUE
 [ reached getOption("max.print") -- omitted 2796 rows ]










コード 3.17: 部分的に欠測が無いデータを残す手順3


# 25列について，各要素がNAかどうかを判定した（is.na）データフレームを作る
# !を使っているので，NAならばFALSE，値が入っていればTRUEになっている点に注意
# 行方向にapplyを適用，一つでもNAがある場合はFALSEを返している
no_missing <- apply(dat_not_na, 1, all)
no_missing # 結果の表示








 [1]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE FALSE  TRUE  TRUE
[12] FALSE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
[23]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
[34]  TRUE FALSE  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE FALSE  TRUE  TRUE
[45]  TRUE  TRUE  TRUE  TRUE  TRUE  TRUE
 [ reached getOption("max.print") -- omitted 2750 entries ]










コード 3.18: 部分的に欠測が無いデータを残す手順4


# no_missingがTRUEの人だけをsubsetしている
dat <- subset(dat, no_missing)









もちろん，上記の処理を全て1行にまとめてdat <- subset(dat,apply(!is.na(dat[,paste0("Q1_",1:25)]),1,all))なんて書いてもOKです。でも読みにくいですねェ5。

きちんとNAがなくなっていることを確認するために，再度各列のNAの割合（または個数）をカウントしてみましょう。 Q1_1からQ1_25が全て0になっていればOKです。





コード 3.19: 改めて無回答（NA）率を確認


apply(is.na(dat), 2, mean)








        ID       Q1_1       Q1_2       Q1_3       Q1_4       Q1_5 
0.00000000 0.00000000 0.00000000 0.00000000 0.00000000 0.00000000 
      Q1_6       Q1_7       Q1_8       Q1_9      Q1_10      Q1_11 
0.00000000 0.00000000 0.00000000 0.00000000 0.00000000 0.00000000 
     Q1_12      Q1_13      Q1_14      Q1_15      Q1_16      Q1_17 
0.00000000 0.00000000 0.00000000 0.00000000 0.00000000 0.00000000 
     Q1_18      Q1_19      Q1_20      Q1_21      Q1_22      Q1_23 
0.00000000 0.00000000 0.00000000 0.00000000 0.00000000 0.00000000 
     Q1_24      Q1_25     gender  education        age 
0.00000000 0.00000000 0.00000000 0.08210181 0.00000000 






最後に，欠測値を除外した後のデータフレームのサイズを確認しておきましょう。上で紹介したstr()でも行数は出してくれるのですが，ここではまた別の方法で確認してみます。





コード 3.20: dim(): データフレームのサイズを確認


dim(dat)








[1] 2436   29










コード 3.21: nrow(): データフレームの行数を確認


# 列数を見たい場合はncol()
nrow(dat)








[1] 2436






nrow()関数は，例えば「データフレームの各行に順番に何か処理をしたい」という場合に，1:nrow(dat)という形で「行数だけの長さの整数ベクトル」を作ったりする場合に有用です。 この方法ならば，データのサイズが変わったとしてもコードを修正する必要が無い点がおすすめポイントです。 また，ncol()は，一番右の列を取り出したい時なんかにも使えます。というように，nrow()およびncol()はところどころ使うことがあると思うので覚えておきましょう。



3.2 適当な回答を除外する

調査においては，全ての回答者が必ず誠実に回答してくれるとは限りません。 特にウェブ調査では，驚くほど不真面目な回答が見られるものです。 人間は基本的にラクをしたい生き物なので，一部の人は調査に回答する際に「なるべく認知的なリソースを使わずに回答してしまおう」と考えることがあり，これを努力の最小限化 （satisficing: Krosnick, 1991） と呼びます。

調査を行う人達は，長い間この「努力の最小限化」に対抗するために様々な方法を考えてきました （e.g., Curran, 2016）。 ここでは，明らかな適当回答を除外するためのいくつかの方法を紹介し，最後に実際に除外を行ってみます。


3.2.1 指示項目

質問紙を作る段階の話ですが，「この項目は一番右を選んでください」など，尺度の内容とは無関係に回答を指示する項目や，「私はここ1ヶ月寝ていない」など回答が絶対に一つに決まるはずの項目を入れておく，というのが最も簡便に利用可能な検出方法だと思います。ただ，1問だけの場合，たまたま適当に指示項目を通過してしまう可能性があるため，鬱陶しくならない程度に複数個入れておくと良いかもしれません。 また，Web調査で項目をランダマイズする場合には，指示項目が一番上に来ないように，指示項目だけ表示順を固定するなど気をつけると良さそうです。

指示項目を使用した場合には，その項目についてsubset()を使えば良いので除外も簡単ですね。除外する際には，論文に記載するために何％もしくは何人がそこで脱落したかを数えておきましょう。 Rでカウントする際には，以下のような方法が考えられます。





コード 3.22: 特定の条件を満たさない人の数を数える


# 仮にQ1_1が指示項目で
# 「この項目では，右から2番め(5)を選んでください」
# と指示していたとしたら

# subsetによる方法
nrow(subset(dat, Q1_1 != 5))








[1] 2244







# もっとシンプルな方法
sum(dat[, "Q1_1"] != 5)



[1] 2244






また，IMC （Instructional manipulation check, Oppenheimer et al., 2009） と呼ばれる方法も同じような効果を持ちます。この方法では，項目ではなく教示文に特別な指示を入れます。 図 3.2 では，項目自体は「よくやる運動」を尋ねているのですが，IMCでは「タイトル（Sport Participation）をクリックしてね」という指示を与えています。 その結果，元論文では46%もの人が引っかかってしまい，スポーツ名や下の”Continue”をクリックしてしまったそうです。 IMCは心理尺度の中に混ぜると言うよりは，例えば教示として状況や特定の物事に関する説明文をおく必要がある場合に使えそうな方法と言えます。長い説明文の最後か途中に「この内容を読んで正しく理解できた方は，この後の『正しく理解できた』の項目で『いいえ』を選択してください」や「次の段落の最初の文字をマルで囲んでください」のような指示を入れておく，といったやり方が考えられます。






[image: ]



図 3.2: IMCの例








ただ，IMCは場合によっては半数以上，多い時で8割以上も引っかかってしまうことがある （三浦・小林，2016） ので，最終的なサンプルサイズが小さくなりすぎないように気をつける必要があるかもしれません。 裏を返せば，それだけウェブ調査はまともに回答されていない，ということなのかもしれませんが…。



3.2.2 回答時間

Web調査の場合，回答時間のデータも取得可能です6。回答時間を用いて適当回答を除外する場合，基本的には閾値を設けて，早すぎる・遅すぎる回答者を除外するという方法がとられます （e.g., Huang et al., 2012）。 一般的に回答時間を用いる場合，一項目ごとの時間を収集することが望ましい (OIOS: One-item-one-screen)とされています。 これは，例えば後半で疲れてしまいその後の回答が適当になってしまった場合を検出できるなど，回答行動内での動きをきめ細かくチェックできるようになるためです。

実際にどの程度の閾値を用いるかはケースバイケースです。 単純に設問文が長い項目だったり，内容的に複雑な思考を必要とするような項目では所要時間は必然的に長くなるでしょう。 一部の研究では，内容的に絶対にまともに回答することができないであろう時間（3秒など）を閾値とする考え方 （Kong et al., 2007） なども提案されていますが，多くの先行研究ではデータから閾値を動的に決めています。 Höhne & Schlosser （2018） では，先行研究で用いられた閾値のいくつかを 表 3.1 のようにまとめてくれています。




表 3.1: 回答時間の閾値 （Höhne & Schlosser, 2018, Table 1）









	下側の閾値
	上限の閾値





	平均値\(-2\times\mathrm{SD}\)
	平均値\(+2\times\mathrm{SD}\)



	中央値\(-1.5\times\)四分位範囲
	中央値\(+1.5\times\)四分位範囲



	中央値\(-1.5\times\)（中央値\(-\)第1四分位点）
	中央値\(+1.5\times\)（第3四分位点\(-\)中央値



	中央値\(-3\times\)（中央値\(-\)第1四分位点）
	中央値\(+3\times\)（第3四分位点\(-\)中央値）



	下側1%
	上側1%










ということで，回答時間をもとに適当回答を検出するためには，分位点を計算できるようになっておくと良さそうです。 Rではお好きな分位点を以下のように求めることが出来ます。





コード 3.23: quantile(): 分位点を求める


# データに回答時間が無いので，今回はageの分位点を求めます
# 普通に実行すると，最大値・最小値と四分位数が出てくる
quantile(dat[, "age"])








  0%  25%  50%  75% 100% 
   3   20   25   35   86 







# 引数probsに0から1の間の値を指定すると，対応する分位点が求められる
quantile(dat[, "age"], probs = c(0.01, 0.99))



   1%   99% 
12.00 59.65 






実際にデータを除外する場合には，1項目でも基準に引っかかったらアウト，とはしないことが多いです。 複数の項目の回答時間（引っかかった項目数）に加えて，この後紹介するような方法によって実際の回答内容を見ながら総合的に判断していきます。

そして閾値の決め方に正解はありません。「疑わしきは罰せず」の姿勢でいった場合には適当回答の影響で回答の分布が歪むかもしれない一方で，「疑わしきは罰する」の姿勢の場合には一部の真面目な回答も除外してしまうために回答の分布が歪む可能性があります。余裕があれば，いろいろな閾値のもとで同じ分析を行って結果が変わらないことを確認（感度分析）すると良いでしょう。



3.2.3 回答内容の不一致

項目の組み合わせや回答方法次第では，回答内容の不一致によって疑わしい人を検出できるかもしれません。例えば今回使用しているデータにはageとeducationという項目があります。海外ならば飛び級制度があるので一概にルールを決めるのは難しいですが，日本であれば1年だけ「飛び入学」または「早期卒業」が可能なようです。ということは，「17歳未満の高卒以上」や「20歳未満の大卒」は日本のルール的には不可能なため，そのような回答をしている人は怪しいかもしれません。 ただし，これは少なくとも年齢または学歴の項目について適当に回答または記入ミスがあるというだけであり，心理尺度の部分は正しく回答している可能性も十分にあります。 そのため，上記のような「1つのミス」によって該当者の全ての回答を除外するかは要検討です。例えば，「学歴によって因子構造が変わるか」を検証したい場合であれば，学歴が正しく記入されていない可能性のあるデータは使用できないでしょう。というように，目的に応じて使うかどうかを決めるのが良さそうです。

他にも，成人のADHDを診断するための尺度であるCAARS （Conners’ Adult ADHD Rating Scales: Conners et al., 1999） には矛盾指標というものが用意されています。 これは，例えば「1つの場所に長時間いることが難しい」と「じっと座っているときでも，内心は落ち着かない」のように，普通に考えたらだいたい同じ回答が得られそうな項目ペアについて差得点を出すことで，誠実に回答しているかを判断する方法です。 特定の構成概念を測定するための一般的な心理尺度では，CAARSの矛盾指標のように確立された項目対が用意されているわけではないですが，通常全ての項目が同じような内容を尋ねているわけですから，同じような考え方で，あまりにも回答が不安定な人は怪しい，と判断できるかもしれません。

ということでここからは，不適切回答を検出するためのいくつかの手法を提供しているcarelessパッケージを用いたやり方を紹介していきます。


# install.packages("careless")
library(careless)




同じ構成概念を測定しようとしている心理尺度の場合，内容をきちんと読んで回答しているならば，基本的には各項目に対して同じような選択肢（例えば全て「あてはまる」寄り）を選ぶはずです。 言い換えると，そのような場合には回答の個人内標準偏差が小さくなっていると考えられます。 …という考え方に基づいているのがIntra-individual Response Variability （IRV: Dunn et al., 2018）です。 大層な名前がついていますが，やっていることは単純な標準偏差です。 carelessパッケージにはirv()という関数が用意されています。





コード 3.24: irv(): 尺度内標準偏差を求める


# 最初の5項目（Q1_1-Q1_5）は同じ特性を測定しているので，ばらつきは小さいはず
irv(dat[, paste0("Q1_", 1:5)])








        1         2         3         4         5         6         7 
0.8944272 1.5165751 0.5477226 0.8366600 1.1401754 0.5477226 1.4142136 
        8        10        11        13        14        15        16 
1.7888544 1.6431677 0.8366600 0.7071068 0.5477226 1.6431677 1.5165751 
       17        18        19        20        21        22        23 
1.6733201 0.4472136 0.7071068 0.8366600 1.6431677 2.5884358 2.0736441 
       24        25        26        27        28        29        30 
1.6431677 0.7071068 2.7386128 0.8944272 1.7320508 1.7888544 0.7071068 
       31        32 
2.1679483 1.7320508 
 [ reached getOption("max.print") -- omitted 2406 entries ]






irv()の基本的な挙動は，与えられたデータに対して行ごとに標準偏差を取っているだけなので，先程のコードを今までに登場した関数で表せばapply(dat[,paste0("Q1_",1:5)], 1, sd)と同じことです。 一応irv()関数は他にも，引数次第で「前半のIRV」「後半のIRV」というようにデータを等分割してそれぞれのパートでのIRVを出してくれる機能もあります。 調査で言えば，途中で疲れて後半が適当になっている人を検出したり，datの25項目のように複数の異なる特性に関する項目が並んでいる場合には役に立つかもしれません。





コード 3.25: 分割してから尺度内標準偏差を求める


# split = TRUEにしてnum.splitで分割数を決める
# ただし等分割しかしてくれない
irv(dat[, paste0("Q1_", 1:25)], split = TRUE, num.split = 5)








  irvTotal      irv1      irv2      irv3      irv4      irv5
1 0.900000 0.8944272 0.8366600 0.5477226 0.8366600 1.3038405
2 1.294862 1.5165751 0.7071068 2.1213203 1.0954451 0.8366600
3 1.092398 0.5477226 1.2247449 1.0954451 1.1401754 1.5165751
4 1.166190 0.8366600 0.8366600 0.7071068 1.6431677 0.8944272
5 1.000000 1.1401754 1.1401754 1.5165751 0.8366600 0.4472136
6 1.863688 0.5477226 2.3021729 2.3452079 1.2247449 1.9235384
7 1.607275 1.4142136 1.1401754 0.8366600 0.5477226 2.1679483
8 1.519868 1.7888544 1.0000000 1.9235384 1.7888544 1.1401754
 [ reached 'max' / getOption("max.print") -- omitted 2428 rows ]








3.2.4 ストレートライン

上で説明したように，心理尺度では，内容をきちんと読んで回答しているならば，基本的には同じ選択肢を選ぶはずです。 とはいえ，完全に同じ選択肢を選び続けると言うよりは，細かい内容の違い等によって，少しずつ異なる回答をすることが期待されています7。 リッカート尺度は表形式で尋ねることが多く，そのようなフォーマットに対する努力の最小限化は，縦一列に同じ選択肢を選び続けるという形で表れると考えられます。 特に逆転項目（「～ではない。」のような項目）があるにも関わらずそれを無視して同じ選択肢を選び続けている場合は要注意です。

このように「ずっと同じ選択肢を選び続けている」状態をストレートラインやlong stringなどと呼びます。 一般的には，ずっと同じ選択肢を選び続けた最大の長さ (long string index) を計算して，これが閾値より大きい人は要注意，という感じで利用します。 long string indexをRで計算するのは結構骨が折れる作業なのですが，carelessパッケージにはlongstring()という関数が用意されています。ありがたい。





コード 3.26: longstring(): 最長の同一回答数を計算する


# ストレートラインは内容の違いに関わらず続くはず
# ということで，25項目全部あたえてやる
longstring(dat[, paste0("Q1_", 1:25)])








  [1] 3 4 3 3 3 3 2 1 5 2 4 3 3 3 5 4 3 3 2 2 6 3 3 4 3 3 2 4 3 3 3 3
 [33] 3 5 2 7 2 3 4 3 4 4 2 2 4 4 3 4 3 3 5 4 4 4 7 3 2 2 2 4 3 3 3 3
 [65] 3 3 3 3 2 4 3 3 4 3 2 2 3 3 3 4 3 3 5 3 3 3 2 3 4 3 3 3 2 3 3 2
 [97] 2 3 3 3
 [ reached getOption("max.print") -- omitted 2336 entries ]






実際にIRVやlong string indexを除外基準として利用する場合の閾値は，やはりケースバイケースです。 一つの方法としては，ヒストグラムを作成して視覚的に決めるのが良いでしょう。





コード 3.27: long string indexのヒストグラムを見る


lsi <- longstring(dat[, paste0("Q1_", 1:25)])
# hist()関数でヒストグラムを作れる
hist(lsi)














[image: ]



図 3.3: long string indexのヒストグラム








図 3.3 を見ると，大体7か8くらいより大きい人は怪しそうな気がします。 ヒストグラムの他にも，quantile()関数を使って上位何%の人が怪しい，といった検出方法も考えられますが，いずれにしてもlong string index（やirv）の値だけで機械的に除外するのではなく，可能な限り回答の内容も踏まえて除外するかを決めるようにしましょう。

ちなみに，今回のデータでは項目の出題順は個人ごとにランダムであったと思われます。 このような場合，ストレートラインによる除外は意味を成さないので気をつけてください8。 また，ストレートラインと似た適当回答としては，複数個でパターンを繰り返すもの(e.g., 123451234512345…)や，階段状に回答するもの(e.g., 2345432345432…)などもあります。本当はこれらも全部検出してあげるのがベストなのですが，残念ながらlongstring()関数では対応できないので，自分で関数を作成する必要があります。 これはめちゃめちゃ面倒なので今回は省略します9。








longstring()関数を使わずにストレートラインを計算する




以下では，longstring()関数を使わずに最長ストレートラインを計算するコードの実装例を紹介します。 一応各ステップでの状態も載せておくので，各行で何が行われているか確かめながら読み進めてください。 また，やり方は他にも色々あるので，もしよければ自分で考えて実装してみてください。


# 以下のデータ（3人目のQ1_1からQ1_25）について計算してみる
vec <- dat[3, 2:26] # 面倒なので列番号で指定してしまいます
vec



  Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10 Q1_11
3    5    4    5    4    4    4    5    4    2     5     2
  Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20
3     4     4     4     5     4     5     4     2     3
  Q1_21 Q1_22 Q1_23 Q1_24 Q1_25
3     4     2     5     5     2







is_same <- vec[, 2:25] == vec[, 1:24] # 前の項目と同じならTRUE
is_same # 一旦表示してみる



   Q1_2  Q1_3  Q1_4 Q1_5 Q1_6  Q1_7  Q1_8  Q1_9 Q1_10 Q1_11
3 FALSE FALSE FALSE TRUE TRUE FALSE FALSE FALSE FALSE FALSE
  Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20
3 FALSE  TRUE  TRUE FALSE FALSE FALSE FALSE FALSE FALSE
  Q1_21 Q1_22 Q1_23 Q1_24 Q1_25
3 FALSE FALSE FALSE  TRUE FALSE







is_same <- as.numeric(is_same) # 数字に変換
is_same # 一旦表示してみる



 [1] 0 0 0 1 1 0 0 0 0 0 0 1 1 0 0 0 0 0 0 0 0 0 1 0







is_same <- paste(is_same, collapse = "") # 全部くっつける
is_same # 一旦表示してみる



[1] "000110000001100000000010"







# 連続する1の最長を数えて1を足せば良いので
straight_line <- strsplit(is_same, split = "0") # 文字列を0の位置で切断
straight_line # 一旦表示してみる



[[1]]
 [1] ""   ""   ""   "11" ""   ""   ""   ""   ""   "11" ""  
[12] ""   ""   ""   ""   ""   ""   ""   "1" 







# 文字数に変換
# strsplit()はリストを返すため，リストの1番目を選択
# リストについてはそのうち説明します
straight_line <- nchar(straight_line[[1]])
straight_line # 一旦表示してみる



 [1] 0 0 0 2 0 0 0 0 0 2 0 0 0 0 0 0 0 0 1







# 最大値に1を足せば最長が分かる
max(straight_line) + 1



[1] 3






これでようやく1人分の最長ストレートラインが計算できました。 本当はこれを（apply()などを使って）全員に対して計算した上で，一定数より大きい人を除外するか検討する，といった手続きを取る必要があるわけです。









3.2.5 人と違う回答

心理尺度の場合，同じ構成概念を尋ねている各項目はそれなりに相関しているはずです。もちろん項目によってそもそも当てはまりにくい・当てはまりやすい項目はあるのですが，総合すると項目への回答には「平均的なパターン」と言えるものがありそうです。「人と違う」を検出する方法は，異常検知の知見が使えたりします。したがって機械学習を利用して検出する方法なども研究されていたりしますが，ここでは伝統的なマハラノビス距離を用いた検出方法を紹介＆実践してみたいと思います。

図 3.4 は，２項目の連続的な項目（６段階評価ではなく，スライダーみたいなもので回答したと想像してください）への回答をプロットした仮想的なものです。赤い点がそれぞれの軸の平均値を表しています。青い点(1)と(2)は，それぞれ赤い点からの直線距離はほぼ同じなのですが，2変数の相関を考えると(2)の方はさほどおかしな値ではなさそうです。正の相関があるため，平均値から離れていたとしても2項目とも一貫して高い or 低い値ならばありえる，ということですね。
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図 3.4: 仮想的な2項目への回答








このような時に使えるのがマハラノビス距離です。変数の相関関係を考慮した上でベクトル間の距離を出してくれます。回答者\(i\)の回答ベクトルを\(\symbf{x}_i\)，全回答者の平均ベクトルを\(\bar{\symbf{x}}\)，変数の分散共分散行列を\(\symbf{\Sigma}_{\symbf{x}}\)とすると，マハラノビス距離は \[
\begin{aligned}
D=\sqrt{(\symbf{x}_i-\bar{\symbf{x}})\symbf{\Sigma}_{\symbf{x}}^{-1}(\symbf{x}_i-\bar{\symbf{x}})^{\top}}
\end{aligned}
\tag{3.1}\] で計算することが出来ます。 マハラノビス距離は，多変量正規分布と密接な関係を持っています。 というのも，\(k\)個の変数に関する多変量正規分布の確率密度関数は \[
\begin{aligned}
f(\symbf{x};\symbf{\mu},\symbf{\Sigma})=\frac{1}{\sqrt{(2\pi)^k |\symbf{\Sigma}|}}\exp\left(-\frac{1}{2}(\symbf{x}_i-\symbf{\mu})\symbf{\Sigma}_{\symbf{x}}^{-1}(\symbf{x}_i-\symbf{\mu})^{\top}\right)
\end{aligned}
\tag{3.2}\] と表されますが，よく見るとこの式の中には(3.1)式のルートの中身によく似たものが入っています。 実際に，データから多変量正規分布の平均ベクトル\(\symbf{\mu}\)と分散共分散行列\(\symbf{\Sigma}\)を最尤推定する場合，最尤推定量はそれぞれ標本平均ベクトル\(\bar{\symbf{x}}\)と標本共分散行列\(\symbf{\Sigma}_{\symbf{x}}\)となることが知られています。 したがって，マハラノビス距離はデータから推定された多変量正規分布の確率密度に反比例するということがわかります。 言ってしまえば，マハラノビス距離は個人レベルでみたときの尤度みたいなもの，というわけですね。 図 3.4 で言えば，塗りつぶされている楕円が，データから推定されたニ変量正規分布における大まかな確率密度を表していますが，マハラノビス距離はこの確率密度に応じて計算されているわけです。 そう考えると，確かに(2)の点のほうが(1)の点よりも中心からの距離は短い，と判断できそうです。

Rにはマハラノビス距離（の二乗）を計算するための関数mahalanobis()が用意されているため，これを使って 図 3.4 の2つの青い点のマハラノビス距離を計算してみます。mahalanobis()では，基本的に3つの引数をとります。第一引数xには\(\mathbf{x}_i\)を，第二引数center10には\(\bar{\mathbf{x}}\)を，第三引数covには\(\symbf{\Sigma}_{\symbf{x}}\)に相当するものを入れてあげましょう。





コード 3.28: マハラノビス距離の計算


# ここのコードは見ているだけでOKです。
mean_vec <- c(0, 0) # 平均ベクトル
cov_matrix <- matrix(c(1, 0.9, 0.9, 1), nrow = 2) # 分散共分散行列
# 各変数の分散が１，相関係数が0.9という想定です。
cov_matrix # 一応表示してみる








     [,1] [,2]
[1,]  1.0  0.9
[2,]  0.9  1.0







vec1 <- c(-3, 3) # 青い点(1)の座標
# 青い点(1)のマハラノビス距離
mahalanobis(vec1, center = mean_vec, cov = cov_matrix)



[1] 180







vec2 <- c(3, 3) # 青い点(2)の座標
# 青い点(2)のマハラノビス距離
mahalanobis(vec2, center = mean_vec, cov = cov_matrix)



[1] 9.473684






ということで，青い点(1)，(2)と平均ベクトルとのマハラノビス距離（の二乗）はそれぞれ180，9.47となり，たしかに(1)のほうが大きな外れ値であるということがわかりました。

ありがたいことにcareless()パッケージには，データフレームからマハラノビス距離を計算するための関数も用意されています。 先程使用したmahalanobis()関数では，自分でデータから平均ベクトルと分散共分散行列を計算する必要があったのですが，carelessパッケージにあるmahad()関数ではデータフレームを一つ与えるだけで各行のマハラノビス距離をまとめて計算してくれます11。ありがたい。





コード 3.29: mahad(): データフレームの各行のマハラノビス距離を計算する


mahad(dat[, paste0("Q1_", 1:25)])











 [1] 13.468425 25.677291 13.490783 28.823203 18.946470 25.901522
 [7]  9.260945 48.474541 12.794634 19.207672 19.386422 14.485101
[13] 34.052697 38.710674 18.843160 18.056494 26.822273 38.451815
[19] 47.752717 30.685610 24.097729 27.202401 10.453943 30.186948
[25] 20.393634 12.667231 45.024926 23.116322 26.807564 12.173940
[31] 56.951093 20.122730 26.353218 30.358047 17.898820 28.093556
[37] 14.465344 10.483335 11.724812 27.950268  7.693067 57.603758
[43] 23.731495 20.956441 42.950337 14.636132 32.755405 52.321123
 [ reached getOption("max.print") -- omitted 2388 entries ]






これで無事，全員分のマハラノビス距離を一気に計算できました。あとはこれを利用して怪しい人を検出するだけです。 ですがこの場合でも閾値の問題が登場します。 これまで通り，ヒストグラムを描いてみたり，quantile()を利用してみても良いのですが，mahad()関数にはもう少しテクニカルな方法が実装されています。

\(p\)次元多変量正規分布に従うデータから計算されるマハラノビス距離の二乗は，理論的には自由度\(p\)の\(\chi^2\)分布に従うことが知られています。 これを利用すると，「自由度\(p\)の\(\chi^2\)分布における上位\(k\)パーセンタイル点より大きい人を検出しよう」という考えに至ります。





コード 3.30: マハラノビス距離に基づく検出


# flag = TRUEにすると，フラグを立ててくれる
# confidenceによって，閾値のパーセンタイル点を決める
m_dist <- mahad(dat[, paste0("Q1_", 1:25)], flag = TRUE, confidence = 0.99)
m_dist











        d_sq flagged
1  13.468425   FALSE
2  25.677291   FALSE
3  13.490783   FALSE
4  28.823203   FALSE
5  18.946470   FALSE
6  25.901522   FALSE
7   9.260945   FALSE
8  48.474541    TRUE
9  12.794634   FALSE
10 19.207672   FALSE
11 19.386422   FALSE
12 14.485101   FALSE
13 34.052697   FALSE
14 38.710674   FALSE
15 18.843160   FALSE
16 18.056494   FALSE
17 26.822273   FALSE
18 38.451815   FALSE
19 47.752717    TRUE
20 30.685610   FALSE
 [ reached 'max' / getOption("max.print") -- omitted 2416 rows ]






ここでflagged列がTRUEになっている人が，マハラノビス距離が閾値より大きい，すなわち異質な回答パターンを示した人だということです。

ちなみに，マハラノビス距離が最大の人の回答ベクトルを見てみると，たしかにこの人は６か１かばかりで回答しており，どうやら適当に回答しているような気がします。 ただ実際には日頃から極端な選択肢を選ぶ傾向がある人かもしれないので，これだけで機械的に除外するのではなく，回答ベクトルを見てストレートラインの傾向が無いかなども確認して除外の判断をしたほうが良いでしょう。





コード 3.31: マハラノビス距離が最大の人の回答を見てみる


# which.max()はベクトルの中で最大値の「位置」を返す (arg max 的な)
# max()は最大値そのものを返す
# which.min()もあるよ
dat[which.max(m_dist$d_sq), ]








     ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10 Q1_11
867 867    6    6    6    6    6    6    5    1    1     1     6
    Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20 Q1_21 Q1_22
867     6     1     6     6     1     6     1     6     1     6     6
    Q1_23 Q1_24 Q1_25 gender education age
867     1     6     1      1         1  31













マハラノビス距離による検出法の弱点




マハラノビス距離は平均ベクトルからの距離を求めています。そのため，同じストレートラインでも1と6ばかりなど極端な選択肢を選んでいる人は引っかかりやすい一方で，3と4（どちらでもない周辺）ばかりを選んでいる人はどうしてもマハラノビス距離は小さくなってしまいます。同様に，どちらでもない周辺で適当な回答をしている人は検出しにくいという問題点があります。

これを克服するためには，マハラノビス距離に加えてIRVやストレートラインなどの指標，あるいは可能であれば回答データ以外（回答時間など）の複数の指標を組み合わせて検出してあげるのが良さそうです。

また，そもそもマハラノビス距離は，多変量正規分布の確率密度に比例する値であるという点にも注意が必要です。 天井・床効果程度なら多分問題ないのですが，例えば6件法で1と6（極端な選択肢）に回答が集中するような場合には，回答の分布が二峰になっているので，そもそも正規分布を当てはめることが怪しくなってきます。そのような場合にはマハラノビス距離を使うこと自体もよく考えたほうが良さそうです。







ここまで適当回答を検出するためのいくつかの方法を紹介してきました。 実際のデータにおいて検出＆除外を行うときにはいろいろと考えるべきことはあるのですが，とりあえず今回は機械的に「long string index (lsi)が8以上」かつ「マハラノビス距離が上位5%12」の人を除外することにします。ちなみにマハラノビス距離の上位5%は，図 3.5 の分布でいえば赤い線より右側の人であり，極端に大きい人たちだろうということが言えそうです。






[image: ]



図 3.5: マハラノビス距離の二乗の分布








では，実際に2つの基準をともに満たす人を除外してみましょう。 ここでは，複数の条件式を結合するための論理演算子を使用します。 論理演算とは，複数のTRUE/FALSEをもとに1つのTRUE/FALSEを返す演算のことです。 何はともあれ，以下の例を見てください。





コード 3.32: &演算子: 2つともTRUEのときだけTRUEを返す (AND)


TRUE & TRUE
TRUE & FALSE
FALSE & FALSE








[1] TRUE
[1] FALSE
[1] FALSE










コード 3.33: |演算子: いずれか一つでもTRUEであればTRUEを返す (OR)


TRUE | TRUE
TRUE | FALSE
FALSE | FALSE








[1] TRUE
[1] TRUE
[1] FALSE






今回は，AND演算子 (&)を用いて「long string index (lsi)が8以上」かつ「マハラノビス距離が上位5%」の人を探し出したいと思います。





コード 3.34: 複数条件を満たす人を見つける(1)


# まずはマハラノビス距離の閾値を求める
thres <- quantile(m_dist$d_sq, prob = 0.95)
thres








     95% 
48.87949 










コード 3.35: 複数条件を満たす人を見つける(2)


# 除外対象となる人を判別する
is_remove <- (m_dist$d_sq >= thres) & (lsi >= 8)
is_remove








 [1] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
[12] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
[23] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
[34] FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
[45] FALSE FALSE FALSE FALSE FALSE FALSE
 [ reached getOption("max.print") -- omitted 2386 entries ]







# 何行目の人が除外されるかを一応チェック
which(is_remove)



[1] 1243 1359 1775 2018







# 一応除外対象の人の回答をチェック
subset(dat, is_remove)



       ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10 Q1_11
1430 1430    1    1    1    1    1    1    1    1    1     1     1
1560 1560    1    6    6    1    1    5    6    6    4     6     1
2043 2043    1    1    1    1    1    1    1    1    1     1     1
2313 2313    6    1    1    6    1    6    5    6    1     1     6
     Q1_12 Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20 Q1_21
1430     1     1     1     1     1     1     1     1     1     1
1560     6     6     1     6     6     6     6     6     6     6
2043     1     1     1     1     1     1     1     1     1     1
2313     6     1     1     1     1     1     1     1     1     6
     Q1_22 Q1_23 Q1_24 Q1_25 gender education age
1430     1     1     1     1      1         3  23
1560     6     4     6     1      2         5  31
2043     1     1     1     1      1         3  19
2313     1     1     6     1      1         3  23










コード 3.36: 複数条件を満たす人を見つける(3)


# is_removeがFALSEの人だけ残せば良いので
dat <- subset(dat, !is_remove)









ということで，残ったデータは


nrow(dat)



[1] 2432






となりました。以後の分析はこの2432人分のデータで進めていきます。








AND/OR演算子とNA




以前，論理演算子（==や>など）にNAを与えた場合には，「判断不可能」的な意味合いのNAが返ってきてしまう，という話がありました。 では，AND/OR演算子にNAが与えられた場合どうなるかというと，これはやや複雑な挙動となります。 一言で言えば，NAにTRUEとFALSEのどちらが入るのかによって結果が変わる場合には「判断不可能」のNAが返ってきます。 あとは下の例を見て理解してください。


TRUE & NA
FALSE & NA
TRUE | NA
FALSE | NA



[1] NA
[1] FALSE
[1] TRUE
[1] NA















3.3 逆転項目の処理

心理尺度では，内容を読まずに「慣れ」でストレートライン的回答を避けたい，といった目的から意図的に「＊＊ではない」のように否定語を使ったり，構成概念をきちんと反映した項目として，意味的に反対のことを尋ねる（例えば，社交性を測定する尺度において「休日は基本的に家から出ない」のような項目を入れておく）ことがあります。 こうした項目は逆転項目と呼ばれ，分析の際には，多くのケースにおいて事前に得点をひっくり返す必要があります。 psych::bfiでは131, 9, 10, 11, 12, 22, 25番目の項目が逆転項目となっています。

逆転項目の処理自体は何も難しいことはなく，リッカート尺度の場合は「（最大値+最小値）から回答の値を引く」だけでOKです。ということで，一つの列について逆転項目の処理を行うならば以下のコードで可能となります。





コード 3.37: 逆転項目の処理（1項目編）


dat[, "Q1_1"] # 処理前








  [1] 2 2 5 4 2 6 2 4 2 4 5 5 4 4 4 5 4 4 5 1 1 2 4 1 2 2 2 4 1 2 1 2
 [33] 5 1 1 1 1 1 1 5 2 1 5 2 1 1 1 1 3 4 1 1 1 3 1 3 2 2 4 2 1 4 2 1
 [65] 4 4 1 3 2 2 5 1 2 1 1 1 1 1 4 1 1 1 1 1 2 1 2 2 3 1 4 2 3 2 1 1
 [97] 1 6 2 3
 [ reached getOption("max.print") -- omitted 2332 entries ]







dat[, "Q1_1"] <- 7 - dat[, "Q1_1"]
dat[, "Q1_1"] # 処理後



  [1] 5 5 2 3 5 1 5 3 5 3 2 2 3 3 3 2 3 3 2 6 6 5 3 6 5 5 5 3 6 5 6 5
 [33] 2 6 6 6 6 6 6 2 5 6 2 5 6 6 6 6 4 3 6 6 6 4 6 4 5 5 3 5 6 3 5 6
 [65] 3 3 6 4 5 5 2 6 5 6 6 6 6 6 3 6 6 6 6 6 5 6 5 5 4 6 3 5 4 5 6 6
 [97] 6 1 5 4
 [ reached getOption("max.print") -- omitted 2332 entries ]






今回は7項目だけなので一つ一つやっても良いのですが，もっと項目数が多いと大変なのでapply()の力を借りましょう。 今回の場合，apply()関数の引数Xには「datのうち逆転項目を処理したい列だけ」，MARGINは2，FUNには「7から引く」という関数を指定してあげたら良いわけです。ですが困ったことにRには「7から引く」なんていうspecificな関数は存在していません。こういう時には，関数を定義するという方法を使う必要があります。 簡単な関数を定義している例を挙げてみましょう。





コード 3.38: 関数を作ってみる


# function()関数は「関数を定義する」関数
# ()の中には新しく作る関数の引数を
# {}の中には関数の動作を記入する
tashizan <- function(x, y) {
  x + y
}
tashizan(3, 2)








[1] 5






この関数tashizan()はもちろんRにもともと存在しない，与えられた２つの引数xとyの和を返す関数です14。同じ要領で，「7から与えられた値を引く」という関数を作りましょう。





コード 3.39: 「7から引く」関数を作ってみる


subtract_7 <- function(x) {
  7 - x
}
# 挙動の確認
head(dat$Q1_9) # 処理前








[1] 4 3 2 5 3 1







subtract_7(head(dat$Q1_9)) # 関数を適用



[1] 3 4 5 2 4 6






これをapply()関数の引数FUNに指定してあげれば，すべての列に同じ処理を適用することができるわけです。





コード 3.40: 逆転項目の処理（複数項目編）


# 処理する列名を指定
# 上のコードでQ1_1だけ逆転処理済みなのでここでは除外
cols <- paste0("Q1_", c(9, 10, 11, 12, 22, 25))
# cols <- c("Q1_9", "Q1_10", "Q1_11","Q1_12","Q1_22","Q1_25")
# ↑これでもよいが，列数が増えた時には大変

head(dat[, cols]) # 処理前








  Q1_9 Q1_10 Q1_11 Q1_12 Q1_22 Q1_25
1    4     4     3     3     6     3
2    3     4     1     1     2     3
3    2     5     2     4     2     2
4    5     5     5     3     3     5
5    3     2     2     2     3     3
6    1     3     2     1     3     1







dat[, cols] <- apply(dat[, cols], 2, subtract_7)
head(dat[, cols]) # 処理後



  Q1_9 Q1_10 Q1_11 Q1_12 Q1_22 Q1_25
1    3     3     4     4     1     4
2    4     3     6     6     5     4
3    5     2     5     3     5     5
4    2     2     2     4     4     2
5    4     5     5     5     4     4
6    6     4     5     6     4     6






これで，ようやく全ての逆転項目の処理が完了しました15。 次章では，データの性質を確認して，収集したデータが「本当に使えるものなのか」を見ていきます。





コード 3.41: 最後に保存


saveRDS(dat, "chapter03.rds")















1. 欠測データの処理についての日本語の書籍としては，例えば 高橋・渡辺 （2017） にはRのコードも掲載されているので，興味があれば見てみると良いかもしれません。



2. MCARの場合には，最悪欠測値がある人をリストワイズ削除しても問題ありません（サンプルサイズが小さくなるだけでバイアスにはならない）。MARの場合には，多重代入法(MI)や完全情報最尤推定法(FIML)を用いると，うまいこと欠測値を補完することができるとされています。



3. 一応MCARかどうかを判別するための統計的検定法としてLittle’s MCAR test （Little, 1988） というものがあるようです。RにはBaylorEdPsych::LittleMCAR()という関数が作られているようです。使ったことはありません。



4. Rでは，「あるはずなのに無い（欠測）」はNA (Not Available)，「数字ではないもの(e.g., 0で割ったもの)」はNaN (Not A Number)，「もともと何もない」はNULL，無限大はInfという特殊な非数値が用意されており，それぞれis.***()関数で判定可能です。



5. カッコがたくさんあると読みにくくなってしまいます。だからといって，途中のオブジェクトをいちいち変数に代入する場合，変数の名前を（ムダに）考える必要が出てきてしまいます。こういった問題をクリアするのがパイプです。Rネイティブでも最近ようやく実装されました。例えばhead(dat)はdat |> head()という書き方が出来ます。パイプを使えば，処理の順番がわかりやすくなるかもしれません。



6. 最も手軽にWeb調査フォームを作成する場合はGoogle Formが選択肢に上がるかと思いますが，どうやらGoogle Formには回答時間を記録する方法はなさそうです…同じWeb調査作成プラットフォームの中では，Questantやqualtricsでは，項目ごとではなく回答全体での所要時間の記録が可能なようです（項目単位で記録できるかは不明）。あるいはjavascriptが使えるならば jsPsych といったフレームワークもあります。こちらは心理学系の実験が色々出来ますが，その一環として普通のアンケートも実装可能であり，javascriptによって記録できる行動は（画面遷移やマウスカーソルの座標なども）理論上全て取得可能です。



7. 本当に全ての項目に同じ回答を期待しているのであれば，複数項目用意する必要が無いですからね。複数項目用意しているのは，１項目では構成概念を十分に測定しきれないためです。



8. ランダムに出題されていた場合には，左から実際の出題順に回答を並べたデータを用意できれば同様にストレートラインの計算が可能です。



9. 気になる人は個人的に教えます。ただ相当大変なので覚悟してください。



10. ふつうマハラノビス距離は「2つのベクトルの距離」なので2つの引数はxとyのほうがしっくり来るのですが，この関数の第二引数がcenterなのは，この関数が「データフレームの各行について，平均ベクトルからのマハラノビス距離を計算する」という，まさにいま行っている分析の目的にピッタリの関数だからです。



11. 内部の計算はpsych::outlier()関数を使っています。なのでこちらを使用してもOKです。



12. 勘違いしないでいただきたいのですが，「マハラノビス距離の上位5%を除外するのが定番」ということではありません。例えば最初から「上位5％の人にフラグを立てよう」と決め打ちにしていると，もし100人中50人が適当回答者だったとしても，そのうち5人しか検出できないことになります。なので今回の基準はあくまでも授業の演習としてとりあえず除外を体験してみよう，というくらいの意味合いです。



13. psych::bfi.keysで確認可能です。変数名の頭にマイナスがついているものが逆転項目です。



14. もちろん様々なパッケージにある関数も全て，どこかの誰かが必要にかられてfunction()によって定義してくれたものなのです。



15. 実を言うと，apply()なんか使わなくても7 - dat[,cols]で複数行まとめて処理は可能です。今回は自作関数の導入を兼ねてちょっと回りくどいやり方にしました。





4 予備的な分析と信頼性・妥当性

収集したデータを問題なく分析にかけられるかを評価するための方法として，項目分析（I-T相関・トレースライン）を紹介しています。また，使用した尺度（項目）に問題がなかったかを判断するために，信頼性や妥当性の考え方について説明しています。




この章のPDF版はこちら


前回までで，データを読み込み，転記ミスなどの異常が無いかを確認しました。 また，適当回答や欠測値の処理を行い，ようやく分析ができる「きれいな」データを用意することが出来ました。 今回は本格的な分析に入る前の前段階として，項目や尺度の性質・性能を簡単に確認していきます。 この段階で，明らかに良くない項目は事前に削除しておくことによって，その先の分析でより安定した結果が得られるようになるはずです。





コード 4.1: .rdsファイルを読み込む


dat <- readRDS("chapter03.rds")










4.1 分布の可視化

データ内のゴミをある程度取り除けたところで，各変数の分布を見てみましょう。 量的変数の場合，要約統計量だけではなく分布を可視化するのも大事です。 心理尺度の場合，合計点だけでなく各項目のレベルで，できるだけ回答が正規分布に近い形でばらついている方が都合が良い事が多いです。 例えば「毎日睡眠をとっている」や「ここ1ヶ月人と会話していない」のように，ほぼすべての人に当てはまりすぎる・全く当てはまらないような項目は，ほぼすべての人が同じ回答になるため，その項目に対する回答が個人の特性値に対して何の情報も与えない可能性があります。 分析の前に，このような天井効果や床効果と呼ばれる状態が発生していないかを確認したり，分布のピークが一つになっているかを確認しておきましょう。 また余裕があれば，2変数の散布図を書いたりして，項目間の相関関係について想像したりするのも良いでしょう。

なお，ここから先では「とりあえず図を出す」レベルの話だけします。論文に載せるようなきれいなグラフを描きたい場合には色々引数をいじりまくる必要がありますが，それだけで1コマくらいは潰れると思うので…1


4.1.1 1変数の棒グラフ

リッカート尺度の項目反応など，取る値のパターンがせいぜい数個（離散変数や名義変数）の場合は，棒グラフが良いでしょう。棒グラフはbarplot()とtable()を組み合わせることで描けます。





コード 4.2: 離散変数の棒グラフ


barplot(table(dat$Q1_1))
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図 4.1: 1変数の棒グラフ








barplot()は，与えられたベクトルの一つ一つの値を棒の長さで表現する関数です。そのため，barplot(dat$Q1_1)というように直接データを与えてしまうと， 図 4.2 のように左から長さが2, 2, 5, 4, 2, …という感じで2800本の棒グラフが誕生してしまいます。





コード 4.3: table()を噛ませないとダメ


barplot(dat$Q1_1)
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図 4.2: table()を噛ませないと大変なことに










4.1.2 天井効果と床効果

天井効果（床効果）は，回答が一番上（下）の選択肢に偏っている傾向のことです。図 4.1 くらいの多少の効果は気にする必要がないのですが，極端な天井・床効果が生じている項目は除外したほうが良いとされます。 極端な天井・床効果が生じているということは，その項目ではほとんどの人が同じ選択肢を選んでいる，ということです。 通常，心理尺度の項目に対しては 図 4.3 の横軸のように，背後に連続量としての潜在特性を仮定し，各人の回答からその潜在特性の強さを推定します。 つまり各回答者(A,B,Cさん)は自分の潜在特性の強さがどの程度かに応じて，適切な選択肢(1から4)を選択しているはず，と考えます。 これに対して，例えば床効果が生じている状態は 図 4.4 のような状態です。 図 4.3 と比較して，各回答者の位置は変わっていないですが全員が1と回答しています。 実際に私達が観測できるのは回答結果としての「1」のみなので，この項目に「1」と回答したことはその回答者の潜在特性を推定する上でなんの情報も持っていないということになってしまいます。 もちろんごく少数の「極端な人」を識別し「どの程度極端か」を評価する上では有用な項目なので，項目数の制約がなければ入れておいても良いのですが，項目数をなるべく少なくしたいなら，こういった項目は削除したほうが良さそう，と判断できます。 セクション 4.3 では，天井効果・床効果が生じている可能性のある項目に「あたり」をつける簡便な方法を紹介します。
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図 4.3: ふつうの項目の背後に
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図 4.4: 床効果が生じている項目の背後に








また，項目反応理論などの方法では，こういった極端な項目が含まれていると他の項目の特性の推定にもあまり良くない影響を及ぼしたり，推定自体が不安定になってしまうケースがあります。そういった観点からも，極端な天井効果や床効果が見られる項目は除外したほうが良いのです。



4.1.3 1変数のヒストグラム

年齢など，連続変数の場合は棒グラフよりもヒストグラムのほうが良いでしょう。ヒストグラムはhist()関数で描くことが出来ます。





コード 4.4: ヒストグラムを描く


hist(dat$age)
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図 4.5: 1変数のヒストグラム








ヒストグラムでは，区切り幅が重要な役割を果たします。 デフォルトでは，スタージェスの公式 （Sturges, 1926） と呼ばれるものに基づいて区切り幅が決定されています。 これは，データの総数を\(n\)と置いた場合に，データの値が取る全範囲を\(1+\log_2 n\)個に等分割する方法です。 したがって，2432人分のデータがあるdatでは\(1+\log_2 2432\)からおよそ12個に等分割された結果が 図 4.5 に表れています。 基本的にはデータの数にあわせていい感じに調整してくれるので良いのですが，場合によっては「年齢を10刻みで区切る」など，区切り幅をきっちり指定したいこともあるでしょう。 これを実現するためには，hist()の引数breaksを指定してあげます。





コード 4.5: 区切り幅を変える


hist(dat$age, breaks = 20) # 左上
hist(dat$age, breaks = c(0, 10, 20, 40, 50, 100)) # 左下
hist(dat$age, breaks = seq(0, 100, by = 10)) # 右上
hist(dat$age, breaks = seq(0, 100, length = 10)) # 右下
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図 4.6: 区切り幅を変えたヒストグラム








hist()の引数breaksの指定方法は，大きく分けると単一の整数を与える方法と，区切り位置のベクトルを与える方法の２種類があります。 前者の場合は，データの値が取る全範囲をその個数で等分割してくれます。 後者の場合は，等分割以外の区切り方も指定可能（ 図 4.6 の左下）ですが，上限と下限がデータの値が取る全範囲を含んでいないとエラーが返ってくるのでご注意ください。

ちなみにbreaksの指定で使用したseq()関数は，等差数列（ベクトル）を作成してくれる関数です。





コード 4.6: seq(): 等差数列を作る


# 最初の２つの引数が「どこからどこまで」
# 次に引数byを与えた場合，「いくつ刻み」
seq(0, 100, by = 10)
# 次に引数lengthを与えた場合，「長さいくつ」
seq(0, 100, length = 10)








 [1]   0  10  20  30  40  50  60  70  80  90 100
 [1]   0.00000  11.11111  22.22222  33.33333  44.44444  55.55556  66.66667
 [8]  77.77778  88.88889 100.00000













スタージェスの公式はどこから来たのか




Sturges （1926） の説明によれば，スタージェスの公式は「二項定理の係数の和」をもとに考えられた値のようです。ここでは，なぜ二項定理が出てくるのかを簡単に説明してみましょう。

まず，ヒストグラムを作りたい変数が正規分布に従っているとします。このとき，正規分布は二項分布で近似することが可能です（二項分布の正規近似の逆）。 とりあえず左右対称な二項分布を作るために，成功確率50%の二項分布\(Binom(\tilde{n}, \frac{1}{2})\)で近似してみましょう。 例えば\(\tilde{n}=4\)とした場合には，\(P(x=k|k=0,1,2,3,4)\)はそれぞれ，\({}_{\tilde{n}}\mathrm{C}_k\times(\frac{1}{2})^4=c(1,4,6,4,1)\times(\frac{1}{2})^4\)となり，左右対称な確率分布になります。 この\({}_{\tilde{n}}\mathrm{C}_k\)の総和が，「二項定理の係数の和」です。

上の\((1,4,6,4,1)\)は，もとのデータがきれいな正規分布に従うとき，それを5等分した各区切りの中に含まれるデータの割合が\((1,4,6,4,1)\)になることを意味しています。 つまり，もしデータが16個だった場合には，ヒストグラムは左から順に\((1,4,6,4,1)\)と並ぶだろう，ということです。 言い換えると，データが16個だった場合には，データを5等分してあげたらいい感じのヒストグラムになりそうだ，と言えるわけです。

ここで一つ重要なポイントがあります。それは，「二項定理の係数」は必ず\(\tilde{n}+1\)個になり，その総和が\(2^{\tilde{n}}\)になる，ということです。 したがって，データの数が\(2^n\)個のときには，ヒストグラムを\(n+1\)個に区切ってあげたらよいだろう，という感じで提案されたのがスタージェスの公式です（たぶん）。

ちなみに，スタージェスの公式はヒストグラムの最適な区切り幅を計算するための公式です。実際のヒストグラムでは，区切り幅は意味のある（または解釈上都合の良い）値として，5や10などキリの良い値になることも多いです。そのため，スタージェスは「意味のある区切り幅のうち，この公式で算出された値を超えない最大の値」にすることを提案しています。

ただし心理尺度の得点などはそもそも値の単位に絶対的な意味がないため，こうした変数に対して用いるような場合にはスタージェスの公式にとりあえずそのまま乗っかってしまっても良い気がします。









4.1.4 2変数の散布図

２変数の散布図を描く場合には，plot()関数が使えます。なお，plot()関数は他にもデータの形式などに合わせて何かしらの図を出してくれたりするので，色んなところでお世話になると思います。





コード 4.7: 散布図を描く


# 1問目(Q1_1)と年齢(age)の散布図
# 2変数なので2列指定してあげる
plot(dat[, c("Q1_1", "age")])
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図 4.7: 2変数の散布図








図 4.7 ではQ1_1の取りうる値が6通りしかないため散布図感が薄いですが，一つ一つのマルが各レコードを表しています。

また，２変数のtable()を用いるとクロス表が得られるのですが，これをplot()に与えると違った形の図が得られます。





コード 4.8: tableをplot


table(dat[, c("Q1_1", "Q1_2")])








    Q1_2
Q1_1   1   2   3   4   5   6
   1  10  13   5   7  15  22
   2   6  26  15  46  61  38
   3   6  21  33  97  86  49
   4   3  19  39 104 128  56
   5   7  25  39 152 333 163
   6   7   9   7  73 273 439







# そのままplot()に入れると
plot(table(dat[, c("Q1_1", "Q1_2")]))
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図 4.8: いわゆるモザイク図








図 4.8 では，それぞれの四角形および行・列の幅が，各選択肢を選んだ人の割合をそれぞれ表しています。

変数の分布をプロットする方法は，他にも色々ありますが（例えば箱ひげ図やバイオリンプロットなど），必要に応じて適切な方法を選べるようになりましょう。 本講義では，あくまでも基本的なプロットの方法のみの紹介にとどめて次に進んでしまいます。




4.2 相関関係のチェック

セクション 2.2 では1変数レベルでの記述統計量をチェックする関数としてsummary()などを紹介しました。 ここでは，同じようにして2変数の関係の記述統計量である相関係数を確認する方法を紹介しておきます。 相関係数はcor()に２つのベクトルを与えることによって計算可能です。これも欠測値がある場合NAを返してくるので，きちんと相関係数を出してほしい場合には適切な引数を与えます。ただし，mean()などの時に使用するna.rmではなくuseという引数を使用します。（説明は後ほど）





コード 4.9: ２変数の相関係数


# "pairwise"は"pairwise.complete.obs"の略
cor(dat[, "Q1_1"], dat[, "Q1_2"], use = "pairwise")








[1] 0.3527771






cor()には上のように２つのベクトルを与える他に，データフレームをまるごと与えることも可能です。データフレームを一つだけ与えた場合にはそのデータフレーム内の全ての列の相関行列が，データフレームを２つ与えた場合にはデータフレーム同士の全ての列の組み合わせの相関行列が得られます。





コード 4.10: データフレーム内のすべての相関係数


# 量が多いので省略しています
cor(dat, use = "pairwise")











              ID       Q1_1        Q1_2        Q1_3       Q1_4
ID    1.00000000 -0.0442558 -0.04853408 -0.01340771 0.01208236
Q1_1 -0.04425580  1.0000000  0.35277706  0.27444894 0.16169504
Q1_2 -0.04853408  0.3527771  1.00000000  0.49741109 0.35019071
Q1_3 -0.01340771  0.2744489  0.49741109  1.00000000 0.38480054
Q1_4  0.01208236  0.1616950  0.35019071  0.38480054 1.00000000










コード 4.11: 第１因子と第２因子の項目間相関行列


cor(dat[, 2:6], dat[, 7:11], use = "pairwise")








            Q1_6        Q1_7       Q1_8      Q1_9      Q1_10
Q1_1 -0.01132405 -0.01088135 0.02365191 0.1161066 0.03943949
Q1_2  0.09785479  0.12411971 0.18509733 0.1523665 0.12848202
Q1_3  0.10989033  0.14186345 0.12557243 0.1261299 0.16038337
Q1_4  0.08963104  0.22389063 0.12966842 0.1739516 0.25181181
Q1_5  0.13115144  0.11412746 0.12906468 0.1290221 0.17094545






引数useは，計算に使用するデータを決定します。デフォルトでは"everything"，つまり全部使用します。"complete.obs"は，与えたデータフレーム内で欠測値が一つも無いレコードだけを使用して相関を計算します。"pairwise.complete.obs"では各相関を計算する際に，その２変数において欠測値が無いレコードを使用して相関を計算します。つまり相関行列の要素ごとに計算に使用するレコードの数・内容が異なる可能性がある，ということです。


4.2.1 （おまけ）相関関係も可視化してみる

心理尺度に対する多変量解析では，複数の質問項目が同じ構成概念を反映しているかが分析手法のキーとなります。 これを確認する方法の一つとして，後半では信頼性のお話が出てくるわけですが，ここでも少しだけ，相関関係を可視化することでその感覚を掴んでみましょう。

相関行列を可視化するためのパッケージとして，corrplotというパッケージが用意されています。


# install.packages("corrplot")
library(corrplot)




インストールできたら，早速プロットしてみましょう。





コード 4.12: 相関行列を可視化する


cols <- paste0("Q1_", 1:25) # 25項目だけ使う
corrplot(cor(dat[, cols]))
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図 4.9: 相関行列の可視化








この図では，相関係数が高い変数の組のところほど濃い色（プラスなら青，マイナスなら赤）で表されています。 ざっと眺めるだけでも，いくつかのまとまりがあるのが見て取れる気がします（Q1_16からQ1_20など）。 質問項目間に正の相関が見られるということは，これらの項目の背後には，何か共通の要因があるのかもしれません。 後半で紹介する因子分析 （ チャプター 6 ） では，このような変数間の相関関係をもとに，その背後にあると考えられる要因に迫っていきます。

ちなみに，引数methodを指定することで，プロットの形を変えることも可能です。





コード 4.13: 相関行列を可視化する(2)


# 個人的にはこちらのほうがまとまりが見やすい気がします
corrplot(cor(dat[, cols]), method = "shade")
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図 4.10: 相関行列の可視化(2)











4.3 項目分析

まずはじめに，項目単位での「変なやつ」がいないかをチェックしていきます。


4.3.1 天井効果・床効果について検討する

天井効果または床効果が発生しているかの判断について，一発で見抜ける方法というものはありません。 あくまでも一つの基準としてですが，よく言われているのは「平均値 ± 標準偏差が，取りうる値の範囲（今回の例では1から6）を超えている場合」というものらしいです（要出典）。特に変数の数が多くて全ての棒グラフを作って見るのも骨が折れる，という場合には，まずこの判別方法であたりを付けてみるのも良いかもしれません。

とりあえず上述の基準にのっとって天井効果または床効果を確認するためには，各変数（列）ごとに平均値や標準偏差を計算する必要があります。普通に考えると次のようなコードによって実現可能です。





コード 4.14: 1問目の平均値と標準偏差を足すと


# 欠測値があるため，na.rm=TRUEを引数に追加している
mean(dat[, "Q1_1"], na.rm = TRUE) + sd(dat[, "Q1_1"], na.rm = TRUE)








[1] 5.998918










コード 4.15: 1問目の平均値から標準偏差を引くと


# 欠測値があるため，na.rm=TRUEを引数に追加している
mean(dat[, "Q1_1"], na.rm = TRUE) - sd(dat[, "Q1_1"], na.rm = TRUE)








[1] 3.18776






ただ，今回は25項目もあります。上の計算をそれぞれの列にやっても良いのですが効率が悪いので，apply()を使って





コード 4.16: 列ごとの平均値


# 本当はQ1_1からQ1_25のところだけに適用したら良いが，
# 今回は全ての列がnumericかinteger型なので気にせず進めます。
apply(dat, 2, mean, na.rm = TRUE)








         ID        Q1_1        Q1_2        Q1_3        Q1_4 
1396.945312    4.593339    4.801398    4.602385    4.691612 
       Q1_5        Q1_6        Q1_7        Q1_8        Q1_9 
   4.548931    4.527138    4.374178    4.301398    4.449013 
      Q1_10       Q1_11       Q1_12       Q1_13       Q1_14 
   3.692434    4.020148    3.846217    3.987253    4.414474 
      Q1_15       Q1_16       Q1_17       Q1_18       Q1_19 
   4.394326    2.944901    3.519737    3.226151    3.203947 
      Q1_20       Q1_21       Q1_22       Q1_23       Q1_24 
   2.972451    4.814967    4.314556    4.454359    4.927632 
      Q1_25      gender   education         age 
   4.528783    1.670230    3.190860   28.582237 






とすればよいわけです2。したがって，各列の平均値±標準偏差をまとめて計算したい場合はそれぞれ以下のようになります。





コード 4.17: 列ごとの平均値+SD


apply(dat, 2, mean, na.rm = TRUE) + apply(dat, 2, sd, na.rm = TRUE)








         ID        Q1_1        Q1_2        Q1_3        Q1_4 
2207.424918    5.998918    5.974081    5.908401    6.172146 
       Q1_5        Q1_6        Q1_7        Q1_8        Q1_9 
   5.812634    5.758867    5.690390    5.589267    5.825444 
      Q1_10       Q1_11       Q1_12       Q1_13       Q1_14 
   5.323572    5.650285    5.458144    5.335440    5.876204 
      Q1_15       Q1_16       Q1_17       Q1_18       Q1_19 
   5.733057    4.519407    5.050856    4.819228    4.771938 
      Q1_20       Q1_21       Q1_22       Q1_23       Q1_24 
   4.594638    5.936672    5.866132    5.654409    6.116027 
      Q1_25      gender   education         age 
   5.852550    2.140456    4.302853   39.550527 










コード 4.18: 列ごとの平均値-SD


apply(dat, 2, mean, na.rm = TRUE) - apply(dat, 2, sd, na.rm = TRUE)








        ID       Q1_1       Q1_2       Q1_3       Q1_4 
586.465707   3.187760   3.628715   3.296368   3.211077 
      Q1_5       Q1_6       Q1_7       Q1_8       Q1_9 
  3.285227   3.295409   3.057966   3.013529   3.072583 
     Q1_10      Q1_11      Q1_12      Q1_13      Q1_14 
  2.061297   2.390011   2.234291   2.639066   2.952743 
     Q1_15      Q1_16      Q1_17      Q1_18      Q1_19 
  3.055594   1.370395   1.988618   1.633075   1.635957 
     Q1_20      Q1_21      Q1_22      Q1_23      Q1_24 
  1.350264   3.693263   2.762979   3.254308   3.739236 
     Q1_25     gender  education        age 
  3.205016   1.200004   2.078867  17.613946 






天井効果が出ている可能性がある（平均値+SDが6を超えている）変数はQ1_4，Q1_24の2つです。また，床効果が出ている可能性のある項目はなさそうでした。

ということで，天井効果が出ている可能性のある変数についてプロットしたものが 図 4.11 です。





コード 4.19: 天井効果はあるのか？


barplot(table(dat[, "Q1_4"]))
barplot(table(dat[, "Q1_24"]))
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(a) Q1_4
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(b) Q1_24











図 4.11: 天井効果が疑われる項目の棒グラフ




実際に天井効果および床効果が生じていると思われる項目を分析から除外するかについては，定量的な基準（平均±標準偏差）だけで決めるべきではありません。実際には，この後紹介する妥当性などの観点から項目の内容を吟味したりして，構成概念の定義的に削除しても問題ないかを判断する必要があります。ちなみに今回の程度であれば，分布が多少偏っているとはいえ，除外するほどの大きな問題とはいえないでしょう。








（私見）天井・床効果で除外することはほぼ無い？




私が 図 4.11 のようなレベルの天井効果について除外しなくても良いと考えている理由は，こうした項目は少なくとも特性値の低い人を区別する力は持っているためです。

心理尺度への回答は，その背後にある心理特性（社交性や誠実さなど）の強さを反映して決まっていると考えられます。 つまり天井効果（床効果）が起きているような項目では，「その心理特性が一定レベル以上（以下）の強さの人はみんな端の選択肢を選んでいる」状態なわけです。 その「一定レベル」の閾値を仮に30とすると，天井効果が起きている項目は，レベル80の人とレベル90の人はどちらも最大値の選択肢を選ぶために区別ができないわけですが，少なくともレベル10の人とレベル20の人は区別できるだろう，というわけです。 したがって，多少の天井／床効果が起きている程度で，その項目には全く意味がない，ということにはならないだろう，というのが私の考えです。

ただし，天井／床効果が起きていない項目と比べると，1項目が持つ「高低を区別する総合力」は低い可能性が高いので，例えば尺度を新規作成する際や，質問票にいれることのできる項目数に厳しい制限があるならば，どちらかといえば天井／床効果が起きていない項目を選んだほうが良いと思います。 一方で，上述の理由から，既存の尺度を使って，しかも既に取った後のデータの分析を行う段階ならば，そこでわざわざ多少の天井／床効果での項目削除はしなくても良いのではないか，と思っています。

また，除外するかを判断する場合に重要となるのは，天井／床効果が生じているかよりも，回答が一箇所に集中しすぎていないかだと思っています。もしも全ての人がちょうど中間の選択肢を選んでいた場合，天井／床効果はいずれも生じていなくても項目としては明らかにおかしなものになっているはずです。 そう考えると，単に標準偏差が異様に小さい項目が無いかを見ておけば良いような気がしています。









4.3.2 I-T相関

ここでは大前提として，心理尺度では複数の項目が同じ構成概念を測定しようとしているはずだというところから出発して考えます。 このとき，ある項目が，同じ尺度内の他の項目と確かに同じ構成概念を測定しているならば，他の項目の得点との相関は高いはずです。ということは当然，合計点との相関も高いだろうという予測が立ちます。 この考えに基づいて算出される指標が，各項目の値と，尺度の合計点の相関であるI-T相関 (Item-TestまたはItem-Total)です。 他の項目との一貫性という点では，後述する信頼性の分析の一部という見方もできます3。

I-T相関を出すためには，まず合計点を出す必要があります。これはapply()を使えば簡単に出来ます。最も簡便な尺度得点としてそのまま他の変数との関係を見る分析にも使えたりするので，ここで各因子ごとに合計点を作成してdatに追加しておきましょう。 なおRではほとんどの場合，データフレームの存在しない列名を指定して代入すると，新しい列を追加してくれます4。





コード 4.20: 列ごとの平均値+SD


# 列の指定の仕方はいろいろありました
# ↑復習を兼ねて，わざと異なる方法で列を指定しています
# Agreeableness
dat[, "Q1_A"] <- apply(dat[, paste0("Q1_", 1:5)], 1, sum)
# Conscientious
dat$Q1_C <- apply(dat[, paste0("Q1_", 6:10)], 1, sum)
# Extraversion
dat[, "Q1_E"] <- apply(dat[, paste0("Q1_", 11:15)], 1, sum)
# Neuroticism
dat["Q1_N"] <- apply(dat[, paste0("Q1_", 16:20)], 1, sum)
# Openness
dat$Q1_O <- apply(dat[, paste0("Q1_", 21:25)], 1, sum)

# 一旦確認
head(dat)








  ID Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10 Q1_11 Q1_12
1  1    5    4    3    4    4    2    3    3    3     3     4     4
2  2    5    4    5    2    5    5    4    4    4     3     6     6
3  3    2    4    5    4    4    4    5    4    5     2     5     3
4  4    3    4    6    5    5    4    4    3    2     2     2     4
5  5    5    3    3    4    5    4    4    5    4     5     5     5
6  6    1    6    5    6    5    6    6    6    6     4     5     6
  Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20 Q1_21 Q1_22 Q1_23
1     3     4     4     3     4     2     2     3     3     1     3
2     6     4     3     3     3     3     5     5     4     5     4
3     4     4     5     4     5     4     2     3     4     5     5
4     4     4     4     2     5     2     4     1     3     4     4
5     5     4     5     2     3     4     4     3     3     4     4
6     6     5     6     3     5     2     2     3     4     4     5
  Q1_24 Q1_25 gender education age Q1_A Q1_C Q1_E Q1_N Q1_O
1     4     4      1        NA  16   20   14   19   14   15
2     3     4      2        NA  18   21   20   25   19   20
3     5     5      2        NA  17   19   20   21   18   24
4     3     2      2        NA  17   23   15   18   14   16
5     3     4      1        NA  17   20   22   24   16   18
6     6     6      2         3  21   23   28   28   15   25






合計点が出来たら，後は相関係数を計算するだけです。ですが，ここで計算するべき相関係数は，普通の（ピアソンの積率）相関係数ではありません。


カテゴリカル変数の相関

各項目への回答は，本来連続量である潜在変数（因子）の強さによって規定されます。実際に観測できる項目反応（5件法なら1から5の数字）は，この潜在変数を適当なところで打ち切ってカテゴリ化された値とみなせるわけです。 図 4.12 はその関係を表した図です。潜在変数は通常，正規分布に従うと仮定されます。心理尺度への回答データを考える際には，正規分布の仮定のもとで，潜在変数の強さの程度に応じて，回答者は自分にあった強さの選択肢を選んでいる，というように考えます5。
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図 4.12: 5件法に対する潜在変数と回答の関係








ということは，合計点6との相関係数を計算する場合，本来は項目への回答そのものではなく，背後にある潜在変数の値で計算したほうが良いのです。むしろそうしないと，連続量をカテゴリに落とし込むことで失われる情報のせいで，本来の相関係数よりも低い値が算出されてしまいます。

今回はポリシリアル相関(polyserial correlation)というものを使います。これは，（多値）カテゴリカル変数の背後にあると想定される連続量と，連続変数との相関係数です。 他にも，同じような考え方の特殊な相関係数がいくつかあり，それらは 表 4.1 のようにまとめられます。




表 4.1: カテゴリカル変数との相関係数
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5 回帰分析のおさらい

各種分析手法（因子分析・構造方程式モデリング・項目反応理論）の紹介に向けた準備として，各手法のベースにある回帰分析の理論的な部分をおさらいしつつ，いくつかの重要な概念を説明しています。




この章のPDF版はこちら


統計を学ぶ人の大多数が最初に出会う「多変量解析」は，きっと（重）回帰分析でしょう。 実際に，後半で登場する因子分析・構造方程式モデリング・項目反応理論はいずれも回帰分析のモデルと関係のあるモデルです。 一応本講義では回帰分析については既習であることを前提としているので，基本的な回帰分析のおさらいをはさみ，後半の内容に必要な部分だけでも前提知識を補いたいと思います。 なお，このChapterでは，基本的に今後紹介する手法の理解に必要・重要と思われる内容に絞って紹介しています。 回帰分析は相当幅広く用いられているため，本気を出せば回帰分析だけで1コマ15回の講義を余裕で組めると思います。 回帰分析を深く理解したい方は，恐縮ながら経済学研究科や国際協力研究科などで開講されている講義も探してみてください。


5.1 回帰分析とは

中学数学では， 図 5.1 のように「2つの点を通る直線を求める」問題を解いたことがあると思います。回帰分析はこの延長にある分析手法と言っても良いでしょう。
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図 5.1: 2つの点を通る直線を求める








この問題を（今後の問題設定に合わせて）数式を用いて表現すると，




一次関数\(y=b_0 + b_1x\)が\((x_p,y_p)=(-1,-3), (1,1)\)の2点を通るとする。

このとき，係数\(b_0,b_1\)の値はそれぞれいくつか。







と言った感じでしょうか。 なお，これ以降は一つ一つのデータ（行方向）を表すために，回答者(person)の頭文字をとって添字\(p\)をつけることにします。 つまり，\((x_p,y_p)=(-1,-3), (1,1)\)は丁寧に書くと\((x_1,y_1)=(-1,-3), (x_2,y_2)=(1,1)\)となり，それぞれ1人目，2人目の変数\(x,y\)の値を表しているとします。

さて，先程の書き方をもう少し変えてみると，




\((x_p,y_p)=(-1,-3), (1,1)\)の2点に関する以下の連立方程式を満たす係数\(b_0,b_1\)の値はそれぞれいくつか。 \[
\left\{
\begin{aligned}
   -3 &= b_0 + b_1 \times -1 \\
   1 &= b_0 + b_1 \times 1
\end{aligned}\right.
\]







と表すこともできるでしょう。 そして 図 5.1 の場合，正解は\((b_0,b_1)=(-1,2)\)となり，一次関数で表せば\(y=-1+2x\)となります。

ここまでは2つの点のみについて考えてきましたが，点の数が増えたらどうでしょうか。 図 5.2 のように，「3つの点を通る直線を求める」問題があったとしても，すべての点が一直線上に並んでいるなら一つの答えを出すことができます。このケースでも，正解は\(y=-1+2x\)ですね。
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図 5.2: 3つの点を通る直線を求める








では， 図 5.3 のように3つの点が一直線上に並んでいない場合は？当然ながらすべての点を通る直線は存在しません。回帰分析の問題設定はこういった状況です。すべての点を通らないならばそれなりに最もそれっぽい直線を何らかの方法で決定して引いてあげる必要があります。
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図 5.3: 3つの点を通る直線なんてない








どんな線が最もそれっぽい直線かですが， 図 5.3 の赤い線と青い線を比較すると，ほとんどの人は赤い線のほうがそれっぽいと感じるのではないでしょうか。青い線の方は，3つのうち2つの点を通過しているにも関わらず，なぜか赤い線のほうがそれっぽいですね。これは，赤い線のほうが平均的にはズレが小さいためです。確かに青い線は，通過している2つの点に関してはズレがゼロですが，残り1個の点に対しては大きくズレています。この赤い線のように，平均的なズレを最小化する直線を求める分析法が回帰分析なのです。

点の数が何個であろうと最もベーシックな回帰分析では，直線（一次関数）を求めます。傾きを\(b_1\)，切片を\(b_0\)とおけば \[
y=b_0 + b_1x
\tag{5.1}\] という直線について，\(b_0,b_1\)の値がいくつのときに最もそれっぽい直線になるかを求めるわけです。





5.1.1 最小二乗法

実際の分析においては，最小二乗法によって回帰直線を求めることが多いです。これは 図 5.4 の青い矢印のように，縦方向でのズレを求めて，これの二乗和が最小になる\((b_1, b_0)\)の組み合わせを求める方法です。
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図 5.4: 最小二乗法








「それっぽい直線」という観点で言えば， 図 5.5 の青い矢印のように，赤い直線との直線距離に関して最小化しても良さそうな気がしますが，最小二乗法では縦方向での距離を最小化しています。なぜなのでしょうか。
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図 5.5: 直線距離で考えたらダメなのかい








それは，回帰分析が\(x\)で\(y\)を説明する分析手法だからです。\(y\)そのものは無いけれど他の変数がある時に\(y\)を近似するのが回帰直線なのです。 例えば，\(x\)を「体重」，\(y\)を「身長」だとしましょう。あなたのもとに，あるゲストがやってきます。どういうわけかその人に関して「体重」の情報だけが入っているとします。あなたはゲストのためにちょうどよい高さの椅子を用意する必要があります。しかし，ちょうどよい高さの椅子をあてがうためには，ゲストの身長が分かっていないといけません1。さて，あなたはゲストの身長をどのように見積もるでしょうか。

普通ならば， 図 5.6 のように，周りの人の体型などから「（標準体型で）体重が70kgくらいの人ならば，身長はだいたい170cmくらい」「（標準体型で）体重が60kgくらいの人ならば，身長はだいたい162cmくらい」という感じで予測を立てたうえで，ゲストの体重の情報を当てはめて「ゲストの体重が65kgということは，標準体型ならば身長はだいたい165.5mくらいかなぁ」といった予測を行うでしょう。 回帰分析で行っていることは概ねこんな感じのことですが，ここで問題になる「予測のズレ」は，身長（つまり\(y\)）に関してのみです。 つまり，\(x\)による\(y\)の近似（予測）のズレが最小になるように回帰直線を引きたいがために，最小二乗法では縦方向でのズレのみを考えているわけですね。
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図 5.6: 回帰直線による予測








求めたい回帰直線は\(y=b_0 + b_1x\)ですが，一つ一つの点について考えると，ほとんどの場合等号は成立しません。 というのも回帰直線が示すのはあくまでも予測値であって，実際のデータでは予測とのズレがあるためです。 そこで回帰分析モデルでは，実際の一つ一つのデータの値\(y_p\)は，回帰直線による予測値\(\widehat{y_p}\)と誤差\(\varepsilon_p\)の和であると考えます。 ということで，回帰分析モデルの全体は \[
\begin{aligned}
y_p &= \widehat{y_p} + \varepsilon_p  \\
\widehat{y_p} &= b_0 + b_1x_p \\
\varepsilon_p &\sim N(0,\sigma_{\varepsilon}^2)
\end{aligned}
\tag{5.2}\] となり，\(P\)をデータの総数とすると，最小二乗法では \[
\sum_{p=1}^{P}(y_p-\widehat{y_p})^2 = \sum_{p=1}^{P}\left[y_p-(b_0 + b_1x_p)\right]^2
\tag{5.3}\] を最小化するような\((b_0, b_1)\)の組み合わせを求めている，というわけです。








最尤法




最小二乗法と同じくらい用いられる推定法が最尤法です。(5.2)式の回帰分析モデルの式を変形させると， \[
y_p \sim N(b_0 + b_1x_p, \sigma_{\varepsilon}^2)
\tag{5.4}\] という形にもなります。したがって，データから最も尤度が大きくなる\((b_0, b_1, \sigma_{\varepsilon})\)の組を見つけてあげることで，回帰直線を最尤推定することも可能なわけです。

最小二乗法とどちらが良いかという話ではなく，最適化の目的関数が異なるということなので，回帰直線を求める方法は最小二乗法だけじゃないということは頭の片隅に入れておいても良い知識だと思います。









5.1.2 （単）回帰分析の線形代数的表現

因子分析やSEMのところでは，それぞれの分析手法の基本的な考え方を説明するために線形代数的表現を多用しています。 ということで，ここで回帰分析の線形代数による表現を説明しておきます。 書き方とその意味に慣れておいてください。

まず，回帰分析モデルを， 図 5.1 のところで示した連立方程式的な書き方で書き直すと，次のようになります。




\((x_1,y_1), (x_2,y_2), \cdots,(x_{P-1},y_{P-1}), (x_P, y_P)\)の\(P\)個の点に関する以下の連立方程式について，誤差の和\(\sum_{p=1}^{P}\varepsilon_p^2\)が最小になる係数\(b_0,b_1\)の値はそれぞれいくつか。 \[
\left\{
\begin{alignedat}{3}
   y_1 &= b_0 + b_1x_1 & &+ \varepsilon_1 \\
   y_2 &= b_0 + b_1x_2 & &+ \varepsilon_2 \\
&\vdots & &  \\
   y_{P-1} &= b_0 + b_1x_{P-1} & &+ \varepsilon_{P-1} \\
   y_P &= b_0 + b_1x_P & &+ \varepsilon_P \\
\end{alignedat}\right.
\]







毎回全部式を書いていると面倒なので，ここで線形代数の力を借ります。 連立方程式のうち，すべての式に共通しているのが\(b_0,b_1\)の部分です。 一旦ここはそのままにしておいて，その他の（\(p\)ごとに異なる）部分をベクトルでまとめて書き直してみます。

\[
\left\{
\begin{aligned}
\begin{bmatrix}
y_1 \\ y_2 \\ \vdots \\ y_{P-1} \\ y_P
\end{bmatrix} = b_0\begin{bmatrix}
1 \\ 1 \\ \vdots \\ 1 \\ 1
\end{bmatrix} + b_1 \begin{bmatrix}
x_1 \\ x_2 \\ \vdots \\ x_{P-1} \\ x_P
\end{bmatrix} + \begin{bmatrix}
\varepsilon_1 \\ \varepsilon_2 \\ \vdots \\ \varepsilon_{P-1} \\ \varepsilon_P
\end{bmatrix}
\end{aligned}\right.
\tag{5.5}\] なお切片\(b_0\)には，ベクトル同士の足し算を成立させるために\(P\)人分の1が並んだベクトル（以後太字の\(\symbf{1}\)と表記する）をかけています。

だいぶ見通しが良くなってきました。あとはベクトルを太字で表すことで，以下のように割と綺麗に書き直すことが出来ます。




2つの変数に関する長さ\(P\)のベクトル\(\symbf{x}=\begin{bmatrix} x_1 & x_2 & \cdots & x_P \end{bmatrix}^\top, \symbf{y}=\begin{bmatrix} y_1 & y_2 & \cdots & y_P \end{bmatrix}^\top\)が与えられたとき，以下の式における誤差ベクトル\(\symbf{\varepsilon}=\begin{bmatrix} \varepsilon_1 & \varepsilon_2 & \cdots & \varepsilon_P \end{bmatrix}^\top\)の二乗和\(\symbf{\varepsilon}^\top\symbf{\varepsilon}\)が最小になる係数\(b_0,b_1\)の値はそれぞれいくつか。 \[
\symbf{y} = b_0\symbf{1} + b_1\symbf{x} + \symbf{\varepsilon}
\]







ということで，これでデータが何個あっても一つの式で表すことができるようになりました。便利ですね。




5.2 重回帰分析

\(y\)を予測するという意味では，もちろん変数は多い方が良いでしょう。「身長」を予測するうえで，体重だけでなく「性別」や「体脂肪率」といったことがわかれば，予測はより正確になるはずです。 回帰分析でも，説明変数を複数個用いることが出来ます。これを一般的には重回帰分析と呼びます。 説明変数が\(K\)個あるならば，対応する回帰係数を\(K+1\)（切片の分）個用意して，以下のような直線を考えるわけです2。 \[
y = b_0 + b_1x_1 + b_2x_2 +\cdots + b_kx_k+\cdots + b_Kx_K
\tag{5.6}\]

ここでのポイントは，重回帰分析では変数の効果が線形和（重み付け和）になっているという点です。回帰係数は「その説明変数の値が1大きくなったら\(y\)の予測値がどれだけ大きくなるか」を示していますが，最もベーシックな重回帰分析モデルの場合


	説明変数の値がいくつであってもその効果は一定

	他の説明変数の値は完全に無関係



であることが仮定されています。もし高次の効果（e.g., 薬は適量ならば飲むほど健康に良いが，飲み過ぎるとかえって良くない＝二次の効果）や交互作用を考慮したい場合には，直接それを表す項を追加する必要があります。例えば \[
y = b_0 + x_1b_1 + x_2b_2 + x_1^2b_3 + x_1x_2b_4
\tag{5.7}\] といった感じです。

また，重回帰分析で得られる回帰係数は，厳密には偏回帰係数と呼ばれます。これは「他の説明変数の値が固定されているときに，その説明変数の値が1大きくなったら\(y\)の予測値がどれだけ大きくなるか」を表しています。 もう少し正確に言うと，その説明変数以外で\(y\)を予測した際の誤差に対して，その説明変数のみで単回帰分析をした際の回帰係数が偏回帰係数です。 例えば2変数\(x_1,x_2\)の重回帰における\(x_1\)の偏回帰係数\(b_1\)は， \[
\begin{alignedat}{2}
y &= b_{01} + b_2x_2 + \varepsilon_1 & \quad (\mathrm{Step} 1) \\
\varepsilon_1 &= b_{02} + b_1x_1 + \varepsilon_2 & \quad (\mathrm{Step} 2)
\end{alignedat}
\tag{5.8}\] という二段階で推定することで，単回帰の組み合わせに分解することができるのです（Step 1の左辺は\(\hat{y}\)ではなく\(y\)である点に注意）。 これにより，偏回帰係数は他の変数の影響を完全に取り除いた（コントロールした）上でのある変数の影響の大きさを表している，と解釈できるわけです。


5.2.1 重回帰分析の線形代数的表現

説明変数の数が増えても，同様に線形代数による表現を利用します。 (5.6)式に基づく予測を，まず\(p\)番目のデータ一つについて考えてみます。 説明変数が何個になっても，観測値\(y_p\)を予測値\(\widehat{y_p}\)と誤差\(\varepsilon_p\)に分ける点(5.2式)は変わりません。 \[
\begin{aligned}
\begin{split}
y_p &= \widehat{y_p} + \varepsilon_p \\
&= b_0 + b_1x_{p1} + b_2x_{p2} +\cdots + b_Kx_{pK}+ \varepsilon_{p}
\end{split}
\end{aligned}
\tag{5.9}\] これ以降，説明変数には2つの添字が付きます。 2つ目の添字\(k (k=1,2,\cdots,K)\)は，何番目の説明変数であるかを表すものです。 例えば\(x_{p3}\)（または\(x_{p,3}\)）は「\(p\)番目の人の\(3\)番目の説明変数の値」（dat[p,3]）を指しています。 添字の順序は，Rでデータフレームの行と列の要素を指定するときの順番（apply()関数の引数MARGINの指定）だと覚えると良いかもしれません（個人の感想）。

まずは(5.9)式の\(b_1x_{p1} + b_2x_{p2} +\cdots + b_Kx_{pK}\)（切片と誤差項以外）の部分について，ベクトルの積を使って簡略化していきます。 これは\(p\)番目のデータにおける説明変数ベクトル\(\symbf{x}_p=[x_{p1}, x_{p2}, \cdots, x_{pK}]\)と，回帰係数ベクトル\(\symbf{b}=[b_1, b_2, \cdots, b_K]^\top\)を使うと， \[
\begin{aligned}
\begin{split}
\symbf{x}_p\symbf{b} &= \begin{bmatrix}
x_{p1} & x_{p2} & \cdots & x_{pK}
\end{bmatrix}\begin{bmatrix}
b_1 \\ b_2 \\ \vdots \\ b_K
\end{bmatrix} \\
&= x_{p1}b_1 + x_{p2}b_2 +\cdots + x_{pK}b_K
\end{split}
\end{aligned}
\tag{5.10}\] と，かなりシンプルに表すことが出来ました。 ここでもう少し工夫してみます。 せっかくなので，切片についても同じようにまとめてしまいましょう。 (5.9)式の\(b_0\)の部分は，\(b_0\times 1\)と見ることも可能です。 \(b_1\)には\(x_{p1}\)がかかっていたのと同じように考えるならば，\(b_0\)の部分は\(x_{p0}=1\)ということです。 このように考えて，説明変数ベクトルと回帰係数ベクトルをそれぞれ\(\symbf{x}_p=[1, x_{p1}, x_{p2}, \cdots, x_{pK}]\)，\(\symbf{b}=[b_0, b_1, b_2, \cdots, b_K]^\top\)と書き換えてやれば， \[
\begin{aligned}
\begin{split}
\symbf{x}_p\symbf{b} &= \begin{bmatrix}
1 & x_{p1} & x_{p2} & \cdots & x_{pK}
\end{bmatrix}\begin{bmatrix}
b_0 \\ b_1 \\ b_2 \\ \vdots \\ b_K
\end{bmatrix} \\
&= b_0 + x_{p1}b_1 + x_{p2}b_2 +\cdots + x_{pK}b_K \\
&= \widehat{y_p}
\end{split}
\end{aligned}
\tag{5.11}\] というように，切片項まで含めて回帰直線による予測値\(\widehat{y_p}\)を簡略化できました。

あとはこれを\(P\)個のデータ全体に拡張するだけです。 といっても考え方は簡単で，\(P\times (K+1)\)の説明変数全体（\(+\)切片）を \[
\begin{aligned}
\symbf{X} =
\begin{bmatrix}
\symbf{x}_1 \\
\symbf{x}_2 \\
\vdots \\
\symbf{x}_P
\end{bmatrix} =
\begin{bmatrix}
1 & x_{11} & x_{12} & \cdots & x_{1K} \\
1 & x_{21} & x_{22} & \cdots & x_{2K} \\
\vdots & \vdots & \vdots & \ddots & \vdots \\
1 & x_{P1} & x_{P2} & \cdots & x_{PK}
\end{bmatrix}
\end{aligned}
\tag{5.12}\] と表せば，これを用いてすべてのデータに関する予測値\(\hat{\symbf{y}}\)を \[
\begin{aligned}
\hat{\symbf{y}} = \begin{bmatrix}
\hat{y}_1 \\ \hat{y}_2 \\ \vdots \\ \widehat{y_p}
\end{bmatrix}
&= \symbf{X}\symbf{b} \\
&= \begin{bmatrix}
1 & x_{11} & x_{12} & \cdots & x_{1K} \\
1 & x_{21} & x_{22} & \cdots & x_{2K} \\
\vdots & \vdots & \vdots & \ddots & \vdots \\
1 & x_{P1} & x_{P2} & \cdots & x_{PK}
\end{bmatrix}\begin{bmatrix}
b_0 \\ b_1 \\ b_2 \\ \vdots \\ b_K
\end{bmatrix} \\
&= \begin{bmatrix}
b_0 + x_{11}b_1 + x_{12}b_2 +\cdots + x_{1K}b_K \\
b_0 + x_{21}b_1 + x_{22}b_2 +\cdots + x_{2K}b_K \\
\vdots \\
b_0 + x_{P1}b_1 + x_{P2}b_2 +\cdots + x_{PK}b_K
\end{bmatrix}
\end{aligned}
\tag{5.13}\] とまとめることが可能です。あとは誤差ベクトルを付け加えたら，以下のようにスッキリとした表現の出来上がりです。




長さ\(P\)の結果変数ベクトル\(\symbf{y}\)と\(P\times (K+1)\)の説明変数（＋切片）行列\(\symbf{X}\) が与えられたとき，以下の式における誤差ベクトル\(\symbf{\varepsilon}\)の二乗和\(\symbf{\varepsilon}^\top\symbf{\varepsilon}\)が最小になる回帰係数ベクトル\(\symbf{b}\)の値はいくつか。 \[
\symbf{y} = \symbf{X}\symbf{b} + \symbf{\varepsilon}
\]







因子分析やSEMのところでは，このような感じで「変数の行列」\(\times\)「係数のベクトル（または行列）」の積を用いて手法のコンセプトを紹介していきます。 ということで，今のところはここで紹介した記法に慣れておいてください。








正規方程式




上記のように重回帰分析を線形代数で表現すると，最小二乗法の解も解析的に求めることが出来ます。 いま，求めたいのは\(\symbf{\varepsilon}^\top\symbf{\varepsilon}\)が最小になるような\(\symbf{b}\)の値でした。 そこで，\(\symbf{\varepsilon}\)を\((\symbf{y} - \symbf{X}\symbf{b})\)に戻して考えると，\(\symbf{\varepsilon}^\top\symbf{\varepsilon}=(\symbf{y} - \symbf{X}\symbf{b})^\top(\symbf{y} - \symbf{X}\symbf{b})\)が最小になるような\(\symbf{b}\)を求めたら良いわけです。

最小値になる\(\symbf{b}\)を求めたいわけなので，ちょっと大変かもしれませんが，行列を展開して\(\symbf{b}\)で偏微分したものイコール0という式をとれば3， \[
  \symbf{X}^\top\symbf{X}\symbf{b} = \symbf{X}^\top\symbf{y}
  \] というかたちになります。この方程式のことを正規方程式と呼びます。 あとは\(\symbf{X}^\top\symbf{X}\)が正則であれば，両辺に逆行列をかけることで，この式を\(\symbf{b}=\)の形に変形させ， \[
  \symbf{b} =(\symbf{X}^\top\symbf{X})^{-1} \symbf{X}^\top\symbf{y}
  \] という解が得られます。

ちなみに「\(\symbf{X}^\top\symbf{X}\)が正則でない」ときには逆行列が求められないため，解を得ることが出来ません。 このような状態になるのは，行列がランク落ちしている場合ですが，ランク落ちが発生するのは\(\symbf{X}\)の特定の変数が線形従属になっている場合，つまり他の変数の線形和で表せてしまう場合です。 回帰分析ではよく「多重共線性に気をつけましょう」という話がありますが，この理由として，完全な多重共線性がある場合には\(\symbf{X}^\top\symbf{X}\)が正則でなくなってしまうために，解が求められなくなってしまうから，という説明も可能なのです。









5.2.2 （おまけ）ダミー変数

回帰係数は「その説明変数の値が1大きくなったら\(y\)の予測値がどれだけ大きくなるか」を示しています。では，説明変数が名義変数の場合はどうしたら良いでしょうか。 まずはカテゴリ数が2の場合（e.g., 生物学的な性：男女）を考えてみます。通常，このようなデータでは一方のカテゴリに1を，もう一方のカテゴリに0をあてます。今回は「男性は0，女性は1」としておきましょう。この「性別\((x_{p2})\)」と「体重\((x_{p1})\)」から「身長\((y_p)\)」を予測する重回帰モデルを立てると \[
\widehat{y_p} = x_{p1}b_1 + x_{p2}b_2 + b_0
\tag{5.14}\] となります。このモデルを男性と女性それぞれに分けてみてみると，男性は\(x_2=0\)，女性は\(x_2=1\)なので \[
\begin{alignedat}{3}
\widehat{y_p} &= x_{p1}b_1       & & + b_0 & \quad & \text{(男性)} \\
\widehat{y_p} &= x_{p1}b_1 + b_2 & & + b_0 &       & \text{(女性)}
\end{alignedat}
\tag{5.15}\] となります。したがって，男性モデルでは切片が\(b_0\)となっており，女性モデルでは切片が\(b_2+b_0\)となっているわけです。回帰係数の解釈通り，\(b_2\)は\(x_2\)の値が1大きくなった際に\(y\)の予測値がどれだけ大きくなるかを意味するわけですが，より正確に言えば体重\(x_{1p}\)の値が同じ男性と女性がいた場合，身長は平均的にどれだけ異なるかを表しているわけですね。

カテゴリ数が3の場合はこうはいきません。先程の例について，性別の代わりに血液型を\(x_2\)としてみます。血液型はA, B, O, ABをそれぞれ1, 2, 3, 4とコーディングしたものだとすると，重回帰モデルは \[
\hat{y}_i = \left\{\begin{alignedat}{3}
x_{p1}b_1 &+ &b_2 &+ b_0 & \quad (A) \\
x_{p1}b_1 &+ 2&b_2 &+ b_0 & \quad (B) \\
x_{p1}b_1 &+ 3&b_2 &+ b_0 & \quad (O) \\
x_{p1}b_1 &+ 4&b_2 &+ b_0 & \quad (AB)
\end{alignedat}\right.
\tag{5.16}\] となります。つまりA型-B型の差とB型-O型の差とO型-AB型の差がすべて同じと，明らかにおかしなことになっています。このように，名義変数についてそのまま対応可能なカテゴリ数は2までなので，カテゴリ数が3以上の場合には，そのまま数値化して投入するのではなく，二値のダミー変数化することで対応します。

血液型の場合，4カテゴリなので3つのダミー変数\((x_{2A}, x_{2B}, x_{2O})\)および対応する回帰係数\((b_{2A}, b_{2B}, b_{2O})\)を用意します。これらのダミー変数はそれぞれ


	\(x_{2A}\)はA型の場合1，それ以外の場合0になる

	\(x_{2B}\)はB型の場合1，それ以外の場合0になる

	\(x_{2O}\)はO型の場合1，それ以外の場合0になる



と設定し，4つの血液型に対してダミー変数はそれぞれ以下のような値を取ります。




	血液型
	\(x_{2A}\)
	\(x_{2B}\)
	\(x_{2O}\)





	A型
	1
	0
	0



	B型
	0
	1
	0



	O型
	0
	0
	1



	AB型
	0
	0
	0





こうすることで重回帰モデルは \[
\hat{y} = \left\{\begin{alignedat}{3}
x_{p1}b_1& + b_{2A} &+ b_0 & \quad (A) \\
x_{p1}b_1& + b_{2B} &+ b_0 & \quad (B) \\
x_{p1}b_1& + b_{2O} &+ b_0 & \quad (O) \\
x_{p1}b_1&& + b_0 & \quad (AB)
\end{alignedat}\right.
\tag{5.17}\] と書くことができ，各回帰係数はAB型との差として解釈可能になります。 ここでのポイントは，ダミー変数はカテゴリ数\(-1\)個だという点です。なぜカテゴリ数ぶんのダミー変数があると困るのか考えてみましょう。例えば上の3つのダミー変数に加えて「AB型なら1」となる\(x_{2AB}\)および回帰係数\(b_{2AB}\)があるとします。最小二乗法で推定した結果，\((b_{2A}, b_{2B}, b_{2O},b_{2AB})\)がそれぞれ\((1,2,3,4)\)，また切片\(b_0\)が\(0\)だったとしましょう。これを重回帰モデルで表すと \[
\hat{y} = \left\{\begin{alignedat}{3}
x_{p1}b_1& + 1 &+ 0 & \quad (A) \\
x_{p1}b_1& + 2 &+ 0 & \quad (B) \\
x_{p1}b_1& + 3 &+ 0 & \quad (O) \\
x_{p1}b_1& + 4 & + 0 & \quad (AB)
\end{alignedat}\right.
\tag{5.18}\] となります。ですが，この式には別の解が考えられます。例えば\((b_{2A}, b_{2B}, b_{2O},b_{2AB})\)がそれぞれ\((-4,-3,2,1)\)，切片\(b_0\)が\(5\)だとしても，重回帰式は \[
\hat{y} = \left\{\begin{alignedat}{3}
x_{1p}b_1& -4 &+ 5 & \quad (A) \\
x_{1p}b_1& -3 &+ 5 & \quad (B) \\
x_{1p}b_1& -2 &+ 5 & \quad (O) \\
x_{1p}b_1& -1 & + 5 & \quad (AB)
\end{alignedat}\right.
\tag{5.19}\] となり，結果的に(5.18)式と全く同じになってしまいました。 このように，回帰分析ではダミー変数がカテゴリ数の数だけあると解が一意に定まらなくなってしまうため，カテゴリ数-1個だけ用意する必要があるのです4。

ダミー変数がカテゴリ数より少ないとなると，必然的にダミー変数が与えられない（全てのダミー変数が0であることによって表される）カテゴリが発生します。このカテゴリのことを基準カテゴリや参照カテゴリと呼んだりしますが，この基準カテゴリの決め方も重要になります。というのも回帰係数は基準カテゴリとの差であるためです。回帰分析では，回帰係数の検定（\(H_0: b=0\)）が行われるため，「あるカテゴリが基準カテゴリと平均的に差があるか」は検証できる一方で，基準カテゴリ以外のカテゴリ同士での差の検定はそのままでは出来ません。実験的な環境であれば対照群を基準カテゴリにおくのが良いでしょう。



5.2.3 Rで重回帰分析

↓本Chapterで使用するファイルのダウンロードはこちらから

chapter04.rds





コード 5.1: 前回のファイルの読み込み


dat <- readRDS("chapter04.rds")









ここらで少し，Rでの重回帰分析のやり方を紹介しておきましょう。Rでは，lm()という関数があります（linear modelの略）。今回は試しに「年齢age」と「性別gender」の2つを説明変数として，第1因子の5項目の合計点（Q1_A）を結果変数とします。

lm()を始めとするRのいくつかの関数では，説明変数と結果変数の関係を表すために，以前少しだけ登場した特殊な記法（formula）を使用します。





コード 5.2: lm()で回帰分析


lm(Q1_A ~ age + gender, data = dat)









第一引数には回帰モデルの式(formula)を与えます。上の例ではQ1_A ~ age + genderが第一引数です。見方としては重回帰モデル式\(y = x_1b_1 + x_2b_2\)と同じですが，両辺をチルダ(~)でつなぐのが特徴です。とりあえずこの授業の中ではチルダで結んだら回帰ということを覚えておきましょう。実はSEM （ チャプター 7 ） で使用するlavaanパッケージの記法でもチルダは回帰を表します。








formulaで使える記号




基本的には重回帰分析のように+で説明変数を足していけば良いのですが，他にもいくつかの記号があります。


	2つの説明変数を:でつなぐと，その変数間の交互作用項を指定できます。例えばx1とx2があるときに，y ~ x1:x2とすると，これは\(y = x_1x_2b_{12} + b_0\)という回帰式を表します。

	2つの説明変数を*でつなぐと，その変数の主効果と交互作用項を同時に指定できます。例えばy ~ x1*x2とすると，これは\(y = x_1b_1 + x_2b_2 + x_1x_2b_{12} + b_0\)という回帰式を表します。

	0を足すと，切片項\(b_0\)が0に固定されます。原点を通る回帰をしたい場合に使えるかもしれません。例えばy ~ x1+x2+0とすると，これは\(y = x_1b_1 + x_2b_2\)という回帰式を表します。

	変数の和や積などを説明変数として使いたい場合は，I()をかませることができます。例えばy ~ I(x1+x2)とすると，これは\(y = (x_1+x_2)b_{12} + b_0\)という回帰式を表します。ただこれを使うくらいなら，事前にデータフレームに新しい変数を作成しておいたほうがスマートな気がします。









それでは出力を見てみましょう。




Call:
lm(formula = Q1_A ~ age + gender, data = dat)

Coefficients:
(Intercept)          age       gender  
   18.05453      0.07083      1.89117  






下に出ているCoefficientsが（回帰）係数を指しています。(Intercept)が切片を，それ以外のものは各説明変数に対する回帰係数を表しています。したがって，重回帰モデルの式は \[
\widehat{y_p} = 18.05453 + 0.07083x_{p,\mathrm{age}}+ 1.89117x_{p,\mathrm{gender}}
\] となります。変数genderは二値変数のため，男性（gender==1）と女性(gender==2)で分けると， \[
\widehat{y_p} = \left\{\begin{alignedat}{3}
18.05453 + 0.07083x_{p,\mathrm{age}}+ 1.89117 & \quad \text{(男性)} \\
18.05453 + 0.07083x_{p,\mathrm{age}}+ 3.78234 & \quad \text{(女性)}
\end{alignedat}\right.
\] ということですね。二値カテゴリ変数のコーディングに関して，通常は0と1にするのですが，これは0のカテゴリを基準カテゴリと見なすためです。ただ回帰係数という観点で言えば，0と1にしないといけないということはなく，差が1ならば何でも良い5ことになります。 もしdatでのgenderの値が全員1ずつ小さい値で（つまり男性は0，女性は1と）コーディングされていたとしても，genderに対する回帰係数は変わりません。少し切片が変わって \[
\begin{alignedat}{2}
\widehat{y_p} &= (18.05453+1.89117) & &+ 0.07083x_{p,\mathrm{age}}+ 1.89117x_{p,\mathrm{gender}} \\
&= 19.9457 & &+ 0.07083x_{p,\mathrm{age}}+ 1.89117x_{p,\mathrm{gender}} \\
\end{alignedat}
\] となります。男女ごとに回帰式を見ると \[
\widehat{y_p} = \left\{\begin{alignedat}{3}
19.9457 &+{} &0.07083x_{p,\mathrm{age}}& &  \quad \text{(男性)} \\
19.9457 &+{} & 0.07083x_{p,\mathrm{age}}&+ 1.89117 & \quad \text{(女性)}
\end{alignedat}\right.
\] となるわけです。








切片の役割




切片は「すべての説明変数の値が0のときの予測値」を表しています。したがってdatで言えば「ageが0＝0歳で，genderが0の人」の予測値になりますが当然そんな人はいません。 このように，多くの場合では切片の値それ自体は使えない（検定する意味もない）ものです。

もし切片に役割を持たせたい場合には，すべての量的変数を中心化すると良いです。中心化，つまり平均値を引くことで各変数の値が0というのが「その変数が平均値の人」を表すようになります。 つまり全ての量的変数を中心化した状態で行った回帰分析の切片は「すべての変数が平均値の人」の予測値になるわけです。

なお，genderのようなカテゴリカル変数は中心化してもしなくても良いです。例えば男女比が1:1のときに中心化を行うと「男性は-0.5，女性は0.5」という感じになります。こうなるとむしろ0が意味を持たなくなってしまうので，あえて中心化しないことで，切片項は「量的変数はすべて平均値の男性での平均値」を意味するようになります。 一方で，カテゴリカル変数も全て中心化した場合，切片項は純粋に全体平均値を表すようになります。ということでどちらにせよ解釈可能な意味を持つので，用途に応じて中心化するかを決めるのが良いでしょう。







とりあえず回帰分析ができたので，次は回帰係数の検定をしてみます。といってもlm()には既に回帰係数の検定が用意されているので難しいことはありません。





コード 5.3: 回帰係数の検定


# まずlm()の結果をオブジェクトに代入
result_lm <- lm(Q1_A ~ age + gender, data = dat)
summary(result_lm)









Rでは，関数の出力を含むあらゆるものをオブジェクト（変数）に代入することが出来ます。これにより，例えば「因子分析を行い，結果から因子負荷行列を取り出し，その行ごとの和をとる」みたいなことが全てコードとして書けるようになるわけです。 同様に，特定の関数の出力を受け取って別の処理を行うような関数もたくさん存在しています。ここでは関数の出力自体も変数として扱えるという感覚を理解しましょう。

何かしらの分析を行う関数の出力オブジェクトは，たいていlist型で与えられます。list型はほぼ何でも，いくつ入れても良い型です。例えばlist型であるresult_lm（lm()の出力）の中身を見てみると，以下のような状態になっています。





コード 5.4: listの中身


# 長いので省略しています
str(result_lm)











List of 12
 $ coefficients : Named num [1:3] 18.0545 0.0708 1.8912
  ..- attr(*, "names")= chr [1:3] "(Intercept)" "age" "gender"
 $ residuals    : Named num [1:2432] -1.079 -2.112 -4.041 -0.041 -1.15 ...
  ..- attr(*, "names")= chr [1:2432] "1" "2" "3" "4" ...
 $ effects      : Named num [1:2432] -1.15e+03 4.00e+01 -4.38e+01 8.35e-02 -1.19 ...
  ..- attr(*, "names")= chr [1:2432] "(Intercept)" "age" "gender" "" ...
 $ rank         : int 3
 $ fitted.values: Named num [1:2432] 21.1 23.1 23 23 21.1 ...
  ..- attr(*, "names")= chr [1:2432] "1" "2" "3" "4" ...
 $ assign       : int [1:3] 0 1 2
 $ qr           :List of 5
  ..$ qr   : num [1:2432, 1:3] -49.3153 0.0203 0.0203 0.0203 0.0203 ...
  .. ..- attr(*, "dimnames")=List of 2
  .. .. ..$ : chr [1:2432] "1" "2" "3" "4" ...
  .. .. ..$ : chr [1:3] "(Intercept)" "age" "gender"
  .. ..- attr(*, "assign")= int [1:3] 0 1 2
  ..$ qraux: num [1:3] 1.02 1.02 1.02
  ..$ pivot: int [1:3] 1 2 3
  ..$ tol  : num 1e-07
  ..$ rank : int 3
  ..- attr(*, "class")= chr "qr"
  [list output truncated]
 - attr(*, "class")= chr "lm"






一番上にList of 12とあることから，このオブジェクトはいろいろなものが12個くっついている，ということがわかります。 上の出力では，$記号で区切られた一つ一つがlist内の各要素です。 つまり一つ目がcoefficientsで，これは長さ3の名前付き実数型(Named num)のベクトルとなっています。その下のresidualsやeffectは同じく名前付き実数型ベクトルですが長さは2432のようです。また，少し下にあるqrはList of 5となっており，字下げされた5つの要素(qr, qraux, pivot, tol, rank)が存在しています。これは，listの中にlistが入れ子になっている，という状態を表しています。 このように，list型オブジェクトは型の違いも気にせずにいろいろなものをくっつけて一つのオブジェクトとして扱うことが出来ます。

list型オブジェクトの中身は，それぞれの要素名の前に$がついていることから分かるように$記号を使って取り出すことが出来ます6。 例えば以下のコードでは，result_lmの中から回帰係数の部分(coefficients)だけをベクトルとして取り出すことができます。この行為に意味があるかはともかく，大抵のオブジェクトでは分析結果から中身を取り出せるという感覚だけでも理解しておいてください。 コレ，分析の手順の自動化率を高める際などにかなり重要になってきます。





コード 5.5: 結果の一部だけを取り出す


result_lm$coefficients








(Intercept)         age      gender 
18.05453074  0.07082883  1.89116882 






今回はlm()関数の出力をresult_lmというオブジェクトに代入しました。そしてこれに対してsummary()関数を実行しました。 Chapter 2ではsummary()関数のことを「要約統計量を出してくれる関数」と紹介しましたが，実際にはsummary()関数はもっと広く「与えられたオブジェクトの型に合わせた何かしらのサマリーを出してくれる」という関数なのです7。




Call:
lm(formula = Q1_A ~ age + gender, data = dat)

Residuals:
     Min       1Q   Median       3Q      Max 
-19.1742  -2.6150   0.6091   3.1820   8.8502 

Coefficients:
             Estimate Std. Error t value Pr(>|t|)    
(Intercept) 18.054531   0.394846  45.726   <2e-16 ***
age          0.070829   0.008116   8.727   <2e-16 ***
gender       1.891169   0.189308   9.990   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

Residual standard error: 4.386 on 2429 degrees of freedom
Multiple R-squared:  0.07011,   Adjusted R-squared:  0.06934 
F-statistic: 91.56 on 2 and 2429 DF,  p-value: < 2.2e-16






出力は上から，


	Residuals

	
\(y-\hat{y}\)の要約統計量です。回帰分析の前提条件として，誤差\(\varepsilon\)は正規分布\(N(0,\sigma_{\varepsilon}^2)\)に従う必要があるため，特に中央値が0から大きく離れていたら注意が必要かもしれません。


	Coefficients

	
回帰係数です。左から「係数の推定値」「標準誤差」「\(t\)統計量」「\(p\)値」が表示されています。今回の場合，いずれも\(p<.05\)なので，統計的に有意ということですね。


	Multiple R-squared

	
重相関係数です。この後説明します。


	Adjusted R-squared

	
自由度調整済み重相関係数です。この後説明します。


	F-statistic

	
「切片以外の回帰係数が全て0である」という帰無仮説に対する\(F\)統計量です。ということはこの検定が有意ではなかった場合，モデルとしての意味が無いことになります。






5.2.4 決定係数・重相関係数

summary(lm())で出てくるMultiple R-squaredは決定係数と呼ばれます。回帰分析モデルでは，結果変数\(y\)は予測値\(\hat{y}\)と誤差\(\varepsilon\)によって \[
y=\hat{y} + \varepsilon
\tag{5.20}\] と表されます。当然ながら，予測値と誤差の間は無関係であるはずなので8，\(y\)の分散は \[
\sigma^2_y = \sigma^2_{\hat{y}} + \sigma^2_{\varepsilon}
\tag{5.21}\] というように，予測値と測定誤差の分散の単純な和として表すことができます。信頼性係数のときと同じ感じですね。 このとき，決定係数\(R^2\)は \[
R^2=\frac{\sigma^2_{\hat{y}}}{\sigma^2_y}=1-\frac{\sigma^2_{\varepsilon}}{\sigma^2_y}
\tag{5.22}\] と定義されます。つまり，決定係数\(R^2\)は結果変数の分散のうち，説明変数で説明可能な分散の割合ということです。

ここで，\(y\)に影響（個人差）を与えるすべての説明変数が分かっている状況を考えてみましょう。例えばQ1_Aの値を決定づけるものは，幼いときの親の関わり方や小学校での友人関係，あるいは昨日の晩御飯や体温，回答の瞬間の気分なんかも影響するかもしれません。ほぼゼロだとしてもゼロではない限りは重回帰モデルに含める意味があります。仮にちょうど1億個の説明変数を使えば\(y\)の個人差が完全に説明可能だったとすると，重回帰モデルは，以下のようになります（左辺が\(\hat{y}\)ではなく\(y\)である点に注意）。 \[
y_p=b_0 + x_{p,1}b^{*}_1 + x_{p,2}b^{*}_2 + x_{p,3}b^{*}_3 + \cdots + x_{p,99999999}b^{*}_{99999999}+ x_{p,100000000}b^{*}_{100000000}
\tag{5.23}\] ただ，実際問題として1億個の説明変数による回帰モデルが判明したとしても，このままでは変数の数が多すぎて実社会には応用できません。1億個あっても，大半はほぼ無視できるレベルの影響しか与えていないでしょうし，できることならなるべく少ない変数の数で十分な予測モデルを立てることができれば，みんな嬉しいはずです（オッカムの剃刀）。 そこで，この1億個の変数の中から，最も説明力が高い2つだけを選んできたとしましょう。今，1億個の説明変数が「説明力の高い順」に並んでいたとすると，上の重回帰モデルは次のように書き換えることができます。 \[
\begin{aligned}
y&=\hat{y} + \varepsilon \\
\hat{y} &= b_0 + x_1b_1 + x_2b_2 \\
\varepsilon &= x_3b_3 + \cdots + x_{99999998}b_{99999998}+ x_{99999999}b_{99999999}+ x_{100000000}b_{100000000}
\end{aligned}
\tag{5.24}\] もちろん，(5.24)式の場合には，観測された\(y\)を完全には説明できません。しかし，もしも説明変数2つで\(y\)の個人差のうちの結構な割合が説明できるとしたら，実社会への応用はかなり現実味を帯びてきます。 そもそも人間の行動を完全に予測するなんてのは無理な話なので，「効率よく大体予測できたら良い」くらいの気持ちで考えておけばよいわけです。 このように，回帰分析では，どれだけ少ない変数で十分な説明ができるかが一つの重要な指標となります。

また，Multiple R-squaredはその名の通り重相関係数の二乗という意味合いもあります。重相関係数とは，\(\symbf{y}\)と\(\hat{\symbf{y}}\)の相関のことです。実際に相関係数を出してみましょう。なおpredict()関数は，lm()の出力を第一引数に，データを第二引数に与えると，各行の説明変数の値とlm()で得られた回帰係数を用いて\(\hat{\symbf{y}}\)を計算してくれる関数です。





コード 5.6: 重相関係数の二乗の計算


# 予測値を出す
yhat <- predict(result_lm, dat)
# yhatとyの相関
cor(yhat, dat$Q1_A)^2








[1] 0.07010747






確かにsummary(lm())で出てくるMultiple R-squaredと一致する値が得られました。 重相関係数が大きいほど，説明変数による予測\(\hat{y}\)は正確であるということです。ちなみに重相関係数が1になるのは，\(y=\hat{y}\)のときのみです。今回の例では，\(R^2=0.0701\)とかなり低い値を示しました。実際に散布図を見ても， 図 5.7 のように予測はほとんど意味をなしていません。 これは，Q1_Aの得点の変動を説明するのに年齢ageと性別genderは少なくとも線形ではほぼ意味をなさない（説明できてない）ということです。このように，重相関係数はモデルの適合度の指標としても用いることができます。 具体的にどの程度あれば十分という基準は特にないのですが，あまりに低い場合には，回帰係数の検定が有意であったとしても「でも，結局誤差のほうが大きいんだよね？」という感じで評価されてしまうかもしれません。






[image: ]



図 5.7: 予測値と真値の散布図








回帰分析では，説明変数の数を増やすと必ず重相関係数は高くなります。仮に完全に無関係な変数（乱数など）を加えたとしても，重相関係数が低下することはありません。 先程の1億個モデルで言えば，最も意味のない変数\(x_{100000000}\)を追加したとしても， \[
\begin{aligned}
y&=\hat{y} + \varepsilon \\
\hat{y} &= x_1b_1 + x_2b_2 + x_{100000000}b_{100000000} + b_0 \\
\varepsilon &= x_3b_3 + \cdots + x_{99999998}b_{99999998}+ x_{99999999}b_{99999999}
\end{aligned}
\] となるわけで，わずかでも\(\sigma^2_{\varepsilon}\)は小さくなるでしょう。

どれだけ少ない変数で十分な説明ができるかという視点では，重相関係数がほぼ向上しない無駄な変数は取り除きたいところです。 そこで使われることがあるのが自由度調整済み決定係数です。これは，決定係数\(R^2\)に対して説明変数の数によるペナルティを与えたものです。つまり決定係数が同じになるならば，説明変数の数が少ないモデルのほうが良い値を示します。

\[
R^2_{adj}=1-\frac{\sigma^2_{\varepsilon}}{\sigma^2_y}\frac{n-1}{n-k-1}
\] 一部の人はこの\(R^2_{adj}\)を，説明変数の数が異なるモデル同士の比較（ある変数を入れるか入れないかの判断など）に用いているようです。ただ，式を見てわかるように\(R^2_{adj}\)にかかるペナルティはサンプルサイズ\(n\)の影響も受けています。つまり，サンプルサイズが大きくなるほど説明変数の追加に対するペナルティが弱くなるため，ほぼ無意味な変数を加えることによる\(\sigma^2_{\varepsilon}\)の減少のほうがペナルティよりも大きくなる可能性が高まります。そして結果的に変数の数が多いモデルのほうが選ばれやすくなる，という問題点があったりします。

…ということで長々と決定係数・重相関係数についてお話をしましたが，基本的には自由度調整済み決定係数\(R^2_{adj}\)はあまり使えるものではない，という認識でも良いような気がします9。



5.2.5 標準偏回帰係数

偏回帰係数は，それぞれ「その説明変数が1大きくなったら\(\hat{y}\)はどの程度大きくなるか」を表しているため，そのままでは比較することができません。ageとgenderの係数を比べてgenderのほうが影響が大きい，と判断はできないのです。 その理由の一つは，変数のスケールが異なるためです。ageが1増えると言うのは，年齢が一つ変わるだけでさほど大きな変化ではありません。対してgenderが1増えると言うのは，性別が男性から女性に変わることを意味するため，これはかなり大きな変化です。 変数の変化の程度を調整するための方法として標準化というものがありました。標準化したあとの変数は，すべて平均0，分散1になるため，どんな変数でも「1増える」ということの意味が「1標準偏差増える」に揃えられます。

標準偏回帰係数とは，説明変数と結果変数のすべてを標準化した上で算出された偏回帰係数のことです。結果変数も標準化することによって，係数は「説明変数が1標準偏差大きくなったら，\(y\)が標準偏差いくつ分大きくなるか」を表すことになり，異なる変数の間でも大小の比較が可能そうな気がしてきます。

Rには標準化を行う関数としてscale()というものがあります。





コード 5.7: [scale] 変数の平均・標準偏差を変える


x <- 1:10
scale(x) # 標準化








            [,1]
 [1,] -1.4863011
 [2,] -1.1560120
 [3,] -0.8257228
 [4,] -0.4954337
 [5,] -0.1651446
 [6,]  0.1651446
 [7,]  0.4954337
 [8,]  0.8257228
 [9,]  1.1560120
[10,]  1.4863011
attr(,"scaled:center")
[1] 5.5
attr(,"scaled:scale")
[1] 3.02765







# 平均値を引いてから標準偏差で割るのと同じ結果
(x - mean(x)) / sd(x)



 [1] -1.4863011 -1.1560120 -0.8257228 -0.4954337 -0.1651446  0.1651446
 [7]  0.4954337  0.8257228  1.1560120  1.4863011






ということで，これを使って標準偏回帰係数を出してみましょう。





コード 5.8: 標準化してから回帰分析


# 使う変数だけ標準化
dat_std <- scale(dat[, c("Q1_A", "age", "gender")])
# matrix型になってしまうので明示的にデータフレームに変更
dat_std <- data.frame(dat_std)
# 標準化したデータで回帰
result_lm <- lm(Q1_A ~ age + gender, data = dat_std)
# あとはsummary()
summary(result_lm)









Call:
lm(formula = Q1_A ~ age + gender, data = dat_std)

Residuals:
    Min      1Q  Median      3Q     Max 
-4.2178 -0.5752  0.1340  0.7000  1.9468 

Coefficients:
             Estimate Std. Error t value Pr(>|t|)    
(Intercept) 5.364e-16  1.956e-02   0.000        1    
age         1.709e-01  1.958e-02   8.727   <2e-16 ***
gender      1.956e-01  1.958e-02   9.990   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

Residual standard error: 0.9647 on 2429 degrees of freedom
Multiple R-squared:  0.07011,   Adjusted R-squared:  0.06934 
F-statistic: 91.56 on 2 and 2429 DF,  p-value: < 2.2e-16






ageの係数が1.709e-01，つまり\(1.709\times10^{-1}=0.1709\)，そしてgenderの係数が1.956e-01，つまり\(1.956\times10^{-1}=0.1956\)となりました。この標準偏回帰係数を比較することで，やはりgenderのほうがQ1_Aに与える影響は大きそうだ，ただあまり差はなさそうだ，ということがわかりました。

標準偏回帰係数による変数の比較は，常に良い方法ではないとされています。 標準化という手続きは，単純に平均値を引いてから標準偏差で割るだけです。したがって標準化前後では変数の分布は変わりません。ageとgenderを見ても，genderは二値変数のため，分布の形はageとは完全に別物でしょう。そのような状況下で，2つの変数の「1標準偏差」の意味は同じなのでしょうか。 King （1986） では，比較する変数の間に共通の単位があるような場合には標準化は有効だが，そうでなければ比べようがないとしています。安易に標準偏回帰係数を使うのは危険かもしれない，ということです。




5.3 一般化線形モデル

ここまで説明してきた回帰分析モデルは，


	説明変数の単純な線形結合で結果変数を予測し

	誤差は全データで共通の正規分布\(N(0,\sigma_{\varepsilon}^2)\)に従う



という仮定のもとでのモデルでした。ただ，世の中にはそんなに単純ではないケースが結構あります。例えば結果変数が「病気になるかどうか」の場合，取りうる値は0（病気にならない）か1（病気になる）の2つのみです。 ですがこれまでの回帰モデルでは説明変数が増える（減る）ごとに\(\hat{y}\)は際限なく大きく（小さく）なってしまうため，直線を当てはめるのはちょっと嫌な感じです。

この関係を表したものが 図 5.8 です。X軸には説明変数として「1日あたりタバコの平均本数」を，Y軸には結果変数として「肺がんになったかどうか」をプロットしています。 普通に考えると，タバコの本数が多いほど肺がんになりやすいので，回帰直線を引くと右上がりになります。 ですが直線を引いてしまうと，20本を超えてもなお値は大きくなってしまいます。 実際に結果変数の取りうる値が0か1であるため，ここではY軸を「肺がんになる確率」として回帰直線を用いた予測をしようとすると，例えば1日にタバコを30本吸う人は肺がんになる確率が160%くらいになってしまいます。これは困りました…
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図 5.8: 二値変数に直線を当てはめると…








また「誤差は正規分布\(N(0,\sigma_{\varepsilon}^2)\)に従う」という仮定に関しても問題がありそうです。 図 5.8 では，X軸が10本くらいのところでは罹患している人としていない人がばらばらといるため，それなりの分散がありそうな一方で，0本や20本のあたりでは全員が同じ値になっています。つまりX軸の値によって誤差分布の分散\(\sigma_{\varepsilon}^2\)が変動しているように思われるため，やはり直線を当てはめるのはおかしそうです。

ということで，回帰分析モデルを拡張する必要があります。予測値の変動を説明変数の線形結合で表した(5.6)式の右辺はわかりやすいのでこのまま使うとして，直線ではなく確率を表す，つまり取りうる値が0から1に収まるように変換することを考えます。 いくつか選択肢はあるのですが，ここではロジスティック変換をしてみましょう。 ロジスティック関数とは， \[
g(x) = \frac{1}{1+\exp(x)}
\tag{5.25}\]

という関数です。 図 5.9 は，\(x\)の値が\(-10\)から\(10\)まで動いたときの\(g(x)\)の値を表したものです。 このように，ロジスティック関数は\(x\)の値が何であろうと確かに\(g(x)\)は0から1までに収まるようです。
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図 5.9: ロジスティック変換








ということで，ロジスティック関数の\(x\)を説明変数の線形和\(b_0 + x_1b_1 + x_2b_2 + x_3b_3 + \cdots + x_Kb_K\)に置き換えてあげれば， \[
y = \frac{1}{1+\exp\left[-(b_0 + x_1b_1 + x_2b_2 + x_3b_3 + \cdots + x_Kb_K)\right]}
\tag{5.26}\]

となり，この右辺\(y\)は0から1までの値しか取らなくなります。 また，式を変形させると \[
\log\frac{y}{1-y} = b_0 + x_1b_1 + x_2b_2 + x_3b_3 + \cdots + x_Kb_K
\tag{5.27}\] という形になり，もとのきれいな右辺に戻すことも可能です。

またこの変換では（誤差）分散の不均一性も表現しています。 というのは 図 5.9 を見るとわかるように，確率が0.5付近では説明変数の線形和（X座標）が少し変わるだけで予測確率が大きく変動するのに対して，確率が0または1付近の極端なエリアでは，ほとんど変動がなくなっています。

ということで，このように回帰分析モデルを変形させることで正規分布以外の分布にも対応可能にしたものが一般化線形モデル (generalized linear model; GLM)です10。 一般化線形モデルでは，モデル式が \[
g(y) = b_0 + x_1b_1 + x_2b_2 + x_3b_3 + \cdots + x_Kb_K
\tag{5.28}\] という形になっています。つまり，「\(y\)をなんか変換したもの」である\(g(y)\)を\(x\)の線形和\(\symbf{Xb}\)で予測しようという試みなわけです。 この「\(y\)をなんか変換したもの」が，ロジスティック回帰の場合には \[
g(y) = \log\frac{y}{1-y}
\] というロジット変換11の式になっており，またふつうの重回帰モデルも \[
g(y) = y
\] という恒等関数によって変換されたものと見れば，これが一般化線形モデルの特殊なケースだということがわかるでしょう。 変換の関数\(g(y)\)はリンク関数と呼びます。リンク関数は「二項分布のときにはロジット変換」というように基本的には\(y\)の分布に対してお決まりのものがあります。 一般化線形モデルでは変形の形ごとに異なる名称がついており，ロジスティック変換を用いた場合をロジスティック回帰と呼びます。 もう少ししっかりとロジスティック回帰モデルの全体を書くと， \[
y_p = \frac{1}{1+\exp\left[-(b_0 + x_{p1}b_1 + x_{p2}b_2 + x_{p3}b_3 + \cdots + x_{pK}b_K)\right]} + \varepsilon_p, \quad \varepsilon_p \sim N(0,y_p(1-y_p))
\tag{5.29}\] となります。つまり誤差分散は確率が0.5付近では最も大きく，0や1付近では小さくなることを織り込んだ上でモデルのパラメタ（回帰係数）を推定しているのです。








プロビット回帰




リンク関数を標準正規分布累積確率関数の逆関数\(g(y)=\Phi^{-1}(y)\)と置いたGLMは，プロビット回帰と呼びます。 ロジスティック回帰とプロビット回帰はどちらも「結果変数が0か1の二値」というケースに対して適用されるモデルです。 そして2つの回帰で用いられるリンク関数の逆関数はよく似た形（左右対称の釣鐘型）をしています。 そんな2つの回帰モデルについて，特に経済学など？では理論的な背景なども考慮して厳密に使い分けられる節があるようなのですが，この講義で紹介する手法（特に項目反応理論）では，基本的にその区別には関心がありません。 言ってしまえば「どっちでも良い」という感じがあり，基本的には計算しやすいという理由からロジスティック回帰のほうを使用することが多いです。







ということで，先程のタバコの例でもロジスティック回帰による回帰直線を当てはまると， 図 5.10 のようになります。
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図 5.10: ロジスティック回帰直線をあてはめる








一般化線形モデルでは他にもポアソン回帰やガンマ回帰を始めとしていくつかありますが，ここでは全ては紹介しません。以降の回では，ロジスティック回帰だけ理解しておけばついていけるはずです。


5.3.1 Rで一般化線形モデル

Rで一般化線形モデルを行う場合は，lm()の代わりにglm()という関数を使います。基本的には使い方は同じですが，GLMなので「誤差分散の分布の形」および「リンク関数」を指定してあげる必要があります。指定の仕方にちょっとクセがありますが，そういうものとして理解してください。





コード 5.9: GLM（ロジスティック回帰）


# 結果変数は二値変数でないといけないので，「Q1_Aが平均以上か」を表す変数を作成
# datには追加していない
Q1_A_binom <- dat$Q1_A > mean(dat$Q1_A)
# 実は引数dataの中に無い変数でも分析に利用できる
# ↑lm()でも可能です
result_glm <- glm(Q1_A_binom ~ age + gender, data = dat, family = binomial(link = "logit"))
summary(result_glm)









Call:
glm(formula = Q1_A_binom ~ age + gender, family = binomial(link = "logit"), 
    data = dat)

Coefficients:
             Estimate Std. Error z value Pr(>|z|)    
(Intercept) -1.759336   0.189153  -9.301  < 2e-16 ***
age          0.025611   0.003922   6.530 6.60e-11 ***
gender       0.706794   0.088404   7.995 1.29e-15 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

(Dispersion parameter for binomial family taken to be 1)

    Null deviance: 3358.4  on 2431  degrees of freedom
Residual deviance: 3246.0  on 2429  degrees of freedom
AIC: 3252

Number of Fisher Scoring iterations: 4






まず引数familyには誤差分散の分布の形を指定します。ロジスティック回帰の場合は誤差分散は\(\varepsilon \sim N(0,y(1-y))\)ということで二項分布（ベルヌーイ分布）が指定されます。また，リンク関数は誤差分散の分布の関数の引数として指定する必要があります。ロジスティック回帰の場合はロジット変換をしているため，結果的に引数familyはbinomial(link="logit")となるわけです。 もしここでプロビット回帰をしたい場合には，binomial(link="probit")としたら良いわけですね。

また，当然glm()でも正規分布の普通の重回帰分析を行うことも出来ます。この場合，familyには正規分布を示すgaussianを，リンク関数には恒等関数を表すidentityを指定してあげてください。指定しなくてもデフォルトでそうなっていますが，ここでは明示的に指定しておきます。





コード 5.10: GLM（正規分布もできるよ）


result_glm <- glm(Q1_A ~ age + gender, data = dat, family = gaussian(link = "identity"))
summary(result_glm)









Call:
glm(formula = Q1_A ~ age + gender, family = gaussian(link = "identity"), 
    data = dat)

Coefficients:
             Estimate Std. Error t value Pr(>|t|)    
(Intercept) 18.054531   0.394846  45.726   <2e-16 ***
age          0.070829   0.008116   8.727   <2e-16 ***
gender       1.891169   0.189308   9.990   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

(Dispersion parameter for gaussian family taken to be 19.23359)

    Null deviance: 50241  on 2431  degrees of freedom
Residual deviance: 46718  on 2429  degrees of freedom
AIC: 14097

Number of Fisher Scoring iterations: 2






当然ですが，lm()のときと同じ結果が得られます。




5.4 変数間の関係のグラフィカルモデル

最後に，今後の授業で登場するグラフィカルモデル（あるいは有向非巡回グラフ; Directed acyclic graph [DAG]）の導入をしておきます。といっても難しい事はありません。 単に説明変数と被説明変数の関係性を矢印で表すことで，モデルの見通しを良くするために使うツールです。

回帰分析の例では，genderおよびageによってQ1_Aの値を予測してみました。これをグラフィカルモデルで表すと 図 5.11 のようになります。
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図 5.11: 重回帰モデル








このように，グラフィカルモデルでは観測可能な変数を長方形で表し，矢印によって回帰の向きを表します。 また，両方向の矢印は変数間の相関関係を表しています。 重回帰分析では，複数の説明変数が一つの結果変数を説明しようとするため，グラフィカルモデルはこのように複数の変数から一つの変数に向かって矢印がひかれる形になります。
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図 5.12: パス解析








グラフィカルモデルを自由に拡張して，例えば 図 5.12 のように変数間の関係を広げていったものが，パス解析と呼ばれるやつ （ チャプター 7 ） です。 このモデルを分析する場合，矢印一個一個を回帰分析しても良いかもしれませんが，全体として変数間のモデルができているのですから，全部まとめてデータとの適合度などを評価してあげたいところです。ということでパス解析もSEMの一種です。

SEM（第7章）では，このような変数間のグラフィカルモデルをもとに分析用のコードを作成していくことになります。といっても難しいことはないはずです。データを取る時点で変数間の理論的な関係性の仮説は考えているはずですから…







1. もちろん実際には股下やら体型やらによって最適な椅子の高さは決まるわけですが，手元には「体重」の情報しか無いので，できる範囲で予測しましょう，ということです。



2. 直線がイメージしづらいかもしれませんが，説明変数が1個の場合の回帰直線が2次元平面に引かれていたように，説明変数が2個の場合は3次元空間の中に一本の直線が引かれます。同様に，説明変数が\(K\)個ならば\(K+1\)次元空間に一本の直線を引くわけです。



3. このあたりの展開は「正規方程式」で検索したらすぐ見つかります



4. ちなみに機械学習ではone-hot encodingという名で使われるケースもあります。推定できなくなってしまうのは，説明変数の効果が線形和で表される回帰モデルならではの問題なのです。



5. 回帰係数の検定という観点では差が1である必要すらも無いのですが，回帰係数の解釈を考えるとやはり0/1のコーディングが一番しっくりきます。



6. データフレームの列も$で取り出せるということは，データフレームは全ての要素が「同じ長さのベクトル」のリストである，という見方もできるわけです。リストとして扱うことは多くは無いですが，知っておくとどこかで役立つかもしれません。



7. 内部的には，summary()で呼び出せる複数の関数が存在しており，与えるオブジェクトのクラスによって異なる関数が実行されています。lm()の出力はlmクラスのオブジェクトであり，これに対してはsummary.lm()が自動的に呼び出されているのです。なのでlmオブジェクトに対するsummary()関数のヘルプを見たい場合には?summary.lmとしてあげる必要があります。



8. 回帰分析モデルでは，これも仮定のひとつとしておかれます。この仮定が守られていない場合，検定結果にバイアスがかかったりするわけです。



9. 良いモデルを選びたい場合には，決定係数の比較よりも交差検証(cross validation)などを用いるのが良いとされているようです。



10. これに対して正規分布の普通の重回帰モデルを一般線形モデル(general linear model)と呼んだりします。



11. ロジスティック関数とロジット関数は互いに逆関数の関係になっています。そのため，説明変数側の変換として見た場合にはロジスティック変換と呼ばれる一方で，結果変数側の変換（リンク関数）として見る場合にはロジット変換と呼ばれるわけです（たぶん）。実際に回帰分析としての手法名では「ロジスティック回帰」とも「ロジット回帰」とも呼ばれることがあるはずです。
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6 因子分析

複数の項目への回答に影響する共通の要因を抽出する分析法である（探索的）因子分析について， 前半では理論的な考え方とRでのやり方を説明し，後半では実践上のいくつかのトピック（事前分析・回転・因子数の決定など）を解説しています。




この章のPDF版はこちら


おまたせしました。ここからいよいよ本編中の本編です。まずは因子分析(factor analysis)です。 はじめに因子分析の基本的＆数理的な考え方を紹介した後で，Rでやってみます。 その後，因子分析を実施する上でのプラクティカルなポイントを押さえていきます。

↓本Chapterで使用するファイルのダウンロードはこちらから

chapter04.rds





コード 6.1: 事前準備


# パッケージのインストール
# ↓Chapter 1 でインストールしている人はスキップ
# install.packages("psych")
# ↓明示的には使わないのですが，psych::fa()で必要になるので
# install.packages("GPArotation")

# データの読み込み
dat <- readRDS("chapter04.rds")










6.1 因子分析とは

今回使用しているdatのQ1_11からQ1_15はいずれも外向性(extraversion)を測定している項目です。実際に項目を見てみると1


	Don’t talk a lot. （【逆転】あまり喋らない。）

	Find it difficult to approach others. （【逆転】人に近づきづらいと思う。）

	Know how to captivate people. （人を魅了できる。）

	Make friends easily. （友達を作りやすい。）

	Take charge. （リーダータイプである。）



となっており，たしかに他人との関わりに関する内容を尋ねているようです。 改めて項目間の相関を確認してみると，逆転項目も処理済みなので全ての項目間に正の相関があります。この相関構造を一つの指標にまとめたものの一つが\(\alpha\)係数でした。





コード 6.2: 項目間相関


# round()関数を使って表示桁数を減らしています
round(cor(dat[, paste0("Q1_", 11:15)]), 2)








      Q1_11 Q1_12 Q1_13 Q1_14 Q1_15
Q1_11  1.00  0.47  0.32  0.42  0.31
Q1_12  0.47  1.00  0.39  0.53  0.39
Q1_13  0.32  0.39  1.00  0.42  0.39
Q1_14  0.42  0.53  0.42  1.00  0.32
Q1_15  0.31  0.39  0.39  0.32  1.00






因子分析では，こうした一連の項目に関して共通する潜在的な特性値によって回答が決まっていると考えます。 これをグラフィカルモデルで表すと以下のようになります。
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図 6.1: 因子分析モデル1








グラフィカルモデルでは，潜在変数は楕円で表すのが一般的です。 図 6.1 に関して，項目ごとに見るとこれは回帰分析モデルのように表すことができそうです。 例えば項目Q1_11は，説明変数を「外向性」\(f_p\)として，対応する回帰係数を\(b_{11}\)（添字は”11”の一つだけ）とすると \[
\begin{aligned}
y_{p,11} = f_p b_{11} + \varepsilon_{p,11}
\end{aligned}
\tag{6.1}\] と書くことが出来ます。 この表現で言えば，回帰分析の説明変数に当たるものが\(x_p\)から\(f_p\)に変わっているだけです。 同様にして，他の項目も \[
\begin{aligned}
\begin{split}
y_{p,12} &= f_{p}b_{12} + \varepsilon_{p,12} \\
y_{p,13} &= f_{p}b_{13} + \varepsilon_{p,13} \\
y_{p,14} &= f_{p}b_{14} + \varepsilon_{p,14} \\
y_{p,15} &= f_{p}b_{15} + \varepsilon_{p,15}
\end{split}
\end{aligned}
\tag{6.2}\] と表すことが出来ます。つまり，因子分析は項目レベルで見ると説明変数が潜在変数になった回帰分析なのです。 なお，因子分析では本来回帰分析と同じように結果変数\(y\)は連続量（間隔尺度か比率尺度）を考えています。 実際に心理尺度で得られる回答（項目レベル）はカテゴリカル変数であり間隔尺度である保証はないのですが，とりあえず今はポリシリアル相関のときと同じように\(y\)は回答の背後の潜在変数だと考えるか，間隔尺度だと仮定されたものと考えておいてください。

ここまでは実際のデータに合わせて説明をしてきましたが，以後の説明ではもう少し一般化して説明していきます。 ということで，ここで今後登場する添字を説明しておきます。 なお，以下の記号について小文字は一つの値を，大文字は総数を表しているものとします。


	[\(p\)] 回答者の番号(person)を表します。（\(p=1,2,\cdots,P-1, P\)）

	[\(i\)] 項目の番号(item)を表します。（\(i=1,2,\cdots,I-1, I\)）



(6.1)および(6.2)式では，項目\(i\)は11, 12, 13, 14, 15と対応しています。 この表記を用いると，回答者\(p\)の項目\(i\)に対する回答は以下のように表されます。

\[
y_{pi} = f_{p}b_{i} + \varepsilon_{pi}
\tag{6.3}\]

ただ，いちいち\(p\)を書いているとちょっと面倒なので，Chapter 5のときと同じように，回答者の要素についてはベクトル表記にしておきます。 \(\symbf{y}_i=\begin{bmatrix}y_{1i} & y_{2i} & \cdots & y_{P-1,i} & y_{Pi}\end{bmatrix}^\top\)，\(\symbf{f}=\begin{bmatrix}f_{1} & f_{2} & \cdots &  f_{P-1} & f_{P}\end{bmatrix}^\top\)，\(\symbf{\varepsilon}_i=\begin{bmatrix}\varepsilon_{1i} & \varepsilon_{2i} & \cdots & \varepsilon_{P-1,i} &  \varepsilon_{Pi}\end{bmatrix}^\top\)として， \[
\begin{aligned}
\begin{bmatrix}
y_{1i} \\ y_{2i} \\ \vdots \\ y_{Pi}
\end{bmatrix} &= \begin{bmatrix}
f_1 \\ f_2 \\ \vdots \\ f_P
\end{bmatrix}b_i + \begin{bmatrix}
\varepsilon_{1i} \\ \varepsilon_{2i} \\ \vdots \\ \varepsilon_{Pi}
\end{bmatrix} \\
\longrightarrow
\symbf{y}_i &= \symbf{f}b_{i} + \symbf{\varepsilon}_i
\end{aligned}
\tag{6.4}\] としておきます。

因子分析モデルでは，各個人の特性値の強さ（\(f_{p}\)）を因子得点 (factor score)，回帰係数（\(b_i\)）を因子負荷 (factor loading)と呼びます。 因子負荷が高い項目ほど，その人の回答が因子得点の高低と強く関係しています。これは，合計点をX軸に，グループごとの平均値をY軸に置いたトレースラインの右上がり度の強さと近いものです。そして一般的には，右上がりの項目ほどI-T相関も高くなります。 図 6.2 でいえば，赤い項目の方が強い右上がりになっているため，青い項目よりも因子負荷が高い項目だと考えることが出来ます。






[image: ]



図 6.2: 仮想の2項目のトレースライン








なおグラフィカルモデルでは 図 6.3 のように，因子負荷の強さを矢印の横に書くのが一般的です。
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図 6.3: 因子分析モデル2（因子負荷を追加）








また，因子分析では誤差\(\varepsilon\)のほうも「因子」として取り扱います。 複数の項目に共通する成分（\(\symbf{f}\)）を共通因子 (common factor)，各項目に特有の成分（あるいは共通因子で説明されなかった残り）を独自因子 (unique factor)と呼び，各項目への回答はこの2種類の因子の和のみによって表されていると考えるわけです。 したがって，先程示した因子分析モデルの基本である (6.4)式における\(\symbf{\varepsilon}_{i}\)は，実際には「誤差」ではなく「もう一つの説明変数」であると考えることがあります。 ということで，(6.4)式は厳密には以下のような形をしています。 \[
\symbf{y}_i = \symbf{f}b_{i} + \symbf{\varepsilon}_i u_{i} \overbrace{+ 0}^{\mathrm{error}}
\] ここで\(u_{i}\)は，独自因子に対する因子負荷を表しています。 このように，因子分析モデルでは回帰分析で言うところの「誤差」は0と考えることが多いようです。 …とはいえ，実際には\(\symbf{\varepsilon}_i\)と「誤差」は区別のしようが無いので，独自因子得点を誤差として扱ってしまうことも多々あります。というかその方が多いかもしれません。

ということでグラフィカルモデルにもこの独自因子を書き込むと， 図 6.4 のようになります。 ただし独自因子の因子負荷\(u_{i}\)を自由に推定しようとすると，独自因子得点\(\symbf{\varepsilon}_i\)との間にまたスケールの問題が生じてしまい解が一つに決まらない（例えば全ての\(u_{i}\)を2倍にして\(\symbf{\varepsilon}_i\)を0.5倍にしても良くなってしまう）ため，通常は\(u_{i}=1\)に固定されます。
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図 6.4: 因子分析モデル3(誤差を追加)








実際に論文などに載せる場合，独自因子の因子負荷はどうせ固定されるのだから，矢印の横の「1」は省略されることが多いです。 更にいうと，因子分析ではそもそも共通因子にのみ関心があることが圧倒的に多いので，独自因子自体を省略する形（つまり 図 6.3 ）で表されることも多いです。


6.1.1 因子負荷の意味と項目間相関

数理的な表現は後ほど示しますが，因子分析では基本的に，観測変数（項目）間の相関関係をもとに因子負荷（と独自因子の分散）を推定します。 そこで，まずは因子負荷と項目間相関がどのように関連しているかを感覚的に説明しておきましょう。

まず， 図 6.4 に示されているように，因子負荷は「その項目と共通因子の関連（相関関係）の強さ」を表しています。 実際にこれまでに出てきた因子分析のモデル式（6.3 式など）では，因子負荷が高い項目ほど「その項目への回答の高低」が「因子得点の高低」と高い相関を持つことが示されていました。 結果として，因子負荷が高い項目というのは，同じ共通因子の影響を受ける他のすべての項目と相関が高いことになります。 この事実から考えると，因子負荷が高い項目どうしの相関は，因子負荷が低い項目どうしの相関よりも高いということが考えられるのです。

因子分析が「観測変数（項目）間の相関関係をもとに因子負荷（と独自因子の分散）を推定」するというのは，上述の関係から逆算するように，他の項目との相関が高い項目ほど因子負荷が高めの値になるように推定を行っている，ということを意味しています。



6.1.2 位置・スケールの不定性

因子分析では，回帰分析と違って説明変数にあたるもの（因子得点：\(\symbf{f}\)）が直接観測できない潜在変数 (latent variable)になっています。 説明変数が潜在変数のときには，ちょっと困ったことが起こります。それは変数のスケールの問題です。 いま，因子\(\symbf{f}\)には身長や体重のときのような「単位」というものがありません。 例えばリッカート尺度の項目が1から5の5件法であったとしても，それは尺度を作った人や分析者が勝手に決めたことであって，同じ項目を7件法で尋ねたり50件法で尋ねたりしても，理論的にはなんの問題もありません（実用的には問題あるかも）。

ということで，100点満点のテストの点数を500点満点に換算して扱うように，\(\symbf{f}\)の値を5倍して，更に10点のゲタをはかせたものを\(\symbf{f}'=5\symbf{f}+10\)とします。 これを使うと，先程の回帰式は \[\begin{align}
\begin{split}
\symbf{y}_i &= \symbf{f}b_{i} + \symbf{\varepsilon}_i \\
&= (5\symbf{f}+10)(0.2b_{i}) + (\symbf{\varepsilon}_i-2b_{i}) \\
&= \symbf{f}'b'_{i} + \symbf{\varepsilon}'_i
\end{split}
\end{align}\] と変形が可能です。つまり\(\symbf{f}\)のスケールが変わることで\(b'_{i}=0.2b_{i}\)および\(\symbf{\varepsilon}'_i=\symbf{\varepsilon}_i-2b_{i}\)という新しい解が得られてしまいます。 このままでは回帰係数を一意に求めることが出来ないので，通常因子分析モデルでは，因子の分散\(\sigma_{\symbf{f}}^2=1\)かつ平均0という制約を置いています2。 これに加えて，通常因子分析で考える潜在変数は正規分布に従う連続量であると仮定されます。 これらをまとめると，因子分析では\(\symbf{f} \sim N(0,1)\)という仮定が置かれていることになります。 言い換えると，因子分析で推定される因子得点\(\symbf{f}\)は，特に指定がなければ標準化された値として得られるということです。

そしてこの問題は，観測変数\(y\)の値のスケールに客観的な単位が存在しないケース（例えば心理尺度など）についても同様のことがいえます。 これも100点満点のテストの点数を500点満点に換算して扱うように，例えば5件法のリッカート尺度の得点を5, 10, 15, 20, 25と5刻みにしても問題は無いはずです。 ということで\(\symbf{y}'_i=5\symbf{y}_i\)として回帰式を変形させてみると， \[
\begin{aligned}
\begin{split}
\symbf{y}'_i &= 5\symbf{y}_i \\
&= 5\symbf{f}b_{i} + 5\symbf{\varepsilon}_i \\
&= \symbf{f}\times 5b_{i} + 5\symbf{\varepsilon}_i \\
&= \symbf{f}b''_{i} + \symbf{\varepsilon}'_i
\end{split}
\end{aligned}
\] ということで，\(b''_{i}=5b_{i}\)および\(\symbf{\varepsilon}'_i=5\symbf{\varepsilon}_i\)という新しい解が得られてしまいます。 このように，因子分析の解は回答側のスケールの影響も受けてしまうため，通常は各項目の回答は全て標準化された値を使用します。 説明変数（\(\symbf{f}\)）も結果変数（\(\symbf{y}_i\)）も標準化されているという意味では，因子負荷は標準偏回帰係数のように解釈することができる，というわけです3。




6.2 因子分析モデルの一般化

回帰分析的に因子分析を見ると，独自因子は誤差のようなものなのでなるべくその影響は少ないほうが良い，といえます。 極端な例を考えてみましょう。因子負荷\(b_i=0\)の項目があるとすると，その項目の因子分析モデル式は \[
\begin{aligned}
\begin{split}
\symbf{y}_i &= \symbf{f}\times 0 + \symbf{\varepsilon}_i \\
&= \symbf{\varepsilon}_i
\end{split}
\end{aligned}
\tag{6.5}\] となります。共通因子の影響を全く受けること無く独自因子のみで回答が決定している状態です。 因子得点\(f_p\)を推定する上では何の情報も持ち合わせていないこの項目は，あってもなくても同じです。 この項目に高い点数をつけていても低い点数をつけていても，\(f_p\)には何も関与していないのです。 ということで，基本的には因子分析では共通因子の影響が多い方が望ましいわけです。

回帰分析では，\(y\)に占める誤差分散の割合を減らし予測の精度を上げるために，複数の説明変数を用いることができました。 因子分析でも同様に，複数の説明変数＝共通因子がある状態を考えることができます。 ここでは，5項目が2つの共通因子の影響を受けている，と考えてみましょう。 グラフィカルモデルでは 図 6.5 のような状態です。 なお，因子番号を表す添字はtraitの頭文字\(t~(t=1,2)\)としておきます。
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図 6.5: 2因子モデル








当然ながら，因子1の項目1に対する因子負荷\(b_{11}\)（添字は2つ：1と1）と因子2の因子負荷\(b_{21}\)は異なります。 したがって，\(\symbf{y}_i\)に関する因子分析モデルは \[
\symbf{y}_i = \symbf{f}_1b_{1i} + \symbf{f}_2b_{2i} + \symbf{\varepsilon}_i
\tag{6.6}\] となります。

もちろん因子の数はいくつでも良いので，更に一般化して\(T\)個の因子がある場合を考えると，\(\symbf{y}\)に関する因子分析モデルは \[
\begin{aligned}
\begin{split}
\symbf{y}_i &= \symbf{f}_1b_{1i} + \symbf{f}_2b_{2i} + \cdots + \symbf{f}_Tb_{Ti} + \symbf{\varepsilon}_i \\
&= \begin{bmatrix}
\symbf{f}_1 & \symbf{f}_2 & \cdots & \symbf{f}_T
\end{bmatrix} \begin{bmatrix}
b_{1i} \\ b_{2i} \\ \vdots \\ b_{Ti}
\end{bmatrix} + \symbf{\varepsilon}_i \\
&= \symbf{F}\symbf{b}_i + \symbf{\varepsilon}_i
\end{split}
\end{aligned}
\tag{6.7}\] と書くことが出来ます。



6.3 とりあえずやってみよう

このあたりでひとまずRで因子分析をやってみて，実際のデータから何が出てくるのかをみてみたいと思います。 Rにはデフォルトでfactanal()という関数が用意されているのですが，ちょっとモダンな方法に関して不十分なので，もっと色々できる関数を使用します。 psychパッケージにあるfa()という関数を使用しましょう。 fa()関数では，因子数をnfactorsという引数で与えます。今回はQ1_1からQ1_10の10項目に対して2因子に設定してみました。 つまり， 図 6.6 のモデルに対して因子負荷（全ての矢印の係数）を計算してみます。
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図 6.6: 10項目に対して2つの共通因子












コード 6.3: とりあえず因子分析


library(psych)
# まずは2因子でやってみます
res_fa <- fa(dat[, paste0("Q1_", 1:10)], nfactors = 2)
res_fa








Factor Analysis using method =  minres
Call: fa(r = dat[, paste0("Q1_", 1:10)], nfactors = 2)
Standardized loadings (pattern matrix) based upon correlation matrix
        MR1   MR2   h2   u2 com
Q1_1  -0.08  0.42 0.16 0.84 1.1
Q1_2   0.00  0.68 0.47 0.53 1.0
Q1_3  -0.03  0.77 0.58 0.42 1.0
Q1_4   0.14  0.46 0.27 0.73 1.2
Q1_5   0.03  0.61 0.38 0.62 1.0
Q1_6   0.57 -0.05 0.31 0.69 1.0
Q1_7   0.64 -0.02 0.40 0.60 1.0
Q1_8   0.55  0.02 0.31 0.69 1.0
Q1_9   0.68  0.00 0.46 0.54 1.0
Q1_10  0.57  0.06 0.35 0.65 1.0

                       MR1  MR2
SS loadings           1.87 1.83
Proportion Var        0.19 0.18
Cumulative Var        0.19 0.37
Proportion Explained  0.51 0.49
Cumulative Proportion 0.51 1.00

 With factor correlations of 
     MR1  MR2
MR1 1.00 0.32
MR2 0.32 1.00

Mean item complexity =  1
Test of the hypothesis that 2 factors are sufficient.

df null model =  45  with the objective function =  2.14 with Chi Square =  5190.53
df of  the model are 26  and the objective function was  0.16 

The root mean square of the residuals (RMSR) is  0.04 
The df corrected root mean square of the residuals is  0.05 

The harmonic n.obs is  2432 with the empirical chi square  311.44  with prob <  1.1e-50 
The total n.obs was  2432  with Likelihood Chi Square =  379.19  with prob <  2.2e-64 

Tucker Lewis Index of factoring reliability =  0.881
RMSEA index =  0.075  and the 90 % confidence intervals are  0.068 0.082
BIC =  176.48
Fit based upon off diagonal values = 0.98
Measures of factor score adequacy             
                                                   MR1  MR2
Correlation of (regression) scores with factors   0.87 0.88
Multiple R square of scores with factors          0.76 0.78
Minimum correlation of possible factor scores     0.51 0.56







6.3.1 因子負荷量



Standardized loadings (pattern matrix) based upon correlation matrix
        MR1   MR2   h2   u2 com
Q1_1  -0.08  0.42 0.16 0.84 1.1
Q1_2   0.00  0.68 0.47 0.53 1.0
Q1_3  -0.03  0.77 0.58 0.42 1.0
Q1_4   0.14  0.46 0.27 0.73 1.2
Q1_5   0.03  0.61 0.38 0.62 1.0
Q1_6   0.57 -0.05 0.31 0.69 1.0
Q1_7   0.64 -0.02 0.40 0.60 1.0
Q1_8   0.55  0.02 0.31 0.69 1.0
Q1_9   0.68  0.00 0.46 0.54 1.0
Q1_10  0.57  0.06 0.35 0.65 1.0






fa()関数では，データフレームを与えると，まずそのデータフレームに対してcor()関数の要領で相関行列を計算します。 そしてその相関行列から因子負荷行列を出しています。 左のMR1およびMR2という部分が因子負荷（\(\symbf{B}^\top\)）を表しています4。論文では，良く「値が一定以上のところを太字にする」や「一定以下のところを空白にする」という形で記載されています。 試しに値が0.4以上のところを太字にすると， 表 6.1 のようになります。




表 6.1: 因子負荷の表





	

	
MR1

	
MR2






	
Q1_1

	
-0.08

	
0.42




	
Q1_2

	
0.00

	
0.68




	
Q1_3

	
-0.03

	
0.77




	
Q1_4

	
0.14

	
0.46




	
Q1_5

	
0.03

	
0.61




	
Q1_6

	
0.57

	
-0.05




	
Q1_7

	
0.64

	
-0.02




	
Q1_8

	
0.55

	
0.02




	
Q1_9

	
0.68

	
0.00




	
Q1_10

	
0.57

	
0.06











また，print()関数に引数sort=TRUEを与えると，因子負荷行列がいい感じになるように項目を並び替えてくれます。


print(res_fa, sort = TRUE)






Factor Analysis using method =  minres
Call: fa(r = dat[, paste0("Q1_", 1:10)], nfactors = 2)
Standardized loadings (pattern matrix) based upon correlation matrix
      item   MR1   MR2   h2   u2 com
Q1_9     9  0.68  0.00 0.46 0.54 1.0
Q1_7     7  0.64 -0.02 0.40 0.60 1.0
Q1_10   10  0.57  0.06 0.35 0.65 1.0
Q1_6     6  0.57 -0.05 0.31 0.69 1.0
Q1_8     8  0.55  0.02 0.31 0.69 1.0
Q1_3     3 -0.03  0.77 0.58 0.42 1.0
Q1_2     2  0.00  0.68 0.47 0.53 1.0
Q1_5     5  0.03  0.61 0.38 0.62 1.0
Q1_4     4  0.14  0.46 0.27 0.73 1.2
Q1_1     1 -0.08  0.42 0.16 0.84 1.1

（以下略）






出力を見ると，確かに因子負荷行列の行の並び順が変わっています。 一番上には「他の因子より因子1への負荷が最も高い項目のうち，MR1が最も高い項目」がおかれ，後もそれに続いています。 つまり全ての項目を「どれか一つの因子のグループに属するとしたら」という感じで並び替えてくれるわけです。 論文に載せる際なども，これで表示される順にすると見やすいのではないかと思います。




表 6.2: 因子負荷の表（並べ替え後）





	

	
MR1

	
MR2






	
Q1_9

	
0.68

	
0.00




	
Q1_7

	
0.64

	
-0.02




	
Q1_6

	
0.57

	
-0.05




	
Q1_10

	
0.57

	
0.06




	
Q1_8

	
0.55

	
0.02




	
Q1_3

	
-0.03

	
0.77




	
Q1_2

	
0.00

	
0.68




	
Q1_5

	
0.03

	
0.61




	
Q1_4

	
0.14

	
0.46




	
Q1_1

	
-0.08

	
0.42











また，psychパッケージのfa.diagram()関数を使うと， 図 6.7 のようにグラフィカルモデル的なものを描いてくれます。 もちろんそのまま論文に載せたりできるレベルではないですが，項目と因子の関係をざっと眺めたいときには役に立ちそうです。





コード 6.4: 一応グラフィカルモデル的なものを出す


fa.diagram(res_fa, cut = 0.3)
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図 6.7: グラフィカルモデル








デフォルトでは各項目には「最も高い因子負荷を持つ因子」のみ矢印を引くよう(simple=TRUE)ですが，引数simple=FALSEとすることで複数因子からの矢印を引くことも可能です。ただ数字が重なったりして見にくいかもしれません。また，引数cutは「その絶対値以下の因子負荷や因子間相関の矢印は引かない」というものです。なので先程のコードでは，因子負荷や因子間相関が0.3以下のものは省略されている…と言っても今回は「最も高い因子負荷」に0.3以下のものが無いので違いが分かりませんが…。



6.3.2 因子負荷を「解釈」する

因子分析は相関行列を対象にした分析法ですが，その目的の一つは項目をグルーピングするとともに，その背後にある共通因子が何者であるかを解釈してあげることです。 例えば共通因子MR1はQ1_6からQ1_10に対して高い負荷を持っていた一方で，Q1_1からQ1_5に対する因子負荷は低い値でした。 そのため，MR1を「解釈」するうえでは，Q1_6からQ1_10に共通する要素のみを考えたら良く，Q1_1からQ1_5は気にしなくて良いといえます。

ということで，実際にQ1_6からQ1_10の質問項目を見てみると，


	Am exacting in my work. （自分の仕事には厳しく要求する。）

	Continue until everything is perfect. （完璧になるまでやり続ける。）

	Do things according to a plan. （計画に基づき行動する。）

	Do things in a half-way manner. （【逆転】物事を中途半端に行う。）

	Waste my time. （【逆転】時間を無駄にする。）



という5つです。逆転項目も含めて，これらに共通する要素を考えると（人によって感じ方は異なると思いますが）MR1には例えば「計画性」や「慎重さ」のような名前が考えられるでしょう。 ちなみに，公式にはこれらの項目の背後にあるものは「誠実性 (conscientiousness)」と呼ばれています。

因子の「解釈」の意味を少し別の視点から見もてみましょう。 項目をグルーピングする場合には，単純に因子負荷の値が似ている項目は距離が近いと考えることができます。 ということで，先ほど得られた因子負荷をもとに散布図を書いてみます。 図 6.8 はX軸にMR1を，Y軸にMR2の値をとった各項目の因子負荷量のプロットです。psychパッケージにあるfa.plot()関数で簡単に描くことが出来ます5。





コード 6.5: 因子負荷のプロット


fa.plot(res_fa)
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図 6.8: 因子負荷のプロット








こうして見ると，確かにQ1_1からQ1_5のグループと，Q1_6からQ1_10のグループに分かれているように見えますね。 そしてQ1_1からQ1_5のグループではMR1の値がゼロに近く，反対にQ1_6からQ1_10のグループではMR2の値がゼロに近いので，各点は軸の近くに位置しています。 いま，MR2の軸に名前をつける（「解釈」する）ことを考えてみましょう。 これは「どのような内容の項目においてMR2の値が大きくなるか」を考えることなので，MR2の値が大きい項目（ここではQ1_1からQ1_5）の間に共通する要素を探せば良いはずです。 このとき重要なのは，Q1_6からQ1_10はMR2の値がほぼゼロなので，MR2を「解釈」する際には考える必要はなさそうだ，という点です。 反対にMR1の「解釈」においてはQ1_1からQ1_5を無視することができそうです。 このように，各項目の因子負荷がどちらか一方にだけ高い値で，もう一方の因子に対してはほぼゼロになっていると，MR1とMR2はそれぞれ異なるグループに共通する要素を反映したものとして，ほぼ独立に「解釈」することができるわけです。

…ということで，因子分析の目的からすると，得られる因子負荷行列においては一つの項目はなるべく一つの因子だけに高い負荷を持つという状態が望ましいとされています。これを単純構造 (simple structure) と呼びます。 一方で，もしも単純構造から外れた項目，つまり「複数の因子に高い負荷量をもつ項目」があると，複数の共通因子の間に共通項があることを加味した解釈が必要になってしまい，かなり大変そうだということが見えてきます。

因子負荷量の出力の一番右の列にあったcomはこの単純構造の程度を表した指標です。これが1に近いほど，その項目は1つの因子にのみ高い負荷を持っているという判断ができます。今回の結果では，Q1_4が1.2と最も高い値になっています。たしかに，他の項目と比べるとMR1とMR2の差が小さいようです。が，実際のところ1.2は相当マシな値です。どれくらい大きかったら気をつけたら良いか，という基準は特に無いですが…



6.3.3 因子の解釈と項目の選定

ということで，無事因子負荷行列が計算できたら， 表 6.2 や（2因子なら） 図 6.8 をもとに，それぞれの因子に負荷が高い項目のグループを見て，共通の要因を見つけてあげて，因子に名前をつける（「解釈」する）ことになります。 ここは領域の知識などが要求されるところです。なので同じデータであっても人によっては異なる名前をつける可能性があります。 また，そもそも共通する内容が見当たらないような項目が同じグループに入ってしまうことも実際には多々あります。 そのような場合には，解釈しやすいグルーピングを求めて共通因子の数を変えるということも検討する必要があります（詳細は セクション 6.11）。 そして解釈した因子の名前が真っ当かどうかは，査読者ないし読者が判断することになります。 因子の名前に客観的な「正解」というものは無いので，納得させられたら勝ちなわけです。

また，当然ながら因子分析の結果は手元のデータから得られる，つまり使用したデータによって結果は異なるものです。 そのため，先行研究で作成された尺度をそのまま用いた場合でも，因子構造が同じものが得られるとは限りません。 特に先行研究と属性の異なる集団でデータを集めた場合や，古い尺度を使用する場合には改めて因子分析を行い，同じ因子構造が得られることを確認してから分析を進めるのが良いでしょう。

今回のデータのように各項目がほぼ一つの因子のみに高い負荷を持っている場合には解釈は容易なのですが，多くの実データではきっと複数の因子に高い負荷を持っている項目や，どの因子にも高い負荷を持っていない項目が出現するでしょう。 このような場合，とりあえず単純構造を求めて厄介な項目は削除するという手続きを取っている研究が結構多く見られます。

どの因子にも高い負荷を持っていない項目は，言い換えると独自性が高い項目であり，因子得点を算出する上ではあってもなくてもあまり変わらないと予想されます。 したがって，項目数を減らしたい場合などには優先的に除外対象としたら良いでしょう。 一方で複数の因子に高い負荷を持っている項目を削除してしまうかは結構悩ましいところです。 実際の尺度作成論文では，「複数の因子に0.3以上の負荷を持つ項目は削除した」的な手続きが書かれていることがよくあります。 この手続きが正しいかどうかは，時と場合によると思われます。

一般的に心理尺度を作成する場合には，なるべく「みんなが使いやすいモノサシ」を開発しようとしています。 そして，共通のモノサシを用いることで異なる研究間での結果を比較可能にしようと考えたりしています。 そのため，尺度得点としては因子得点ではなく和得点を用いることが多いです。 因子得点を用いた場合，データ毎に因子構造が変わってしまうので異なるデータ間での因子得点の比較などは難しくなってしまいます。 さて，下位概念ごとの和得点を計算する場合，直感的には「その因子に高い負荷を持っている項目の和」を使えば良さそうです。 この時に，複数の因子に高い負荷を持つ項目があると，その項目の回答は複数の下位概念でカウントされてしまうため，実質的に他の項目の倍の価値を持ってしまうことになります。 こうした問題点を避けるという目的であれば，複数の因子に高い負荷を持つ項目は使わずに，もっと使いやすい（単純構造な）項目を使って尺度を構成するのは悪くない方法だと思います。

一方で，尺度開発が目的ではない（例えば人に使ってもらうというよりは単純に項目をグルーピングして共通項を取り出したい，他の人が作った尺度を使うが先行研究と比較する予定はない，などの）場合には，項目数を減らす必要も無ければ和得点を使う必要もありません。 因子得点を計算する上では，複数の因子に高い負荷を持っている項目も重要（むしろきっと共通性が高いのでかなり役に立つ）です。 このような場合に，「他の研究でもやっているから」という理由で安直に「複数の因子に高い負荷を持っている項目は削除」としてしまうのは悪手と言えるでしょう。

また，構造的な問題として「1項目だけが高い負荷を持っている因子」は通常使用しません6。 因子分析の目的は「複数の項目に共通して影響する潜在変数を抽出する」ことなので，他のどの項目とも独立している一匹狼に対して「因子」という見方はあまりしないのです。 統計的にも，1項目だけの因子の場合，その項目への回答と因子得点は完全に一致するため，標準化してしまえば回答値をそのまま使えば良いということがいえます。 ただし，それはそれで他の項目とは独立した「何か」を測定している項目ではあるので，この場合も削除するかはよく考えてください。

以上の話は，全て統計的な視点からのことです。実際に項目を削除するかは，構成概念と項目の内容との関係を改めて精査したり，因子の解釈においてノイズになっていないかを検討したりといった，妥当性の内容的な側面からのチェックも忘れずに行ってください。




6.4 モデルパラメータによる相関係数の表現

セクション 6.1.1 では「同じ共通因子の影響を受ける他の項目との相関が高い項目ほど因子負荷が大きくなる」と説明をしました。 次節では，因子負荷\(\symbf{B}\)を計算する方法を数理的に紹介していくのですが，これを理解するために，ここでは項目間の相関行列がモデルパラメータでどのように表現できるかを確認しておきます。 ということで，まずは因子数が1の場合で因子分析モデル内のパラメータと観測変数間の相関係数の関係性を確認してみましょう。


6.4.1 1因子の場合

図 6.4 に示した1因子の因子分析モデルにおいて，2つの項目に対する回答のモデル上での相関関係がどのように表されるかを考えてみます。 まず，各項目の回答は標準化されたものという前提に立つと，変数間の共分散と相関係数は一致します。 したがって，ある項目への回答\(\symbf{y}_i\)と別の項目への回答\(\symbf{y}_j~(i\neq j)\)の共分散\(\sigma_{\symbf{y}_i,\symbf{y}_j}\)および相関係数\(r_{\symbf{y}_i,\symbf{y}_j}\)を展開してみると \[
\begin{aligned}
\begin{split}
\sigma_{\symbf{y}_i,\symbf{y}_j} = r_{\symbf{y}_i,\symbf{y}_j}
&= \sigma_{(b_{i}\symbf{f} + \symbf{\varepsilon}_i),(b_{j}\symbf{f} + \symbf{\varepsilon}_j)} \\
&= \sigma_{(b_{i}\symbf{f}),(b_{j}\symbf{f})} + \sigma_{(b_{i}\symbf{f}),(\symbf{\varepsilon}_j)} + \sigma_{(b_{j}\symbf{f}),(\symbf{\varepsilon}_i)} + \sigma_{\symbf{\varepsilon}_i,\symbf{\varepsilon}_j} \\
& = b_{i}b_{j}\sigma_{\symbf{f}}^2 + \sigma_{(b_{i}\symbf{f}),(\symbf{\varepsilon}_j)} + \sigma_{(b_{j}\symbf{f}),(\symbf{\varepsilon}_i)} + \sigma_{\symbf{\varepsilon}_i,\symbf{\varepsilon}_j}
\end{split}
\end{aligned}
\tag{6.8}\] となります。ここで，ある項目の共通因子成分と別の項目の独自因子成分は，通常の回帰分析と同じように無関係（共分散ゼロ）と見なすことができるため， \[
\sigma_{(b_{i}\symbf{f}),(\symbf{\varepsilon}_j)} = \sigma_{(b_{j}\symbf{f}),(\symbf{\varepsilon}_i)} = 0
\tag{6.9}\] が成り立ちます。

ということで，(6.9)式は少し整理されて\(r_{\symbf{y}_i,\symbf{y}_j} = b_{i}b_{j}\sigma_{\symbf{f}}^2 + \sigma_{\symbf{\varepsilon}_i,\symbf{\varepsilon}_j}\) となります。そして先程説明したように，因子の分散\(\sigma_{\symbf{f}}^2\)は1に固定するという制約が置かれています。したがって，2項目の相関係数は最終的に \[
r_{\symbf{y}_i,\symbf{y}_j} = b_{i}b_{j} + \sigma_{\symbf{\varepsilon}_i,\symbf{\varepsilon}_j}
\tag{6.10}\]

つまり「因子負荷の積\(b_{i}b_{j}\)」と「独自因子同士の共分散\(\sigma_{\symbf{\varepsilon}_i,\symbf{\varepsilon}_j}\)」の和によって表すことが出来ます。 ここで，独自因子同士の共分散\(\sigma_{\symbf{\varepsilon}_i,\symbf{\varepsilon}_j}\)はゼロとは限りません。 図 6.4 のモデルで言えば，共通因子は「5項目全てに共通する成分」ですが，もしかしたら 図 6.9 のように「5項目全てでは無いけれど2項目だけに共通する成分」などがまだ残っているかもしれません。
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図 6.9: 誤差共分散がゼロにならないケース








この状態では，\(\sigma_{\symbf{y}_i,\symbf{y}_j}\)のときと同じ要領で\(\sigma_{\symbf{\varepsilon}_i,\symbf{\varepsilon}_j}\)も2つの独自因子に対する因子負荷の積（\(b_{\varepsilon1}b_{\varepsilon2}\neq 0\)）になってしまいます。

このままだと，観測された相関係数から因子負荷\(\symbf{b}\)を推定することができないので，推定できるようにするために「全ての項目が共通因子の影響を受けている」という仮定を置きます。 この仮定が満たされている理想的な状況では，項目間で共通する成分は共通因子にすべて吸収されるため，残った独自因子同士の相関はゼロであることが期待されています。 言い換えると，理想的な状況では2項目間の相関係数は因子負荷の積のみ（\(r_{\symbf{y}_i,\symbf{y}_j} = b_{i}b_{j}\)）になることが期待されるので，これならば因子負荷の推定が可能となるのです。

同様にして，項目\(i\)の分散（＝項目\(i\)と項目\(i\)の共分散）は \[
\sigma_{\symbf{y}_i}^2 = \sigma_{\symbf{y}_i,\symbf{y}_i} = b_{i}^2 + \sigma_{\symbf{\varepsilon}_i}^2
\tag{6.11}\] となります。つまり因子負荷の2乗と誤差分散の和になっています。

以上をまとめると，観測変数の相関行列\(\symbf{\Sigma}\)は以下のように因子分析のパラメータの関数に変換することが出来ます。 \[
\begin{aligned}
\begin{split}
\symbf{\Sigma} &=\begin{bmatrix}
\sigma_{y_1}^2 & \sigma_{y_1,y_2} & \sigma_{y_1,y_3} & \sigma_{y_1,y_4} & \sigma_{y_1,y_5} \\
\sigma_{y_2,y_1} & \sigma_{y_2}^2 & \sigma_{y_2,y_3} & \sigma_{y_2,y_4} & \sigma_{y_2,y_5} \\
\sigma_{y_3,y_1} & \sigma_{y_3,y_2} & \sigma_{y_3}^2 & \sigma_{y_3,y_4} & \sigma_{y_3,y_5} \\
\sigma_{y_4,y_1} & \sigma_{y_4,y_2} & \sigma_{y_4,y_3} & \sigma_{y_4}^2 & \sigma_{y_4,y_5} \\
\sigma_{y_5,y_1} & \sigma_{y_5,y_2} & \sigma_{y_5,y_3} & \sigma_{y_5,y_4} & \sigma_{y_5}^2 \\
\end{bmatrix} \\
&= \begin{bmatrix}
b_1^2+\sigma_{\symbf{\varepsilon}_1}^2 & b_1b_2 & b_1b_3 & b_1b_4 & b_1b_5 \\
b_2b_1 & b_2^2+\sigma_{\symbf{\varepsilon}_2}^2 & b_2b_3 & b_2b_4 & b_2b_5 \\
b_3b_1 & b_3b_2 & b_3^2+\sigma_{\symbf{\varepsilon}_3}^2 & b_3b_4 & b_3b_5 \\
b_4b_1 & b_4b_2 & b_4b_3 & b_4^2+\sigma_{\symbf{\varepsilon}_4}^2 & b_4b_5 \\
b_5b_1 & b_5b_2 & b_5b_3 & b_5b_4 & b_5^2+\sigma_{\symbf{\varepsilon}_5}^2 \\
\end{bmatrix} \\
&= \begin{bmatrix}
b_1^2 & b_1b_2 & b_1b_3 & b_1b_4 & b_1b_5 \\
b_2b_1 & b_2^2 & b_2b_3 & b_2b_4 & b_2b_5 \\
b_3b_1 & b_3b_2 & b_3^2 & b_3b_4 & b_3b_5 \\
b_4b_1 & b_4b_2 & b_4b_3 & b_4^2 & b_4b_5 \\
b_5b_1 & b_5b_2 & b_5b_3 & b_5b_4 & b_5^2 \\
\end{bmatrix} + \begin{bmatrix}
\sigma_{\symbf{\varepsilon}_1}^2 & 0 & 0 & 0 & 0 \\
0 & \sigma_{\symbf{\varepsilon}_2}^2 & 0 & 0 & 0 \\
0 & 0 & \sigma_{\symbf{\varepsilon}_3}^2 & 0 & 0 \\
0 & 0 & 0 & \sigma_{\symbf{\varepsilon}_4}^2 & 0 \\
0 & 0 & 0 & 0 & \sigma_{\symbf{\varepsilon}_5}^2 \\
\end{bmatrix} \\
&= \begin{bmatrix}
b_1 \\ b_2 \\ b_3 \\ b_4 \\ b_5
\end{bmatrix}\begin{bmatrix}
b_1 & b_2 & b_3 & b_4 & b_5
\end{bmatrix} + \symbf{\Psi} \\
&= \symbf{b}^\top\symbf{b} + \symbf{\Psi}
\end{split}
\end{aligned}
\tag{6.12}\] あとは\(\symbf{\Sigma}\)とのズレがなるべく小さくなるような\(\symbf{b},\symbf{\Psi}\)の値を計算していけばよいわけです。

なお\(\symbf{\Psi}\)は観測変数の誤差分散を対角成分にもつ対角行列です。 正確には\(\symbf{\Psi}\)は独自因子間の相関行列（あるいは誤差共分散行列）なわけですが，上述の仮定のもとでは，誤差共分散＝非対角成分はゼロとなることを期待した上で，パラメータを推定していくのです。 言い換えると，観測変数間の相関関係のうち，共通因子（\(\symbf{b}^{\top}\symbf{b}\)）では説明できない部分が大きいと，上述の計算ではまともに観測変数の因子構造を正確に表現することはできないのです。

この「共通因子（\(\symbf{b}^{\top}\symbf{b}\)）では説明できない部分」の大きさを考えるために，改めて(6.11)式について見てみます。 この式の左辺の\(\sigma_{\symbf{y}_i}^2\)は，\(\symbf{y}_i\)が標準化されているため1となります。 つまり，\(b_i^2\)と\(\sigma_{\varepsilon_i}^2\)の和は1です。 そして\(b_i^2\)の部分は，観測変数の分散を1としたとき，そのうち共通因子で説明可能な分散の割合を表しており，これは共通性(communality)と呼ばれています。つまり共通性は因子負荷の二乗に合致します。 また，残りの\(\sigma_{\varepsilon_i}^2\)の部分は共通因子では説明できない（＝独自因子で説明可能な）分散の割合であり，これは独自性(uniqueness)と呼ばれています。 つまり（当然ですが）共通性と独自性の和は必ず1になります。 また，共通性は，回帰分析における決定係数\(R^2\)（結果変数\(y\)の分散のうち説明変数で説明可能な分散の割合）に相当するものです。

あとはどうにかして因子負荷\(\symbf{b}\)および誤差分散\(\symbf{\Psi}\)が計算できたら，次はこれらを固定した上で，\(\symbf{y}\)とのズレが最も小さくなるように因子得点\(\symbf{f}\)の値を計算する，というのが一般的な手順です。 因子分析のような潜在変数モデルでは，多くの場合因子得点と因子負荷を同時に推定するのはかなり大変なので，このように先に項目パラメータを確定させてから回答者の特性値パラメータを推定する，という2段階の手続きをとります。



6.4.2 多因子の場合

因子の数が増えても，基本的には同じような形で観測変数の相関行列\(\symbf{\Sigma}\)を分解していくことになります。 ちょっと長くなりますが，2因子モデルでの2項目の共分散＝相関係数を展開してみましょう。 異なる項目の共通因子成分\(b_{ti}\symbf{f}_{t}\)と誤差成分\(\varepsilon_j\)が無相関，かつ独自因子間の相関も共通因子間の相関もゼロ7，すなわち \[
\begin{aligned}
\begin{split}
\sigma_{(b_{ti}\symbf{f}_{t}),(\symbf{\varepsilon}_j)} = \sigma_{(b_{tj}\symbf{f}_{t}),(\symbf{\varepsilon}_i)} &= 0 \\
\sigma_{(\symbf{\varepsilon}_i),(\symbf{\varepsilon}_j)} &= 0 \\
\sigma_{(b_{1i}\symbf{f}_{1}),(b_{2j}\symbf{f}_{2})} = \sigma_{(b_{2i}\symbf{f}_{2}),(b_{1j}\symbf{f}_{1})} &= 0
\end{split}
\end{aligned}
\tag{6.13}\] だと仮定すると，項目\(\symbf{y}_i, \symbf{y}_j\)の共分散＝相関行列\(\symbf{\Sigma}\)の\((i,j)\)成分は \[
\begin{aligned}
\sigma_{\symbf{y}_i,\symbf{y}_j} &=&& r_{\symbf{y}_i,\symbf{y}_j}\\
&=&& \sigma_{(b_{1i}\symbf{f}_{1} + b_{2i}\symbf{f}_{2} + \symbf{\varepsilon}_i),(b_{1j}\symbf{f}_{1} + b_{2j}\symbf{f}_{2} + \symbf{\varepsilon}_j)} \\
&=&& \sigma_{(b_{1i}\symbf{f}_{1}),(b_{1j}\symbf{f}_{1})} + \sigma_{(b_{1i}\symbf{f}_{1}),(b_{2j}\symbf{f}_{2})} + \overbrace{\sigma_{(b_{1i}\symbf{f}_{1}),(\symbf{\varepsilon}_j)}}^{0} \\
&&+& \overbrace{\sigma_{(b_{2i}\symbf{f}_{2}),(b_{1j}\symbf{f}_{1})} + \sigma_{(b_{2i}\symbf{f}_{2}),(b_{2j}\symbf{f}_{2})} + \sigma_{(b_{2i}\symbf{f}_{2}),(\symbf{\varepsilon}_j)}}^{0}  \\
&&+& \overbrace{\sigma_{(\symbf{\varepsilon}_i),(b_{1j}\symbf{f}_{1})} + \sigma_{(\symbf{\varepsilon}_i),(b_{2j}\symbf{f}_{2})} + \sigma_{(\symbf{\varepsilon}_i),(\symbf{\varepsilon}_j)}}^{0}\\
&=&& b_{1i}b_{1j}\sigma_{\symbf{f}_1}^2 + b_{2i}b_{2j}\sigma_{\symbf{f}_2}^2 \\
&=&& b_{1i}b_{1j} + b_{2i}b_{2j} \\
&=&& \begin{bmatrix}
b_{1i} & b_{2i}
\end{bmatrix}\begin{bmatrix}
b_{1j} \\ b_{2j}
\end{bmatrix} \\
&=&& \symbf{b}_i^{\top} \symbf{b}_j
\end{aligned}
\tag{6.14}\] となります。 同様にして，項目\(\symbf{y}_i\)の分散＝\(\symbf{\Sigma}\)の\((i,i)\)成分は \[
\begin{aligned}
\begin{split}
\sigma_{\symbf{y}_i,\symbf{y}_i} &= b_{1i}^2 + b_{2i}^2 + \sigma_{\symbf{\varepsilon}_i}^2 \\
&= \begin{bmatrix}
b_{1i} & b_{2i}
\end{bmatrix}\begin{bmatrix}
b_{1i} \\ b_{2i}
\end{bmatrix} + \sigma_{\symbf{\varepsilon}_i}^2 \\
&= \symbf{b}_i^{\top} \symbf{b}_i + \sigma_{\symbf{\varepsilon}_i}^2
\end{split}
\end{aligned}
\tag{6.15}\] となります。ここから，多因子の場合でも共通性は因子負荷の二乗（和）に合致するということがわかります。

あとはこれを複数の項目・因子に拡張するだけです。各項目の因子負荷ベクトルを横に並べていけば，全項目での全因子の負荷行列は \[
\begin{aligned}
\begin{split}
\symbf{B} &= \begin{bmatrix}
\symbf{b}_1 &
\symbf{b}_2 &
\cdots &
\symbf{b}_I
\end{bmatrix} \\
&=\begin{bmatrix}
b_{11} & b_{12} & \cdots & b_{1I} \\
b_{21} & b_{22} & \cdots & b_{2I} \\
\vdots & \vdots & \ddots & \vdots \\
b_{T-1,1} & b_{T-1,2} & \cdots & b_{T-1,I} \\
b_{T,1} & b_{T,2} & \cdots & b_{T,I}  \\
\end{bmatrix}
\end{split}
\end{aligned}
\tag{6.16}\] となります。すると観測変数の相関行列\(\symbf{\Sigma}\)は結局 \[
\begin{aligned}
\begin{split}
\symbf{\Sigma} &= \symbf{B}^\top\symbf{B} + \symbf{\Psi} \\
&= \begin{bmatrix}
\symbf{b}_1^\top \\
\symbf{b}_2^\top \\
\vdots \\
\symbf{b}_I^\top
\end{bmatrix}\begin{bmatrix}
\symbf{b}_1 &
\symbf{b}_2 &
\cdots &
\symbf{b}_I
\end{bmatrix} + \symbf{\Psi} \\
&= \begin{bmatrix}
\symbf{b}_1^\top\symbf{b}_1 & \symbf{b}_1^\top\symbf{b}_2 & \cdots & \symbf{b}_1^\top\symbf{b}_I \\
\symbf{b}_2^\top\symbf{b}_1 & \symbf{b}_2^\top\symbf{b}_2 & \cdots & \symbf{b}_2^\top\symbf{b}_I \\
\vdots & \vdots & \ddots & \vdots \\
\symbf{b}_I^\top\symbf{b}_1 & \symbf{b}_I^\top\symbf{b}_2 & \cdots & \symbf{b}_I^\top\symbf{b}_I
\end{bmatrix} + \symbf{\Psi}
\end{split}
\end{aligned}
\tag{6.17}\] と分解でき，あとは1因子のときと同じように\(\symbf{B},\symbf{\Psi}\)を推定するだけです。



6.4.3 Rで確認してみる

以上のことを踏まえると，fa()関数で出力された因子負荷量は，実際の観測変数の相関行列と近い値になっていると期待されます。 ということで見てみましょう。

まず，fa()関数に投入した10項目の相関行列は以下の方法で計算できました。





コード 6.6: 10項目の項目間相関


# round()関数を使って表示桁数を減らしています
Sigma_data <- cor(dat[, paste0("Q1_", 1:10)])
round(Sigma_data, 2)








       Q1_1 Q1_2 Q1_3 Q1_4 Q1_5  Q1_6  Q1_7 Q1_8 Q1_9 Q1_10
Q1_1   1.00 0.35 0.27 0.16 0.19 -0.01 -0.01 0.02 0.12  0.04
Q1_2   0.35 1.00 0.50 0.35 0.39  0.10  0.12 0.19 0.15  0.13
Q1_3   0.27 0.50 1.00 0.38 0.51  0.11  0.14 0.13 0.13  0.16
Q1_4   0.16 0.35 0.38 1.00 0.32  0.09  0.22 0.13 0.17  0.25
Q1_5   0.19 0.39 0.51 0.32 1.00  0.13  0.11 0.13 0.13  0.17
Q1_6  -0.01 0.10 0.11 0.09 0.13  1.00  0.43 0.31 0.37  0.27
Q1_7  -0.01 0.12 0.14 0.22 0.11  0.43  1.00 0.36 0.40  0.31
Q1_8   0.02 0.19 0.13 0.13 0.13  0.31  0.36 1.00 0.36  0.36
Q1_9   0.12 0.15 0.13 0.17 0.13  0.37  0.40 0.36 1.00  0.49
Q1_10  0.04 0.13 0.16 0.25 0.17  0.27  0.31 0.36 0.49  1.00






また，fa()関数で推定された因子負荷行列をもとに\(\symbf{B}^\top\symbf{B}\)を計算すると，以下のようになります。





コード 6.7: 因子負荷行列から相関行列を復元


# 共通因子による部分
B <- res_fa$loadings
cor_B <- B %*% t(B)
# 独自因子の部分
Psi <- diag(res_fa$uniquenesses)
# 和を取る
Sigma_model <- cor_B + Psi
round(Sigma_model, 2)








       Q1_1  Q1_2  Q1_3 Q1_4  Q1_5  Q1_6  Q1_7  Q1_8  Q1_9 Q1_10
Q1_1   1.02  0.29  0.32 0.18  0.25 -0.07 -0.06 -0.04 -0.05 -0.02
Q1_2   0.29  1.00  0.53 0.32  0.41 -0.03 -0.01  0.02  0.00  0.04
Q1_3   0.32  0.53  1.01 0.35  0.47 -0.05 -0.03  0.00 -0.02  0.03
Q1_4   0.18  0.32  0.35 0.96  0.28  0.06  0.08  0.09  0.10  0.11
Q1_5   0.25  0.41  0.47 0.28  0.99 -0.01  0.01  0.03  0.02  0.05
Q1_6  -0.07 -0.03 -0.05 0.06 -0.01  1.02  0.37  0.32  0.39  0.33
Q1_7  -0.06 -0.01 -0.03 0.08  0.01  0.37  1.01  0.35  0.43  0.37
Q1_8  -0.04  0.02  0.00 0.09  0.03  0.32  0.35  0.99  0.38  0.32
Q1_9  -0.05  0.00 -0.02 0.10  0.02  0.39  0.43  0.38  1.00  0.39
Q1_10 -0.02  0.04  0.03 0.11  0.05  0.33  0.37  0.32  0.39  0.98






なお，cor_Bの計算において\(\symbf{B}^\top\symbf{B}\)ではなく転置行列が後ろに来ていますが，これは(6.16)式での\(\symbf{B}\)の定義から見ると，fa()関数が出力する因子負荷行列がちょうど\(\symbf{B}^\top\)にあたる形になっているためです。 したがって，計算自体は\(\symbf{B}^\top\symbf{B}\)を行っています。

観測変数の相関行列Sigma_dataと，モデルパラメータ（推定値）で復元された相関行列Sigma_modelのズレを見るために，差を取ってみると，以下のようになります。





コード 6.8: 相関行列の差


round(Sigma_model - Sigma_data, 2)








       Q1_1  Q1_2  Q1_3  Q1_4  Q1_5  Q1_6  Q1_7  Q1_8  Q1_9 Q1_10
Q1_1   0.02 -0.07  0.05  0.02  0.06 -0.05 -0.05 -0.06 -0.17 -0.06
Q1_2  -0.07  0.00  0.03 -0.03  0.02 -0.13 -0.13 -0.17 -0.15 -0.09
Q1_3   0.05  0.03  0.01 -0.03 -0.05 -0.16 -0.17 -0.12 -0.14 -0.13
Q1_4   0.02 -0.03 -0.03 -0.04 -0.04 -0.03 -0.14 -0.04 -0.08 -0.14
Q1_5   0.06  0.02 -0.05 -0.04 -0.01 -0.14 -0.11 -0.10 -0.11 -0.12
Q1_6  -0.05 -0.13 -0.16 -0.03 -0.14  0.02 -0.07  0.00  0.02  0.06
Q1_7  -0.05 -0.13 -0.17 -0.14 -0.11 -0.07  0.01 -0.01  0.03  0.06
Q1_8  -0.06 -0.17 -0.12 -0.04 -0.10  0.00 -0.01 -0.01  0.01 -0.04
Q1_9  -0.17 -0.15 -0.14 -0.08 -0.11  0.02  0.03  0.01  0.00 -0.10
Q1_10 -0.06 -0.09 -0.13 -0.14 -0.12  0.06  0.06 -0.04 -0.10 -0.02






結果が一致しないのは当然のことです。 観測変数間の相関は全部で\({}_10 C_{2}=45\)個ある一方で，モデルパラメータは因子負荷が\(10\times2=20\)個しかないためです。 ただしズレは，最大で0.17（Q1_3とQ1_7）となっており，また0.1以下に収まっているペアも少なくないので，（どう感じるかは人それぞれですが）大ハズシとも言えないくらいの感じに収まっているようにも見えます。

因子分析は，モデル上ではいま示したように\(\symbf{B}^\top\symbf{B} + \symbf{\Psi}\)が\(\symbf{\Sigma}\)と近づくように推定を行います。 そして\(\symbf{B}^\top\symbf{B} + \symbf{\Psi}\)と\(\symbf{\Sigma}\)のズレは，図 6.9 に示したような「共通因子では説明できない相関関係」を意味しています。 したがって，あまりにズレが大きい場合には，まだ他に共通因子が存在している可能性もあります。




6.5 因子負荷の推定法の実際

因子分析も回帰分析モデルと同じように，共通因子の成分\(\symbf{F}\symbf{b}_{i}\)によって回答\(\symbf{y}\)を予測（あるいは近似）することが目的です。 回帰分析では決定係数が高いほど予測の精度が良かったように，因子分析でも共通性の割合が高いほうが基本的には嬉しいものです。 当然ながら，共通性の割合は共通因子の数が増えるほど高くなるわけですが，fa()関数に引数nfactorsが用意されていたように，因子分析では共通因子の数は分析者が自由に設定できます。 とはいえ本当にいくつでも良いわけではなく，因子分析の目的からすると「観測変数を適当な数のグループに分けたい」はずです。 その「適当な数」を求める際には，例えば回帰分析における変数選択（決定係数があまり上がらない説明変数は入れないようにする）と同じ要領で，共通性が大きく増加しないような共通因子は入れないようにしようなどといったことが言えそうです。

ここで，因子分析における「共通因子の数」の意味を理解するために，実際にどのように因子負荷行列を計算しているかを紹介します。これに基づいて実際に因子数を決めるための方法に関しては セクション 6.11 にて紹介します。 なお本Sectionで紹介するものは，因子分析におけるパラメータ推定法の一種である主因子法と呼ばれる方法です。他にも因子負荷行列を推定する方法はある（ セクション 6.10 を参照）のですが，観測変数間の相関関係の説明の分かりやすさから，主因子法に基づいて説明をしていきます。

因子分析で因子負荷行列を求めるという行為は，観測変数間の\(I\times I\)相関行列\(\symbf{\Sigma}\)から，(6.16)式に示されている\(T\times I\)の行列\(\symbf{B}\)を得る，ということです。 そのために使われるのが，固有値分解と呼ばれる行列の変換方法です。 細かいことは省略しますが，固有値分解とは対称行列（ここでは\(I\times I\)相関行列\(\symbf{\Sigma}\)）を \[
\symbf{\Sigma} = \symbf{X\Lambda X}^\top
\tag{6.18}\] という要素に分解する操作のことです。ここで，\(\symbf{X}\)は\(I\)本の線形独立な長さ\(I\)の縦ベクトル（固有ベクトル）が横に並んだ形 \[
\begin{aligned}
\symbf{X} = \begin{bmatrix}
\symbf{x}_1 & \symbf{x}_2 & \cdots & \symbf{x}_I
\end{bmatrix} = \begin{bmatrix}
x_{11} & x_{12} & \cdots & x_{1I} \\
x_{21} & x_{22} & \cdots & x_{2I} \\
\vdots & \vdots & \ddots & \vdots \\
x_{I1} & x_{I2} & \cdots & x_{II}
\end{bmatrix}
\end{aligned}
\tag{6.19}\] をしています。つまり\(I\times I\)の行列です。

また，\(\symbf{\Lambda}\)は固有値\(\begin{pmatrix}\lambda_1, & \lambda_2, & \cdots, & \lambda_I\end{pmatrix}\)を対角成分にもつ対角行列 \[
\begin{aligned}
\begin{split}
\symbf{\Lambda} = \begin{bmatrix}
\lambda_1 & 0 & \cdots & 0 \\
0 & \lambda_2 & \cdots & 0 \\
\vdots & \vdots & \ddots & \vdots \\
0 & 0 & \cdots & \lambda_I \\
\end{bmatrix}
\end{split}
\end{aligned}
\tag{6.20}\] になっています。

Rではeigen()という関数で固有値分解を行うことができるので，実際に行列を分解→復元してみましょう。





コード 6.9: 行列を固有値分解


# Q1_1からQ1_5の相関行列で試してみます
eig <- eigen(cor(dat[, 2:6]))
eig$values # 固有値








[1] 2.4143113 0.8819440 0.6987614 0.5517027 0.4532806







eig$vectors # 固有ベクトル



           [,1]       [,2]         [,3]       [,4]        [,5]
[1,] -0.3333328  0.8503498 -0.132707026 -0.3843622 -0.02118902
[2,] -0.4936057  0.1622930  0.002823959  0.7651945  0.38011021
[3,] -0.5164665 -0.1419179  0.239729691  0.0954805 -0.80407389
[4,] -0.4058417 -0.3777438 -0.802813913 -0.2100389  0.06305300
[5,] -0.4623825 -0.2962012  0.529528437 -0.4620716  0.45227951






ここで，固有ベクトルに関してはそれぞれ要素の二乗和が1，つまり \[
\sum_{i=1}^I x_{ij}^2 = \symbf{x}_j^\top\symbf{x}_j = 1 \; \forall j
\tag{6.21}\] となるように標準化された値が算出されています。





コード 6.10: 固有値分解からもとの行列を復元


# 復元した値
eig$vectors %*% diag(eig$values) %*% t(eig$vectors)
# もとの（相関）行列
cor(dat[, 2:6])








          [,1]      [,2]      [,3]      [,4]      [,5]
[1,] 1.0000000 0.3527771 0.2744489 0.1616950 0.1945084
[2,] 0.3527771 1.0000000 0.4974111 0.3501907 0.3925362
[3,] 0.2744489 0.4974111 1.0000000 0.3848005 0.5131434
[4,] 0.1616950 0.3501907 0.3848005 1.0000000 0.3211529
[5,] 0.1945084 0.3925362 0.5131434 0.3211529 1.0000000
          Q1_1      Q1_2      Q1_3      Q1_4      Q1_5
Q1_1 1.0000000 0.3527771 0.2744489 0.1616950 0.1945084
Q1_2 0.3527771 1.0000000 0.4974111 0.3501907 0.3925362
Q1_3 0.2744489 0.4974111 1.0000000 0.3848005 0.5131434
Q1_4 0.1616950 0.3501907 0.3848005 1.0000000 0.3211529
Q1_5 0.1945084 0.3925362 0.5131434 0.3211529 1.0000000






確かに完全に一致しています。

これだけだと何をやっているかまだよく分からないと思いますが，とりあえず固有値分解の結果をそのまま因子負荷行列\(\symbf{B}\)として使っていくことにしましょう。 (6.17)式では，\(\symbf{\Sigma}\)を「共通因子に起因する成分」\(\symbf{B^\top B}\)と「独自因子に起因する成分」\(\symbf{\Psi}\)に分解していました。 このうち\(\symbf{B^\top B}\)の部分を固有値分解によって求めるならば，\(\symbf{B}=\sqrt{\symbf{\Lambda}}\symbf{X}^{\top}\)としたら良さそうです。 こうして求められた因子負荷行列\(\symbf{B}\)は，もとの観測変数間の相関行列\(\symbf{\Sigma}\)の非対角成分，つまり相関関係については完全に復元できる因子負荷行列になっています（\(\symbf{\Psi}\)を無視しているので対角成分は復元できない）。 ちなみに図で表すと，因子負荷行列\(\symbf{B}\)の因子数が項目数と同じ（\(T=I\)）ということなので，例えば5項目ならば 図 6.10 のような状態です。






[image: ]



図 6.10: 因子数と項目数が同じケース








ここでは固有値分解の意味までは踏み込みません。とりあえず固有値分解を使えば行列をベクトル（とスカラー）に分解できるということ，そして項目数と同じ数の共通因子があれば，観測変数間の相関関係を完全に表現できるということを理解しておいてください。

ただ，因子分析の目的は「複数の観測変数の背後にある少数の共通因子を見つけ出したい」なので，その目的からすると 図 6.10 のように「項目数と同じ数の共通因子」があっても何も嬉しくないですね。ここからどうにかして 図 6.3 や 図 6.5 のように項目数よりもできるだけ少ない数の共通因子によって，観測変数間の相関構造をできるだけ正確に表現したいものです。

ということで，固有値分解の性質を更に深掘りしていきます。 固有値分解の式を，\(\symbf{\Lambda}\)の対角成分の要素（固有値）ごとに分けて見てみると， \[
\begin{aligned}
\symbf{\Sigma} &= \symbf{X}\symbf{\Lambda}\symbf{X}^\top\\
&= \lambda_1\symbf{x}_1\symbf{x}_1^\top + \lambda_2\symbf{x}_2\symbf{x}_2^\top + \cdots + \lambda_I\symbf{x}_I\symbf{x}_I^\top
\end{aligned}
\tag{6.22}\] という形に展開することができます。つまり各固有ベクトルに，対応する固有値をかけたものの和になっているということです。 そして固有値分解の嬉しい性質として，固有値の大きいところだけを使った近似ができるという点があります。 例えば上の式に関して，固有値の一番大きい\(\lambda_1\)に関するところだけを使った \[
\begin{aligned}
\symbf{\Sigma} &\cong \lambda_1\symbf{x}_1\symbf{x}_1^\top \\
& = 2.414\begin{bmatrix}
-0.333 \\
-0.494 \\
-0.516 \\
-0.406 \\
-0.462
\end{bmatrix}\begin{bmatrix}
-0.333 &
-0.494 &
-0.516 &
-0.406 &
-0.462
\end{bmatrix} \\
&= \begin{bmatrix}
0.268 & 0.397 & 0.416 & 0.327 & 0.372 \\
0.397 & 0.588 & 0.615 & 0.484 & 0.551 \\
0.416 & 0.615 & 0.644 & 0.506 & 0.577 \\
0.327 & 0.484 & 0.506 & 0.398 & 0.453 \\
0.372 & 0.551 & 0.577 & 0.453 & 0.516
\end{bmatrix}
\end{aligned}
\tag{6.23}\]

は，単一のベクトルと定数による近似の中では最も良い近似になっている8のです。 つまり，もしも共通因子を1個だけにしたい場合には，固有値分解で得られた\(\sqrt{\lambda_1}\symbf{x}_1^\top\)を因子負荷ベクトル\(\symbf{b}\)とすることで，\(\symbf{b}^\top\symbf{b} = \lambda_1\symbf{x}_1\symbf{x}_1^\top\)が共通因子が1個だけという条件の中では観測変数の相関行列\(\symbf{\Sigma}\)を最も良く近似できる因子負荷ベクトルになることが分かる，というのが固有値分解のすごいところです。

同様に， \[
\symbf{\Sigma} \cong \lambda_1\symbf{x}_1\symbf{x}_1^\top + \lambda_2\symbf{x}_2\symbf{x}_2^\top
\tag{6.24}\] は2つのベクトルを使った近似の中では最も良い近似になっており，因子1,2に関する因子負荷の横ベクトルをそれぞれ\(\symbf{b}_1, \symbf{b}_2\)とおけば， \[
\begin{aligned}
\begin{split}
\symbf{B}^\top\symbf{B} &= \begin{bmatrix}
\symbf{b}_1^\top & \symbf{b}_2^\top
\end{bmatrix}\begin{bmatrix}
\symbf{b}_1 \\ \symbf{b}_2
\end{bmatrix}\\
&= \begin{bmatrix}
\symbf{x}_1 & \symbf{x}_2
\end{bmatrix} \begin{bmatrix}
\lambda_1 & 0 \\
0 & \lambda_2
\end{bmatrix} \begin{bmatrix}
\symbf{x}_1^\top \\
\symbf{x}_2^\top
\end{bmatrix} \\
&= \begin{bmatrix}
\sqrt{\lambda_1}\symbf{x}_1 & \sqrt{\lambda_2}\symbf{x}_2
\end{bmatrix}\begin{bmatrix}
\sqrt{\lambda_1}\symbf{x}_1^\top \\ \sqrt{\lambda_2}\symbf{x}_2^\top
\end{bmatrix}
\end{split}
\end{aligned}
\tag{6.25}\] という形で，因子の数がいくつであっても一因子のときと同様に，相関行列を最も良く近似できる因子負荷行列\(\symbf{B}\)を求めることができるわけです。

ここまでの議論からは


	因子の数は最大でも\(I\)個である（固有値分解するため）

	因子の数が増えるほどデータの相関行列をより良く近似できる

	固有ベクトルはすべて標準化（\(\symbf{x}_i^\top\symbf{x}_i=1\)）されており固有値は大きい順に並んでいるため，1個目の因子が一番強い



といったことがわかります。

ではここで，固有ベクトルによる相関行列の近似のイメージを掴むための例を見てみます9。 以下の 図 6.11 は，（仮想的な）48項目の相関行列をヒートマップに落とし込んだものです。 無相関のところを白色として，黄色が濃いほど正の相関が強く，黒が濃いほど負の相関が強い場所を表すように色をつけたところ，偶然ニッコリ笑顔にみえるような相関行列が得られたとします。
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図 6.11: 相関行列








では，この相関行列を固有値分解して，最初の固有ベクトルのみを使った近似\(\lambda_1\symbf{x}_1\symbf{x}_1^\top\)を見てみましょう。 うまく近似できたら 図 6.11 のようなニッコリ笑顔になっているはずですが， 図 6.12 にはその面影は全くありません…。 最初の固有ベクトル1個だけを使った近似は，因子分析で言えばすべての項目が概ね単一の共通因子のみの影響を受けている状態（ 図 6.3）を考えているわけですが， 図 6.11 の相関行列では負の相関を持つ（黒く塗りつぶされた）ペアもそれなりに存在しているため，一因子ではさすがに無理がある，ということを表しています。
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図 6.12: 第1固有ベクトルのみでの近似は失敗








ということで，もう少し多くの固有ベクトルを使って近似してみましょう。 図 6.13 ではそれぞれc(2:5, 10, 48)個の固有ベクトルを使った近似に基づくヒートマップが描かれています。 当然48個全てを使えば完璧な復元ができる（6.18式）わけですが，この図を見ると大体5個くらいでもニッコリ笑顔の感じは割と復元されているように見えます。 固有値分解を用いることで，本来の変数の数（この例では48）よりもかなり少ない数（この例では5-10くらい）の共通因子があれば，もとの相関行列の大体の感じを説明可能となります。 これこそが因子分析が目指している「なるべく少ない共通因子で説明する」の本質なのです。 つまり因子分析では，観測された\(I\times I\)相関行列\(\symbf{\Sigma}\)を固有値分解し，そのうち\(T~(T<I)\)個の固有値と固有ベクトルを使って，相関行列を \[
\begin{aligned}
\begin{split}
\symbf{\Sigma} &\cong \lambda_1\symbf{x}_1\symbf{x}_1^\top + \lambda_2\symbf{x}_2\symbf{x}_2^\top + \cdots +\lambda_T\symbf{x}_T\symbf{x}_T^\top \\
& = \sum_{t=1}^{T}\lambda_t\symbf{x}_t\symbf{x}_t^\top
\end{split}
\end{aligned}
\tag{6.26}\] という形で近似しているのです。
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図 6.13: もっといっぱい使って近似








ちなみに，すべて項目の因子負荷の二乗和を固有値分解的に表すと， \[
\begin{aligned}
\begin{split}
\mathrm{tr}(\symbf{B}^\top\symbf{B}) &= \sum_{t=1}^T\sum_{i=1}^I \lambda_t x_{it}^2 \\
&= \sum_{t=1}^T\lambda_t \sum_{i=1}^I x_{it}^2
\end{split}
\end{aligned}
\tag{6.27}\] という形になります。 固有値分解で得られる固有ベクトルは標準化されているため， \[
\sum_{i=1}^I x_{it}^2 = 1 \; \forall t
\tag{6.28}\] となっています。したがって， \[
\mathrm{tr}(\symbf{B}^\top\symbf{B}) = \sum_{t=1}^T \lambda_t
\tag{6.29}\] となります。 これは，固有値こそが因子負荷の合計を決めており，ひいては分散説明率（共通性）の合計を規定していることを表しています。 ここからも，共通因子の数を決める際に何を意識したら良いかが見えてきます。


	相関構造が複雑な場合，共通因子の数が少なすぎるとデータへの当てはまりが悪くなるので良くない

	因子の数が増えるほど分散説明率が増える＝共通性の値が大きくなる

	後ろの固有値になるほど影響が小さくなるので，無くても良くなってくる



実際にどういった指標を用いて因子数を決めたら良いかは セクション 6.11 までお待ち下さい。

先ほどfa()によって得られた因子負荷はかなり単純構造に近かったわけですが，いま説明したように，固有値分解によって因子負荷を推定すると解は一つ（\(\symbf{b}_t = \sqrt{\lambda_t}\symbf{x}_t\)）に決まります。そして第1因子については，全ての因子負荷に最も大きい固有値（\(\lambda_1\)）がかかっているわけなので，基本的に1つ目の共通因子は全ての項目に対して高い因子負荷となりがちです。 このままでは，1つ目の共通因子は常に「総合的な何か」としか解釈できなくなってしまいそうです。

ただ実際にはそんなことはありません。これには因子分析の解の不定性が大きく関係しています。


6.5.1 因子の回転

まずは因子分析における解の不定性を数理的に説明していきます。

(6.7)式では，単一の項目\(i\)に関する因子分析モデルを，回帰分析と同様に \[
\begin{aligned}
\begin{split}
\symbf{y}_i &= \symbf{f}_1b_{1i} + \symbf{f}_2b_{2i} + \cdots + \symbf{f}_Tb_{Ti} + \symbf{\varepsilon}_i \\
&= \begin{bmatrix}
\symbf{f}_1 & \symbf{f}_2 & \cdots & \symbf{f}_T
\end{bmatrix} \begin{bmatrix}
b_{1i} \\ b_{2i} \\ \vdots \\ b_{Ti}
\end{bmatrix} + \symbf{\varepsilon}_i \\
&= \symbf{F}\symbf{b}_i + \symbf{\varepsilon}_i
\end{split} \qquad{(6.7)}
\end{aligned}
\] と表現しました。 これを全項目についてまとめて線形代数で表すと，以下のようになります。 \[
\begin{aligned}
\begin{split}
\symbf{Y} &= \begin{bmatrix}
\symbf{y}_1 & \symbf{y}_2 & \cdots & \symbf{y}_I
\end{bmatrix} \\
&=  \begin{bmatrix}
f_{11} & f_{12} & \cdots & f_{1T} \\
f_{21} & f_{22} & \cdots & f_{2T} \\
\vdots & \vdots & \ddots & \vdots \\
f_{P1} & f_{P2} & \cdots & f_{PT}
\end{bmatrix}
\begin{bmatrix}
b_{11} & b_{12} &\cdots & b_{1I} \\
b_{21} & b_{22} &\cdots & b_{2I} \\
\vdots & \vdots & \ddots & \vdots \\
b_{T1} & b_{T2} &\cdots & b_{TI}
\end{bmatrix}
+ \begin{bmatrix}
\varepsilon_{11} & \varepsilon_{12} & \cdots & \varepsilon_{1I} \\
\varepsilon_{21} & \varepsilon_{22} & \cdots & \varepsilon_{2I} \\
\vdots & \vdots & \ddots & \vdots \\
\varepsilon_{P1} & \varepsilon_{P2} & \cdots & \varepsilon_{PI} \\
\end{bmatrix} \\
&= \symbf{FB} + \symbf{E}
\end{split}
\end{aligned}
\tag{6.30}\]

表記がこんがらがってきたのでおさらいしておきますが，


	因子得点\(f_{pt}\)にある2つの添字は回答者（\(P\)）と因子（\(T\)）

	因子負荷\(b_{ti}\)にある2つの添字は因子（\(T\)）と項目（\(I\)）

	残差\(\varepsilon_{pi}\)にある2つの添字は回答者（\(P\)）と項目（\(I\)）



です。 ここで，共通因子に関する部分\(\symbf{FB}\)について次のような操作を考えてみます。


	因子負荷行列\(\symbf{B}\)に対して，正則な（＝逆行列が存在する）対称行列\(\symbf{A}\)を左からかけたものを\(\tilde{\symbf{B}}=\symbf{A}\symbf{B}\)とする

	因子得点行列\(\symbf{F}\)に対して，その逆行列\(\symbf{A}^{-1}\)を右にかけたものを\(\tilde{\symbf{F}}=\symbf{F}\symbf{A}^{-1}\)とする



すると，\(\tilde{\symbf{F}}\tilde{\symbf{B}}=\symbf{F}\symbf{A}^{-1}\symbf{A}\symbf{B}=\symbf{FB}\)となります。 そして正則な対称行列\(\symbf{A}\)というのは無限に存在しています。 したがって，観測された相関行列\(\symbf{\Sigma}\)に対する当てはまりが同じになる因子得点\(\symbf{F}\)と因子負荷\(\symbf{B}\)の組み合わせが無限に存在しているわけです。 そうだとすると，その中でどの組み合わせを最終的に使えばよいのでしょうか…

因子分析では，この不定性をむしろ利用して，都合の良い組み合わせを選んで使うということにしています。 具体的に，\(\symbf{FB}\)を自由に変換できると何が嬉しいのかを，もう少しイメージを交えて説明しましょう。 ある6項目の相関行列に対して固有値分解を行い，得られた2つの因子に対する因子負荷量（ 表 6.3 ）を二次元にプロットしたものが 図 6.14 です。 どうやら3項目ずつのグループに分かれそうですね。 ですがこのままでは全ての項目が因子1に対して高い負荷を持っているため，因子1は「総合的な何か」としか解釈できません。




表 6.3: 因子負荷行列(\(\symbf{B}^\top\))
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F2






	
0.702

	
0.238
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0.500




	
0.787

	
0.532




	
0.811

	
-0.492




	
0.694

	
-0.499




	
0.665

	
-0.273
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図 6.14: 仮想的な2因子








図 6.14 のようなプロットに対して，正則な対称行列\(\symbf{A}\)による変換は，プロットの軸を回転させることに相当します。 例えば2次元の回転ならば， \[
\begin{aligned}
\symbf{A}= \begin{bmatrix}
\cos\theta & -\sin\theta \\
\sin\theta & \cos\theta
\end{bmatrix}
\end{aligned}
\tag{6.31}\] という行列を左からかけることは，原点を中心に時計回りに\(\theta\)度回転することに対応しています。また，この行列には逆行列 \[
\begin{aligned}
\symbf{A}^{-1}= \begin{bmatrix}
\cos\theta & \sin\theta \\
-\sin\theta & \cos\theta
\end{bmatrix}
\end{aligned}
\tag{6.32}\] が存在しているため，\(\tilde{\symbf{F}}=\symbf{F}\symbf{A}^{-1}\)の計算も可能です。 試しに 図 6.15 のように軸を時計回りに45度回転させると， 図 6.14 よりは単純構造に近づけることができそうです。
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図 6.15: 45度回転させると








実際に因子負荷行列を変換させてみると， \[
\begin{aligned}
\symbf{A}\symbf{B} &= \begin{bmatrix}
\cos45^{\circ} & -\sin45^{\circ} \\
\sin45^{\circ} & \cos45^{\circ}
\end{bmatrix}\begin{bmatrix}
0.702 & 0.683 & 0.787 & 0.811 & 0.694 & 0.665 \\
0.238 & 0.500 & 0.532 & -0.492 & -0.499 & -0.273
\end{bmatrix} \\
&= \begin{bmatrix}
0.707 & -0.707 \\
0.707 & 0.707
\end{bmatrix} \begin{bmatrix}
0.702 & 0.683 & 0.787 & 0.811 & 0.694 & 0.665 \\
0.238 & 0.500 & 0.532 & -0.492 & -0.499 & -0.273
\end{bmatrix} \\
&=\begin{bmatrix}
0.328 & 0.129 & 0.180 & \mathbf{0.921} & \mathbf{0.844} & \mathbf{0.663} \\
\mathbf{0.665} & \mathbf{0.836} & \mathbf{0.933} & 0.226 & 0.138 & 0.277
\end{bmatrix}
\end{aligned}
\] となり， 表 6.3 よりはいい感じに3項目ずつに分かれました。

ここまでは，2つの軸が直角に交わった状態を 保ちながら回転をさせてきました。 このような回転のことを直交回転(orthogonal rotation)と呼びます。 固有値分解で得られる（初期状態の）固有ベクトルは，互いに直交するようになっています。 直交するということは，言い換えると相関がないということです。 つまり，直交回転は因子間相関がゼロという制約のもとで単純構造を目指す回転なのです。 ですが，ほとんどの場合ではわざわざ因子間相関をゼロに制約する必要はないでしょう。 むしろ，因子の間には少なからず相関関係が見られるはずです。

2つの因子の相関係数は，2つの軸が作る角度\(\theta\)に対して\(\cos\theta\)になります。 直交回転では必ず相関が\(\cos90^{\circ}=0\)になっているわけですが，もし2つの因子の軸が作る角度が\(90^{\circ}\)以外になっても良いならば， 図 6.15 よりも更に良い単純構造が目指せそうです。 実際に，例えば回転行列\(\symbf{A}\)を \[
\symbf{A}= \begin{bmatrix}
0.613 & -0.902 \\
0.582 & 0.922
\end{bmatrix}
\] と設定すると，変換後の因子負荷行列\(\tilde{\symbf{B}}\)は \[
\begin{aligned}
\symbf{A}\symbf{B} &=  \begin{bmatrix}
0.613 & -0.902 \\
0.582 & 0.922
\end{bmatrix}\begin{bmatrix}
0.702 & 0.683 & 0.787 & 0.811 & 0.694 & 0.665 \\
0.238 & 0.500 & 0.532 & -0.492 & -0.499 & -0.273
\end{bmatrix} \\
&=\begin{bmatrix}
0.216 & -0.032 & 0.002 & \mathbf{0.941} & \mathbf{0.876} & \mathbf{0.654} \\
\mathbf{0.628} & \mathbf{0.859} & \mathbf{0.949} & 0.018 & -0.057 & 0.135
\end{bmatrix}
\end{aligned}
\] となり，直交回転のときよりもさらに単純構造になりました。
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図 6.16: 斜交回転させると








図 6.16 のように，因子間の相関を認めながら回転を行うことを斜交回転(oblique rotation)と呼びます。 なお，回転行列\(\symbf{A}\)によって初期解を回転させた時，因子得点行列\(\symbf{F}\)は\(\tilde{\symbf{F}}=\symbf{F}\symbf{A}^{-1}\)と変換されているため，因子間相関行列\(\symbf{\Phi}\)は\((\symbf{A}\symbf{A}^\top)^{-1}\)によって求めることができます。 例えば先程の数値例の場合は， \[
\begin{aligned}
\symbf{\Phi} &= (\symbf{A}\symbf{A}^\top)^{-1} \\
&= \left(\begin{bmatrix}
0.613 & -0.902 \\
0.582 & 0.922
\end{bmatrix}\begin{bmatrix}
0.613 & 0.582 \\
-0.902 & 0.922
\end{bmatrix}\right)^{-1} \\
&\simeq \begin{bmatrix}
1 & 0.400 \\
0.400 & 1
\end{bmatrix}
\end{aligned}
\] となり，回転後の因子間相関は0.4と計算できます。\(\cos\theta=0.4\)ということは， 図 6.16 の2軸が作る角度がおよそ\(\theta=66.4\)度になっている，ということです。








回転後の因子間相関の導出




あるデータ行列\(\symbf{X}\)は，各行が個人を，各列が変数を表している\(P\times I\)の行列とします（datなどと同じ形式）。 これに対する分散共分散行列\(\symbf{\Sigma}\)の\((s,t)\)成分は変数\(s\)と変数\(t\)の共分散なので， \[
\begin{aligned}
\sigma_{st}&=\frac{1}{P}\sum_{p=1}^{P}(x_{ps}-\bar{x_s})(x_{pt}-\bar{x_t}) \\
&=E\left[(x_{ps}-\bar{x_s})(x_{pt}-\bar{x_t})\right]
\end{aligned}
\] と単純に因子得点の積の期待値になります。ただし\(\bar{x_s}\)は変数\(s\)の平均値です。

これを因子得点行列\(\symbf{F}\)に置き換えて考えてみると，因子分析では基本的な設定の一つとして，各行（各因子の因子得点）の平均値（\(\bar{x_s}\)や\(\bar{x_t}\)に相当するもの）はそれぞれ0という制約を置いているため，因子\(s\)と因子\(t\)の共分散は \[
\begin{aligned}
\sigma_{st}&=\frac{1}{P}\sum_{p=1}^{P}f_{ps}f_{pt} \\
&=E\left[f_{ps}f_{pt}\right]
\end{aligned}
\] となります。 同様に，各列（因子得点）の標準偏差は1に制約されているため，分散共分散行列\(\symbf{\Sigma}\)はそのまま相関行列として見ることができます。

ということで因子得点の相関行列は，上の式を行列全体に拡張することで\(E[\symbf{F}^\top\symbf{F}]\)と表すことができます。 回転前の初期解（固有ベクトル同士）は必ず無相関なので，\(E[\symbf{F}^\top\symbf{F}]=\symbf{I}\)ということです。 \(\tilde{\symbf{F}}^\top=(\symbf{F}\symbf{A}^{-1})^\top={\symbf{A}^{-1}}^\top\symbf{F}^\top\)であることを利用すると，回転後の因子間相関は \[
\begin{aligned}
E[\tilde{\symbf{F}}^\top\tilde{\symbf{F}}] &= E[{\symbf{A}^{-1}}^\top\symbf{F}^\top\symbf{F}\symbf{A}^{-1}] \\
&= {\symbf{A}^{-1}}^\top E[\symbf{F}^\top\symbf{F}]{\symbf{A}^{-1}} \\
&= {\symbf{A}^{-1}}^\top\symbf{I}{\symbf{A}^{-1}} \\
&= {\symbf{A}^{-1}}^\top{\symbf{A}^{-1}} \\
&= (\symbf{A}\symbf{A}^\top)^{-1}
\end{aligned}
\] となるわけです。







直交回転にせよ斜交回転にせよ，図 6.14 から 図 6.16 における各項目のプロットの位置関係は変わりません。 また，共通性と独自性の値も変わりません。 回転の不定性を利用することによって，「相関行列から項目のグルーピングを行う」という基本姿勢は変わること無く，より解釈しやすいように因子負荷量をいい感じにしてあげるわけです。

改めてfa()の出力に戻ると，3,4列目のh2とu2はそれぞれ共通性と独自性を表しています。Q1_1の場合，共通性が0.16，独自性が0.84ということで，観測変数の分散（標準化されているので1）のうち0.16だけがこの2つの因子によって説明されていることになります。 なおh2の値は単純な因子負荷の二乗和ではなく，回転後の因子間相関を考慮した\(\mathrm{diag}(\tilde{\symbf{B}}^\top\symbf{\Phi}\tilde{\symbf{B}})\)の値になっています10。




6.6 因子分析の結果の続き

ここからは，先ほどfa()関数で得られた結果を見ながら，因子負荷以外の部分についても解説していきたいと思います。





コード 6.11: 改めて因子分析の結果を表示


res_fa








Factor Analysis using method =  minres
Call: fa(r = dat[, paste0("Q1_", 1:10)], nfactors = 2)
Standardized loadings (pattern matrix) based upon correlation matrix
        MR1   MR2   h2   u2 com
Q1_1  -0.08  0.42 0.16 0.84 1.1
Q1_2   0.00  0.68 0.47 0.53 1.0
Q1_3  -0.03  0.77 0.58 0.42 1.0
Q1_4   0.14  0.46 0.27 0.73 1.2
Q1_5   0.03  0.61 0.38 0.62 1.0
Q1_6   0.57 -0.05 0.31 0.69 1.0
Q1_7   0.64 -0.02 0.40 0.60 1.0
Q1_8   0.55  0.02 0.31 0.69 1.0
Q1_9   0.68  0.00 0.46 0.54 1.0
Q1_10  0.57  0.06 0.35 0.65 1.0

                       MR1  MR2
SS loadings           1.87 1.83
Proportion Var        0.19 0.18
Cumulative Var        0.19 0.37
Proportion Explained  0.51 0.49
Cumulative Proportion 0.51 1.00

 With factor correlations of 
     MR1  MR2
MR1 1.00 0.32
MR2 0.32 1.00

Mean item complexity =  1
Test of the hypothesis that 2 factors are sufficient.

df null model =  45  with the objective function =  2.14 with Chi Square =  5190.53
df of  the model are 26  and the objective function was  0.16 

The root mean square of the residuals (RMSR) is  0.04 
The df corrected root mean square of the residuals is  0.05 

The harmonic n.obs is  2432 with the empirical chi square  311.44  with prob <  1.1e-50 
The total n.obs was  2432  with Likelihood Chi Square =  379.19  with prob <  2.2e-64 

Tucker Lewis Index of factoring reliability =  0.881
RMSEA index =  0.075  and the 90 % confidence intervals are  0.068 0.082
BIC =  176.48
Fit based upon off diagonal values = 0.98
Measures of factor score adequacy             
                                                   MR1  MR2
Correlation of (regression) scores with factors   0.87 0.88
Multiple R square of scores with factors          0.76 0.78
Minimum correlation of possible factor scores     0.51 0.56







6.6.1 因子寄与率・分散説明率



                       MR1  MR2
SS loadings           1.87 1.83
Proportion Var        0.19 0.18
Cumulative Var        0.19 0.37
Proportion Explained  0.51 0.49
Cumulative Proportion 0.51 1.00






一番上のSS loadingsは因子負荷の二乗和(sum of squared loadings)を表していると思われます。 実際には単純な二乗和\(\mathrm{diag}(\symbf{B}^\top\symbf{B})\)ではなく，これに回転後の因子間相関を考慮した値\(\mathrm{diag}(\tilde{\symbf{B}}^\top\symbf{\Phi}\tilde{\symbf{B}})\)が出ています11。 例えば因子1を例にとって見ると，因子1の得点\(\symbf{f}_{1}\)は，それぞれの項目に対する因子負荷量\(b_{1i}\)を通じて各項目の分散をある程度(\(b_{1i}\))説明します。 ただ，因子1の影響はこれにとどまりません。因子2と相関があるということは，\(\symbf{f}_{1}\)の値とある程度連動して\(\symbf{f}_{2}\)の値も変化します。 仮にこの相関関係を回帰分析的に言えば，\(\symbf{f}_{1}\)は\(\symbf{f}_{2}\)に対して僅かな分散説明率を持っているわけです。 ということで，\(\symbf{f}_{1}\)が\(\symbf{f}_{2}\)を介して各項目に対してもつ僅かな分散説明率\(b_{2i}\)も合算されてSS loadingsが計算されています。

2つ目のProportion Varは，観測変数全体に対する各因子の分散説明率を表しています。 今回は10項目のデータで因子分析を行っていますが，各観測変数は標準化されているため，分散の合計は10です12。 この10に対して，因子1の寄与の合計(SS loadings)は1.87なので，Proportion Varは0.187となります。 つづくCumulative Varは，その分散説明率の累積（累積寄与率）です。 今回の場合，因子1と因子2はそれぞれ0.187および0.183という分散説明率（因子寄与率）なので，第二因子のCumulative Varには，その合計で0.370という値が入るわけです。 言い換えると，今回の分析では2因子でこの10項目の分散のうちおよそ37%が説明される，ということになります。 このCumulative Varの値があまりにも低い場合は，まだ各項目の独自性が高すぎる（＝共通因子の数が少ないかも）ということです。 せっかく因子得点を算出しても，結局各項目への回答はその因子以外の要因で決まっている割合が大きいということになり，因子得点の意味が問われてしまいます。 もうお分かりかもしれませんが，因子分析では因子の数を増やすほど累積寄与率は上がるので，累積寄与率が一定の値になるまで因子数を増やすというアプローチも無いことは無いでしょう13。

一番下の2つProportion ExplainedとCumulative Proportionは，共通因子で説明可能な部分のうち，各因子が占める割合（および累積割合）を表しています。 ここまで解釈することはあまり無い気がしますが，例えばProportion Explainedが低すぎる因子がある場合には，相対的に「なくても良い」という判断に使えるかもしれませんね。



6.6.2 因子間相関



 With factor correlations of
     MR1  MR2
MR1 1.00 0.32
MR2 0.32 1.00






見ての通り，回転後の因子間の相関行列\(\symbf{\Phi} = (\symbf{A}\symbf{A}^\top)^{-1}\)です。 相関があまりに高い場合には，もしかしたら因子を統合してしまっても良いのかもしれません。もちろん内容次第ですが。

他にも下の方にはいろいろな値が出ていますが，因子分析の結果を解釈するだけならとりあえずここまで理解できていれば十分です。 ということで，続いては得られた因子負荷を所与として，因子得点の計算に進みましょう。



6.6.3 因子得点

実は因子得点\(\symbf{F}\)は，fa()の出力の中に$scoresという名前で入っています。





コード 6.12: 因子得点を出す


head(res_fa$scores)








          MR1        MR2
1 -1.38258689 -0.8922837
2 -0.34481092 -0.2707195
3 -0.11683020 -0.4538879
4 -1.08523045  0.1082199
5 -0.06184927 -0.8948835
6  1.35556644  0.4285821






観測された因子得点の相関を見てみると，モデル上の回転後の因子間相関\(\symbf{\Phi}\)とは少し異なります。報告する際には気をつけてください。





コード 6.13: 因子得点の相関とモデル上の因子間相関は別もの


cor(res_fa$scores)








         MR1      MR2
MR1 1.000000 0.392582
MR2 0.392582 1.000000






図 6.17 は因子得点と合計点の散布図です。 確かに合計点が高い人ほど因子得点も高くなっているようです。





コード 6.14: 因子得点と合計点の散布図


# MR2はQ1_1からQ1_5に対応 == Q1_A
plot(dat$Q1_A, res_fa$scores[, 2])











[image: ]



図 6.17: 因子得点と合計点の散布図








尺度得点として，合計点の代わりに因子得点を用いることのメリットは大きく分けて2つあると考えます。 1つ目は，得点のばらつきです。 図 6.17 を見るとわかるように，合計点が同じ人であっても因子得点はかなりばらつきがあります。 この理由は，項目ごとに因子負荷が異なるためです。 因子負荷が高いほど，因子得点が高い人と低い人を明確に識別できる項目です。 したがって，因子負荷が高い項目に「とても当てはまる」と回答した人はかなりの確度で因子得点が高いといえます。 一方で，因子負荷がほぼゼロの項目では，因子得点が高いから「当てはまる」と回答しているとはいえません。 したがって，この項目に「とても当てはまる」と回答した人の因子得点が高いという保証はありません。 尺度得点として合計点を使うということは，このように各項目が因子得点の推定に与える情報の強さを無視して，一律同じパワーを持っていると仮定していることと同じです。 そのため，特に因子負荷がばらつくような状況下では，単純な合計点がその人の潜在的な特性の強さを正確に表しているとはあまり言えないかもしれないのです14。

因子得点を用いるもう一つのメリットは，モデル上は誤差が分離されるという点です。 図 6.4 にあるように，因子分析モデルでは各項目への回答は「共通因子」と「独自因子」の影響を受けていると考えます。 このとき，誤差（特に偶然誤差）は，他の項目とは無関係に生じるものなので独自因子の中に吸収されているという見方ができます。 したがって，共通因子の部分には誤差の影響は含まれていないと考え，因子得点はある意味では純粋な値として扱うことができる，とされているのです。




6.7 カテゴリカル因子分析

（ここからは因子分析を行うにあたってのプラクティカルな話題をいくつか紹介します。）

因子分析では，相関行列をもとに因子負荷行列を求めています。 その相関行列に関して， セクション 4.3.2 では，カテゴリカル変数の場合の特別な相関（ポリシリアル相関）の話をしました。 因子分析の時にも同じことが言えます。

ここまでは，観測されたデータを普通の連続変数とみなして因子分析を行ってきましたが，心理尺度のようにカテゴリカルな観測変数の場合には，相関係数が過小評価されてしまうため，結果的に共通因子のパワーも弱く評価されてしまいます。 つまり，因子分析での項目間の相関関係は，本当は背後にある潜在的な値に対して求められるべきです。 そこで，因子分析に用いる相関をピアソンの積率相関係数ではなくポリコリック相関（カテゴリカル変数同士の相関係数）に変更することを考えます。 このように，各観測変数を連続変数（間隔尺度）ではなく順序尺度とみなして因子分析を行うことをカテゴリカル因子分析と呼んだりします。

セクション 4.3.2 では，ポリシリアル相関などのカテゴリカルな相関を計算するためのパッケージとしてpolycorを紹介しました。 ポリコリック相関を計算する関数はこのパッケージの中にも（polychor()）あるのですが，データフレーム全体に対して相関行列を計算することは出来ないので，ここでは別の関数を使用します15。

psychパッケージにあるpolychoric()関数を使用しましょう。





コード 6.15: ポリコリック相関を計算する


# 毎回列名を指定するのが面倒なので先に作っておく
cols <- paste0("Q1_", 1:10)
cor_poly <- polychoric(dat[, cols])
cor_poly








Call: polychoric(x = dat[, cols])
Polychoric correlations 
      Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10
Q1_1  1.00                                              
Q1_2  0.42 1.00                                         
Q1_3  0.33 0.57 1.00                                    
Q1_4  0.19 0.41 0.43 1.00                               
Q1_5  0.24 0.45 0.58 0.37 1.00                          
Q1_6  0.02 0.12 0.14 0.11 0.17 1.00                     
Q1_7  0.00 0.15 0.16 0.26 0.14 0.49 1.00                
Q1_8  0.03 0.22 0.15 0.16 0.15 0.35 0.40 1.00           
Q1_9  0.14 0.20 0.17 0.22 0.17 0.43 0.45 0.41 1.00      
Q1_10 0.05 0.16 0.19 0.29 0.20 0.31 0.34 0.40 0.54 1.00 

 with tau of 
         1    2      3       4    5
Q1_1  -1.9 -1.2 -0.743 -0.3262 0.43
Q1_2  -2.1 -1.5 -1.179 -0.4783 0.48
Q1_3  -1.8 -1.3 -0.963 -0.3284 0.61
Q1_4  -1.7 -1.1 -0.877 -0.3756 0.23
Q1_5  -2.0 -1.3 -0.909 -0.2425 0.68
Q1_6  -2.0 -1.4 -0.917 -0.2308 0.77
Q1_7  -1.9 -1.2 -0.764 -0.1126 0.84
Q1_8  -1.9 -1.2 -0.757 -0.0072 0.95
Q1_9  -2.0 -1.2 -0.632 -0.1678 0.60
Q1_10 -1.3 -0.6 -0.014  0.2884 0.92






polychoric()は，相関行列に加えて各項目のカテゴリ閾値（tau）をlist形式で返します。 その中からポリコリック相関行列そのものを出力したい場合にはcor_poly$rhoで取り出すことが出来ます。 あとはこれをfa()関数に与えるだけです。 これまでfa()関数にはデータフレームを与えてきましたが，中でやっているのは結局「相関行列を計算する→因子負荷行列の初期解を計算する→回転する」なので，実は相関行列を直接与えることも可能です。16

fa()関数に相関行列を直接与える場合は，引数n.obsが必要になります。 これは因子負荷の計算自体には必要ないのですが，fa()の出力でいうと下の方に表示される検定などに必要な情報です。 欠測値がある場合には厄介なのですが，事前に欠測のあるデータを削除している場合には普通にnrowで大丈夫です。





コード 6.16: カテゴリカル因子分析(1)：相関行列を与える


res_fa_cat <- fa(cor_poly$rho, nfactors = 2, n.obs = nrow(dat))
res_fa_cat








Factor Analysis using method =  minres
Call: fa(r = cor_poly$rho, nfactors = 2, n.obs = nrow(dat))
Standardized loadings (pattern matrix) based upon correlation matrix
        MR2   MR1   h2   u2 com
Q1_1  -0.09  0.48 0.21 0.79 1.1
Q1_2   0.00  0.74 0.55 0.45 1.0
Q1_3  -0.03  0.81 0.65 0.35 1.0
Q1_4   0.16  0.49 0.32 0.68 1.2
Q1_5   0.04  0.64 0.43 0.57 1.0
Q1_6   0.62 -0.04 0.36 0.64 1.0
Q1_7   0.68 -0.03 0.45 0.55 1.0
Q1_8   0.58  0.02 0.35 0.65 1.0
Q1_9   0.72  0.01 0.53 0.47 1.0
Q1_10  0.60  0.06 0.39 0.61 1.0

                       MR2  MR1
SS loadings           2.11 2.11
Proportion Var        0.21 0.21
Cumulative Var        0.21 0.42
Proportion Explained  0.50 0.50
Cumulative Proportion 0.50 1.00

 With factor correlations of 
     MR2  MR1
MR2 1.00 0.34
MR1 0.34 1.00

Mean item complexity =  1
Test of the hypothesis that 2 factors are sufficient.

df null model =  45  with the objective function =  2.78 with Chi Square =  6749.62
df of  the model are 26  and the objective function was  0.22 

The root mean square of the residuals (RMSR) is  0.04 
The df corrected root mean square of the residuals is  0.05 

The harmonic n.obs is  2432 with the empirical chi square  367.22  with prob <  5.9e-62 
The total n.obs was  2432  with Likelihood Chi Square =  540.84  with prob <  1.2e-97 

Tucker Lewis Index of factoring reliability =  0.867
RMSEA index =  0.09  and the 90 % confidence intervals are  0.084 0.097
BIC =  338.13
Fit based upon off diagonal values = 0.98
Measures of factor score adequacy             
                                                   MR2  MR1
Correlation of (regression) scores with factors   0.89 0.91
Multiple R square of scores with factors          0.79 0.82
Minimum correlation of possible factor scores     0.58 0.64






本Chapterの前半では，ピアソンの積率相関係数を使って因子分析を行っていましたが，それと比べると因子負荷の値が基本的には大きくなっています。 もともと相関係数が過小推定されていたために，因子負荷も過小推定されていたと考えるのが妥当でしょう。 今回カテゴリカル因子分析を行ったことによって，より正しい因子負荷量を求めることができたといえます。

こんな感じで，カテゴリカル因子分析をするためにはポリコリック相関行列を計算しておく必要があるのですが，もう少しラクな方法もあります。 実はpsych::fa()では，使用する相関係数を引数corによって指定することが出来ます。





コード 6.17: カテゴリカル因子分析(2)：fa()関数に計算させる


res_fa_cat <- fa(dat[, cols], nfactors = 2, cor = "poly")
res_fa_cat








Factor Analysis using method =  minres
Call: fa(r = dat[, cols], nfactors = 2, cor = "poly")
Standardized loadings (pattern matrix) based upon correlation matrix
        MR2   MR1   h2   u2 com
Q1_1  -0.09  0.48 0.21 0.79 1.1
Q1_2   0.00  0.74 0.55 0.45 1.0
Q1_3  -0.03  0.81 0.65 0.35 1.0
Q1_4   0.16  0.49 0.32 0.68 1.2
Q1_5   0.04  0.64 0.43 0.57 1.0
Q1_6   0.62 -0.04 0.36 0.64 1.0
Q1_7   0.68 -0.03 0.45 0.55 1.0
Q1_8   0.58  0.02 0.35 0.65 1.0
Q1_9   0.72  0.01 0.53 0.47 1.0
Q1_10  0.60  0.06 0.39 0.61 1.0

                       MR2  MR1
SS loadings           2.11 2.11
Proportion Var        0.21 0.21
Cumulative Var        0.21 0.42
Proportion Explained  0.50 0.50
Cumulative Proportion 0.50 1.00

 With factor correlations of 
     MR2  MR1
MR2 1.00 0.34
MR1 0.34 1.00

Mean item complexity =  1
Test of the hypothesis that 2 factors are sufficient.

df null model =  45  with the objective function =  2.78 with Chi Square =  6749.62
df of  the model are 26  and the objective function was  0.22 

The root mean square of the residuals (RMSR) is  0.04 
The df corrected root mean square of the residuals is  0.05 

The harmonic n.obs is  2432 with the empirical chi square  367.22  with prob <  5.9e-62 
The total n.obs was  2432  with Likelihood Chi Square =  540.84  with prob <  1.2e-97 

Tucker Lewis Index of factoring reliability =  0.867
RMSEA index =  0.09  and the 90 % confidence intervals are  0.084 0.097
BIC =  338.13
Fit based upon off diagonal values = 0.98
Measures of factor score adequacy             
                                                   MR2  MR1
Correlation of (regression) scores with factors   0.89 0.91
Multiple R square of scores with factors          0.79 0.82
Minimum correlation of possible factor scores     0.58 0.64






結果は先程と同じになっているはずです。

ちなみに 萩生田・繁桝 （1996） では，シミュレーション研究をもとに，多くの場合はピアソンの積率相関係数で十分（ポリコリック相関と大差ない）という結論を出していたりもします。 数理的に厳密なのはポリコリック相関ですが，実際には不適解を出してしまったり，回答者のいないカテゴリがあると面倒だったりと，実用上は問題点もあったりします。 また，ポリコリック相関係数を安定的に推定するためにはデータが数百はあることが望ましいです。 そのため，まずはカテゴリカル因子分析をやってみて，解が得られない or 不安定な場合には普通にピアソンの積率相関を用いた方法にしても良いのではないかと思います。



6.8 （おまけ）因子分析をする前に

因子分析は，複数の観測変数の背後に共通の要因が存在し，また観測変数間の相関関係がその共有の要因のみによって説明される，というモデルを仮定した分析です。 したがって，因子分析を行う前には


	そもそも観測変数の間には相関関係が存在しており，

	その相関関係が，（特定の２変数間の関係ではなく）概ね全ての観測変数群の関係性によって説明可能である



ことを確認すると良いかもしれません。 ２点目がちょっと分かりづらいかもしれませんが（言葉でどう説明したら良いのか迷いました），これは 図 6.9 にあるような，全ての観測変数に共通する相関の要因（共通因子）とは異なる「共通因子では説明できない要因」によって２変数の相関が規定されてほしくない，ということを意味しています。 そこで，この節では上記の２つを検証するための方法17を簡単に紹介します。


6.8.1 Bartlettの球面性検定

Bartlettの球面性検定 （Bartlett, 1950, 1951） では，共通因子の影響を除いたあとの「独自因子得点の相関行列」\(\symbf{\Psi}\)が単位行列である，という帰無仮説を立てて検定を行っています。 具体的には，以下の検定統計量 （Browne, 1968） \[
\chi^2_m = -\left(P-\frac{2I+11}{6}-\frac{2T}{3}\right)\mathrm{ln}|\symbf{\Psi}|
\tag{6.33}\] が自由度\(\frac{1}{2}\left[(I-T)^2-I-T\right]\)の\(\chi^2\)分布に漸近的に従うことを利用して統計的仮説検定を行います。念のため再度示しておきますが，


	[\(P\)]: 回答者(\(P\)erson)の数

	[\(I\)]: 項目(\(I\)tem)の数

	[\(T\)]: 共通因子(\(T\)rait)の数



を表しています。また，\(|\symbf{\Psi}|\)は\(\symbf{\Psi}\)の行列式を表しています。 細かい式の意味はともかく，重要なのは\(\chi^2_m\)の中の\(\mathrm{ln}|\symbf{\Psi}|\)の部分です。\(\symbf{\Psi}\)に限らず，相関行列（全ての対角成分が1）の行列式の値は必ず0から1の間の値になること，そして行列式の値が1になるのは単位行列（全ての変数間が無相関）の場合であることが知られています18。 したがって，その対数を取った\(\mathrm{ln}|\symbf{\Psi}|\)は，変数間の相関が高いほど大きなマイナスの値を取るようになっています。 ということで，これの符号をひっくり返すことで，検定統計量\(\chi^2_m\)は相関行列\(\symbf{\Psi}\)の「全体としての相関の強さ」を表しているといえるわけです。

そんなBartlett検定ですが，検定の目的からすると，帰無仮説「\(\symbf{\Psi}\)が単位行列である」が棄却されなければ嬉しいような気がします。 しかし実際には，独自因子間の相関を検証する目的，つまり因子分析の結果得られた\(\symbf{\Psi}\)に対してBartlettの球面性検定を使用することは現状ほぼ無いようです。

実際のBartlettの球面性検定（SPSSで出力される結果）では，共通因子の数が0（\(T=0\)）であると設定して検定を行います。 このとき「独自因子得点の相関行列」\(\symbf{\Psi}\)イコール「観測変数の相関行列」\(\symbf{\Sigma}\)となるため，球面性検定の帰無仮説は「観測変数の相関行列が単位行列である」，すなわち全ての観測変数は無相関であると見ることができます。 この場合，帰無仮説が棄却されてくれれば「観測変数間に相関関係がある」ことが言えるため，共通因子を置いた因子分析を行う意味があると言えるわけです。

Rでは，psychパッケージにcortest.bartlett()という関数が用意されています。





コード 6.18: Bartlettの球面性検定


# cor_polyはpsych::polychoric()で既に出している相関行列
# listの中のrhoがポリコリック相関行列の本体なので
cortest.bartlett(cor_poly$rho, n = nrow(dat))








$chisq
[1] 6749.621

$p.value
[1] 0

$df
[1] 45






出力されたp.valueが0.05より小さければ帰無仮説が棄却されて「因子分析をやる意味あり」ということになるのですが，上の\(\chi^2_m\)の式からもわかるように，この方法も一般的な統計的仮説検定の例に漏れず，サンプルサイズがある程度大きくなったらほぼ確実に有意になってしまいます。そして，そもそも心理尺度のようなデータでは，観測変数間の相関がゼロなんてことは相当の大失敗でもしない限りあり得ないはずです。 その意味では，Bartlettの球面性検定は（回帰分析におけるF検定と同様）しなかったところで大した問題ではないと言えるでしょう19。



6.8.2 KMO (Kaiser-Meyer-Olkin)

続いては，独自因子に起因する相関があるかを確認する方法を紹介します。ここではKMO (Kaiser-Meyer-Olkin)またはMSA (measure of sampling adequacy)と呼ばれる指標 （Kaiser, 1970） を紹介します。

KMOはイメージ分析 （Guttman, 1953） と呼ばれる方法に基づく考え方です。これは，複数の観測変数間の相関関係に関する多変量解析法として，主成分分析・因子分析に続く第３の方法として提案されたものらしく，因子分析のような不定性が無いことや，（多変量正規）分布の仮定が必要ないという点で因子分析よりもgeneralな方法とされています（が，現状あまり使われていないと思います…）。

イメージ分析では，各観測変数\(x_i\)について「それ以外の全ての観測変数」を用いた重回帰分析を行います。 \[
\begin{aligned}
\begin{split}
x_i &= \hat{x_i} + e_i \\
\hat{x_i} &= w_1x_1 + w_2x_2 + \cdots + w_{i-1}x_{i-1} + w_{i+1}x_{i+1} + \cdots + w_Ix_I
\end{split}
\end{aligned}
\tag{6.34}\]

すると，観測変数\(x_i\)は「いずれかの観測変数と関係がある部分」\(\hat{x_i}\)と「いずれの観測変数とも関係がない部分」\(e_i\)に分けることができます。 そしてイメージ分析では，\(\hat{x_i}\)のことをイメージスコア，\(e_i\)のことを反イメージスコアと呼びます。 式からもなんとなく分かるように，イメージスコア\(\hat{x_i}\)は，他の観測変数と（相関）関係がある部分を表しているため，これは因子分析の文脈では共通因子得点に相当しています。同様に，反イメージスコアは独自因子得点に相当するわけです。 したがって，反イメージスコアの相関行列を見ることによって， 図 6.9 に示されるような共通因子では取り切れない「独自因子間の相関」を見ることができる，という考えに至ります。

具体的なやり方としては，まず反イメージスコアの相関行列を以下の式 （Kaiser, 1970） によって求めます。 \[
\begin{aligned}
\begin{split}
\symbf{Q} &= \symbf{S}\symbf{\Sigma}^{-1}\symbf{S} \\
\symbf{S} &= \mathrm{diag}(\symbf{\Sigma}^{-1})^{-1/2}
\end{split}
\end{aligned}
\tag{6.35}\] なんだかややこしい式ですが，最終的に得られる行列\(\symbf{Q}\)の各要素は，対応する２変数の反イメージスコアの相関係数＝「それ以外の全ての観測変数」の影響を除いた偏相関係数に等しくなっています。 つまり，\(\symbf{Q}\)の非対角成分が０に近いほど「観測変数間の相関の大部分が他の観測変数との共通成分で説明できる」≒共通因子のようなものがあることを意味するため，因子分析を行うことが妥当であると示されるわけです。

ここまでの背景を説明して，ようやくKMOの登場です。KMOは上で説明したものをまとめて一つの指標としたもので， \[
\begin{aligned}
\mathrm{KMO} = \frac{\sum\sum_{i\neq j} r_{ij}^2}{\sum\sum_{i\neq j} r_{ij}^2 + \sum\sum_{i\neq j} q_{ij}^2}
\end{aligned}
\tag{6.36}\] という式で表されます （Kaiser & Rice, 1974）。 ここで\(r_{ij}, q_{ij}\)はそれぞれデータから計算された相関行列\(\symbf{\Sigma}\)と反イメージ相関行列\(\symbf{Q}\)における変数\(i,j\)の相関係数を表しています。 つまり，KMOは「そもそも観測変数間には十分な相関\(r_{ij}\)がある」かつ「他の変数と無関係な独自成分同士の相関\(q_{ij}\)は小さい」という程度を表した指標と言えるでしょう。

なお，KMOは上述のようにデータ全体に対してだけでなく，各変数ごとに計算することもできます。 といっても考え方は簡単で，上の式を特定の変数の列のみで計算したら良いだけです。 \[
\begin{aligned}
\mathrm{KMO}_i = \frac{\sum_{j = 1,\cdots i-1,i+1,\cdots,I} r_{ij}^2}{\sum_{j = 1,\cdots i-1,i+1,\cdots,I} r_{ij}^2 + \sum_{j = 1,\cdots i-1,i+1,\cdots,I} q_{ij}^2}
\end{aligned}
\tag{6.37}\] \(\mathrm{KMO}_i\)が低い場合，その変数は他の変数との相関がそもそも強くない可能性が高いため，因子分析から除外することを検討すると良いかもしれません。

Rでは，psychパッケージにKMO()という関数が用意されています。





コード 6.19: KMO（またの名をMSA）


# cor_polyは先程計算済みのポリコリック相関
KMO(cor_poly$rho)








Kaiser-Meyer-Olkin factor adequacy
Call: KMO(r = cor_poly$rho)
Overall MSA =  0.8
MSA for each item = 
 Q1_1  Q1_2  Q1_3  Q1_4  Q1_5  Q1_6  Q1_7  Q1_8  Q1_9 Q1_10 
 0.76  0.80  0.78  0.84  0.82  0.80  0.79  0.85  0.79  0.79 






出力のうち，Overall MSAがデータ全体に計算したKMOの値です。 また，MSA for each item =以下に示されているのが，変数ごとに計算した\(\mathrm{KMO}_i\)の値です。 具体的にどの程度あれば良いか，というのはあまり明確ではないような気もしますが， Kaiser （1974） では，以下のような基準を示しています。




表 6.4: KMOの基準 （Kaiser, 1974）





	値
	評価





	.9以上
	marvelous



	.8以上
	meritorious



	.7以上
	middling



	.6以上
	mediocre



	.5以上
	miserable



	.5未満
	unacceptable










ということで，Overall MSAの値が0.5以上であればとりあえず”acceptable”と言えるようにも見えますが，式の定義からすると，KMOが0.5になるのは「データにおける相関係数」と「反イメージ相関係数」が同じ大きさの場合なので，実質的に共通因子が存在しないようなケース （各変数を独立に乱数生成した場合とか: Shirkey & Dziuban, 1976） に相当すると考えられます。 そういうわけで，実際にデータ分析をする際には，なんとなくですが0.8くらいはあったほうが良いのではないか，という気がします20。




6.9 回転の方法

セクション 6.5.1 では，回転のメカニズムおよびその目的を説明しました。 回転するためには，回転後の因子負荷行列がいい感じに単純構造に近づくように回転行列を指定する必要があります。 そのためには，「いい感じ」の基準を決めなければいけません。

そもそも「単純構造」とは何なのでしょうか。 Thurstone （1947） による具体的(にして理想的)な単純構造の条件は以下のとおりです。


	各項目は少なくとも1つの因子に対して因子負荷が0であること

	各因子は少なくとも因子数\(T\)個の項目に対して因子負荷が0であること

	2つの因子に着目した場合に，一方の因子の要素は0で他方の因子の要素は0でない項目があること（＝異なる因子を識別可能な項目が存在すること）

	因子数が4以上の時に，そのうち2つの因子に着目した場合に，どちらの要素も0である項目があること

	2つの因子に着目した場合に，どちらの要素も0である項目が少ないこと



この「単純構造」の条件になるべく近づけるための回転の方法について，数多くの基準が提案されてきました。fa()関数で利用可能なもののうち，有名と思われるものについていくつか紹介します（基本的な回転法の整理およびレビューについては Browne, 2001 などを参照）。


6.9.1 直交回転系

直交回転で最も有名なのはバリマックス回転 (varimax rotation) でしょう。この方法では，因子負荷行列に対して \[
\begin{aligned}
\sum_{t=1}^{T}\left\{\sum_{i=1}^{I}{(b_{ti}^2)}^2 - \frac{1}{I}\left(\sum_{i=1}^{I}b_{ti}^2\right)^2\right\}
\end{aligned}
\tag{6.38}\] という目的関数が最大になるように回転を行います。 最初の\(\sum\)記号によって，この計算が「列ごとに何かを計算したものの総和を求めている」ということがわかります。 列ごとに求めているものは，因子負荷量の二乗の分散のようなものです。 ある変数\(x\)の分散を求める方法として， \[
\begin{aligned}
\sigma_x^2=\frac{1}{n}\sum x^2 - \left(\frac{1}{n}\sum x\right)^2
\end{aligned}
\tag{6.39}\] というものがありました。すこし調整の項があったりしますが，基本的にはこれと同じようなことをしている（\(x\)のところに\(b_{ti}\)が入っている）わけです。 varianceをmaxにするのでvari-maxという名前なわけですね。 直感的には，因子負荷の分散の二乗和が最大になるようにしてやると，それぞれの因子について「負荷が高い観測変数」と「負荷が低い観測変数」があることになるため，単純構造の条件2に近づきそうです。



6.9.2 斜交回転系

斜交回転で最も有名なのはプロマックス回転 (promax rotation) だと思います。 プロマックス回転ではプロクラステス回転21 (procrustes rotation) をベースに回転を行うため，まずはプロクラステス回転の説明をしておきます。 プロクラステス回転では，回転のゴールをただの単純構造ではなく，仮説や理論から導き出されるターゲット行列に設定し，ターゲット行列とのズレが最小になるように回転を行います。 ターゲット行列には，例えば先行研究で観測された因子負荷行列などを設定することができるのですが，そのような行列を探してきて設定するのは結構大変なことです。 そこでプロマックス法では，まずバリマックス法などの直交回転による回転を行い，得られた因子負荷行列を調整することでターゲット行列をデータから作成します。 具体的には，バリマックス回転で得られた因子負荷行列について，値が大きい要素はより大きく，値が小さい要素はより小さくすることで，バリマックス解よりもさらに「理想に近い」行列を作成しています。 プロマックス回転は，それ自体が「単純構造」に向かって何らかの基準を最適化する方法ではありません。バリマックス回転をベースに解を求めているということは，例えばそもそもバリマックス回転でうまく単純構造が出なかった場合には失敗する可能性があります。 計算量が少ないことなどから昔はよく使われていた方法のようです。

プロマックス回転よりももっと直接的に，できるだけ完全な単純構造（完全クラスター解）に近づけたい場合には，いっそターゲット行列を完全クラスター解になるように作ってしまえば良いでしょう。 独立クラスター回転 （Harris-Kaiser independent cluster rotation: Kiers & Ten Berge, 1994） 22 はそのような考え方に基づいています。 方法はとてもシンプルで，まずバリマックス回転で因子負荷行列の直交解をもとめ，その行列の各行の中で絶対値が最も大きい（各項目が最も高い負荷を持っている共通因子）1つをその符号に応じて\(\pm 1\)，その他を0としたターゲット行列を設定し，これに向けてプロクラステス回転を行います。 当然「完全クラスター解にできるだけ近づくように」回転されるので，各項目は1つの共通因子にのみ高い負荷を持った構造になりやすいと言えます。

fa()関数のデフォルトはオブリミン回転 (oblimin rotation) と呼ばれる方法です。 実際には，コーティミン回転 (quartimin rotation) と呼ばれる方法を行っているような気がします23。 コーティミン回転では，以下の基準を最小化します。 \[
\sum_{t=1}^{T}\sum_{s\neq t}^{T}\left\{\sum_{i=1}^{I}{b_{ti}^2b_{si}^2}\right\}
\tag{6.40}\] 最初の2つの\(\sum\)記号によって，因子のペアごとに何かしらの計算を行い総和を求めていることがわかります。 その中身は同じ項目\(i\)に対する因子負荷の二乗の積です。 この式は，同じ項目に因子\(t\)と因子\(s\)が両方とも高い因子負荷を持っていた場合にのみ大きな値になります。 したがって，コーティミン基準を最小化するということは特に単純構造の条件3を目指している，と言えるでしょう。

他によく使われる気がするのは，ジオミン回転 (geomin rotation) でしょうか24。 この方法では，以下の目的関数を最小化するように回転を行います。 \[
\sum_{i=1}^{I}\left\{\prod_{t=1}^{T}{b_{ti}^2}\right\}^{\frac{1}{T}}
\tag{6.41}\] 波括弧の中は，因子負荷の二乗をすべてかけたものを求めています。 したがって，ジオミン回転では項目ごとに因子負荷の二乗の幾何平均 (geometric mean) を計算して，その総和を取っているのです。 幾何平均は上の式からも分かるように，一つでも0に近い要素があれば小さな値になります。したがって，Thurstoneの基準の1番を直接的に達成しようとしている基準と言えます。 一方で，0に近い要素が1個以上ならば，2個でも3個でも幾何平均はあまり変わらないので，各変数が複数の因子に高い負荷を持つこと (cross-loading) を許容しやすい回転法と言われています。 完全な単純構造がそもそもあまり期待されないような場合には良いかもしれません。

ここで紹介した以外にも，因子の回転法はかなりたくさんあります。 その中でどれを使えばよいかについては，特に決まっていない（個人の好みな）気がします。 強いて言うなら，大抵の場合は斜交回転をしておけば良いでしょう。 方法によって，因子間相関が高く出やすいものがあれば低く出やすいもの，単純構造に近づきやすいものや近づきにくいものなどがあるので，いろいろな方法を試してみていい感じの因子負荷行列になる回転法を選べば良いのではないかと思います。

fa()関数では，引数rotateによって回転法を指定することができます。 これまでは指定していなかったのでrotate="oblimin"になっていたわけですが，試しに直交回転であるバリマックス回転で因子負荷を求めてみましょう。





コード 6.20: 直交（バリマックス）回転


res_fa_varimax <- fa(dat[, cols], nfactors = 2, cor = "poly", rotate = "varimax")
res_fa_varimax








Factor Analysis using method =  minres
Call: fa(r = dat[, cols], nfactors = 2, rotate = "varimax", cor = "poly")
Standardized loadings (pattern matrix) based upon correlation matrix
        MR1  MR2   h2   u2 com
Q1_1  -0.01 0.45 0.21 0.79 1.0
Q1_2   0.13 0.73 0.55 0.45 1.1
Q1_3   0.12 0.80 0.65 0.35 1.0
Q1_4   0.24 0.51 0.32 0.68 1.4
Q1_5   0.15 0.64 0.43 0.57 1.1
Q1_6   0.60 0.06 0.36 0.64 1.0
Q1_7   0.66 0.09 0.45 0.55 1.0
Q1_8   0.58 0.12 0.35 0.65 1.1
Q1_9   0.71 0.14 0.53 0.47 1.1
Q1_10  0.61 0.16 0.39 0.61 1.1

                       MR1  MR2
SS loadings           2.12 2.11
Proportion Var        0.21 0.21
Cumulative Var        0.21 0.42
Proportion Explained  0.50 0.50
Cumulative Proportion 0.50 1.00

Mean item complexity =  1.1
Test of the hypothesis that 2 factors are sufficient.

df null model =  45  with the objective function =  2.78 with Chi Square =  6749.62
df of  the model are 26  and the objective function was  0.22 

The root mean square of the residuals (RMSR) is  0.04 
The df corrected root mean square of the residuals is  0.05 

The harmonic n.obs is  2432 with the empirical chi square  367.22  with prob <  5.9e-62 
The total n.obs was  2432  with Likelihood Chi Square =  540.84  with prob <  1.2e-97 

Tucker Lewis Index of factoring reliability =  0.867
RMSEA index =  0.09  and the 90 % confidence intervals are  0.084 0.097
BIC =  338.13
Fit based upon off diagonal values = 0.98
Measures of factor score adequacy             
                                                   MR1 MR2
Correlation of (regression) scores with factors   0.88 0.9
Multiple R square of scores with factors          0.77 0.8
Minimum correlation of possible factor scores     0.54 0.6






出力を見ると，直交回転なので因子間相関が出力されていません。 また セクション 6.7 で出したres_fa_cat（オブリミン解）と比べると，各項目について負荷量の低い側の因子の負荷量がやや大きめになっていることがわかります。 このように，基本的には斜交回転のほうが単純構造に近い結果を得ることができるため，よっぽどの理由が無ければ斜交回転にしておくのがおすすめです。




6.10 モデルパラメータの推定法

セクション 6.5 で紹介したモデルパラメータの推定法は，あくまでもひとつの方法です。 因子分析におけるパラメータ（直交解）の推定法には，他にもいくつかの選択肢があります。


6.10.1 主因子法

一昔前のスタンダードだったのが主因子法です。 基本的には セクション 6.5 で説明したとおりです。 固有値分解をして，固有値が大きい（ある意味「主たる」）因子から順に使っていく，というものでした。 ただ セクション 6.5 の説明だけでは実はまだ不十分です。

固有値分解は，観測変数間の相関行列\(\symbf{\Sigma}\)のうち，共通因子に起因する部分（つまり\(\symbf{B}^\top\symbf{B}\)）のみを対象とする話でした。 しかし，私達の手元にあるのは\(\symbf{B}^\top\symbf{B} + \symbf{\Psi}\)としての\(\symbf{\Sigma}\)のみです。 そして\(\symbf{\Sigma}\)そのものを固有値分解したところで，本当に欲しい\(\symbf{B}^\top\symbf{B}\)に相当する因子負荷行列を得ることは出来ません。

\(\symbf{\Sigma}\)の対角成分の中から独自因子に起因する要素を取り除くためには，誤差共分散行列\(\symbf{\Psi}\)を特定する必要があります。 しかし，私達の手元にあるのは\(\symbf{B}^\top\symbf{B} + \symbf{\Psi}\)としての\(\symbf{\Sigma}\)のみです。 そして\(\symbf{\Sigma}\)の対角成分に占める\(\symbf{\Psi}\)の割合（＝独自性）は，「\(1-\)共通性」として計算されるため，結局共通性が分からない限りこれはどうしようもありません…。

ということで，このままでは\(\symbf{\Sigma}\)の対角成分が\(\symbf{B}^\top\symbf{B}\)と\(\symbf{\Psi}\)にどのように分解されているかが決められないので，解が一つに定まりません。 これをクリアするため，（反復）主因子法では，以下の手順によって各変数の共通性の値を推定しながらモデルパラメータを求めています。


	共通性の初期値を適当に決める

	データの相関行列の対角成分を共通性の暫定値に置き換えた行列を固有値分解する

	
	の結果をもとに改めて共通性を計算する




	共通性の値が変わらなくなる（計算が収束する）まで2-3. を繰り返す

	\(\symbf{B}^\top\symbf{B} + \symbf{\Psi}\)の対角成分が1になるように\(\symbf{\Psi}\)を決める



実は，主因子法によって得られる解は後述する最小二乗法と同じになるらしいです。 ただ計算効率などの面から現在では最小二乗法のほうが用いられているようです。



6.10.2 最小二乗法

\(\symbf{B}\)の推定に際しては，まず大前提として\(\symbf{\Psi}\)の非対角成分はゼロ，すなわち共通因子の影響を取り除けば誤差共分散は全て消えるという仮定が重要となります。 もし本当に誤差共分散が全てゼロなのであれば，\(\symbf{\Sigma}\)と\(\symbf{B}^\top\symbf{B}\)の非対角成分は完全に一致するはずです。 そしてもちろん\(\symbf{\Sigma}\)の対角成分と\(\symbf{B}^\top\symbf{B} + \symbf{\Psi}\)の対角成分も完全に一致します（というかそうなるように\(\symbf{\Psi}\)の要素を調整したら良い）。 ですが，もちろん実際には共通因子数が\(T<I\)である限りは非対角成分にはズレが生じてしまいます。 最小二乗法および次に紹介する最尤法では，この「ズレ」を定量化したもの（不一致度関数）が最小になるようにパラメータを反復計算していきます。

最小二乗法はfa()関数のデフォルトになっている方法です。 \(\left[(\symbf{B}^\top\symbf{B} + \symbf{\Psi}) - \symbf{\Sigma})\right]^2\)の対角成分の和（トレース）を計算すると，全ての非対角要素のズレの二乗和を求めることができます（対角要素のズレの二乗和は\(0\)です）。 あとはこれが最小になるように，\(\symbf{B}\)と\(\symbf{\Psi}\)を計算するだけです。



6.10.3 最尤法

共通因子と独自因子が多変量正規分布 \[
N\left(\symbf{\mu}, \symbf{S}\right) = \left(\begin{bmatrix}
\symbf{0}_C \\ \symbf{0}_U
\end{bmatrix},\begin{bmatrix}
\symbf{\Phi}_{CC} & \symbf{0}_{CU} \\
\symbf{0}_{UC} & \symbf{I}_{UU}
\end{bmatrix} \right)
\tag{6.42}\] に従うと仮定します。なお，添字の\(C\)は共通因子に関する部分，\(U\)は独自因子に関する部分を表しています。したがってここでは


	共通因子，独自因子ともに平均はゼロ（\(\symbf{0}_C, \symbf{0}_U\)）

	共通因子同士の相関は認める（\(\symbf{\Phi}_{CC}\neq\symbf{0}\)）

	独自因子同士の相関は認めないので，対角成分が1の単位行列（\(\symbf{I}_{UU}\)）

	共通因子と独自因子の間は無相関（\(\symbf{0}_{CU}\)）



ということが仮定されています。 セクション 6.1 では，共通因子得点のスケールを「平均0, 分散1」にすると説明しましたが，最尤法では尤度関数を得るために，これに加えて（多変量）正規分布であるという仮定を置きます。

この仮定のもとでは，標準化された観測変数\(\symbf{y}\)は以下の多変量正規分布に従います。 \[
\symbf{y} \sim N(\symbf{0},\symbf{B}^\top\symbf{B} + \symbf{\Psi})
\tag{6.43}\] あとは普通の最尤法に従って，データと最も整合的な（尤度が最大になる）\(\symbf{B}\)および\(\symbf{\Psi}\)を求めたら良いわけです。

最尤法は，最小二乗法などと比べると，データの多変量正規性を仮定しているなどの理由から，統計的に高度な方法となっています。 そして一般的に，最尤推定量は一致性や有効性など，推定量として望ましい性質を持つことが知られています。 そのため，計算がうまくいく場合には最小二乗法などよりも最尤法のほうが望ましいとされています。 一方で，多変量正規性の仮定などが推定に悪影響を及ぼす場合があります。 例えば「データが少ない」「因子数が必要以上に多い」といったときに共通性の推定値が1を超える (Heywood caseと呼ばれる)といった不適解が出てしまうこともしばしばあります。 そのような場合には，最小二乗法などの別の方法によって推定を行うのが良いかもしれません。 また，そもそも回答データが単峰にならないことが予測される（極端な選択肢が選ばれやすいと考えられる）ような場合には，最尤法は正しくない可能性があります。

fa()関数では，fmという引数によって因子の推定法を指定することが出来ます。 試しに最尤法でやってみましょう。





コード 6.21: 因子の推定法を指定


# デフォルトはfm="minres"（最小二乗法）
# fm="pa"とすると主因子法もできる
res_fa_ml <- fa(dat[, cols], nfactors = 2, cor = "poly", fm = "ml")
res_fa_ml








Factor Analysis using method =  ml
Call: fa(r = dat[, cols], nfactors = 2, fm = "ml", cor = "poly")
Standardized loadings (pattern matrix) based upon correlation matrix
        ML2   ML1   h2   u2 com
Q1_1  -0.08  0.47 0.20 0.80 1.1
Q1_2   0.01  0.71 0.51 0.49 1.0
Q1_3  -0.03  0.82 0.66 0.34 1.0
Q1_4   0.16  0.49 0.32 0.68 1.2
Q1_5   0.03  0.67 0.46 0.54 1.0
Q1_6   0.61 -0.03 0.36 0.64 1.0
Q1_7   0.66 -0.02 0.43 0.57 1.0
Q1_8   0.58  0.02 0.34 0.66 1.0
Q1_9   0.73  0.00 0.54 0.46 1.0
Q1_10  0.62  0.05 0.41 0.59 1.0

                       ML2  ML1
SS loadings           2.12 2.11
Proportion Var        0.21 0.21
Cumulative Var        0.21 0.42
Proportion Explained  0.50 0.50
Cumulative Proportion 0.50 1.00

 With factor correlations of 
     ML2  ML1
ML2 1.00 0.34
ML1 0.34 1.00

Mean item complexity =  1
Test of the hypothesis that 2 factors are sufficient.

df null model =  45  with the objective function =  2.78 with Chi Square =  6749.62
df of  the model are 26  and the objective function was  0.22 

The root mean square of the residuals (RMSR) is  0.04 
The df corrected root mean square of the residuals is  0.05 

The harmonic n.obs is  2432 with the empirical chi square  377.19  with prob <  5.6e-64 
The total n.obs was  2432  with Likelihood Chi Square =  532.87  with prob <  5.4e-96 

Tucker Lewis Index of factoring reliability =  0.869
RMSEA index =  0.09  and the 90 % confidence intervals are  0.083 0.096
BIC =  330.16
Fit based upon off diagonal values = 0.98
Measures of factor score adequacy             
                                                   ML2  ML1
Correlation of (regression) scores with factors   0.89 0.91
Multiple R square of scores with factors          0.79 0.82
Minimum correlation of possible factor scores     0.59 0.64






今回のようにデータがきれいな場合には，最尤法でも問題なく解を得ることが出来ます。 このような場合には，最尤法での結果を報告するほうが良いかもしれません。




6.11 因子数の決め方

因子分析では因子数を分析者が自由に選ぶことが出来ます。 これまでは，datの最初の10項目を使って，因子数を2に決め打ちして因子分析を行っていました。 あらかじめ因子数が分かっていたり，理論的に目処が立っている場合にはその因子数で分析を行えば良いのですが，尺度をボトムアップに作成するような場合や，自分が集めたデータでも先行研究と同様の因子構造が得られるかを検証する場合には，因子数はわからないことが多いです。 ここでは，統計的に因子数を決定するためのいくつかの（伝統的な）基準を紹介します。 比較的新しい（高度な）方法については， 堀・牧野 （2024） などを参照してください。


6.11.1 カイザー（・ガットマン）基準

因子分析は，データの相関行列（正確には独自性を除いた\(\symbf{B}^\top\symbf{B}\)）を固有値分解することで因子負荷行列を求めていました。 このとき，各因子に対する因子負荷は固有ベクトルを固有値倍したもの（\(\sqrt{\lambda_t}\symbf{x}_t^\top\)）として算出されていました。 したがって，固有値こそが因子負荷の合計を決めており，ひいては分散説明率（共通性）の合計を規定しているということが言えます。 実は，\(I\times I\)相関行列を固有値分解して得られる\(I\)個の固有値は，合計が必ず\(I\)になるという性質があります。 つまり，固有値は\(I\)個の項目に対する分散説明率を再配分した値である，とも言えそうです。 イメージ的には，例えば第一因子に対する固有値（固有値の中の最大値）が3だとすると，その因子は一つで合計3項目分の分散を説明しているということです。 1個で3項目分の説明力を持っているということは，結果的に次元数を減らすことに役立っていると言えそうです。

このように考えると，固有値が1より小さい因子は1項目分の情報も持っていないことになるため，因子としてはザコと言えます。 また，独自因子は1項目のみに影響を与えている因子なので，固有値を計算するとしたら1になります。この意味でも，固有値が1以下の因子はやはり要らなさそうです。 この「固有値が1以上の因子のみを使う」という基準をカイザー（・ガットマン）基準と呼びます。 カイザー基準は（未だに！）よく用いられている方法ですが，その問題点も長らく指摘されています。 いくつかの研究によって，状況によって因子数を少なめに見積もったり （Cliff, 1988） 多めに見積もったり （Zwick & Velicer, 1986） することが知られており，正しい因子数を出してくれるのはかなり限定的な状況のようです。 言ってしまえば「カイザー基準は大雑把であり，それほどあてにならない」 （堀，2005） ということで，現在ではあまり採用されない基準という印象があります。



6.11.2 スクリーテスト

固有値を順に並べたものをスクリープロット (scree plot) と呼びます。 psychパッケージではscree()関数によって 図 6.18 のように簡単にプロット可能です。





コード 6.22: スクリープロット


scree(dat[, cols])
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図 6.18: スクリープロット








なお，結果はFAの方を見てください。PCという方は主成分分析での結果です。ほとんどの場合主成分分析のプロットの方が上に来ます。なぜそうなるかは セクション 6.13 を見てください。 また，デフォルトではY軸が1のところに実線が引かれています。これは先程のカイザー基準を表しています。つまり今回の場合カイザー基準的には2因子が妥当ということになります。

scree()関数にデータフレームを与えた場合には，そのデータフレームに対してピアソンの積率相関を求めて固有値を計算します。 先程紹介したポリコリック相関に基づく固有値を見たい場合には，事前にポリコリック相関を計算しておき，それをscree()関数に与える必要があります。





コード 6.23: ポリコリック相関でスクリープロット


# cor_polyはpsych::polychoric()で既に計算済みのやつ
scree(cor_poly$rho)
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図 6.19: ポリコリック相関でスクリープロット








あまり違いはないように見えますが，最初の因子を比べると，わずかに 図 6.19 のほうが 図 6.18 よりも大きな固有値になっているはずです。

このスクリープロットを用いて行うスクリーテスト (scree test)と呼ばれる因子数選択では，プロット的に傾きがなだらかになる手前の因子数を選択する，という方法です。 図 6.18 や 図 6.19 では，いずれも最初の2因子は傾きが強く，第3因子以降はなだらかになっています。 したがってスクリーテスト的にも因子数は2が妥当，という判断ができます。

イメージ的には固有値分解では，まず第一固有値が「全てに共通する成分」をごっそり持っていきます。 第2固有値以降は，その残りの中から共通成分を取り出していきます。 したがって，あるところからはもう絞りカスしか残っていない状態になり，固有値的には下の方で大差ない状態になってしまいます。 スクリーテストでは，この「下の方で大差ない状態」とくらべて如実に大きな固有値にはなにか意味があると考えて，その因子数を採用しているわけです。

ただ，今回のデータのように因子数がハッキリとしたきれいなデータではない場合には，これほどハッキリと変化点を見出すことが出来ないケースが結構多いです。 そのような場合には客観的に因子数を決めづらかったりもするので，やはりまだアバウトな方法と言えそうです。



6.11.3 平行分析

カイザー基準では一律で1以上の固有値のある因子には意味がある，という判断をしていました。 平行分析 (parallel analysis) では，代わりに「乱数での固有値」との比較を行います。 完全に乱数のデータでは本来相関は無いはずですが，標本誤差の関係などで相関が完全にゼロになることはありません。 相関が完全にゼロではない限りは，固有値分解を行うと第一固有値の値は1よりも少しだけ大きくなります。 試しにやってみましょう。





コード 6.24: 乱数で固有値を出してみる


# 1000行10列の一様乱数行列
dat_rnd <- matrix(runif(10 * 1000), ncol = 10)
eigen(cor(dat_rnd))








eigen() decomposition
$values
 [1] 1.1531292 1.0889700 1.0765136 1.0248099 1.0075078 0.9926984 0.9533219
 [8] 0.9367722 0.8834080 0.8828690

$vectors
              [,1]        [,2]        [,3]        [,4]         [,5]
 [1,]  0.112436984 -0.37121765  0.47341966 -0.20738992  0.103139623
 [2,]  0.484608727  0.05575061 -0.01770245  0.32996851  0.067515555
 [3,] -0.228692064 -0.48815828  0.20308039  0.28649476  0.500656646
 [4,] -0.232490192  0.40499060  0.29262518 -0.48025212 -0.123849547
 [5,] -0.031949135  0.16118059 -0.61178243  0.08781265  0.161289155
 [6,] -0.557884289  0.24802394  0.15782882  0.25838357 -0.001868273
 [7,]  0.007055743 -0.48064664 -0.17069328 -0.39982071 -0.395600998
 [8,] -0.240054398 -0.05764926 -0.32196831 -0.47149177  0.598441643
 [9,] -0.015405949 -0.27818657 -0.32376559 -0.02988766 -0.222218221
[10,]  0.525349112  0.23988743  0.10898482 -0.27903649  0.358854999
             [,6]        [,7]        [,8]        [,9]       [,10]
 [1,] -0.07380739  0.68971166  0.07746406  0.28930807  0.03051726
 [2,]  0.27094157  0.09815149 -0.72312285  0.13720316  0.15336519
 [3,]  0.12276860 -0.09821372 -0.09707071 -0.54777825 -0.03495240
 [4,]  0.32906603  0.16989052 -0.25314902 -0.44589225  0.22420762
 [5,] -0.24956474  0.62789616 -0.01514297 -0.32785652 -0.02723450
 [6,]  0.01486085  0.14087695 -0.29134682  0.27164195 -0.59735607
 [7,] -0.29098840 -0.10511832 -0.46338991 -0.15375669 -0.29889905
 [8,]  0.09714458 -0.14690604 -0.19076435  0.40467304  0.15420830
 [9,]  0.79986315  0.15216131  0.22122246  0.04312236 -0.23139465
[10,]  0.03729309 -0.07919072  0.11141185 -0.16749641 -0.63231066






確かに第一固有値の値は1.153となり，1よりも大きな値になりました。 というか，もしこのデータにカイザー基準を当てはめると，5因子もあることになってしまいます。

実際には乱数には因子など無いはずなので，平行分析では乱数で得られた固有値よりも小さい値は因子として無意味と判断します。 Rではfa.parallel()という関数があるのでやってみましょう。





コード 6.25: 平行分析


# この関数には引数corが用意されている
fa.parallel(dat[, cols], cor = "poly")








Parallel analysis suggests that the number of factors =  2  and the number of components =  2 
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図 6.20: 平行分析








青い線が実際のデータでの固有値を，赤い点線が乱数での固有値を表しています。 （乱数を使うのでやるたびに微妙に結果が変わるかもしれませんが）Parallel analysis suggests that the number of factors = 2ということで，因子数2が提案されました25。



6.11.4 累積寄与率

分散説明率の観点から言えば，共通因子によってある程度の割合は説明されていないと，「結局独自因子（よくわからないもの）で回答が決まってるんでしょ」となってしまいます。 因子の数を増やせば累積寄与率は必ず上昇するので，因子数の最低条件として，累積寄与率が一定の値以上になっていない場合には因子の数を増やすというアプローチを取ることもあるようです。 必要な累積寄与率の基準は一律で決まっているわけではないですが，一説によると最低50%はほしいと言われています（小杉，2018）。



6.11.5 VSS

因子分析では単純構造が望ましい状態であり，なるべくこれを目指して回転が行われます。 VSS  (Very Simple Structure) 基準（Revelle & Rocklin, 1979）では，得られた結果を強制的に単純構造にしたときのデータとの整合性を見ます。

完全な単純構造では，各項目は1つの因子にのみ負荷を持っているはずです，そこでVSSでは最も高い負荷を持っている因子以外の負荷をゼロにした因子負荷行列を考えます。 セクション 6.7 で出したres_fa_catで言えば， 表 6.5 のような状態にする，ということです。




表 6.5: 各項目が1因子のみに負荷を持つように無理やり変換
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この「無理やり単純構造にする」という操作はやや強引に感じられるかもしれませんが，例えば複数の下位尺度からなら心理尺度において，因子得点として和得点を使うということは，結果的に各項目が1因子のみに負荷している（しかも因子負荷が全て同じであるとみなしている）と仮定しているわけなので，そう考えると「よくあること」なのです（本当にそれで良いかはまた別の話）。

そして，この因子負荷行列（\(\tilde{\symbf{B}}_{\mathrm{VSS}}\)とします)に対して，\(\tilde{\symbf{B}}_{\mathrm{VSS}}^\top\symbf{\Phi} \tilde{\symbf{B}}_{\mathrm{VSS}}\)によって相関行列を復元します。 これをデータの相関行列\(\symbf{\Sigma}\)と比較して，差が小さければ「単純構造とみなした時にデータと整合性がある」ということになります。 そこで，まず要素ごとの差\(\tilde{\symbf{B}}_{\mathrm{VSS}}^\top\symbf{\Phi} \tilde{\symbf{B}}_{\mathrm{VSS}}-\symbf{\Sigma}\)をとり，この行列の要素の二乗和を\(MS_{\mathrm{VSS}}\)とします。 同様に，データの相関行列\(\symbf{\Sigma}\)の要素の二乗和を\(MS\)とすると，\(VSS\)は \[
VSS = 1-\frac{MS_{\mathrm{VSS}}}{MS}
\tag{6.44}\] となります。この計算を，様々な因子数で行い，最も\(VSS\)の値が小さくなったところが「単純構造として解釈した時に最もデータと整合的な因子数」ということになるわけです。

psychパッケージには，VSS()という関数が用意されています。





コード 6.26: VSS


# 引数corが用意されています
VSS(dat[, cols], cor = "poly")









Very Simple Structure
Call: vss(x = x, n = n, rotate = rotate, diagonal = diagonal, fm = fm, 
    n.obs = n.obs, plot = plot, title = title, use = use, cor = cor)
VSS complexity 1 achieves a maximimum of 0.72  with  2  factors
VSS complexity 2 achieves a maximimum of 0.81  with  2  factors

The Velicer MAP achieves a minimum of 0.04  with  2  factors 
BIC achieves a minimum of  10.65  with  5  factors
Sample Size adjusted BIC achieves a minimum of  26.53  with  5  factors

Statistics by number of factors 
  vss1 vss2   map dof   chisq    prob sqresid  fit RMSEA  BIC SABIC
1 0.61 0.00 0.059  35 2.8e+03 0.0e+00     7.1 0.61 0.180 2507  2618
2 0.72 0.80 0.035  26 5.4e+02 1.2e-97     3.6 0.80 0.090  338   421
3 0.66 0.80 0.060  18 3.1e+02 1.1e-54     3.1 0.83 0.081  168   225
4 0.63 0.81 0.084  11 1.3e+02 1.3e-22     2.5 0.86 0.067   45    80
5 0.60 0.79 0.127   5 5.0e+01 1.7e-09     2.3 0.88 0.061   11    27
6 0.47 0.73 0.186   0 1.1e+00      NA     1.9 0.89    NA   NA    NA
7 0.49 0.77 0.272  -4 5.9e-05      NA     2.0 0.89    NA   NA    NA
8 0.48 0.75 0.454  -7 1.1e-07      NA     1.9 0.89    NA   NA    NA
  complex  eChisq    SRMR eCRMS   eBIC
1     1.0 4.2e+03 1.4e-01 0.157 3937.2
2     1.1 3.7e+02 4.1e-02 0.054  164.5
3     1.2 2.1e+02 3.1e-02 0.048   64.8
4     1.4 7.8e+01 1.9e-02 0.038   -7.6
5     1.7 2.8e+01 1.1e-02 0.034  -10.7
6     1.8 4.0e-01 1.4e-03    NA     NA
7     1.9 2.2e-05 1.0e-05    NA     NA
8     1.9 4.1e-08 4.3e-07    NA     NA








[image: ]



図 6.21: VSSのプロット








complexity 1というのは，\(\tilde{\symbf{B}}_{\mathrm{VSS}}\)として各項目が1つの因子のみに負荷している状態，つまり完全な単純構造を仮定した状態での結果です。 同様に，各項目が上位2つの因子にのみ負荷している状態を\(\tilde{\symbf{B}}_{\mathrm{VSS}}\)に仮定した場合の結果がcomplexity 2となっています26。 図 6.21 は各complexityにおけるVSSの値です。1の線を見ると，Number of Factorsが2のところで最も高い値になっています。これが出力されているわけです。 ということでVSS(complexity 1)的には2因子が妥当だという判断がされました。

VSS()では他にも，次に示すMAPを始めとした様々な指標が出力されます。論文などで報告されることがあるものをざっと確認しましょう。



6.11.6 MAP

MAP  (Minimum average partial; 最小平均偏相関) では，データの相関行列のうち共通因子の影響を取り除いた偏相関の部分に着目します。いわばこれは誤差どうしの相関であり，もしこれが全てゼロであれば，独自因子の間に別の共通因子が存在していないことになる（ 図 6.9 を参照）ため，因子数として妥当だと判断できます。 計算自体はさほど難しくなく，まずはふつうに\(k\)因子で因子分析の初期解を求めます。 つまり，データの相関行列\(\symbf{\Sigma}\)を固有値分解して，得られた固有ベクトル\(\begin{bmatrix}\symbf{x}_1 & \symbf{x}_2 & \cdots & \symbf{x}_{k-1} & \symbf{x}_{k} & \symbf{x}_{k+1} & \cdots &\symbf{x}_I\end{bmatrix}\)のうち最初の\(k\)個のみを用いた\(\symbf{X}_k=\begin{bmatrix}\symbf{x}_1 & \symbf{x}_2& \cdots & \symbf{x}_k\end{bmatrix}\)と，対応する\(k\)個の固有値を対角成分においた行列\(\symbf{\Lambda}_k\)を用いて\(\symbf{\Sigma}\)を近似します。

\[
\symbf{\Sigma} \cong \symbf{X}_k\symbf{\Lambda}_k\symbf{X}_k^\top
\tag{6.45}\]

そして，\(\symbf{\Sigma}\)との差を取ります。 \[
\symbf{P} = \symbf{\Sigma} - \symbf{X}_k\symbf{\Lambda}_k\symbf{X}_k^\top
\tag{6.46}\] このとき，\(\mathrm{diag}(\symbf{P})^{-\frac{1}{2}}\symbf{P}\mathrm{diag}(\symbf{P})^{-\frac{1}{2}}\)の非対角成分が，\(k\)個の共通因子の影響を取り除いた後の各変数間の偏相関係数を表します。 したがって，MAPではこの非対角成分の要素の二乗の平均値を計算します。 これを\(k\)の数を変えて行い，最も小さいMAPを出した\(k\)が妥当な因子数\(T\)だという判断ができるわけです。



6.11.7 その他

他にも，VSS()関数では次のような基準による評価を行っています。


	情報量規準BICが最も小さくなる因子数

	共通因子の影響を取り除いた残差相関行列に対する\(\chi^2\)統計量

	モデルの適合度指標(RMSEA, SRMRなど：SEMのときに説明します)





6.11.8 最後は解釈可能性

ここまで様々な基準によって最適な因子数を推定しました。 ですがその結果は一貫していません。 今回の場合，多くの指標は（データの設計通り）因子数2を提示しましたが，一方で3や5といった数を出したものもあります。 それぞれの指標・基準は異なる視点からの評価なので，このように結果が変わるのは当然のことです。 その上で，実際に因子数を決める場合にはどうしたら良いのでしょうか。

因子分析で重要なのは，解釈可能性だと考えています。 因子の名前を決める際には，分析者が自身の知識と経験をフル活用して項目の共通点をラベリングしなければいけません。 そして，統計的に最適と思われる因子数が提案されたとしても，その結果は標本誤差の影響を受けている可能性がゼロとは言えません。 したがって，探索的に因子数を決定する際には，


	まずVSS()やfa.parallel()によって因子数にアタリをつける

	提案された因子数（多くの場合はVSS()で出力されるMAPとBICの間）に関して実際に因子分析を行う

	得られた結果をもとに因子の解釈を行う

	最もしっくり来る解釈が得られた因子数および因子構造を採用する



という手順で行われることが多いでしょう。 もしも全ての統計的な基準が指している因子数において解釈が難しいという事態に直面したら，そのときは泣いてください。




6.12 \(\omega\)係数

信頼性係数のところでは，\(\alpha\)係数はあまり良くない指標であることをお話しました。 ここでは，因子分析の考え方に基づく，より良い（とされている）信頼性係数の\(\omega\)係数（McDonald, 1999）を紹介します。


6.12.1 基本的な考え方

古典的テスト理論(\(x=t+e\))における信頼性係数は \[
\rho=\frac{\sigma^2_t}{\sigma^2_x}=1-\frac{\sigma^2_e}{\sigma^2_x}
\] という式で定義されていました。

ここで古典的テスト理論のモデルを因子分析(\(\symbf{y}_i = \symbf{f}b_{i} + \symbf{\varepsilon}_i\))に当てはめて考えてみます。 真値\(t\)にあたる部分が\(\symbf{f}b_{i}\)，誤差\(e\)に当たる部分が\(\symbf{\varepsilon}_i\)だと考えると，信頼性係数\(\rho\)は，観測変数\(y\)の分散のうち\(\symbf{f}b_{i}\)の分散説明率になります。 また，共通の因子から影響を受けている2変数の相関係数は，各変数への因子負荷の積(\(b_ib_j\))で表されました。 さらに，観測変数\(y\)の共通性（＝分散説明率）は，その変数に対する因子負荷の二乗和で表されていました。 これらを総合すると，各項目の因子負荷が大きいほど，内的一貫性が高いということが言えそうです。

\(\omega\)係数はこの考え方に基づき，一因子モデルであれば以下の式によって係数を求めます（\(u\)はunidimensionalの頭文字）。 \[
\omega_{u} = \frac{\left(\sum_{i=1}^{I}b_i\right)^2}{\sigma_{y_{total}}^2}=  \frac{\left(\sum_{i=1}^{I}b_i\right)^2}{\left(\sum_{i=1}^{I}b_i\right)^2 + \sum_{i=1}^{I}\sigma_{\varepsilon_i}^2}
\tag{6.47}\] なお，\(\sigma_{y_{total}}^2\)は合計点の分散を表しています。 \(\omega\)係数の基本的な考え方はこれだけなのですが，実際にはいろいろな\(\omega\)を考えることができます。








Composite Reliability (CR) とAverage Variance Extracted (AVE)




（主にマーケティングの分野では？）妥当性の収束的証拠の一つとして合成信頼性 (Composite Reliability; CR)やAverage Variance Extraced (AVE)と呼ばれる指標（Bagozzi & Yi, 1988; Fornell & Larcker, 1981）が用いられているようです。 これらの指標の考え方は，結局のところ\(\omega\)係数と同じで，各観測変数の分散に対して，それらの変数から抽出された共通因子による説明力の割合が大きければ，それらの変数は確かに同じ構成概念を測定しているだろう，と考えているわけです。 実際に，CRの式は上で紹介した\(\omega_{u}\)と全く同じです（Padilla & Divers, 2016）。

これに対してAVEは，もう少し直接的に「観測変数の分散の合計のうちどれだけの割合が共通因子で説明できるか」を求めているようです。 したがって，AVEの計算式はCR（\(\omega_{u}\)）と似て非なるものになっています。 \[
\begin{aligned}
\mathrm{AVE} &= \frac{\sum_{i=1}^{I}b_i^2}{\sum_{i=1}^{I}b_i^2 + \sum_{i=1}^{I}\sigma_{\varepsilon_i}^2}
\end{aligned}
\tag{6.48}\]

考え方の違いは名前にも表れているのですが，


	CR（\(\omega_{u}\)）

	
複数の観測変数の集合体 (composite) としての和得点における真値の分散説明率を考えている。複数の観測変数が集まった場合，誤差が無相関であればそれぞれ打ち消し合うことが期待されるため，変数の数が増えるほどその値は大きくなりやすい（これが因子負荷を先に全て足してから2乗するあたりに現れている）。


	AVE

	
観測変数一つ一つにおける平均的な真値の分散説明率を考えている。そのため観測変数が増えるほどその値は大きくなりやすいとは限らず，基本的にCRよりは低い値が出る。しかし観測変数そのものにおける信頼性を評価しているという点で，CRとは異なる価値を持っている。




という感じです。たぶん。









6.12.2 Bifactorな\(\omega\)

このあと登場する「$係数を計算するための関数」では，これまでとは少し異なる因子構造に基づいた計算を行っています。ということでまずはその話をしておきます。

例えば学力を考えてみると，ある科目で良い点が取れる生徒は他の科目でも良い点を取ることが多いでしょう。 因子分析的に言えば，これは全ての科目が一つの因子の影響を受けている，という見方が出来ます。 ですが，果たして国語と数学と英語と…様々な科目の学力をたったひとつの因子で説明できるのでしょうか。 図 6.22 のように，特に知能などを扱う領域では「総合的なもの」であるG因子と，特定の項目にのみ影響を与える因子（群因子と呼んだりする）がそれぞれ存在するという双因子(Bifactor)モデルというものを考えることがあります。
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図 6.22: 双因子モデル








双因子モデルに基づけば，観測変数はG因子による部分が追加されて \[
\symbf{y}_i = \symbf{g}b^g_{i} + \symbf{f}b_{i} + \symbf{\varepsilon}_i
\tag{6.49}\] となります。こうなると，「信頼性」に複数の解釈が生まれます。

まず， 図 6.22 の5科目のテストに共通している部分のみ（全体としての内的一貫性）を考えると，これはG因子による分散説明率のみを取り上げる必要があります。 したがって， \[
\omega_{h} = \frac{\left(\sum_{i=1}^{I}b^g_{i}\right)^2}{\sigma_{y_{total}}^2}
\tag{6.50}\] という\(\omega\)係数が考えられます(\(h\)はhierarchicalの頭文字)。

一方で，特定の項目にのみ影響を与えるものを含めた「共通因子によって説明可能な部分」（どちらかというと元の信頼性の定義に近い）を考えると， \[
\omega_{t} = \frac{\left(\sum_{i=1}^{I}b^g_{i}\right)^2 + \left(\sum_{i=1}^{I}b_i\right)^2}{\sigma_{y_{total}}^2}
\tag{6.51}\] という\(\omega\)係数が考えられます（\(t\)はtotalの頭文字）。

どの\(\omega\)係数も間違いではありません。ただ視点が異なるだけなのです。 その上でどのように使い分けるかですが，これは仮説での因子構造によります （Flora, 2020）。 心理尺度を作成する場合には，尺度全体として一つの構成概念を反映していると考えるでしょう。 もし一因子性が満たされている場合には，最初に紹介した\(\omega_u\)を用いるのが良いでしょう。

もし


	因子構造として多因子を仮定しているが，尺度得点としては全項目の合計点を利用しようと考えている場合

	もともと一因子で尺度を作ろうとしていたけれども結果的に一因子性が満たされなくなってしまった場合



には，適切な因子構造のもとで\(\omega\)を計算する必要があります。 つまり特定の項目にのみ影響を与える因子に加えてG因子に相当するものを用意し，このG因子の分散説明率をもって尺度全体の内的一貫性を求めるべき，ということで\(\omega_h\)を使用すべきかもしれません。

なお，尺度の内的一貫性という観点で言えば，\(\omega_t\)を使うことは基本的には無いと思っていてよい気がします。

psych::omega()という関数は，\(\omega\)係数を求めることができる関数です。





コード 6.27: \(\omega_u\)を求める


# 引数poly=TRUEにするとポリコリック相関でやってくれる
omega(dat[, cols], nfactors = 1, poly = TRUE)








Warning in schmid(m, nfactors, fm, digits, rotate = rotate, n.obs = n.obs,
: Omega_h and Omega_asymptotic are not meaningful with one factor




Omega 
Call: omegah(m = m, nfactors = nfactors, fm = fm, key = key, flip = flip, 
    digits = digits, title = title, sl = sl, labels = labels, 
    plot = plot, n.obs = n.obs, rotate = rotate, Phi = Phi, option = option, 
    covar = covar)
Alpha:                 0.78 
G.6:                   0.81 
Omega Hierarchical:    0.79 
Omega H asymptotic:    1 
Omega Total            0.78 

Schmid Leiman Factor loadings greater than  0.2 
         g  F1*   h2   h2   u2 p2 com
Q1_1  0.31           0.09 0.91  1   1
Q1_2  0.57      0.33 0.33 0.67  1   1
Q1_3  0.59      0.35 0.35 0.65  1   1
Q1_4  0.54      0.29 0.29 0.71  1   1
Q1_5  0.54      0.29 0.29 0.71  1   1
Q1_6  0.46      0.21 0.21 0.79  1   1
Q1_7  0.52      0.27 0.27 0.73  1   1
Q1_8  0.49      0.24 0.24 0.76  1   1
Q1_9  0.58      0.34 0.34 0.66  1   1
Q1_10 0.54      0.30 0.30 0.70  1   1

With Sums of squares  of:
   g  F1*   h2 
2.72 0.00 0.79 

general/max  3.44   max/min =   9.493814e+15
mean percent general =  1    with sd =  0 and cv of  0 
Explained Common Variance of the general factor =  1 

The degrees of freedom are 35  and the fit is  1.15 
The number of observations was  2432  with Chi Square =  2779.53  with prob <  0
The root mean square of the residuals is  0.14 
The df corrected root mean square of the residuals is  0.16
RMSEA index =  0.18  and the 90 % confidence intervals are  0.174 0.185
BIC =  2506.65

Compare this with the adequacy of just a general factor and no group factors
The degrees of freedom for just the general factor are 35  and the fit is  1.15 
The number of observations was  2432  with Chi Square =  2779.53  with prob <  0
The root mean square of the residuals is  0.14 
The df corrected root mean square of the residuals is  0.16 

RMSEA index =  0.18  and the 90 % confidence intervals are  0.174 0.185
BIC =  2506.65 

Measures of factor score adequacy             
                                                 g F1*
Correlation of scores with factors            0.89   0
Multiple R square of scores with factors      0.79   0
Minimum correlation of factor score estimates 0.59  -1

 Total, General and Subset omega for each subset
                                                 g  F1*
Omega total for total scores and subscales    0.78 0.79
Omega general for total scores and subscales  0.79 0.79
Omega group for total scores and subscales    0.00 0.00






引数nfactorsは，G因子以外の共通因子の数を指定します。 nfactors=1にした場合，G因子との識別性を失うため，実質的に1因子（G因子のみ）での因子分析を行っているのと同じ状態になります。 デフォルトではnfactors=3となっていますが，この設定で計算した場合，実質4因子（G因子に加えて3つの共通因子）で因子分析を行うことになります。 その結果，G因子のみを考慮する\(\omega_h\)では過小推定してしまい，一方\(\omega_t\)では因子数が多すぎて過大推定になってしまいがちなようです （岡田，2011）。

出力を見てみましょう。



Alpha:                 0.78 
G.6:                   0.81 
Omega Hierarchical:    0.79 
Omega H asymptotic:    1 
Omega Total            0.78 






一番上にはalpha()関数と同じように\(\alpha\)係数およびG6を出してくれています。 その下に続いているのが\(\omega_h\)(omega hierarchical)です。報告する際にはこの値を示せばOKです。 その下にあるOmega H asymptoticは，「項目数が無限にあったら」，つまり「独自因子の影響を無視できたら」という状況での\(\omega_h\)係数なので報告の必要がありません。 最後には\(\omega_t\)係数が表示されています。nfactors=1のときには\(\omega_h\)と同じ値になります27。



Schmid Leiman Factor loadings greater than  0.2 
         g  F1*   h2   h2   u2 p2 com
Q1_1  0.31           0.09 0.91  1   1
Q1_2  0.57      0.33 0.33 0.67  1   1
Q1_3  0.59      0.35 0.35 0.65  1   1

（以下略）






因子負荷行列です。nfactors=1の場合，G因子のみでの因子分析の結果になります。fa(dat[,cols],nfactors=1)と同じ値が出ているはずです。

今回は，最初に作成したcolsに含まれる10項目でomega()を実行しましたが，この10項目は2因子ぶんの項目になっています。 続いて2因子にして結果を見比べてみましょう。





コード 6.28: 2因子だとどうなるの


omega(dat[, cols], nfactors = 2, poly = TRUE)








Omega 
Call: omegah(m = m, nfactors = nfactors, fm = fm, key = key, flip = flip, 
    digits = digits, title = title, sl = sl, labels = labels, 
    plot = plot, n.obs = n.obs, rotate = rotate, Phi = Phi, option = option, 
    covar = covar)
Alpha:                 0.78 
G.6:                   0.81 
Omega Hierarchical:    0.42 
Omega H asymptotic:    0.51 
Omega Total            0.83 

Schmid Leiman Factor loadings greater than  0.2 
         g   F1*   F2*   h2   h2   u2   p2  com
Q1_1  0.22        0.39 0.21 0.21 0.79 0.24 1.70
Q1_2  0.43        0.60 0.55 0.55 0.45 0.34 1.82
Q1_3  0.46        0.66 0.65 0.65 0.35 0.33 1.79
Q1_4  0.38        0.39 0.32 0.32 0.68 0.45 2.22
Q1_5  0.40        0.52 0.43 0.43 0.57 0.37 1.88
Q1_6  0.33  0.50       0.36 0.36 0.64 0.31 1.76
Q1_7  0.38  0.55       0.45 0.45 0.55 0.32 1.78
Q1_8  0.35  0.47       0.35 0.35 0.65 0.36 1.85
Q1_9  0.43  0.58       0.53 0.53 0.47 0.35 1.84
Q1_10 0.39  0.49       0.39 0.39 0.61 0.38 1.93

With Sums of squares  of:
  g F1* F2*  h2 
1.5 1.4 1.4 1.9 

general/max  0.76   max/min =   1.4
mean percent general =  0.34    with sd =  0.05 and cv of  0.16 
Explained Common Variance of the general factor =  0.35 

The degrees of freedom are 26  and the fit is  0.22 
The number of observations was  2432  with Chi Square =  540.84  with prob <  1.2e-97
The root mean square of the residuals is  0.04 
The df corrected root mean square of the residuals is  0.05
RMSEA index =  0.09  and the 90 % confidence intervals are  0.084 0.097
BIC =  338.13

Compare this with the adequacy of just a general factor and no group factors
The degrees of freedom for just the general factor are 35  and the fit is  1.35 
The number of observations was  2432  with Chi Square =  3282.92  with prob <  0
The root mean square of the residuals is  0.19 
The df corrected root mean square of the residuals is  0.21 

RMSEA index =  0.195  and the 90 % confidence intervals are  0.19 0.201
BIC =  3010.05 

Measures of factor score adequacy             
                                                  g  F1*  F2*
Correlation of scores with factors             0.66 0.75 0.76
Multiple R square of scores with factors       0.43 0.56 0.58
Minimum correlation of factor score estimates -0.14 0.12 0.16

 Total, General and Subset omega for each subset
                                                 g  F1*  F2*
Omega total for total scores and subscales    0.83 0.78 0.78
Omega general for total scores and subscales  0.42 0.27 0.28
Omega group for total scores and subscales    0.39 0.51 0.51
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図 6.23: omega()のプロット








先ほどとは打って変わって，Omega Hierarchicalの値がかなり低下しました。 データがかなりきれいに2因子に分かれているため，「すべてに共通の1因子(G因子)」の影響がかなり弱いことがわかります。 このような状態では，10項目の合計点の内的一貫性は低い，という判断になるわけです。 このように，\(\omega_h\)では内的一貫性だけでなく「一因子性」も評価してあげることが出来ている感じがします。

omega()関数では，デフォルトで 図 6.23 のようなプロットを出してくれます。 F1およびF2に関しては，因子分析を行った結果をもとに，勝手に最適なグルーピングをしてくれているわけです。 ボトムアップに尺度を作成するような場面では，fa()の結果に基づくこのやり方で\(\omega_h\)を求めるのが良いでしょう。 一方で，もともと因子構造の仮定があるような場合は，omega()関数は勝手にグループを決定してしまうので使えません。 そのような場合には，次回とりあげるSEMの枠組み（lavaanパッケージ）で\(\omega_h\)を計算しましょう。








omega()関数におけるG因子の話




まず，そもそもなぜomega()関数では頼んでもいないのにG因子なるものを入れて計算しているのかといえば，これは単に McDonald （1978） が\(\omega\)係数を最初に提案したときに「bifactorモデルにおけるG因子の分散説明率」として定義したためだと思われます。 いわば，\(\omega\)係数はそもそもbifactorモデルのために作られた指標，ということなのでしょう。

ということでG因子の存在は諦めるとして，以下では「G因子と共通因子はどのように区別して推定されるのか」という少しテクニカルな話を記しておきます（Reise, 2012）。

図 6.22 に示されているように，G因子はほかの共通因子とは無相関であるというところが重要なポイントです。 つまり，共通因子数を\(T\)（nfactors=T）にした場合には，\((T+1)\times I\)因子負荷行列が


	1列目は2列目以降と全て直交（G因子）

	2列目以降は1列目と直交さえしていればそれ以外とは直交していなくてもよい（共通因子）



という条件を満たすように因子負荷行列が推定されるのです。 実際にomega()関数の中で行われている手順は，


	普通に\(T\)因子解を求める

	斜交回転する

	Schmid-Leiman変換（Schmid & Leiman, 1957）を行う



という流れです。 Schmid-Leiman変換は，bifactorモデルのために考案された「普通の因子負荷行列からbifactorモデルの因子負荷行列に簡単に変換できる方法」です。 これによって，手順2. で求めた因子負荷行列は，1列追加されるとともに，1列目が2列目以降と直交する形に変換されるのです。










6.13 主成分分析との違い

因子分析は，よく主成分分析と対比される手法です。 ここで少しだけその違いを説明しておきましょう。

主成分分析の主目的は，次元圧縮です。これは，複数の変数を合体させて最も高い説明力を持つ「最強の変数」を作るようなイメージです。 グラフィカルモデル的には 図 6.24 のようになります。 因子分析モデル（ 図 6.4 ）と比べると，矢印の向きが逆になっているわけです。
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図 6.24: 主成分分析モデル








そして，主成分分析ではとにかく「なるべく分散説明率の高い主成分を作る」ことで「なるべく少ない数の変数にまとめる」ことが重要となります。そのため，全ての項目間に正の相関がある場合には，基本的に第一主成分に対しては全ての項目が高い負荷量を示すと考えられます28。 これと比べると，因子分析では項目をいくつかのグループに分ける意識が強いと言えます。そのため，因子数は最小限というよりも「メリハリのある分かれ方（＝単純構造）をする数」になるように設定されることが多いです。

また，数理的には主成分分析では誤差を想定しないという違いがあります。なので 図 6.24 においても，これに誤差項（独自因子）を追加することはありません。 もう少し具体的に説明しましょう。 因子分析（主因子法）では，観測変数の相関行列\(\symbf{\Sigma}\)を\(\symbf{B}^\top\symbf{B} + \symbf{\Psi}\)と分解した上で，\(\symbf{B}^\top \symbf{B}\)の部分に対して固有値分解を行うことで因子負荷量を計算していました。 これに対して主成分分析では\(\symbf{\Sigma}\)そのものを固有値分解したものが主成分負荷量になります。 主成分分析のほうが\(\symbf{\Psi}\)のぶんだけ大きな値の行列を固有値分解するため，得られる固有値も大きな値になります。

Rのpsychパッケージでは，pca()という関数で行うことが出来ます。固有値分解の結果と見比べてみましょう。





コード 6.29: 固有値分解


eig <- eigen(cor(dat[, cols]))
# 主成分負荷量は固有ベクトルに固有値の平方根をかけた値になる
eig$vectors[, 1] * sqrt(eig$values[1])








 [1] -0.3240019 -0.5916129 -0.6105479 -0.5661146 -0.5645371 -0.5047118
 [7] -0.5737352 -0.5470221 -0.6143070 -0.5920611










コード 6.30: 主成分分析


# デフォルトではバリマックス回転してしまうので，引数rotateを指定する
pca(dat[, cols], nfactors = 2, rotate = "none")








Principal Components Analysis
Call: principal(r = r, nfactors = nfactors, residuals = residuals, 
    rotate = rotate, n.obs = n.obs, covar = covar, scores = scores, 
    missing = missing, impute = impute, oblique.scores = oblique.scores, 
    method = method, use = use, cor = cor, correct = 0.5, weight = NULL)
Standardized loadings (pattern matrix) based upon correlation matrix
       PC1   PC2   h2   u2 com
Q1_1  0.32  0.46 0.32 0.68 1.8
Q1_2  0.59  0.49 0.59 0.41 1.9
Q1_3  0.61  0.52 0.64 0.36 1.9
Q1_4  0.57  0.28 0.40 0.60 1.5
Q1_5  0.56  0.44 0.51 0.49 1.9
Q1_6  0.50 -0.45 0.46 0.54 2.0
Q1_7  0.57 -0.44 0.53 0.47 1.9
Q1_8  0.55 -0.38 0.45 0.55 1.8
Q1_9  0.61 -0.42 0.56 0.44 1.8
Q1_10 0.59 -0.35 0.47 0.53 1.6

                       PC1  PC2
SS loadings           3.08 1.83
Proportion Var        0.31 0.18
Cumulative Var        0.31 0.49
Proportion Explained  0.63 0.37
Cumulative Proportion 0.63 1.00

Mean item complexity =  1.8
Test of the hypothesis that 2 components are sufficient.

The root mean square of the residuals (RMSR) is  0.09 
 with the empirical chi square  1871.22  with prob <  0 

Fit based upon off diagonal values = 0.88






PC1列は符号こそ異なりますが，データの相関行列をそのまま固有値分解した結果と一致する値が得られています。







1. 英語の25項目は?psych::bfiから確認することができます。また日本語訳はIPIPプロジェクト内にある翻訳の情報から拝借しました。



2. 因子分析モデルの制約は，正確に言うと「パラメータが一つ固定されていれば良い」ので，別の制約として第1項目の因子負荷を1に固定するという方法を取ることもあります。



3. 回帰分析において説明変数・観測変数ともに標準化されている場合，切片項はゼロになります。これが，「因子分析は結局回帰分析だ」と言っておきながら(6.1)および(6.2)式に切片項がなかった理由です。



4. MRというのは，因子負荷行列を最小残差法(Minimum Residual)で計算したことを表しています。詳細は セクション 6.10 にて説明します。



5. ちなみに3因子以上の場合，fa.plot()は各因子ペアごとの散布図を並べてくれます。



6. 加えて，実はSEMの数理的には1因子には3項目以上あることが望ましかったりもします。



7. 「共通因子間の相関もゼロ」という3行目の仮定は， 図 6.5 において\(f_1\)と\(f_2\)の間に直接的なパスが無いことに相当します。



8. 厳密には，ここで近似しているのは\(\symbf{\Sigma} - \symbf{\Psi} = \symbf{b}^\top\symbf{b}\)です。しかし実際には\(\symbf{\Psi}\)はわからないので，計算上は「対角成分を\(\symbf{\Psi}\)に置き換えた\(\symbf{\Sigma}\)」について固有値分解を繰り返すことで，「非対角成分だけ近似された状態」を求めます。なので上の近似も対角成分（全て1になるはず）はあまりうまく近似されていません。



9. ここで紹介しているのは画像処理における次元圧縮のマネです。



10. 回転前後で共通性の値は変わらないため，h2の値は回転前の初期解の因子負荷の二乗和には一致します。回転して因子間相関を持ったことで，各因子の影響のうち僅かな部分が別の因子を経由したものに置き換わったというイメージです。



11. 項目の共通性は，因子負荷行列\(\symbf{B}\)を列（項目）ごとに二乗和したもの\(\mathrm{diag}(\tilde{\symbf{B}}\symbf{\Phi}\tilde{\symbf{B}}^\top)\)でした。それに対して因子寄与率は因子負荷行列を行（因子）ごとに二乗和しているため，\(\mathrm{diag}(\tilde{\symbf{B}}^\top\symbf{\Phi}\tilde{\symbf{B}})\)という順番になっているのです。



12. 「合計点の分散」ではなく「分散の合計」です。なので観測変数間の相関などは気にする必要はありません。



13. 一説には，50%くらいの累積寄与率はほしいという声もあったりするそうです。



14. 尺度としての使いやすさや計算の簡便性を考えると合計点を使うのはありなのですが，個人的には例えば尺度得点として重み付け和を使う，みたいな方法はもっと広まっても良いのでは，と思っています。



15. polycorパッケージにあるhetcor()関数は，データフレームに対してポリコリック・ポリシリアル・ピアソンの相関行列を出してくれる関数です。ただこの関数では，データフレームの各列がカテゴリカルであるかを自動的に判別して，変数のペアごとに適切な相関を算出します。したがって，この関数を使う場合は事前にカテゴリカル変数の型をas.factor()等で変換する必要があります。



16. 細かい話をすると，fa()関数にデータフレームを与えた場合，相関係数の計算時にはuse="pairwise.complete.obs"が指定されていることになります。そのため，もしも欠測値の無いデータのみで因子分析をしたい場合には，事前にuse="complete.obs"で相関行列を計算して与える，という使い方もできます。もっというとfa()関数自体が引数useを受け付けるのですが。



17. どうやらSPSSではこの後紹介する分析の結果がデフォルトで出てくるようです。一方でここで紹介している分析を（SPSS以外で分析をする人が）論文にも書かなかったとしても咎められる可能性は高くないので「出来そうならやってみてもいいんじゃないかなぁ」くらいの位置づけとして紹介します。



18. これは，アダマールの不等式というものによって証明される性質です。



19. 実際に私はSPSSを使わないので，ここに来て修士論文の審査をするまでこの検定の存在を知りませんでした。



20. こんなことになっている原因として考えられるのは，KMOには複数の定義があり，取りうる値の範囲が異なること （Kaiser, 1981），表に示された基準が厳密にはKMOに関するものではない（単純構造の程度に関するものである）こと，などがありそうですがよく分かりません。



21. 名前の由来はギリシャ神話に登場するプロクルーステスのベッドです。



22. fa()関数では，直交回転（clusterT）と斜交回転（clusterQ）を両方選ぶことが出来ます。clusterと指定した場合は斜交回転になります。



23. オブリミン回転は，コーティミン回転やコバリミン回転などの回転法を一般化したものなので，コーティミン回転はオブリミン回転の特殊なケースなのです。



24. fa()関数では，直交ジオミン回転（geominT）と斜交ジオミン回転（geominQ）を両方選ぶことが出来ます。



25. ここでもnumber of componentsは主成分分析の話なので無視してOKです。



26. 一応内部的にはcomplexity 8まで計算されていますが，それはもう単純構造では無いのでは？という気がするので大抵の場合はcomplexity 2くらいまで見ておけば十分でしょう。



27. nfactors=1のときにはG因子と共通因子を識別できないので，\(\omega_t\)のほうもG因子のみで推定を行っています。そのために2つは同じ値になるのです。



28. ただ，主成分の解釈をしようと考えるケースもあるらしく，その場合には主成分軸の回転をすることもあります（林 他，2008）。ただしこの場合得られる得点は「なるべく分散説明率の高い」を追求した得点ではないため，厳密には主成分分析ではなくなる，という見方もあるようです。
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7 構造方程式モデリング

複数の観測変数間の関係性について柔軟なモデルをあてはめて分析を行う構造方程式モデリングについて，前半では理論的な考え方とlavaanでのやり方を説明し，後半では実践上のいくつかのトピック（モデル適合度・モデル修正・多母集団同時分析・PLS-SEMなど）を解説しています。




この章のPDF版はこちら


今回からは構造方程式モデリング (Structural Equation Modeling; SEM)の話です。 はじめにSEMの基本的な考え方を紹介し，Rで実際に実行してみます。

RでのSEMはlavaanというパッケージを用いるのが最もメジャーです。 事前にインストール＆読み込みをしておきましょう。 合わせて，このチャプターで使用するいくつかのパッケージもインストールしておきます。

↓本Chapterで使用するファイルのダウンロードはこちらから

chapter04.rds





コード 7.1: 事前準備


# まだインストールしていない人は
# install.packages("lavaan")
# install.packages("lavaanPlot")
# install.packages("semTools")

# 前半ではlavaanのみ使います。
library(lavaan)
dat <- readRDS("chapter04.rds")










7.1 因子分析の見方を変える


7.1.1 1因子モデル
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図 7.1: 因子分析モデル








まずは 図 7.1 のような１因子３項目の因子分析モデルを考えてみます。 このモデルでは，各観測変数はそれぞれ \[
\left\{
\begin{aligned}
\symbf{y}_1 &= \symbf{f}b_{1} + \symbf{\varepsilon}_1 \\
\symbf{y}_2 &= \symbf{f}b_{2} + \symbf{\varepsilon}_2 \\
\symbf{y}_3 &= \symbf{f}b_{3} + \symbf{\varepsilon}_3
\end{aligned}
\right.
\tag{7.1}\] と表されました。したがって，３つの観測変数のモデル上の共分散行列\(\symbf{\Sigma}\)は \[
\symbf{\Sigma} = \begin{bmatrix}
b_1^2+\sigma_{\symbf{\varepsilon}_1}^2 & b_1b_2 & b_1b_3\\
b_2b_1 & b_2^2+\sigma_{\symbf{\varepsilon}_2}^2 & b_2b_3\\
b_3b_1 & b_3b_2 & b_3^2+\sigma_{\symbf{\varepsilon}_3}^2
\end{bmatrix}
\tag{7.2}\] となります。 また，３つの観測変数のデータでの共分散行列も \[
\symbf{S} = \begin{bmatrix}
\sigma_{y_1}^2 & \sigma_{y_1,y_2} & \sigma_{y_1,y_3} \\
\sigma_{y_2,y_1} & \sigma_{y_2}^2 & \sigma_{y_2,y_3} \\
\sigma_{y_3,y_1} & \sigma_{y_3,y_2} & \sigma_{y_3}^2
\end{bmatrix}
\tag{7.3}\] と表すことができ，これは実際にデータから計算が可能です。 例えばQ1_1からQ1_3の３項目のみを考えればcov(dat[,paste0("Q1_",1:3)])によって1具体的に \[
\symbf{S} = \begin{bmatrix}
1.976 & 0.581 & 0.504 \\
0.581 & 1.375 & 0.762 \\
0.504 & 0.762 & 1.706
\end{bmatrix}
\] という値が得られます。 構造方程式モデリングでは，\(\symbf{\Sigma}\)の値が\(\symbf{S}\)にできるだけ近づくように母数（パラメータ）を推定します。 実際に(7.2)式の\(\symbf{\Sigma}\)と(7.3)式の\(\symbf{S}\)の同じ項をイコールで結ぶと， \[
\left\{
\begin{aligned}
\sigma_{y_1}^2 &= b_1^2+\sigma_{\symbf{\varepsilon}_1}^2 \\
\sigma_{y_2}^2 &= b_2^2+\sigma_{\symbf{\varepsilon}_2}^2 \\
\sigma_{y_3}^2 &= b_3^2+\sigma_{\symbf{\varepsilon}_3}^2 \\
\sigma_{y_1,y_2} &= b_1b_2\\
\sigma_{y_1,y_3} &= b_1b_3\\
\sigma_{y_2,y_3} &= b_2b_3\\
\end{aligned}
\right.
\tag{7.4}\] という連立方程式を得ることが出来ます。このモデルで推定するべきパラメータは\((b_1,b_2,b_3,\sigma_{\symbf{\varepsilon}_1}^2,\sigma_{\symbf{\varepsilon}_2}^2,\sigma_{\symbf{\varepsilon}_3}^2)\)の６つです。 そして式も６つあるため，このケースでは明確な解を求めることが出来ます。 例えばQ1_1からQ1_3の３項目であれば \[
\left\{
\begin{aligned}
1.976 &= b_1^2+\sigma_{\symbf{\varepsilon}_1}^2 \\
1.375 &= b_2^2+\sigma_{\symbf{\varepsilon}_2}^2 \\
1.706 &= b_3^2+\sigma_{\symbf{\varepsilon}_3}^2 \\
0.581 &= b_1b_2\\
0.504 &= b_1b_3\\
0.762 &= b_2b_3\\
\end{aligned}
\right.
\] となり，これを解くと \[
\left\{
\begin{aligned}
b_1 &= 0.620 \\
b_2 &= 0.937 \\
b_3 &= 0.813 \\
\sigma_{\symbf{\varepsilon}_1}^2 &= 1.591 \\
\sigma_{\symbf{\varepsilon}_2}^2 &= 0.497 \\
\sigma_{\symbf{\varepsilon}_3}^2 &= 1.045
\end{aligned}
\right.
\] という解が得られます。 図 7.1 に書き加えたならば 図 7.2 のようになります。
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図 7.2: 因子分析モデルの解








グラフィカルモデルでは，観測変数を四角形で，潜在変数を楕円で表していました。 図 7.2 とパラメータの関係を見てみると，2つの観測変数の共分散は，2つの四角形を結ぶ矢印にかかる係数の積になっていることがわかります。 つまり，グラフィカルモデル上で経路が存在する観測変数間には非ゼロの共分散があることを仮定していたわけです。 また，1つの観測変数の分散は，その四角形に向かっている矢印の係数の二乗和になっています。 なお，独自因子には自分自身に対する両方向の矢印が引かれています。 グラフィカルモデルでは両方向の矢印で共分散を表すので，これは自分自身との共分散＝分散を表していることになります。

先程の結果は観測変数を標準化していない状態での解でした。 そのため，独自因子の分散が1を超えたり，因子負荷の二乗との合計が1にならなかったりしています。 例えば項目\(\symbf{y}_1\)について見てみると，因子負荷の二乗と独自因子の分散の和は\(0.620^2+1.591\simeq1.976\)となります。これは，\(\symbf{y}_1\)の分散\(\sigma_{y_1}^2\)の値1.976に対応しているわけです。 ここで前回までの因子分析と同じように全ての観測変数を標準化した状態，つまり\(\symbf{S}\)に共分散行列ではなく相関行列を与えて推定をした場合に得られる解のことを標準化解や標準化推定値などと呼びます。 そしてSEMでは多くの場合，結果には標準化解を載せています。 絶対のルールでは無いのですが，特に潜在変数がある場合には単位の影響を受けない標準化解を用いたほうがしっくり来る，ということなのでしょう。 ということでこの先も，潜在変数が含まれるモデルを扱う場合には\(\symbf{S}\)には相関行列を想定した，標準化解を考えることにします。

実際に先程の例で標準化解を計算してみると，データにおける相関行列\(\symbf{S}\)はcor(dat[,paste0("Q1_",1:3)])によって具体的に2 \[
\symbf{S} = \begin{bmatrix}
1 & 0.353 & 0.274 \\
0.353 & 1 & 0.497 \\
0.274 & 0.497 & 1
\end{bmatrix}
\] という値が得られるため，連立方程式は \[
\left\{
\begin{aligned}
1 &= b_1^2+\sigma_{\symbf{\varepsilon}_1}^2 \\
1 &= b_2^2+\sigma_{\symbf{\varepsilon}_2}^2 \\
1 &= b_3^2+\sigma_{\symbf{\varepsilon}_3}^2 \\
0.353 &= b_1b_2\\
0.274 &= b_1b_3\\
0.497 &= b_2b_3\\
\end{aligned}
\right.
\] となり，これを解くと \[
\left\{
\begin{aligned}
b_1 &= 0.441 \\
b_2 &= 0.800 \\
b_3 &= 0.622 \\
\sigma_{\symbf{\varepsilon}_1}^2 &= 0.805 \\
\sigma_{\symbf{\varepsilon}_2}^2 &= 0.361 \\
\sigma_{\symbf{\varepsilon}_3}^2 &= 0.613
\end{aligned}
\right.
\] という標準化解を得ることができます。



7.1.2 2因子モデル






[image: ]



図 7.3: 2因子モデル








続いて 図 7.3 のような2因子6項目の因子分析モデルで同じように見てみましょう。 ここでは，因子1は最初の3項目にのみ，因子2は後ろの3項目にのみ影響を与えているという仮定を置いています。 また，2つの因子の間は両矢印でつながっています。これは因子間に相関関係\(r_{f1,f2}\)があることを表しています。 このように，（共）分散を表す時には両矢印を使います。 言い換えると，ここでは因子間の共分散（＝相関）が0でなくても良いという仮定（斜交回転）を置いているのです。

このモデルでは，因子負荷行列\(\symbf{B}^\top\)は \[
\begin{aligned}
\symbf{B}^\top = \begin{bmatrix}
b_{11} & 0\\
b_{21} & 0\\
b_{31} & 0\\
0 & b_{42} \\
0 & b_{52}\\
0 & b_{62}
\end{bmatrix}
\end{aligned}
\tag{7.5}\] となります。 ちなみにSEMで多因子モデルを扱う場合の多くは，このように1項目が1因子からのみ影響を受けていると考えると思います3。

すると，6つの観測変数のモデル上の相関行列\(\symbf{\Sigma}\)は \[
\begin{aligned}
\begin{split}
\symbf{\Sigma} &= \symbf{B}^\top\symbf{\Phi} \symbf{B} + \symbf{\Psi} \\
&= \begin{bmatrix}
b_{11} & 0\\
b_{21} & 0\\
b_{31} & 0\\
0 & b_{42}\\
0 & b_{52}\\
0 & b_{62}
\end{bmatrix}\begin{bmatrix}
1 & r_{f1,f2} \\
r_{f1,f2} & 1
\end{bmatrix}\begin{bmatrix}
b_{11} & b_{21} & b_{31} & 0 & 0 & 0\\
0 & 0 & 0 & b_{42} & b_{52} & b_{62} \\
\end{bmatrix} + \symbf{\Psi} \\
&= \begin{bmatrix}
b_{11}^2 & b_{11}b_{21} & b_{11}b_{31} & r_{f1,f2}b_{11}b_{42} & r_{f1,f2}b_{11}b_{52} & r_{f1,f2}b_{11}b_{62} \\
b_{21}b_{11} & b_{21}^2 & b_{21}b_{31} & r_{f1,f2}b_{21}b_{42} & r_{f1,f2}b_{21}b_{52} & r_{f1,f2}b_{21}b_{62} \\
b_{31}b_{11} & b_{31}b_{21} & b_{31}^2 & r_{f1,f2}b_{31}b_{42} & r_{f1,f2}b_{31}b_{52} & r_{f1,f2}b_{31}b_{62} \\
r_{f1,f2}b_{42}b_{11} & r_{f1,f2}b_{42}b_{21} & r_{f1,f2}b_{42}b_{31} & b_{42}^2 & b_{42}b_{52} & b_{42}b_{62} \\
r_{f1,f2}b_{52}b_{11} & r_{f1,f2}b_{52}b_{21} & r_{f1,f2}b_{52}b_{31} & b_{52}b_{42} & b_{52}^2 & b_{52}b_{62} \\
r_{f1,f2}b_{62}b_{11} & r_{f1,f2}b_{62}b_{21} & r_{f1,f2}b_{62}b_{31} & b_{62}b_{42} & b_{62}b_{52} & b_{62}^2
\end{bmatrix} \\&~~~+ \begin{bmatrix}
\sigma_{\symbf{\varepsilon}_1}^2 & 0 & 0 & 0 & 0 & 0 \\
0 & \sigma_{\symbf{\varepsilon}_2}^2 & 0 & 0 & 0 & 0 \\
0 & 0 & \sigma_{\symbf{\varepsilon}_3}^2 & 0 & 0 & 0 \\
0 & 0 & 0 & \sigma_{\symbf{\varepsilon}_4}^2 & 0 & 0 \\
0 & 0 & 0 & 0 & \sigma_{\symbf{\varepsilon}_5}^2 & 0 \\
0 & 0 & 0 & 0 & 0 & \sigma_{\symbf{\varepsilon}_6}^2
\end{bmatrix} \\
&=\begin{bmatrix}
b_{11}^2 + \sigma_{\symbf{\varepsilon}_1}^2 & b_{11}b_{21} & b_{11}b_{31} & r_{f1,f2}b_{11}b_{42} & r_{f1,f2}b_{11}b_{52} & r_{f1,f2}b_{11}b_{62} \\
b_{21}b_{11} & b_{21}^2 + \sigma_{\symbf{\varepsilon}_2}^2 & b_{21}b_{31} & r_{f1,f2}b_{21}b_{42} & r_{f1,f2}b_{21}b_{52} & r_{f1,f2}b_{21}b_{62} \\
b_{31}b_{11} & b_{31}b_{21} & b_{31}^2 + \sigma_{\symbf{\varepsilon}_3}^2 & r_{f1,f2}b_{31}b_{42} & r_{f1,f2}b_{31}b_{52} & r_{f1,f2}b_{31}b_{62} \\
r_{f1,f2}b_{42}b_{11} & r_{f1,f2}b_{42}b_{21} & r_{f1,f2}b_{42}b_{31} & b_{42}^2 + \sigma_{\symbf{\varepsilon}_4}^2 & b_{42}b_{52} & b_{42}b_{62} \\
r_{f1,f2}b_{52}b_{11} & r_{f1,f2}b_{52}b_{21} & r_{f1,f2}b_{52}b_{31} & b_{52}b_{42} & b_{52}^2 + \sigma_{\symbf{\varepsilon}_5}^2 & b_{52}b_{62} \\
r_{f1,f2}b_{62}b_{11} & r_{f1,f2}b_{62}b_{21} & r_{f1,f2}b_{62}b_{31} & b_{62}b_{42} & b_{62}b_{52} & b_{62}^2  + \sigma_{\symbf{\varepsilon}_6}^2
\end{bmatrix}
\end{split}
\end{aligned}
\tag{7.6}\] となります。

例えばy_1とy_4の繋がりを 図 7.3 で見てみると，y_1 → f_1 → f_2 → y_4という経路になっており，この2変数の共分散はそれぞれの矢印に係る係数の積である\(r_{f1,f2}b_{42}b_{11}\)となっていることがわかります。 もし因子間に相関がなければ，y_1とy_4を結ぶ経路は存在せず，数式的には\(r_{f1,f2}=0\)となることからも，この2変数が完全に無相関であることを意味するようになります。

このモデルの重要なポイントは，分散共分散行列が\(\symbf{B}^\top\symbf{\Phi} \symbf{B} + \symbf{\Psi}\)という形で分解可能だという点は前回までの因子分析と全く同じだという点です。 SEMの枠組みでは，因子負荷行列\(\symbf{B}\)や因子間相関\(\symbf{\Phi}\)に関して要素の値を固定（通常は0に固定）するため，それに応じて観測変数間の共分散の形は変わりますが，違いといえばそれだけです4。 特定の因子が特定の項目にのみ負荷を持っているという仮定は，分析者が仮説などに基づいて行うものです。 そして得られた結果（\(\symbf{\Sigma}\)と\(\symbf{S}\)の乖離度）は，その仮説（に基づく共分散構造）がどの程度妥当そうかを表したものといえます。 そのような意味で，SEMにおける因子分析を検証的（確認的）因子分析(confirmatory factor analysis; CFA)と呼びます。 一方，前回まで行っていた因子分析は，因子構造を探し当てるのが目的だったため探索的因子分析(exploratory factor analysis; EFA)と呼んでいます。

上述のモデルでは，推定するパラメータは全部で13個（6個の因子負荷＋6個の誤差分散＋1個の因子間相関）あり，対する観測変数間の分散共分散の数が全部で21個（分散が6個＋共分散が15個）あります。 ということで1因子3項目の場合のように解を一意に求めることは出来ないのですが，なるべく誤差が小さくなるように全てのパラメータをまとめて推定することは可能なわけです。



7.1.3 もう少しだけ複雑なモデル
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図 7.4: 独立ではない2因子モデル








CFAでは，「ある項目は2つの因子の影響を受けている」というモデルを作ることも当然可能です。 図 7.4 は，項目3だけが2つの因子の影響を受けていると仮定しています。 この時，因子負荷行列は \[
\begin{aligned}
\symbf{B}^\top = \begin{bmatrix}
b_{11} & 0\\
b_{21} & 0\\
b_{31} & b_{32}\\
0 & b_{42} \\
0 & b_{52}\\
0 & b_{62}
\end{bmatrix}
\end{aligned}
\tag{7.7}\] となります。このとき共分散行列はどうなるでしょうか。 (7.6)式と同じ要領で\(\symbf{\Sigma}\)は計算できるのですが，すべて書くのは面倒ですね。 例えば項目1と3の共分散だけ抜き出してみると \[
\sigma_{y1, y3} = b_{31}b_{11} + r_{f1,f2}b_{32}b_{11}
\tag{7.8}\] という形になっています。 改めて 図 7.4 でy_1とy_3の経路を見てみると，


	y_1 → f_1 → y_3 (\(b_{31}b_{11}\))

	y_1 → f_1 → f_2 → y_3(\(r_{f1,f2}b_{32}b_{11}\))



という2つの経路が存在しており，それに対応した係数の積の和がこの2変数の共分散を表すようになっています。 また，項目3の分散は \[
\sigma_{y3}^2 = b_{31}^2 + b_{32}^2 + 2r_{f1,f2}b_{31}b_{32} + \sigma_{\symbf{\varepsilon}_3}^2
\tag{7.9}\] となります。1因子モデルのときも分散は係数の二乗和になっていましたが，より正確に言えば


	y_3 → f_1 → y_3 (\(b_{31}^2\))

	y_3 → f_2 → y_3 (\(b_{32}^2\))

	y_3 → e_3 → y_3 (\(\sigma_{\symbf{\varepsilon}_3}^2\))

	y_3 → f_1 → f_2 → y_3 (\(r_{f1,f2}b_{31}b_{32}\))

	y_3 → f_2 → f_1 → y_3 (\(r_{f1,f2}b_{31}b_{32}\))



という要領で，その変数を出発してから戻るまでの経路の全パターンに関して同様の計算をしていたわけです。




7.2 Rでやってみる（検証的因子分析）

それでは， 図 7.3 の2因子モデルを実際にSEMの枠組み（検証的因子分析）で推定してみましょう。 lavaanでは，lm()などと同じように第一引数にモデル式を与えます。 ただ複雑なモデルになると結構な長さになるので，以下のように事前にモデル式をオブジェクトに入れておくのがおすすめです。





コード 7.2: モデル式を用意する


model_cfa <- "
# 改行とコメントアウトはご自由に

f_1 =~ Q1_1 + Q1_2 + Q1_3
f_2 =~ Q1_6 + Q1_7 + Q1_8
"









モデル式はcharacter型で用意するため，ダブルクオート（" "）かシングルクオート（' '）で全体をくくります。 その中に，回帰式のようなものを書き連ねていきます。 lavaanの構文では，潜在変数を規定する場合にはイコールチルダ（=~）を使用します。 つまり，上のコードの4行目では「因子f_1はQ1_1とQ1_2とQ1_3に影響を与えているもの」であることを表しているわけです。 ちなみに観測変数に関してはデータフレームの列名で指定しますが，潜在変数はデータフレーム内に存在しないので，自分でわかりやすい名前をつけても構いません。 例えばQ1_1とQ1_2とQ1_3は”Agreeableness”を測定する項目だとわかっているので，1行目はf_A =~ Q1_1 + Q1_2 + Q1_3としても良いわけです。 lavaanでは，データフレームに存在しない変数は自動的に潜在変数であるとみなして分析を行ってくれます。

モデル式が用意できたら，あとは分析を実行するだけです。 検証的因子分析の場合にはcfa()という関数を利用しましょう5。





コード 7.3: lavaanでCFA


result_cfa <- cfa(model_cfa, data = dat)
# 結果を見るときにはlm()と同じようにsummary()にかける
summary(result_cfa)








lavaan 0.6-19 ended normally after 38 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        13

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                                62.061
  Degrees of freedom                                 8
  P-value (Chi-square)                           0.000

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)
  f_1 =~                                              
    Q1_1              1.000                           
    Q1_2              1.548    0.106   14.538    0.000
    Q1_3              1.348    0.082   16.362    0.000
  f_2 =~                                              
    Q1_6              1.000                           
    Q1_7              1.220    0.075   16.316    0.000
    Q1_8              0.894    0.053   16.756    0.000

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)
  f_1 ~~                                              
    f_2               0.115    0.016    7.349    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
   .Q1_1              1.607    0.051   31.229    0.000
   .Q1_2              0.492    0.054    9.151    0.000
   .Q1_3              1.036    0.050   20.917    0.000
   .Q1_6              0.950    0.043   22.233    0.000
   .Q1_7              0.888    0.055   16.193    0.000
   .Q1_8              1.205    0.044   27.532    0.000
    f_1               0.368    0.040    9.180    0.000
    f_2               0.567    0.047   11.995    0.000






結果を上から見ていきましょう。



  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        13






Estimatorのところで，最尤推定法（ML）によってパラメータを求めていることがわかります。 パラメータは反復計算で求めているのですが，Optimization methodはその計算アルゴリズムを示しています。基本的には触れなくてOKです。 Number of model parametersはモデルのパラメータ数です。6個の因子負荷＋6個の誤差分散＋1個の因子間相関で13個ということは先程説明した通りです。



Model Test User Model:
                                                      
  Test statistic                                62.061
  Degrees of freedom                                 8
  P-value (Chi-square)                           0.000






モデルに対して\(\chi^2\)検定を行っています。 帰無仮説は「モデルの共分散行列とデータの共分散行列が同じ」ということで，\(p\)値が大きい（帰無仮説が棄却されない）ほど当てはまりが良いことを意味します。 つまり，できればこの検定は棄却されない（\(p>.05\)）と嬉しいのですが，統計的仮説検定の仕組み上サンプルサイズが多いほど帰無仮説が棄却されやすかったりとなかなか使い勝手の良いものではないので，基本的には無視でも良いでしょう。



Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)
  f_1 =~                                              
    Q1_1              1.000                           
    Q1_2              1.548    0.106   14.538    0.000
    Q1_3              1.348    0.082   16.362    0.000
  f_2 =~                                              
    Q1_6              1.000                           
    Q1_7              1.220    0.075   16.316    0.000
    Q1_8              0.894    0.053   16.756    0.000






因子負荷です。 lavaanはデフォルトでは，パラメータの制約として「因子の分散が1」の代わりに「各因子の第1項目に対する因子負荷が1」という制約を置いています。 因子分析の資料の3ページで潜在変数のスケールの不定性を説明しましたが，lavaanのデフォルトでは因子ごとに最初の項目の\(b\)の値を一つ固定することによってその不定性を封じているわけです。 ですが一般的には「因子の分散が1」の方がよく用いられる制約なので，そのようにした場合の推定値も出力してみます。 その方法は2種類あり，1つ目の方法は「推定時に引数std.lv = TRUEを与える」というものです。





コード 7.4: 推定時に潜在変数の分散を1にする


result_cfa <- cfa(model_cfa, data = dat, std.lv = TRUE)
summary(result_cfa)








lavaan 0.6-19 ended normally after 27 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        13

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                                62.061
  Degrees of freedom                                 8
  P-value (Chi-square)                           0.000

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)
  f_1 =~                                              
    Q1_1              0.607    0.033   18.359    0.000
    Q1_2              0.939    0.034   27.729    0.000
    Q1_3              0.818    0.034   24.120    0.000
  f_2 =~                                              
    Q1_6              0.753    0.031   23.990    0.000
    Q1_7              0.919    0.035   26.112    0.000
    Q1_8              0.673    0.031   21.419    0.000

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)
  f_1 ~~                                              
    f_2               0.251    0.028    8.852    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
   .Q1_1              1.607    0.051   31.229    0.000
   .Q1_2              0.492    0.054    9.151    0.000
   .Q1_3              1.036    0.050   20.917    0.000
   .Q1_6              0.950    0.043   22.233    0.000
   .Q1_7              0.888    0.055   16.193    0.000
   .Q1_8              1.205    0.044   27.532    0.000
    f_1               1.000                           
    f_2               1.000                           






std.lv = TRUEとすることで，潜在変数(latent variable)を標準化(standardized)することができます。 また，もう一つの方法は「summary()時に引数standardized = TRUEを与える」というものです。 この方法では因子の分散を1に調整した場合の推定値を事後的に変換して出力してくれます。





コード 7.5: 事後的に推定値を変換する


# 説明のためstd.lv = TRUEを消して再推定
result_cfa <- cfa(model_cfa, data = dat)
summary(result_cfa, standardized = TRUE)








lavaan 0.6-19 ended normally after 38 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        13

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                                62.061
  Degrees of freedom                                 8
  P-value (Chi-square)                           0.000

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_1 =~                                                                
    Q1_1              1.000                               0.607    0.432
    Q1_2              1.548    0.106   14.538    0.000    0.939    0.801
    Q1_3              1.348    0.082   16.362    0.000    0.818    0.626
  f_2 =~                                                                
    Q1_6              1.000                               0.753    0.611
    Q1_7              1.220    0.075   16.316    0.000    0.919    0.698
    Q1_8              0.894    0.053   16.756    0.000    0.673    0.523

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_1 ~~                                                                
    f_2               0.115    0.016    7.349    0.000    0.251    0.251

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .Q1_1              1.607    0.051   31.229    0.000    1.607    0.814
   .Q1_2              0.492    0.054    9.151    0.000    0.492    0.358
   .Q1_3              1.036    0.050   20.917    0.000    1.036    0.608
   .Q1_6              0.950    0.043   22.233    0.000    0.950    0.626
   .Q1_7              0.888    0.055   16.193    0.000    0.888    0.513
   .Q1_8              1.205    0.044   27.532    0.000    1.205    0.727
    f_1               0.368    0.040    9.180    0.000    1.000    1.000
    f_2               0.567    0.047   11.995    0.000    1.000    1.000






引数standardized = TRUEを与えると，係数の出力の右にStd.lvとStd.allという2つの列が追加されます。 Std.lv列は，推定時に引数std.lv = TRUEを与えた時と同じ「潜在変数のみ標準化された場合」の推定値です。 一方Std.all列はその名の通り「観測変数も含めて全て標準化された場合」の推定値，すなわち標準化解を出しています。

ただ実際の推定時には，std.lv = TRUEをいれると同時に，summary()時にstandardized = TRUEを入れるようにすると良いのではないかと思います。 というのもcfa(std.lv = TRUE)のみだと観測変数まで標準化した標準化解が出力されません。 一方summary(standardized = TRUE)のみだと各因子の第1項目の因子負荷が推定されなくなるため，仮説検定を行ってくれないためです。





コード 7.6: 標準化解の出し方（おすすめ）


result_cfa <- cfa(model_cfa, data = dat, std.lv = TRUE)
summary(result_cfa, standardized = TRUE)









ということで改めて因子負荷から見ていきます。



Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_1 =~
    Q1_1              0.607    0.033   18.359    0.000    0.607    0.432
    Q1_2              0.939    0.034   27.729    0.000    0.939    0.801
    Q1_3              0.818    0.034   24.120    0.000    0.818    0.626
  f_2 =~
    Q1_6              0.753    0.031   23.990    0.000    0.753    0.611
    Q1_7              0.919    0.035   26.112    0.000    0.919    0.698
    Q1_8              0.673    0.031   21.419    0.000    0.673    0.523






左から「推定値」「標準誤差」「検定統計量\(z\)」「\(p\)値」「Std.lv」「Std.all」と並んでいます。 回帰分析のときと同じように「因子負荷が0」という帰無仮説に対して仮説検定を行っています。 検定の結果は標準化してもしなくても変わらないのでご安心ください。



Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_1 ~~                                                                
    f_2               0.251    0.028    8.852    0.000    0.251    0.251






共分散です。Std.lvとStd.allでは潜在変数の分散は1になっているため，ここに表示されている0.251は2因子の因子間相関を表しています。



Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .Q1_1              1.607    0.051   31.229    0.000    1.607    0.814
   .Q1_2              0.492    0.054    9.151    0.000    0.492    0.358
   .Q1_3              1.036    0.050   20.917    0.000    1.036    0.608
   .Q1_6              0.950    0.043   22.233    0.000    0.950    0.626
   .Q1_7              0.888    0.055   16.193    0.000    0.888    0.513
   .Q1_8              1.205    0.044   27.532    0.000    1.205    0.727
    f_1               1.000                               1.000    1.000
    f_2               1.000                               1.000    1.000






各変数の分散です。Std.lvとStd.allでは一番下の2つ（f_1とf_2）の分散は1に固定されています。 変数名の左に.がついているものは，その観測変数にくっつく独自因子の分散（または誤差分散）を表しています。

独自因子の分散のなかでもStd.all列に表示された値は，探索的因子分析と同じように独自性の値として考えることが出来ます。 例えば項目Q1_1では，Std.allの値＝独自因子の分散が0.814です。これに対して因子負荷は0.432でした。 実際に因子負荷の二乗と独自因子の分散の和は\(0.432^2+0.814\simeq1\)となります。

ちなみに因子得点は，predict()関数によって出すことが出来ます。





コード 7.7: 因子得点の算出


head(predict(result_cfa))








            f_1         f_2
[1,] -0.8119757 -1.46119237
[2,] -0.2904413 -0.08641555
[3,] -0.5899198 -0.03237852
[4,] -0.3137981 -0.54036752
[5,] -1.2359450 -0.24949133
[6,]  0.4269696  1.30844315






探索的因子分析のときと同様に，この因子得点の相関はモデル上の因子間相関（今回の場合0.251）とは異なります。利用する際は気をつけてください。





コード 7.8: 因子得点の相関


# モデルパラメータの推定値とは異なる
cor(predict(result_cfa))








          f_1       f_2
f_1 1.0000000 0.3259455
f_2 0.3259455 1.0000000








7.3 回帰分析の見方を変える

SEMでは回帰分析も共通の枠組みで取り扱うことが出来ます。つまり観測変数間の共分散構造をモデルのパラメータで表し，推定を行います。 最もシンプルな回帰モデルとして， 図 7.5 のように協調性の得点Q1_Aを年齢ageで回帰してみましょう。
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図 7.5: 単回帰モデル








このモデルの回帰式は \[
x_A = b_0 + b_1x_{\mathrm{age}} + \varepsilon_A
\tag{7.10}\] となります。したがって，この2変数の共分散行列は \[
\symbf{\Sigma} = \begin{bmatrix}
\sigma_{x_{A}}^2 & \sigma_{x_A, x_{\mathrm{age}}}\\
\sigma_{x_A, x_{\mathrm{age}}} & \sigma_{x_{\mathrm{age}}}^2
\end{bmatrix} =
\begin{bmatrix}
b_1^2 \sigma_{x_{\mathrm{age}}}^2+ \sigma_{\varepsilon_A}^2 & b_1\sigma_{x_{\mathrm{age}}}^2 \\
b_1\sigma_{x_{\mathrm{age}}}^2 & \sigma_{x_{\mathrm{age}}}^2
\end{bmatrix}
\tag{7.11}\] と表せます。 回帰モデルなので，変数\(x_A\)は\(x_{\mathrm{age}}\)の値に応じて変化していると見ることも出来ます。 言い換えると，\(x_A\)の値はモデルの中で決まっているということです。 このように，モデル式の中で他の変数の関数によって表される変数のことを内生変数(endogenous variable)と呼びます。 一方，変数\(x_{\mathrm{age}}\)は他の変数の値によって変化することはありません。こうした変数を，内生変数に対して外生変数(exogenous variable)と呼びます。 グラフィカルモデル的には，他の変数からの一方向矢印が一つでも刺さっているものは全て内生変数と呼びます。 SEMではこの「内生変数」と「外生変数」の分類がちょくちょく出てくるので，覚えておいてください。

さて，先程の回帰モデルをSEMで見た場合，推定しないといけないパラメータは\(b_1\)と\(\sigma_{\varepsilon_A}^2\)の2つです（\(\sigma_{x_{\mathrm{age}}}^2\)はデータから直接求めたら良いので）。 そしてデータからは（cov()関数を使えば）2つの変数の分散および共分散 \[
\symbf{S} = \begin{bmatrix}
s_{x_{A}}^2 & s_{x_A, x_{\mathrm{age}}}\\
s_{x_A, x_{\mathrm{age}}} & s_{x_{\mathrm{age}}}^2
\end{bmatrix}= \begin{bmatrix}
20.667 & 8.906\\
8.906 & 120.303
\end{bmatrix}
\] の（上三角と下三角は同じ式なので）計3つが計算できるため，これでモデルのパラメータが推定できます。 一応連立方程式を立ててみると， \[
\left\{
\begin{aligned}
20.667 &= b_1^2 \sigma_{x_{\mathrm{age}}}^2+ \sigma_{\varepsilon_A}^2 \\
8.906 &= b_1\sigma_{x_{\mathrm{age}}}^2 \\
120.303 &= \sigma_{x_{\mathrm{age}}}^2
\end{aligned}
\right\} = \left\{\begin{aligned}
20.667 &= 120.303b_1^2+ \sigma_{\varepsilon_A}^2 \\
8.906 &= 120.303b_1
\end{aligned}\right\}
\] となります。このように，外生変数の分散が連立方程式に含まれる場合には，その外生変数のデータでの分散をそのまま入れてあげることが出来ます。 なお，共分散構造のみを扱うならば，切片\(b_0\)は推定の対象になっていないという点には気をつけてください。 切片もモデルの推定対象にしたい場合には，平均構造も含めたSEMを実行する必要があります6。

実際に計算してみると，\((b_1, \sigma_{\varepsilon_A}^2)=(0.074, 20.007)\)という値が得られます。これを\(\symbf{\Sigma}\)にあてはめてみると， \[
\symbf{\Sigma} =
\begin{bmatrix}
0.074^2 \times 120.303 + 20.007 &  \\
0.074 \times 120.303 & 120.303
\end{bmatrix} \simeq \begin{bmatrix}
20.667 &  \\
8.906 & 120.303
\end{bmatrix}
\] ということで，データの共分散行列\(\symbf{S}\)に一致する値が得られました。


7.3.1 もう少し複雑なモデル（パス解析）

モデルが複雑になってもやることは同じです。回帰式を順に展開していき，全ての変数の分散共分散を「外生変数の分散とパラメータ」で表してあげます。 例えば 図 7.6 は重回帰分析に単回帰分析をくっつけたようなモデルです。 ちなみにこのように，単一の回帰式で表せないような，回帰分析をくっつけたモデルは，SEMの中でも特にパス解析(path analysis)と呼ばれることがあります。
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図 7.6: パス解析モデル








回帰式はそれぞれ \[
\left\{\begin{aligned}
x_A &= b_{0A} + b_{\mathrm{gender}}x_{\mathrm{gender}} + b_{\mathrm{age}}x_{\mathrm{age}} + \varepsilon_A \\
x_E &= b_{0E} + b_{A}x_{A} + \varepsilon_E
\end{aligned}\right.
\tag{7.12}\] となりますが，さらに下の式の\(x_{A}\)を展開することで \[
\left\{\begin{aligned}
x_A &= b_{\mathrm{gender}}x_{\mathrm{gender}} + b_{\mathrm{age}}x_{\mathrm{age}} + b_{0A} + \varepsilon_A \\
x_E &= b_{A}\left(b_{0A} + b_{\mathrm{gender}}x_{\mathrm{gender}} + b_{\mathrm{age}}x_{\mathrm{age}} + \varepsilon_A\right) + b_{0E} + \varepsilon_E \\
&= b_{A}b_{0A} + b_{A}b_{\mathrm{gender}}x_{\mathrm{gender}} + b_{A}b_{\mathrm{age}}x_{\mathrm{age}} + b_{A}\varepsilon_A + b_{0E} + \varepsilon_E
\end{aligned}\right.
\tag{7.13}\] となります。 なお，検証的因子分析での独自因子と同じように，パス解析でも内生変数に誤差項を明示することがあります（ 図 7.7 ）7。 こうすることによって，各変数の分散および共分散を考えるのが多少楽になります（後述）。






[image: ]



図 7.7: パス解析モデル（誤差項を追加）








4つの変数のモデル上の共分散行列\(\symbf{\Sigma}\)の各成分は，頑張って展開すると \[
\left\{
\begin{aligned}
\sigma_{x_{\mathrm{age}}}^2 &= \sigma_{x_{\mathrm{age}}}^2 \\
\sigma_{x_{\mathrm{gender}}}^2 &= \sigma_{x_{\mathrm{gender}}}^2 \\
\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}} &= \sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}} \\
\sigma_{x_{A}}^2 &= b_{\mathrm{gender}}^2\sigma_{x_{\mathrm{gender}}}^2 + b_{\mathrm{age}}^2\sigma_{x_{\mathrm{age}}}^2 + 2b_{\mathrm{gender}}b_{\mathrm{age}}\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}} + \sigma_{\varepsilon_{A}}^2 \\
\sigma_{x_{E}}^2 &= b_{A}^2b_{\mathrm{gender}}^2\sigma_{x_{\mathrm{gender}}}^2 + b_{A}^2b_{\mathrm{age}}^2\sigma_{x_{\mathrm{age}}}^2 + 2b_{A}^2b_{\mathrm{gender}}b_{\mathrm{age}}\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}}+b_A^2\sigma_{\varepsilon_{A}}^2+ \sigma_{\varepsilon_{E}}^2 \\
\sigma_{x_{A}, x_{\mathrm{age}}} &= b_{\mathrm{gender}}\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}} + b_{\mathrm{age}}\sigma_{x_{\mathrm{age}}}^2 \\
\sigma_{x_{E}, x_{\mathrm{age}}} &= b_{A}b_{\mathrm{gender}}\sigma_{x_{\mathrm{age}},x_{\mathrm{gender}}} + b_{A}b_{\mathrm{age}}\sigma_{x_{\mathrm{age}}}^2 \\
\sigma_{x_{A}, x_{\mathrm{gender}}} &= b_{\mathrm{gender}}\sigma_{x_{\mathrm{gender}}}^2 + b_{\mathrm{age}}\sigma_{x_{\mathrm{age}},x_{\mathrm{gender}}} \\
\sigma_{x_{E}, x_{\mathrm{gender}}} &= b_{A}b_{\mathrm{gender}}\sigma_{x_{\mathrm{gender}}}^2 + b_{A}b_{\mathrm{age}}\sigma_{x_{\mathrm{age}},x_{\mathrm{gender}}}\\
\sigma_{x_{E}, x_{A}} &= b_{A}b_{\mathrm{gender}}^2\sigma_{x_{\mathrm{gender}}}^2 + b_{A}b_{\mathrm{age}}^2\sigma_{x_{\mathrm{age}}}^2 + 2b_{A}b_{\mathrm{gender}}b_{\mathrm{age}}\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}} +  b_{A}\sigma_{\varepsilon_{A}}^2
\end{aligned}
\right.
\tag{7.14}\] となります。 これを 図 7.7 に照らし合わせると，例えば\(\sigma_{x_{A}}^2\)は


	Q1_A → gender → Q1_A (\(b_{\mathrm{gender}}^2\sigma_{x_{\mathrm{gender}}}^2\))

	Q1_A → age → Q1_A (\(b_{\mathrm{age}}^2\sigma_{x_{\mathrm{age}}}^2\))

	Q1_A → gender → age → Q1_A (\(b_{\mathrm{gender}}b_{\mathrm{age}}\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}}\))

	Q1_A → age → gender → Q1_A (\(b_{\mathrm{gender}}b_{\mathrm{age}}\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}}\))

	Q1_A → e_A → Q1_A (\(\sigma_{\varepsilon_{A}}^2\))



の和になっています。検証的因子分析のときと同じように，自分自身を出発してから最低1つの外生変数を通過して戻るまでの全経路の係数の和になっているわけです。同様に，共分散\(\sigma_{x_{E}, x_{A}}\)では


	Q1_E → Q1_A → gender → Q1_A (\(b_{A}b_{\mathrm{gender}}^2\sigma_{x_{\mathrm{gender}}}^2\))

	Q1_E → Q1_A → age → Q1_A (\(b_{A}b_{\mathrm{age}}^2\sigma_{x_{\mathrm{age}}}^2\))

	Q1_E → Q1_A → gender → age → Q1_A (\(b_{A}b_{\mathrm{gender}}b_{\mathrm{age}}\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}}\))

	Q1_E → Q1_A → age → gender → Q1_A (\(b_{A}b_{\mathrm{gender}}b_{\mathrm{age}}\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}}\))

	Q1_E → Q1_A → e_A → Q1_A (\(b_{A}\sigma_{\varepsilon_{A}}^2\))



という感じで，Q1_EからQ1_Aへの全経路での係数の和の形になっていると見ることができます8。

というわけで，モデル上の共分散行列\(\symbf{\Sigma}\)を求めることが出来ました。あとはこれに対応するデータ上の分散（4つ）と共分散（6つ）を用いて，5つのパラメータ\(\left(b_A, b_{\mathrm{age}},b_{\mathrm{gender}},\sigma_{\varepsilon_{A}}^2,\sigma_{\varepsilon_{E}}^2\right)\)を推定するだけです。

実際に計算してみると， \[
\left\{
\begin{aligned}
\sigma_{x_{\mathrm{age}}}^2 &= 120.254 \\
\sigma_{x_{\mathrm{gender}}}^2 &= 0.221 \\
\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}} &= 0.204 \\
b_A &= 0.550 \\
b_{\mathrm{age}} &= 0.071 \\
b_{\mathrm{gender}} &= 1.891 \\
\sigma_{\varepsilon_{A}}^2 &= 19.210 \\
\sigma_{\varepsilon_{E}}^2 &= 22.154
\end{aligned}
\right.
\] という解が得られます（上3つはデータから直接求めた値）。これを(7.14)式に当てはめてみると， \[
\begin{aligned}
\symbf{\Sigma} &= \begin{bmatrix}
\sigma_{x_{\mathrm{age}}}^2 & & & \\
\sigma_{x_{\mathrm{gender}}, x_{\mathrm{age}}} & \sigma_{x_{\mathrm{gender}}}^2 &  & \\
\sigma_{x_{A}, x_{\mathrm{age}}} & \sigma_{x_{A}, x_{\mathrm{gender}}} & \sigma_{x_{A}}^2 & \\
\sigma_{x_{E}, x_{\mathrm{age}}} & \sigma_{x_{E}, x_{\mathrm{gender}}} & \sigma_{x_{E}, x_{A}} & \sigma_{x_{E}}^2
\end{bmatrix} = \begin{bmatrix}
120.254 & & & \\
0.204 & 0.221 &  & \\
8.902 & 0.432 & 20.685 & \\
4.892 & 0.238 & 11.354 & 28.395
\end{bmatrix}
\end{aligned}
\] となります。また，データ上の共分散行列の値は \[
\symbf{S} = \begin{bmatrix}
120.254 & & & \\
0.204 & 0.221 &  & \\
8.906 & 0.433 & 20.667 & \\
4.198 & 0.260 & 11.359 & 28.407
\end{bmatrix}
\] となり，だいぶ近い値が得られました。




7.4 Rでやってみる（回帰分析・パス解析）

それでは，lavaanを使って回帰分析をやってみましょう。 sem()関数を使うと，回帰分析を含むパス解析に適した設定で自動的に推定を行ってくれます。

モデル構文では，lm()やglm()のときと同じように，両辺をチルダ（~）でつなげることで観測変数どうしの回帰を表します。 ということで，単回帰分析であれば以下のように1文だけのモデル構文を書けばよいわけです。





コード 7.9: lavaanで単回帰分析


model <- "Q1_A ~ age"

result_lm <- sem(model, data = dat)
summary(result_lm)








lavaan 0.6-19 ended normally after 1 iteration

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                         2

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                                 0.000
  Degrees of freedom                                 0

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)
  Q1_A ~                                              
    age               0.074    0.008    8.952    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
   .Q1_A             19.999    0.574   34.871    0.000






基本的な結果の見方は因子分析の時と同じです。 出力のRegressions:の部分が回帰係数を，Variances:の部分が誤差分散を表しています。 先程説明したように，SEMでは共分散構造のみを扱うならば，切片\(b_0\)は推定の対象にならないため，切片項\(b_0\)の推定値は出力されていません。 これを出すためには，モデル式に少し手を加える必要があります。 これもlm()やglm()の時と同じなのですが，回帰式に"+ 1"を加えると，切片項を明示的に推定するように指示することが出来ます。





コード 7.10: 切片項も出してください


model <- "
Q1_A ~ age + 1
"

result_lm <- sem(model, data = dat)
summary(result_lm)








lavaan 0.6-19 ended normally after 1 iteration

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                         3

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                                 0.000
  Degrees of freedom                                 0

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)
  Q1_A ~                                              
    age               0.074    0.008    8.952    0.000

Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)
   .Q1_A             21.122    0.253   83.433    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
   .Q1_A             19.999    0.574   34.871    0.000






出力を見ると，新たにIntercepts:という欄ができています。これが切片を表している部分です。 一応，ここまでの結果を，lm()で普通に回帰分析を行った場合と比較してみましょう。





コード 7.11: lm()で回帰分析


# できるだけlavaanのコードと見た目を同じにしてみました
model <- formula("Q1_A ~ age")
result_lm_base <- lm(model, data = dat)
summary(result_lm_base)









Call:
lm(formula = model, data = dat)

Residuals:
    Min      1Q  Median      3Q     Max 
-18.565  -2.602   0.621   3.361   8.064 

Coefficients:
             Estimate Std. Error t value Pr(>|t|)    
(Intercept) 21.121738   0.253261  83.399   <2e-16 ***
age          0.074029   0.008273   8.949   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

Residual standard error: 4.474 on 2430 degrees of freedom
Multiple R-squared:  0.0319,    Adjusted R-squared:  0.0315 
F-statistic: 80.08 on 1 and 2430 DF,  p-value: < 2.2e-16






lm()では最小二乗法で解を求めている一方，lavaanはデフォルトでは最尤法で解を求めています。 推定法の違いはありますが，回帰係数および切片はほぼ一致する値が得られました。

続いてパス解析もやってみましょう。 基本的には一つ一つの回帰式を順番に書いていけば良いだけです。簡単ですね。





コード 7.12: パス解析


model <- "
Q1_A ~ gender + age
Q1_E ~ Q1_A
"

result_sem <- sem(model, data = dat)
summary(result_sem)








lavaan 0.6-19 ended normally after 1 iteration

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                         5

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                                 0.709
  Degrees of freedom                                 2
  P-value (Chi-square)                           0.702

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)
  Q1_A ~                                              
    gender            1.891    0.189    9.996    0.000
    age               0.071    0.008    8.733    0.000
  Q1_E ~                                              
    Q1_A              0.550    0.021   26.173    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
   .Q1_A             19.210    0.551   34.871    0.000
   .Q1_E             22.154    0.635   34.871    0.000








7.5 回帰分析と因子分析を組み合わせる

図 7.6 に基づくパス解析では，因子Aと因子Eに関する変数として和得点（Q1_AとQ1_E）を使用しました。 ですが和得点には独自因子（構成概念からすると誤差）の影響が残っているため，可能であれば因子得点を用いた方が「純粋」な構成概念得点であると考えられます。 あるいは（構成概念）妥当性の考え方の根底にあった「観測得点はあくまでも構成概念の顕在化」という考えに従えば，仮説モデルでは構成概念そのもの同士の関係（法則定立ネットワーク）を見るべきだと言えるでしょう。

いま，手元には構成概念（因子）を構成する各項目の回答そのものがあります。 そこで， 図 7.3 の因子分析と 図 7.6 の回帰分析を組み合わせて， 図 7.8 のようなモデルを考えてみましょう。
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図 7.8: 回帰分析と因子分析を組み合わせてみた








モデルが複雑になってもやることは同じです。 全ての（標準化された）観測変数間の相関行列 \[
\symbf{\Sigma} = \begin{bmatrix}
1 & & & & & & & \\
r_{\mathrm{gender},\mathrm{age}} & 1 & & & & & \\
r_{y1,\mathrm{age}} & r_{y1,\mathrm{gender}} & 1 & & & & \\
r_{y2,\mathrm{age}} & r_{y2,\mathrm{gender}} & r_{y2, y1} & 1 & & \\
r_{y3,\mathrm{age}} & r_{y3,\mathrm{gender}} & r_{y3, y1} & r_{y3,y2} & 1 & \\
r_{y6,\mathrm{age}} & r_{y6,\mathrm{gender}} & r_{y6, y1} & r_{y6,y2} & r_{y6,y3} & 1 & & \\
r_{y7,\mathrm{age}} & r_{y7,\mathrm{gender}} & r_{y7, y1} & r_{y7,y2} & r_{y7,y3} & r_{y7,y6} & 1 & \\
r_{y8,\mathrm{age}} & r_{y8,\mathrm{gender}} & r_{y8, y1} & r_{y8,y2} & r_{y8,y3} & r_{y8,y6} & r_{y8,y7} & 1 \\
\end{bmatrix}
\] と，データ上の相関行列 \[
\symbf{S} = \begin{bmatrix}
1 & & & & & & & \\
0.039 & 1 & & & & & \\
0.156 & 0.157 & 1 & & & & \\
0.113 & 0.184 & 0.353 & 1 & & \\
0.064 & 0.137 & 0.274 & 0.497 & 1 & \\
0.095 & 0.008 & -0.011 & 0.098 & 0.110 & 1 & & \\
0.018 & 0.060 & -0.011 & 0.124 & 0.142 & 0.435 & 1 & \\
0.065 & 0.048 & 0.024 & 0.185 & 0.126 & 0.313 & 0.359 & 1 \\
\end{bmatrix}
\] がなるべく近くなるように各種パラメータを推定してあげます。

ここでいくつかの変数間のモデル上の相関係数を具体的に見てみましょう。 同じ因子に属するQ1_1とQ1_2の相関は，（検証的）因子分析のときには2項目の因子負荷の積\((b_{11}b_{21})\)という簡単な形で表すことができていました。 今回のモデルではどうでしょうか。 因子得点は内生変数として扱われており，\(f_A=b_{\mathrm{age}}x_{\mathrm{age}}+b_{\mathrm{gender}}x_{\mathrm{gender}}+\varepsilon_{A}\)という回帰式になっています。 これまでと同じようにQ1_1とQ1_2をそれぞれ外生変数（ageとgender）の関数になるまで展開してあげるならば， \[
\begin{split}
y_1 &= f_Ab_{1} + \varepsilon_{1}\\
&= (b_{\mathrm{age}}x_{\mathrm{age}}+b_{\mathrm{gender}}x_{\mathrm{gender}}+\varepsilon_{A})b_{1} + \varepsilon_{1}\\
y_2 &= f_Ab_{2} + \varepsilon_{2}\\
&= (b_{\mathrm{age}}x_{\mathrm{age}}+b_{\mathrm{gender}}x_{\mathrm{gender}}+\varepsilon_{A})b_{2} + \varepsilon_{2}
\end{split}
\tag{7.15}\] となり，これを頑張って展開して相関を求める必要がありそうです。 しかしよく考えてみると，因子分析モデルでは潜在変数の分散を1に固定する，という制約がありました。 つまり\(f_A=(b_{\mathrm{age}}x_{\mathrm{age}}+b_{\mathrm{gender}}x_{\mathrm{gender}}+\varepsilon_{A})\)の部分は，これをすべて合わせて分散1になるように調整されるということです。 したがってこの2項目の相関を求めると，結局 セクション 6.4.1 の議論 に帰着して9 \[
\begin{split}
r_{y1,y2} &= r_{(f_Ab_{1}+ \varepsilon_{1}), (f_Ab_{2}+ \varepsilon_{2})} \\
&= r_{(f_Ab_{1}),(f_Ab_{2})} \\
&= b_{1}b_{2}\left(\sigma_{f_A}\right) \\
&= b_{1}b_{2}
\end{split}
\tag{7.16}\] となるのです。 また，誤差分散\(\sigma_{\varepsilon_{A}}^2\)の値は1から回帰係数の二乗和をひいた値になっています。 このあたりの議論は，矢印の向きこそ反対ですが因子分析の時に見た「観測変数の分散は因子負荷の二乗和と独自因子の分散の和になっている」というのと同じですね。

続いて最も距離の遠いageとQ1_8の相関を見てみます。 Q1_8を外生変数（ageとgender）の関数に戻してあげると， \[
\begin{split}
y_8 &= f_Eb_{8} + \varepsilon_{8}\\
&= (b_{A}f_{A}+\varepsilon_{E})b_{8} + \varepsilon_{8}\\
&= \left(b_{A}\left[b_{\mathrm{age}}x_{\mathrm{age}}+b_{\mathrm{gender}}x_{\mathrm{gender}}+\varepsilon_{A}\right]+\varepsilon_{E}\right)b_{8} + \varepsilon_{8} \\
&= b_{A}b_{8}\left(b_{\mathrm{age}}x_{\mathrm{age}}+b_{\mathrm{gender}}x_{\mathrm{gender}}\right) + \overbrace{b_Ab_8\varepsilon_{A} + b_8\varepsilon_{E} + \varepsilon_{8}}^{\mathrm{error}}
\end{split}
\tag{7.17}\] となります。後ろの\(\varepsilon\)に関する項(\(\mathrm{error}\))は，観測変数ageとの相関はゼロなはずなので無視して分散を求めると， \[
\begin{split}
r_{\mathrm{age}, y8} &= b_Ab_8b_{\mathrm{age}}\sigma_{\mathrm{age}}^2 + b_Ab_8b_{\mathrm{gender}}\sigma_{\mathrm{age},\mathrm{gender}} \\
&= b_Ab_8b_{\mathrm{age}} + b_Ab_8b_{\mathrm{gender}}\sigma_{\mathrm{age},\mathrm{gender}}
\end{split}
\tag{7.18}\] となります。ここでもやはり


	Q1_8 → f_E → f_A → age (\(b_Ab_8b_{\mathrm{age}}\))

	Q1_8 → f_E → f_A → gender → age (\(b_Ab_8b_{\mathrm{gender}}\sigma_{\mathrm{age},\mathrm{gender}}\))



という要領で，2変数間の全経路の係数の積の和の形になっていることがわかります。

モデルが複雑になっても，内部でやっていることは今までと同じであることを確認したので，実際にRで推定を行ってみましょう。





コード 7.13: 因子分析と回帰分析を同時にやる


# まずはモデル式を書く
model <- "
f_A =~ Q1_1 + Q1_2 + Q1_3
f_E =~ Q1_6 + Q1_7 + Q1_8
f_A ~ age + gender
f_E ~ f_A
age ~~ gender
"









6行目（age ~~ gender）は，ageとgenderの共分散を明示的に推定するように指示しています（任意）。 書かなくても勝手にデータから計算した値を使ってくれるので，この行の有無でパラメータの推定値が変わることはないのですが，この行を書くことによって，結果の出力にデータの共分散の値を表示してくれるようになります。


result_sem <- sem(model, data = dat, std.lv = TRUE)
summary(result_sem, standardized = TRUE)



lavaan 0.6-19 ended normally after 36 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        18

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                               129.227
  Degrees of freedom                                18
  P-value (Chi-square)                           0.000

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A =~                                                                
    Q1_1              0.602    0.031   19.255    0.000    0.628    0.447
    Q1_2              0.888    0.030   29.426    0.000    0.926    0.790
    Q1_3              0.786    0.030   25.796    0.000    0.819    0.627
  f_E =~                                                                
    Q1_6              0.728    0.031   23.767    0.000    0.753    0.611
    Q1_7              0.888    0.035   25.607    0.000    0.918    0.698
    Q1_8              0.651    0.031   21.262    0.000    0.673    0.523

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A ~                                                                 
    age               0.014    0.002    6.275    0.000    0.013    0.147
    gender            0.522    0.053    9.894    0.000    0.501    0.236
  f_E ~                                                                 
    f_A               0.252    0.030    8.402    0.000    0.254    0.254

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  age ~~                                                                
    gender            0.204    0.105    1.945    0.052    0.204    0.039

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .Q1_1              1.581    0.051   31.144    0.000    1.581    0.801
   .Q1_2              0.517    0.046   11.273    0.000    0.517    0.376
   .Q1_3              1.034    0.046   22.666    0.000    1.034    0.607
   .Q1_6              0.950    0.043   22.240    0.000    0.950    0.626
   .Q1_7              0.889    0.055   16.228    0.000    0.889    0.513
   .Q1_8              1.205    0.044   27.533    0.000    1.205    0.727
    age             120.254    3.449   34.871    0.000  120.254    1.000
    gender            0.221    0.006   34.871    0.000    0.221    1.000
   .f_A               1.000                               0.920    0.920
   .f_E               1.000                               0.935    0.935






結果の見方も同じなので省略します。一応全ての標準化解を 図 7.8 に書き加えると， 図 7.9 のようになるわけです。 実際に論文などで報告する際には，全ての値を載せるとごちゃごちゃしてしまう可能性があります。 そこで，以下のような省略を行い簡潔化することがあります。 このあたりは自由というか，どういう基準で簡略化したかがハッキリわかればOKです。


	因子分析の部分は書かない（因子だけ残す）

	係数が一定以下のところには矢印をひかない

	統計的に有意ではない係数のところは矢印をひかない
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図 7.9: 結果を全て書くと








lavaanの関数（cfa()やsem()）によって得られた結果のオブジェクトから，自動的にパス図を作ってくれるものとして，lavaanPlotパッケージというものが用意されています。 こういったものを利用して，自分で書いたモデルのコードが正しいものだったかをきちんと確認しておくと良いでしょう。 lavaanPlotパッケージは， 図 7.10 のように比較的そのまま論文にも載せられそうなレベルのきれいな図を書いてくれます。 ただ，見た目の点では変数名を変えたり，微妙に矢印の位置を調整したりする必要が出てくることが多いと思うので，最終的にはPowerPointやIllustratorなどを使って自分で図を作ったほうが良さそうです。





コード 7.14: lavaanPlotで簡単に作図


# インストールがまだの人は
# install.packages("lavaanPlot")
library(lavaanPlot)
# 引数coefをTRUEにすると係数も乗せてくれる（デフォルトではFALSE）
# 合わせて引数standをTRUEにすると標準化解になる
# 他にも「有意なものだけ載せる」「有意なところに*をつける」など可能
# 他にも見た目をいじる引数が大量にあるので色々試してみてください
lavaanPlot(result_sem, coef = TRUE, stand = TRUE)


















図 7.10: lavaanPlotによる出力















（情報提供1）期待の新星lavaanguiパッケージ




2024年9月に新しくCRANにリリースされたlavaanguiパッケージは，その名の通りGUIで操作可能な形でlavaanを利用できるパッケージです。 基本的な機能は2種類で，まず1つ目はGUIでモデル式を自動作成できる機能です。 使い方は簡単で，lavaangui()を実行するとウェブブラウザ上にGUIの画面が表示されます10。 後はマルや四角や矢印を適宜置いていくだけです。 この講義資料の上ではそこまで表示できないので，ぜひ手元で試してみてください。





コード 7.15: lavaanguiを開く


# インストールがまだの人は
# install.packages("lavaangui")
library(lavaangui)
# ブラウザでGUIでモデル式を作る
lavaangui()









2つ目の機能は，cfa()やsem()関数で推定した結果を図示する機能です。 lavaanguiパッケージの強みは，表示された図をグリグリ動かせる点です。 つまり，各変数の位置をうまく調整することで，そのまま論文に載せられるレベルの図が作れるかもしれません。





コード 7.16: 推定結果をプロットする


plot_lavaan(result_sem)
# あとは好きなようにいじってください。
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図 7.11: plot_lavaan(result_sem)を少しいじってみた結果








実際に弄ってみると分かりますが，各要素の色やフォントサイズなどは一つ一つ自由に変更可能です。 また，いろいろと弄った後のものをFile > Download modelで保存可能なので，あとで編集を再開するといったことも可能です。














（情報提供2）semPlotパッケージもあるよ




結果のオブジェクトから自動的にパス図を作成してくれるものとしては，semPlotパッケージにあるsemPaths()という関数もあります。 lavaanPlotと比べても，残念ながらそのまま論文に載せられるほど高性能ではないのですが，自分の書いたモデル式に間違いが無いかを確認したり，係数が一定以下のところを除外したときの図をさっと確認するのには使えると思います。

（lavaanPlotは比較的新しいパッケージでまだ挙動の変更の可能性があるので，なんかうまくいかない場合のプランBとして補足的に紹介しておきます。）





コード 7.17: semPaths()で簡単に作図


# インストールがまだの人は
# install.packages("semPlot")
library(semPlot)
# 引数whatは「何を表示するか」，"std"にすると標準化解を出してくれる
# 引数minimumは「その絶対値以下の矢印はひかない」
# 他にも大量に引数があるので色々試してみてください
semPaths(result_sem, what = "std", minimum = 0.1)
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semPaths()による出力














7.5.1 （おまけ）SEMモデルを一つの式で表す

ここまでに見てきたように，SEMは回帰分析と因子分析を内包する上位の概念です。 回帰分析も因子分析も，「被説明変数を説明変数の線形和で表現する」という点は変わらないので，これらがくっついたモデル（ 図 7.8 ）であっても，これまでと同じように線形代数を使えば一つの式で表すことができます（Adachi, 2020）。

まず，因子分析の部分（潜在変数から観測変数に矢印が引かれている部分）だけ見てみると，これは単純な2因子モデルなので， \[
\symbf{y}_p = \symbf{f}_p\symbf{B}^{(1)} + \symbf{\varepsilon}_p^{(1)}
\tag{7.19}\] と表すことができます。上付きの添字\((1)\)は，因子分析パートと回帰分析パートの\(\symbf{B}\)や\(\symbf{\varepsilon}\)を区別するために便宜的につけているものです。 それぞれを展開すると， \[
\begin{split}
\begin{bmatrix}
y_{p1} & y_{p2} & y_{p3} & y_{p6} & y_{p7} & y_{p8}
\end{bmatrix} = & \begin{bmatrix}
f_{p\mathrm{A}} & f_{p\mathrm{E}}
\end{bmatrix} \begin{bmatrix}
b_{11} & b_{21} & b_{31} & 0 & 0 & 0 \\
0 & 0 & 0 & b_{42} & b_{52} & b_{62}
\end{bmatrix} \\
& + \begin{bmatrix}
\varepsilon_{p1} & \varepsilon_{p2} & \varepsilon_{p3} & \varepsilon_{p4} & \varepsilon_{p5} & \varepsilon_{p6}
\end{bmatrix}
\end{split}
\tag{7.20}\] となります。 同様に，回帰分析の部分は， \[
f_{p\mathrm{E}} = f_{p\mathrm{A}}b_{\mathrm{A}} + \symbf{\varepsilon}_p^{(2)}
\tag{7.21}\] となります。 ここで，因子分析の表現に合わせるため，式の左辺にすべての潜在変数が登場するように少し式を書き換えます。具体的には \[
\left\{
\begin{alignedat}{2}
f_{p\mathrm{A}} &= & & f_{p\mathrm{A}} \\
f_{p\mathrm{E}} &= f_{p\mathrm{A}}b_{\mathrm{A}} & + & \varepsilon_{p\mathrm{A}}
\end{alignedat}
\right.
\tag{7.22}\] という連立方程式を用意し，これを行列によって \[
\begin{aligned}
\begin{bmatrix}
f_{p\mathrm{A}} & f_{p\mathrm{E}}
\end{bmatrix} &= \begin{bmatrix}
f_{p\mathrm{A}} & f_{p\mathrm{E}}
\end{bmatrix} \begin{bmatrix}
0 & b_{\mathrm{A}} \\
0 & 0
\end{bmatrix} + \begin{bmatrix}
f_{p\mathrm{A}} & \varepsilon_{p\mathrm{A}}
\end{bmatrix} \\
\longrightarrow \symbf{f}_p &= \symbf{f}_p\symbf{B}^{(2)} + \symbf{\varepsilon}_p^{(2)}
\end{aligned}
\tag{7.23}\] と表現します。

これで準備は完了です。あとは(7.20)式と(7.23)式をうまく組み合わせると， \[
\begin{aligned}
\begin{bmatrix}
\symbf{f}_p &
\symbf{y}_p
\end{bmatrix} &= \begin{bmatrix}
\symbf{f}_p &
\symbf{y}_p
\end{bmatrix} \begin{bmatrix}
\symbf{B}^{(1)} & \symbf{B}^{(2)} \\
\symbf{0} & \symbf{0}
\end{bmatrix} + \begin{bmatrix}
\symbf{\varepsilon}_p^{(1)} &
\symbf{\varepsilon}_p^{(2)}
\end{bmatrix}  \\
\longrightarrow \symbf{v}_p &= \symbf{v}_p\symbf{B} + \symbf{\varepsilon}_p
\end{aligned}
\tag{7.24}\] となります。 回帰係数行列の\(\symbf{0}\)は，今回のモデルでは\(y\)から\(f\)への回帰や\(y\)同士の回帰は一つも無いため，ゼロ行列を置いています。 もしも\(y\)同士の回帰などがあれば，それに応じて係数を入れる必要があります。 とにかく，これによってすべての（観測・潜在）変数同士の回帰分析のモデルを統一的に表すことができました。

ちなみに展開すると横長になりすぎてかなり見にくいですが，一応 \[
\begin{aligned}
\begin{split}
& \begin{bmatrix}
f_{p\mathrm{A}} & f_{p\mathrm{E}} & y_{p1} & y_{p2} & y_{p3} & y_{p6} & y_{p7} & y_{p8}
\end{bmatrix} = \\
& \begin{bmatrix}
f_{p\mathrm{A}} & f_{p\mathrm{E}} & y_{p1} & y_{p2} & y_{p3} & y_{p6} & y_{p7} & y_{p8}
\end{bmatrix} \begin{bmatrix}
0 & b_{\mathrm{A}} & b_{11} & b_{21} & b_{31} & 0 & 0 & 0 \\
0 & 0 & 0 & 0 & 0 & b_{42} & b_{52} & b_{62} \\
0 & 0 & 0 & 0 & 0 & 0 & 0 & 0 \\
0 & 0 & 0 & 0 & 0 & 0 & 0 & 0 \\
0 & 0 & 0 & 0 & 0 & 0 & 0 & 0 \\
0 & 0 & 0 & 0 & 0 & 0 & 0 & 0 \\
0 & 0 & 0 & 0 & 0 & 0 & 0 & 0 \\
0 & 0 & 0 & 0 & 0 & 0 & 0 & 0
\end{bmatrix} \\
& + \begin{bmatrix}
f_{p\mathrm{A}} & \varepsilon_{p\mathrm{A}} & \varepsilon_{p1} & \varepsilon_{p2} & \varepsilon_{p3} & \varepsilon_{p4} & \varepsilon_{p5} & \varepsilon_{p6}
\end{bmatrix}
\end{split}
\end{aligned}
\tag{7.25}\] という形をしています。

あとは(7.24)式を，左辺が\(\symbf{y}\)のみになるように変形していくだけです。 \((T+I)\)単位行列\(\symbf{I}_{(T+I)}\)を用いると \[
\symbf{v}_p\symbf{I}_{(T+I)} = \symbf{v}_p\symbf{B} + \symbf{\varepsilon}_p
\tag{7.26}\] と表せるので，\(\symbf{v}_p\symbf{B}\)を移項させてから両辺に逆行列をかけると \[
\symbf{v}_p = \symbf{\varepsilon}_p(\symbf{I}_{(T+I)}-\symbf{B})^{-1}
\tag{7.27}\] と変形させることができます。 ここで， \[
\begin{aligned}
\symbf{v}_p = \begin{bmatrix}
\symbf{f}_p &
\symbf{y}_p
\end{bmatrix}
\end{aligned}
\tag{7.28}\] であることを踏まえると，\(\symbf{v}_p\)のうち\(\symbf{f}_p\)に当たる部分が0になったものが\(\symbf{y}_p\)なので，\((T\times T)\)のゼロ行列\(\symbf{0}_{(T)}\)と，\((I\times I)\)の単位行列\(\symbf{I}_{(I)}\)を縦に並べた行列\(\symbf{H}\)を使って， \[
\begin{aligned}
\begin{split}
\symbf{y}_p &= \begin{bmatrix}
\symbf{f}_p &
\symbf{y}_p
\end{bmatrix}\begin{bmatrix}
\symbf{0}_{(T)} \\
\symbf{I}_{(I)}
\end{bmatrix} \\
&= \symbf{v}_p\symbf{H}
\end{split}
\end{aligned}
\tag{7.29}\] と表せます。 あとは，これに(7.27)式を代入することで， \[
\symbf{y}_p = \symbf{\varepsilon}_p(\symbf{I}_{(T+I)}-\symbf{B})^{-1}\symbf{H}
\tag{7.30}\] という形で，どんなSEMモデルであっても，すべての観測変数をすべてのパラメータの関数で表す一般化が完成しました。




7.6 モデルの適合度

ここまで，いくつかの簡単なモデルでSEMの基本的な仕組みを紹介しました。 SEMの目的はなるべく少ないモデルパラメータによってデータの共分散行列に近い値を再現することです。 データ（の共分散行列\(\symbf{S}\)）に対するモデル（の共分散行列\(\symbf{\Sigma}\)）の当てはまりの程度を表す指標を（モデルの）適合度と呼び，その指標には様々な種類があります。 以下でいくつかの代表的な指標を紹介します。 これらは，どれか一つ・一種類の指標を使えばOKというものではありません。 様々な視点からの評価を行い，総合的にモデルの適合度を判定するようにしましょう。 適合度指標に関する議論は，星野 他 （2005） あたりが詳しいです。


7.6.1 相対的指標

相対的指標では，「最悪のモデル」と比べてどの程度当てはまりが改善したかを考えます。 ここでの「最悪のモデル」とは，全ての変数が完全に無相関だと仮定したモデルです。 例えば 図 7.6 のパス解析で考えると，このモデルには計4個の観測変数が登場するので，「最悪のモデル」は 図 7.12 のような状態です。
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図 7.12: 共分散がなにもない（ヌル）モデル








何もないということは，モデル上の相関行列\(\symbf{\Sigma}_0\)は \[
\symbf{\Sigma}_0 = \begin{bmatrix}
\sigma_{x_{\mathrm{age}}}^2 & & & \\
0 & \sigma_{x_{\mathrm{gender}}}^2 &  & \\
0 & 0 & \sigma_{x_{A}}^2 & \\
0 & 0 & 0 & \sigma_{x_{E}}^2
\end{bmatrix}
\tag{7.31}\]

ということです。もちろんこれ以上当てはまりの悪いモデルは考えられません。 ということで，相対的指標ではこの独立モデル（ヌルモデル）と比べて，設定したモデルではどの程度当てはまりが改善したかを確認します11。 ここで用いる「当てはまり」の指標は，最尤推定の場合は尤度を元に設定します。 分析者が設定した仮説モデルに関する当てはまりの指標\(L_{h}\)は \[
L_{h} = (P-1)\left\{\mathrm{tr}(\symbf{\Sigma}^{-1}\symbf{S}) - \log\vert\symbf{\Sigma}^{-1}\symbf{S}\vert - I\right\}
\tag{7.32}\] となります。この式は，最尤推定量におけるモデルの尤度（波括弧の中身）を\(P-1\)倍したものなのですが，細かい式の意味や導出はともかく，この値が「データにおける観測された共分散行列\(\symbf{S}\)」と「仮説モデルの共分散行列\(\symbf{\Sigma}\)」の比（\(\symbf{\Sigma}^{-1}\symbf{S}\)）に基づく値だということだけ理解しておいてください。 つまりこの値は\(\symbf{\Sigma}\)と\(\symbf{S}\)の値が近くなるほど小さな値を取る，いわば乖離度のようなものを表しています12。 そして同様に，独立モデルでの当てはまりの指標\(L_{0}\)を \[
L_{0} = (P-1)\left\{\mathrm{tr}(\symbf{\Sigma}_0^{-1}\symbf{S}) - \log\vert\symbf{\Sigma}_0^{-1}\symbf{S}\vert - I\right\}
\tag{7.33}\] とします。 相対的指標では，この\(L_{h}\)と\(L_{0}\)を比較していきます。

相対的指標でよく用いられている指標の一つは，TLI （Tucker-Lewis index: Tucker & Lewis, 1973） でしょう。 \[
\mathrm{TLI} = \frac{\frac{L_{0}}{df_{0}}-\frac{L_{h}}{df_{h}}}{\frac{L_{0}}{df_{0}}-1}
\tag{7.34}\] \(df_{h}\)と\(df_{0}\)はそれぞれ仮説モデルと独立モデルでの自由度です。自由度はデータの分散共分散の総数（\(\frac{I(I+1)}{2}\)）からパラメータ数を引いた数になります。 例えば 図 7.6 のモデルでは，4つの観測変数から計算できる分散（\(4\)個）と共分散（\({}_4\mathrm{C}_2=6\)個）の総数10個を8つのモデルパラメータで表現しました。そのため自由度は\(df_{h}=2\)となります。 本来データの分散共分散は10個あったのに，8個だけでそれを再現したという意味では，自由度は「何個のパラメータを削減しているか」という見方もできそうです。

あらためてTLIの式を見てみます。 \(\frac{L_{0}}{df_{0}}\)は独立モデルでの乖離度です。削減したパラメータ1個につきどの程度のズレが発生したかを表しています13。 これに対して，\(\frac{L_{h}}{df_{h}}\)は仮説モデルでの乖離度です。 あってもなくても良いパラメータは削減しても大きなズレは発生しないですが，重要なパラメータを削減すると大きなズレが発生します。 ズレの大きさをパラメータ数で割ることで，「（ヌルモデルから）追加したパラメータ数の割に当てはまりが改善したか」を評価しているわけですね。

似たような指標に CFI （Comparative fit index: Bentler, 1990）があり，これもよく用いられています。 \[
\mathrm{CFI} = 1-\frac{\max(L_{h}-df_{h},0)}{\max(L_{h}-df_h,L_0-df_0,0)}
\tag{7.35}\] CFIでは乖離度\(L_h\)から自由度\(df_h\)を引いています。 が，あとは大体同じです。分母の方の\(\max\)関数では，普通は最も乖離度の大きい\(L_0-df_0\)が選ばれるはずです。 そうなると \[
\mathrm{CFI}= 1- \frac{L_{h}-df_{h}}{L_0-df_0}
\tag{7.36}\] となり，仮説モデルにおける当てはまりの改善度を表していることがよくわかります。

TLIやCFIは1に近いほど良い指標です。一般的には0.9くらいはほしいだの0.95あると嬉しいだの言われています。 しかし\(L_h\)は\(\symbf{\Sigma}\)と\(\symbf{S}\)のズレの大きさに規定されている以上，基本的にはパラメータ数を増やすほど値が改善していくという点には注意が必要です。



7.6.2 絶対的指標

データの相関行列\(\symbf{S}\)とモデルの相関行列\(\symbf{\Sigma}\)の要素レベルでのズレを \[
\symbf{E} = \symbf{\Sigma} - \symbf{S}
\tag{7.37}\] と表すと，適合度の指標として\(\symbf{E}\)の部分がどれだけ小さいかという発想が自然に出てきます。 例えば 図 7.6 のパス解析では， \[
\begin{aligned}
\symbf{E} &= \symbf{\Sigma} - \symbf{S} \\
&= \begin{bmatrix}
120.254 & & & \\
0.204 & 0.221 &  & \\
8.902 & 0.432 & 20.685 & \\
4.892 & 0.238 & 11.354 & 28.395
\end{bmatrix} + \begin{bmatrix}
120.254 & & & \\
0.204 & 0.221 &  & \\
8.906 & 0.433 & 20.667 & \\
4.198 & 0.260 & 11.359 & 28.407
\end{bmatrix} \\
&= \begin{bmatrix}
0 & & & \\
0 & 0 &  & \\
-0.004 & -0.001 & 0.018 & \\
0.694 & -0.022 & -0.005 & -0.012
\end{bmatrix}
\end{aligned}
\] という関係になっています。 ここから適合度を単純に考えると，例えば\(\symbf{E}\)の成分の平均のようなものを計算すると良さそうです。 この指標を RMR (root mean-squared residual) と呼び，式としては \[
\mathrm{RMR} = \sqrt{\frac{2}{I(I-1)}\sum_{i=1}^{I}\sum_{j=1}^{I}(\sigma_{ij}-s_{ij})^2}
\tag{7.38}\] と表されます。ここで\(\sigma_{ij}, s_{ij}\)はそれぞれ\(\symbf{\Sigma}, \symbf{S}\)の\((i,j)\)成分の値を意味しています。 しかし，RMRは変数のスケールの影響を受けてしまいます。 例えば全ての変数の値を10倍（＝分散は100倍）にしたとしたら，\(\symbf{S}\)と\(\symbf{\Sigma}\)の各要素の値は単純に100倍されてしまうため，\(\symbf{E}\)の平均であるRMRも100倍になってしまいます。

これでは基準を決められないので，RMRを標準化することで生まれたのが SRMR （standardized RMR: Hu & Bentler, 1999）です。 標準化の仕方は，「共分散から相関係数を導出する時」と同様にすることで， \[
\mathrm{SRMR} = \sqrt{\frac{2}{I(I-1)}\sum_{i=1}^{I}\sum_{j=1}^{I}\left(\frac{\sigma_{ij}-s_{ij}}{s_{ii}s_{jj}}\right)^2}
\tag{7.39}\] と定式化されます。

SRMRの他にもよく使われる指標としては，GFI （Goodness of fit index: Bentler, 1983）があります。これも基本的な考え方は同じで，\(\symbf{S}\)と\(\symbf{\Sigma}\)の各要素の値が近いほど良くなります。 \[
\begin{aligned}
\mathrm{GFI} &= 1-\frac{tr\left[\left(\symbf{S}-\symbf{\Sigma}\right)^2\right]}{tr[\symbf{S}^2]} \\
&= 1-\frac{\sum_{i=1}^{I}\sum_{j=1}^{i}(s_{ij}-\sigma_{ij})^2}{\sum_{i=1}^{I}\sum_{j=1}^{i}s_{ij}^2}
\end{aligned}
\tag{7.40}\]

SRMRやGFIは，回帰分析の決定係数や因子分析の分散説明率のようなもので，パラメータの数が多いほど値は改善していきます。 因子分析の分散説明率では「最低限これくらいは欲しい」といった考え方を紹介しました。 その観点ではこれらの指標は役に立ちます。 例えばSRMRでは0.08や0.05以下くらいだと良いと言われていたり，GFIや後述するAGFIは0.95以上だと良いと言われていたりします（Hancock et al., 2019; 豊田，2014）。 ですがSEMの目的は「なるべく少ないパラメータで」達成したいところです。 そう考えると，これらの指標だけを用いていると少し問題があるわけです。

ちなみに，GFIには自由度で調整したAGFI(Adjusted GFI)というものがあります。 \[
\mathrm{AGFI} = 1-\frac{I(I+1)}{2}\frac{1}{df}(1-\mathrm{GFI})
\tag{7.41}\] これは，自由度調整済み決定係数のような感じで，推定するパラメータ数が多くなるほど相関行列の乖離度\((1-\mathrm{GFI})\)を過大評価するような調整がされているわけです。



7.6.3 倹約的指標

データへの当てはまりは良いほど嬉しいのですが，「なるべく少ないパラメータで」を満たすために，先ほど紹介したAGFIのように推定するパラメータ数を考慮した適合度指標を考えます。 このクラスで多分最もよく用いられているのが RMSEA （Root Mean Square error of approximation: Steiger & Lind, 1980）です。 \[
\mathrm{RMSEA} = \sqrt{\max\left(\frac{L_h}{df_h} - \frac{1}{P-1},0\right)}
\tag{7.42}\] TLIのところでも登場した\(\frac{L_{h}}{df_{h}}\)は「削減したパラメータ1個あたりの乖離度の大きさ」の指標です。 したがって，乖離度\(L_h\)が同じであれば，パラメータ数が少ない＝自由度が大きいほど良い値になります。 RMSEAに関しては，0.05を下回っていると良いとか，90%信頼区間が0.1を含まないと良いなどと言われています。

倹約的指標には，他にもPGFI （parsimonious GFI: Mulaik et al., 1989）といったものもあります。 \[
\mathrm{PGFI} = \frac{df_h}{\frac{I(I-1)}{2}}\mathrm{GFI}
\tag{7.43}\] ただ，PGFIはシンプルなモデルでは変動が大きすぎることがあります。 例えば 図 7.6 のモデルでは，10個の分散共分散を8個のパラメータで説明していましたが，この場合\(PGFI=\frac{2}{10}GFI\)となり，GFIの5分の1になってしまいます。 独立モデルだったとしても各変数の分散パラメータは必ず存在しているため，\(PGFI=\frac{6}{10}GFI\)となります。 ということで，PGFIと同様の補正がかかる倹約的指標では，どの程度の値なら十分かを明確に決めづらいためあまり使われることはない印象があります。



7.6.4 モデル比較の指標

適合度指標とは少し異なりますが，パラメータ数の割に当てはまりの良いモデルを選ぶための指標として情報量規準というものがあります。 代表的な情報量規準には \[
\begin{aligned}
\mathrm{AIC} &= L_h - 2df_h \\
\mathrm{BIC} &= L_h - \log(P)df_h
\end{aligned}
\tag{7.44}\] などがあります （Akaike, 1969/1998–1969; Schwarz, 1978）。式からわかるように，パラメータ数が多くなるほど第2項の値が小さくなり，結果的に情報量規準の値が大きくなってしまいます。

情報量規準には絶対的な基準はありません。単体のモデルに対する値を見て一喜一憂するものではなく，複数のモデルにおける値を比較してより小さい方を選ぶためのものです。

一般的に，乖離度\(L_h\)はサンプルサイズが大きくなるほど大きな値になりやすいものです。 AICではパラメータを1つ追加した際のペナルティがサンプルサイズによらず2のため，サンプルサイズが大きくなるほど「パラメータを追加したことによる当てはまりの改善」のほうが「パラメータを追加したことによるペナルティ」よりも大きくなりやすく，結果的にパラメータ数の多いモデルを選びやすくなる，という性質があったりします。 また2つのモデルでの値の差がわずかな場合には，標本誤差によって大小関係が変わりうるため，単一の情報量規準だけを用いてモデルを選択するのは危険なときがあるかもしれません。 少しだけ注意しましょう。



7.6.5 確認してみよう

それでは，これまでに紹介したものを含めた様々な適合度指標をlavaanで出してみましょう。 fitmeasures()関数を使うと簡単に出すことが出来ます14。





コード 7.18: 適合度指標を出す


fitmeasures(result_sem)








                 npar                  fmin                 chisq 
               18.000                 0.027               129.227 
                   df                pvalue        baseline.chisq 
               18.000                 0.000              2331.678 
          baseline.df       baseline.pvalue                   cfi 
               28.000                 0.000                 0.952 
                  tli                  nnfi                   rfi 
                0.925                 0.925                 0.914 
                  nfi                  pnfi                   ifi 
                0.945                 0.607                 0.952 
                  rni                  logl     unrestricted.logl 
                0.952            -34146.289            -34081.676 
                  aic                   bic                ntotal 
            68328.579             68432.915              2432.000 
                 bic2                 rmsea        rmsea.ci.lower 
            68375.725                 0.050                 0.042 
       rmsea.ci.upper        rmsea.ci.level          rmsea.pvalue 
                0.059                 0.900                 0.450 
       rmsea.close.h0 rmsea.notclose.pvalue     rmsea.notclose.h0 
                0.050                 0.000                 0.080 
                  rmr            rmr_nomean                  srmr 
                0.308                 0.308                 0.036 
         srmr_bentler   srmr_bentler_nomean                  crmr 
                0.036                 0.036                 0.041 
          crmr_nomean            srmr_mplus     srmr_mplus_nomean 
                0.041                 0.036                 0.036 
                cn_05                 cn_01                   gfi 
              544.308               656.021                 0.987 
                 agfi                  pgfi                   mfi 
                0.974                 0.494                 0.977 
                 ecvi 
                0.068 






これまでに紹介したもの以外にも色々出ていますが，とりあえず先ほど紹介したものに関する指標だけ説明すると




表 7.1: fitmeasures()関数で表示される適合度指標の一部





	指標名
	解説





	chisq
	\(\chi^2\)統計量（\(L_h\)）



	df
	自由度（\(df_h\)）



	pvalue
	\(\chi^2\)検定の\(p\)値



	baseline.***
	独立モデルでの値（\(L_0,df_0\)）



	cfi
	CFI



	aic
	AIC



	bic
	BIC



	rmsea
	RMSEA



	rmsea.ci.lower
	RMSEAの90%信頼区間の下限



	rmsea.ci.upper
	RMSEAの90%信頼区間の上限



	rmsea.pvalue
	「RMSEAが0.05以下」という帰無仮説に対する\(p\)値



	srmr
	SRMR



	gfi
	GFI



	agfi
	AGFI



	pgfi
	PGFI










といった感じです。

では実際に複数のモデルを比較して，各適合度指標の挙動を確認してみましょう。 ここでは，「正しい」モデルとして 図 7.3 の「本来の2因子モデル」を例として，これに「余計な矢印が入った2因子モデル」（「正しくない」モデル）と比較してみましょう。 まずは2つのモデルそれぞれについてパラメータ推定を行います。





コード 7.19: 2つのモデルを比較


model1 <- "
# 本来の2因子モデル
f_1 =~ Q1_1 + Q1_2 + Q1_3
f_2 =~ Q1_6 + Q1_7 + Q1_8
"
model2 <- "
# 余計なものが入っている
f_1 =~ Q1_1 + Q1_2 + Q1_3 + Q1_6
f_2 =~ Q1_6 + Q1_7 + Q1_8
"

result1 <- cfa(model1, data = dat)
result2 <- cfa(model2, data = dat)









続いて2つのモデルの適合度を比較していきましょう。 とはいえ，一つ一つfitmeasures()して出力を見比べるのは大変なので，複数のモデルの適合度を並べてくれるsemTools::compareFit()という関数を使ってみます。





コード 7.20: semTools::compareFit(): 複数のモデルの適合度を比較する


# インストールがまだの人は
# install.packages("semTools")
library(semTools)
# summary()にかけないと中身がみえない
summary(compareFit(result1, result2))








################### Nested Model Comparison #########################

Chi-Squared Difference Test

        Df   AIC   BIC  Chisq Chisq diff    RMSEA Df diff Pr(>Chisq)  
result2  7 46682 46764 57.197                                         
result1  8 46685 46761 62.062     4.8642 0.039861       1    0.02742 *
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

####################### Model Fit Indices ###########################
           chisq df pvalue  rmsea    cfi    tli   srmr         aic
result2 57.197†  7   .000  .054  .976†  .949  .033† 46682.454†
result1  62.061   8   .000 .053†  .974  .952†  .035   46685.319 
                bic
result2  46763.605 
result1 46760.673†

################## Differences in Fit Indices #######################
                  df  rmsea    cfi   tli  srmr   aic    bic
result1 - result2  1 -0.002 -0.002 0.003 0.002 2.864 -2.932






最初のNested Model Comparisonというところは，ネストされたモデル間での比較です。 今回の例の場合，result1のモデルは，result2のモデルでf_1 =~ Q1_6の値が0になった場合という意味で，result2の特殊なケースといえます。 このように，あるモデルが別のモデルに内包されているとき，そのモデルは「ネスト」の関係にあると呼んだりします。

ネストされたたモデル間の比較では，尤度比検定を行うことができます。 ネストされたモデルでは，パラメータ数の減少に伴い少なからずデータに対する当てはまりが悪化（尤度が減少）しているはずですが，もしも尤度比検定が有意にならない場合，その当てはまりの悪化が「減らしたパラメータ数的に許容できる」という感じになり，それならばより節約的なモデルを選ぼう，という流れになります。 今回の場合，Pr(>Chisq)が0.05より小さいため検定は有意になっています。 result2を基準に見るとresult1のモデルはf_1 =~ Q1_6のパスを0にしたことによって当てはまりが有意に悪化している，ということです。 したがって，尤度比検定的にはresult2を選ぶべし，となります。 しかしこれも例によって統計的仮説検定あるあるの「サンプルサイズが大きいと有意になりやすい」があるので，これだけを信じすぎないほうが良いと思います。

その下のModel Fit Indicesでは各種適合度指標を並べてくれています。ダガー（†）の付いているものは，その適合度指標においてベストなモデル，という意味です。 また一番下のDifferences in Fit Indicesは読んで字のごとく適合度指標の差分です。 僅かな差ですが，RMSEAやTLIの値はf_1 =~ Q1_6のパスが無い（本来正しい）モデルの方が良い値です。 一方で絶対的指標であるCFIやSRMRはresult2のほうが良い値になっています。

情報量規準を見ると，AICはモデル2，BICはモデル1のほうが大きな値になっています。 先程説明したように，AICのほうがサンプルサイズが大きくなるほど複雑な（パラメータ数の多い）モデルを好む傾向があり，今回の比較でもその傾向が表れたということです。

このように，適合度指標の定義によってモデル比較の結果も一貫しないことが大半なので，結果を報告する際には複数の指標を提示し，総合的に判断する必要があるわけです。

compareFit()関数は，デフォルトでは上に表示されているいくつかの指標のみを表示する様になっています。 このSectionで紹介した他の適合度指標についても比較してほしい場合には，引数を設定する必要があります。





コード 7.21: 表示する適合度指標を選ぶ


# summary()の引数としてのfit.measuresです
summary(compareFit(result1, result2), fit.measures = c("gfi", "agfi", "rmsea.pvalue"))








################### Nested Model Comparison #########################

Chi-Squared Difference Test

        Df   AIC   BIC  Chisq Chisq diff    RMSEA Df diff Pr(>Chisq)  
result2  7 46682 46764 57.197                                         
result1  8 46685 46761 62.062     4.8642 0.039861       1    0.02742 *
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

####################### Model Fit Indices ###########################
           gfi   agfi rmsea.pvalue
result2 .992†  .977        .271†
result1  .992  .978†        .333 

################## Differences in Fit Indices #######################
                     gfi  agfi
result1 - result2 -0.001 0.001






引数fit.measuresに指定できるのは，fitmeasures()関数で表示されるものの名前です。 そして実はfitmeasures()関数自体も同じ引数fit.measuresを受け付けるので，同様に一部の指標のみを表示したい場合には設定してあげると良いでしょう。








（おまけ）適合度指標の関係




図 7.13 に，各種適合度指標の関係を表してみました。無理やり1つの図にまとめたので多少変なところがあるかもしれませんが…


	相対的指標は「独立モデルを０，飽和モデルを１」としたときの仮説モデルの位置づけを表しています。

	絶対的指標は「飽和モデル＝データ」からのズレを表す指標です。理論上はたぶん下限は決まっていませんが，基本的に０から１の範囲内に収まるはずです。

	倹約的指標はものによります。自由度で調整した値です。

	情報量規準は独立モデル・飽和モデルと何の関係もありません。尤度を自由度で調整しただけです。図の例では，モデルBのほうが絶対的な当てはまりは良いのですが，自由度による調整の結果情報量規準の値はモデルAのほうが良い，という状態を表しています。








[image: ]



図 7.13: 適合度指標の関係

















7.7 モデルの修正

（ここからはプラクティカルな話題です。）

SEMでは，まずドメイン知識に基づいた仮説を立てて，その仮説をモデルを落とし込んでいく（パス図に線を引く）ことになります。 そして，実際のデータと仮説モデルとで共分散行列がどの程度ずれているかを評価し，ズレが小さければ「問題ないモデル」と判断します。 ズレの大きさを評価する適合度指標には，大きく分けると「絶対的なズレの大きさを評価するもの（SRMRやGFIなど）」と「パラメータ数（自由度）を考慮して評価するもの（AGFIやRMSEA）」の2種類がありました。

もしも仮説モデルにおいて適合度指標の値が悪ければ，モデルを修正してデータとの整合性 and/or モデルの倹約度を高める必要があります。 データとの整合性を高めるためには，矢印を追加してあげれば良いです。 矢印を追加するということは推定するパラメータが増えるため，回帰分析の説明変数や因子分析の因子数を増やした時と同じように，パラメータを増やした分だけデータとモデルのズレは小さくできるはずです。 一方，モデルの倹約度を高めるためには矢印を消去する必要もあります。ある矢印が，あってもなくてもデータとモデルのズレに大きな影響を与えないのであれば，そのような矢印はなくなったほうがRMSEAなどは向上するはずです。

ということで，この節ではモデルを修正してデータとの整合性を高めるための方法について説明します。 手当たり次第にひとつひとつ矢印を足したり引いたりしたモデルを試しまくるのはさすがに効率が悪いので，もう少しスマートに修正案にアタリをつけたいと思います。 以降では， 図 7.8 のSEMモデルを題材にモデルの修正を試してみます。





コード 7.22: まずはベースモデルの推定


model1 <- "
f_A =~ Q1_1 + Q1_2 + Q1_3
f_E =~ Q1_6 + Q1_7 + Q1_8
f_A ~ age + gender
f_E ~ f_A
age ~~ gender
"

result1 <- sem(model1, data = dat, std.lv = TRUE)
summary(result1, standardized = TRUE)








lavaan 0.6-19 ended normally after 36 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        18

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                               129.227
  Degrees of freedom                                18
  P-value (Chi-square)                           0.000

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A =~                                                                
    Q1_1              0.602    0.031   19.255    0.000    0.628    0.447
    Q1_2              0.888    0.030   29.426    0.000    0.926    0.790
    Q1_3              0.786    0.030   25.796    0.000    0.819    0.627
  f_E =~                                                                
    Q1_6              0.728    0.031   23.767    0.000    0.753    0.611
    Q1_7              0.888    0.035   25.607    0.000    0.918    0.698
    Q1_8              0.651    0.031   21.262    0.000    0.673    0.523

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A ~                                                                 
    age               0.014    0.002    6.275    0.000    0.013    0.147
    gender            0.522    0.053    9.894    0.000    0.501    0.236
  f_E ~                                                                 
    f_A               0.252    0.030    8.402    0.000    0.254    0.254

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  age ~~                                                                
    gender            0.204    0.105    1.945    0.052    0.204    0.039

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .Q1_1              1.581    0.051   31.144    0.000    1.581    0.801
   .Q1_2              0.517    0.046   11.273    0.000    0.517    0.376
   .Q1_3              1.034    0.046   22.666    0.000    1.034    0.607
   .Q1_6              0.950    0.043   22.240    0.000    0.950    0.626
   .Q1_7              0.889    0.055   16.228    0.000    0.889    0.513
   .Q1_8              1.205    0.044   27.533    0.000    1.205    0.727
    age             120.254    3.449   34.871    0.000  120.254    1.000
    gender            0.221    0.006   34.871    0.000    0.221    1.000
   .f_A               1.000                               0.920    0.920
   .f_E               1.000                               0.935    0.935










コード 7.23: 適合度はすでにかなり良いんですが…


fitmeasures(result1)








                 npar                  fmin                 chisq 
               18.000                 0.027               129.227 
                   df                pvalue        baseline.chisq 
               18.000                 0.000              2331.678 
          baseline.df       baseline.pvalue                   cfi 
               28.000                 0.000                 0.952 
                  tli                  nnfi                   rfi 
                0.925                 0.925                 0.914 
                  nfi                  pnfi                   ifi 
                0.945                 0.607                 0.952 
                  rni                  logl     unrestricted.logl 
                0.952            -34146.289            -34081.676 
                  aic                   bic                ntotal 
            68328.579             68432.915              2432.000 
                 bic2                 rmsea        rmsea.ci.lower 
            68375.725                 0.050                 0.042 
       rmsea.ci.upper        rmsea.ci.level          rmsea.pvalue 
                0.059                 0.900                 0.450 
       rmsea.close.h0 rmsea.notclose.pvalue     rmsea.notclose.h0 
                0.050                 0.000                 0.080 
                  rmr            rmr_nomean                  srmr 
                0.308                 0.308                 0.036 
         srmr_bentler   srmr_bentler_nomean                  crmr 
                0.036                 0.036                 0.041 
          crmr_nomean            srmr_mplus     srmr_mplus_nomean 
                0.041                 0.036                 0.036 
                cn_05                 cn_01                   gfi 
              544.308               656.021                 0.987 
                 agfi                  pgfi                   mfi 
                0.974                 0.494                 0.977 
                 ecvi 
                0.068 







7.7.1 不要なパスを消す

普通に考えると年齢ageと性別genderは無相関だと考えるのが自然ですね。 先程の分析の結果を見ても，共分散age ~~ genderの検定結果は有意にはなっていません。 summary(sem())で出力される検定では，帰無仮説に「そのパラメータの母数が0に等しい」を設定したWald検定の結果を出しています。 Wald検定の中身はともかく，とりあえずこのP(>|z|)列を見れば，そのパラメータを削除してよいかにアタリをつけられそうかが分かります。

ということで，検定結果が有意ではなかったage ~~ genderの共分散をゼロに固定して再度推定してみましょう。





コード 7.24: パラメータを制約する


model2 <- "
f_A =~ Q1_1 + Q1_2 + Q1_3
f_E =~ Q1_6 + Q1_7 + Q1_8
f_A ~ age + gender
f_E ~ f_A
age ~~ 0*gender
"









lavaanの記法では，このように右辺の変数名の前に0*を付けると，そのパラメータの値を0に固定することが出来ます15。





コード 7.25: 修正後のモデルで再度推定


result2 <- sem(model2, data = dat, std.lv = TRUE)
summary(result2, standardized = TRUE)








lavaan 0.6-19 ended normally after 30 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        17

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                               133.020
  Degrees of freedom                                19
  P-value (Chi-square)                           0.000

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A =~                                                                
    Q1_1              0.602    0.031   19.216    0.000    0.627    0.446
    Q1_2              0.888    0.030   29.335    0.000    0.925    0.789
    Q1_3              0.786    0.031   25.715    0.000    0.818    0.627
  f_E =~                                                                
    Q1_6              0.728    0.031   23.763    0.000    0.753    0.611
    Q1_7              0.888    0.035   25.602    0.000    0.918    0.698
    Q1_8              0.651    0.031   21.259    0.000    0.673    0.523

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A ~                                                                 
    age               0.014    0.002    6.280    0.000    0.013    0.147
    gender            0.522    0.053    9.901    0.000    0.502    0.236
  f_E ~                                                                 
    f_A               0.252    0.030    8.387    0.000    0.254    0.254

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  age ~~                                                                
    gender            0.000                               0.000    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .Q1_1              1.581    0.051   31.136    0.000    1.581    0.801
   .Q1_2              0.517    0.046   11.237    0.000    0.517    0.377
   .Q1_3              1.034    0.046   22.625    0.000    1.034    0.607
   .Q1_6              0.950    0.043   22.238    0.000    0.950    0.626
   .Q1_7              0.889    0.055   16.225    0.000    0.889    0.513
   .Q1_8              1.205    0.044   27.532    0.000    1.205    0.727
    age             120.254    3.449   34.871    0.000  120.254    1.000
    gender            0.221    0.006   34.871    0.000    0.221    1.000
   .f_A               1.000                               0.923    0.923
   .f_E               1.000                               0.936    0.936






結果を見ると，確かに共分散age ~~ genderの値が推定されず，0に固定されています。 それでは，パス削除前（result1）と削除後（result2）の適合度を比較してみましょう。





コード 7.26: 修正前後で適合度を比較


summary(compareFit(result1, result2))








################### Nested Model Comparison #########################

Chi-Squared Difference Test

        Df   AIC   BIC  Chisq Chisq diff    RMSEA Df diff Pr(>Chisq)  
result1 18 68329 68433 129.23                                         
result2 19 68330 68429 133.02     3.7929 0.033888       1    0.05147 .
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

####################### Model Fit Indices ###########################
            chisq df pvalue  rmsea    cfi    tli   srmr         aic
result1 129.227† 18   .000  .050  .952†  .925  .036† 68328.579†
result2  133.020  19   .000 .050†  .951  .927†  .037   68330.371 
                bic
result1  68432.915 
result2 68428.911†

################## Differences in Fit Indices #######################
                  df  rmsea    cfi   tli  srmr   aic    bic
result2 - result1  1 -0.001 -0.001 0.002 0.001 1.793 -4.004






いま比較している2つのモデルのうちresult2のモデルは，result1のモデルでage ~~ genderの値が0になった場合という意味で，result1の特殊なケースといえます。 ということで尤度比検定の結果が出力されています。 今回の場合，Pr(>Chisq)が0.05より大きいため検定は（ギリギリ）有意になっていません。 したがって，尤度比検定的にはパラメータを1つ削除しても当てはまりは有意には悪化していない，そのためより節約的なresult2を選ぼう，ということになるわけです。

続いて各種適合度指標を見ると，僅かな差ですが，RMSEAやTLIの値は改善しているようです。 一方で絶対的指標であるSRMRは悪化しているようですね。

このように，単一のパスを削除する場合には，cfa()やsem()の結果の検定のところを見るのが第一歩です。 ですが，統計的仮説検定の枠組みの中にあるため，サンプルサイズの影響を受けてしまう点は注意が必要です。 例えば先程の分析を，サンプルサイズを100人にして行うと，さっきは有意だったf_A ~ ageの回帰係数も有意ではなくなってしまいます。 検定の結果だけを鵜呑みにするのではなく，例えば実際の推定値の大きさを踏まえて決定するなどの対応が必要でしょう。





コード 7.27: サンプルサイズを減らしてみると


result1_100 <- sem(model1, data = dat[1:100, ], std.lv = TRUE)
summary(result1_100, standardized = TRUE)








lavaan 0.6-19 ended normally after 35 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        18

  Number of observations                           100

Model Test User Model:
                                                      
  Test statistic                                29.972
  Degrees of freedom                                18
  P-value (Chi-square)                           0.038

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A =~                                                                
    Q1_1              0.535    0.151    3.540    0.000    0.576    0.394
    Q1_2              0.926    0.147    6.301    0.000    0.996    0.857
    Q1_3              0.674    0.141    4.781    0.000    0.725    0.537
  f_E =~                                                                
    Q1_6              0.764    0.126    6.085    0.000    0.840    0.679
    Q1_7              0.829    0.135    6.163    0.000    0.911    0.690
    Q1_8              0.822    0.132    6.222    0.000    0.904    0.698

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A ~                                                                 
    age               0.011    0.010    1.050    0.294    0.010    0.115
    gender            0.720    0.254    2.830    0.005    0.669    0.330
  f_E ~                                                                 
    f_A               0.424    0.148    2.874    0.004    0.415    0.415

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  age ~~                                                                
    gender            1.028    0.580    1.772    0.076    1.028    0.180

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .Q1_1              1.801    0.273    6.606    0.000    1.801    0.844
   .Q1_2              0.360    0.234    1.535    0.125    0.360    0.266
   .Q1_3              1.296    0.225    5.769    0.000    1.296    0.711
   .Q1_6              0.823    0.172    4.788    0.000    0.823    0.539
   .Q1_7              0.915    0.197    4.647    0.000    0.915    0.524
   .Q1_8              0.860    0.190    4.533    0.000    0.860    0.513
    age             133.886   18.934    7.071    0.000  133.886    1.000
    gender            0.244    0.034    7.071    0.000    0.244    1.000
   .f_A               1.000                               0.864    0.864
   .f_E               1.000                               0.828    0.828








7.7.2 新しいパスを増やす

続いて，新しいパスを追加することを考えたいと思います。 パスを追加する場合，基本的に絶対的な適合度は上昇するため，先程の尤度比検定の考え方とは反対に「パラメータを1個追加する価値があるだけの適合度の改善が見られる」ようなパラメータは追加してあげればよいわけです。 modificationIndices()という関数は，現状モデル内でパラメータが自由推定になっていない全てのパス16について，「そこにパスを追加するとどれだけ適合度が改善するか」をまとめて表してくれます。





コード 7.28: 修正指標


# 実はmodindices()でも良い
# 引数sort = TRUEを与えると，改善度の大きい順に並べてくれる
modificationIndices(result2, sort = TRUE)








    lhs op    rhs     mi    epc sepc.lv sepc.all sepc.nox
24  f_E =~   Q1_1 33.281 -0.196  -0.203   -0.144   -0.144
32 Q1_1 ~~    age 25.661  1.519   1.519    0.110    0.110
37 Q1_2 ~~   Q1_8 23.532  0.114   0.114    0.145    0.145
45 Q1_6 ~~   Q1_7 19.848  0.527   0.527    0.574    0.574
23  f_A =~   Q1_8 19.845  0.134   0.139    0.108    0.108
47 Q1_6 ~~    age 13.741  0.902   0.902    0.084    0.084
30 Q1_1 ~~   Q1_7  9.220 -0.092  -0.092   -0.078   -0.078
33 Q1_1 ~~ gender  9.153  0.040   0.040    0.068    0.068
26  f_E =~   Q1_3  7.717  0.087   0.089    0.069    0.069
43 Q1_3 ~~    age  6.496 -0.690  -0.690   -0.062   -0.062
50 Q1_7 ~~    age  6.371 -0.645  -0.645   -0.062   -0.062
41 Q1_3 ~~   Q1_7  5.463  0.062   0.062    0.065    0.065
 [ reached 'max' / getOption("max.print") -- omitted 32 rows ]






引数sort = TRUEを与えると，改善度（出力の一番左，mi列）の大きい順に並べてくれます。 したがって今回の場合，一つだけパスを追加するならばf_E =~ Q1_1というパスを追加すると適合度が最も改善する，ということです。 出力ではmi列に続いて，


	epc

	
そのパスを自由推定にした際のパラメータの変化量の予測値。パスが引かれていない場合は「0からの変化量」なので推定値そのものの予測値を意味する。


	sepc.lv

	
潜在変数lvを標準化した際のEPC (standardized EPC)。


	sepc.all

	
全ての変数を標準化した際（標準化解）のEPC。


	sepc.nox

	
観測変数の外生変数以外を全て標準化した際のEPC。




が表示されています。きっと多くの場合ではmiが大きいところはsepc.allが大きくなっていることでしょう。 ということで，パスを追加する際にはmiが大きいほうから試してみると良いでしょう。 さっそくf_E =~ Q1_1を追加して推定してみます。





コード 7.29: modindicesの仰せのままに


model3 <- "
f_A =~ Q1_1 + Q1_2 + Q1_3
f_E =~ Q1_6 + Q1_7 + Q1_8 + Q1_1
f_A ~ age + gender
f_E ~ f_A
age ~~ 0*gender
"

result3 <- sem(model3, data = dat, std.lv = TRUE)
summary(result3, standardized = TRUE)








lavaan 0.6-19 ended normally after 31 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        18

  Number of observations                          2432

Model Test User Model:
                                                      
  Test statistic                                98.800
  Degrees of freedom                                18
  P-value (Chi-square)                           0.000

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A =~                                                                
    Q1_1              0.678    0.034   19.682    0.000    0.707    0.503
    Q1_2              0.867    0.029   29.957    0.000    0.904    0.772
    Q1_3              0.792    0.030   26.483    0.000    0.826    0.633
  f_E =~                                                                
    Q1_6              0.720    0.030   23.860    0.000    0.752    0.610
    Q1_7              0.879    0.034   25.758    0.000    0.918    0.698
    Q1_8              0.647    0.030   21.333    0.000    0.675    0.524
    Q1_1             -0.201    0.034   -5.875    0.000   -0.210   -0.149

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_A ~                                                                 
    age               0.014    0.002    6.466    0.000    0.014    0.152
    gender            0.529    0.053    9.982    0.000    0.507    0.238
  f_E ~                                                                 
    f_A               0.287    0.031    9.131    0.000    0.287    0.287

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  age ~~                                                                
    gender            0.000                               0.000    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .Q1_1              1.514    0.052   29.360    0.000    1.514    0.767
   .Q1_2              0.555    0.042   13.069    0.000    0.555    0.404
   .Q1_3              1.021    0.044   23.011    0.000    1.021    0.600
   .Q1_6              0.952    0.042   22.594    0.000    0.952    0.628
   .Q1_7              0.889    0.054   16.558    0.000    0.889    0.513
   .Q1_8              1.202    0.044   27.589    0.000    1.202    0.725
    age             120.254    3.449   34.871    0.000  120.254    1.000
    gender            0.221    0.006   34.871    0.000    0.221    1.000
   .f_A               1.000                               0.920    0.920
   .f_E               1.000                               0.918    0.918






パス追加前（result2）と追加後（result3）の適合度を比較してみましょう。





コード 7.30: モデル2, 3の適合度を比較


summary(compareFit(result2, result3))








################### Nested Model Comparison #########################

Chi-Squared Difference Test

        Df   AIC   BIC  Chisq Chisq diff   RMSEA Df diff Pr(>Chisq)    
result3 18 68298 68402  98.80                                          
result2 19 68330 68429 133.02      34.22 0.11688       1  4.921e-09 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

####################### Model Fit Indices ###########################
           chisq df pvalue  rmsea    cfi    tli   srmr         aic
result3 98.800† 18   .000 .043† .965† .945† .029† 68298.151†
result2 133.020  19   .000  .050   .951   .927   .037   68330.371 
                bic
result3 68402.488†
result2  68428.911 

################## Differences in Fit Indices #######################
                  df rmsea    cfi    tli  srmr   aic    bic
result2 - result3  1 0.007 -0.014 -0.018 0.008 32.22 26.424






尤度比検定の結果は有意になっています。今回はresult2のほうが節約的なモデルなので，パス追加前（result2）の方が当てはまりが有意に悪い，ということになりました。 ほかの適合度指標を見ても，どうやら確かに追加したあとの方が改善しているようです。



7.7.3 実際のところ

ここまで，モデルを修正するための候補を統計的な視点から紹介しました。 しかしSEMで重要なのは，因子分析と同じようにその結果をきちんと解釈できるか（解釈可能性）です。 実際にモデルを修正するかどうかは，そのパスが持つ意味をよく考えて行う必要があります。 先程の修正では，f_E =~ Q1_1を追加したことによって 図 7.14 のような状態になりました。 つまり完全な単純構造ではないと考えたほうがデータ的には当てはまりが良い，ということです。 ですが修正指標（mi）も，尤度に基づく指標です。つまりサンプルサイズが大きいほど当てはまりは大幅に改善するように見えてしまいます。 したがって，本質的には無意味なパスが手元のデータにおいては偶然それなりの改善を示しただけの可能性もあります。 同様に，モデルが複雑になるほど自由度も大きくなり共分散構造の乖離度も大きくなりやすいと考えられます。 「f_E =~ Q1_1を追加すると良い」ということが，本当に「Q1_1が因子Eを反映した項目である」ことを示しているのかは，実質的な意味に基づいてよく考える必要があるでしょう。

ということで，モデルの修正の際には，パスを追加・削除することが自分の仮説と照らし合わせて受け入れられるかをよく考えるようにしましょう。






[image: ]



図 7.14: より当てはまりの良いモデル。でもいいの？ホントにそれで








実践場面でよく見られる修正としては， 図 7.15 のように独自因子の間の相関を追加するパターンです。 例えば時系列モデルにおいて，異なる時期に聞かれた同一の項目間においたり，あるいはDIFのように特定の属性などが影響していると言えそうな場合には妥当なパスの追加だと思われます。 このような場合にも，パスを追加する場合にはなぜそのパスを追加するべき（しても問題ない）と考えたかをきちんと説明するようにしましょう。 裏を返せば，そのパスが意味するところが説明できないような場所には，いくら適合度が改善するにしてもパスを追加しないほうが良いだろう，ということです。






[image: ]



図 7.15: 独自因子間の相関








また，モデルの修正は割と終わりなき戦いです。 というのも，modificationIndices()で出力されるmiは必ず正の値を取ります。 絶対的な適合度指標と同じように，パスを追加すればするほど当てはまりは良くなるということです。 モデルの修正を行う場合には，


	まず仮説で立てたモデルを基準として

	もしそのままでは当てはまりが良くない（適合度指標が許容範囲を超えている）という場合にのみ

	もともとの仮説で受け入れられるパスの追加・削除を少しずつ行い

	適合度指標が許容範囲になったらその時点でストップ



くらいに考えておくのが良いのではないかと思います。多くの場合は仮説で立てたモデルが（本当に考え抜いて構築されたのならば）理論的には最も整合的なはずなので，そこからあまり変えないようにできればそれに越したことは無いわけです。 適合度指標の許容範囲についてはゼロイチで判断できるものではないですが，自分が納得できる＆査読者などを納得させられるくらいの値であれば良いでしょう。




7.8 カテゴリカル変数のSEM

資料の前半で見てきたように，SEMは因子分析や回帰分析を内包する分析手法です。 したがって，カテゴリカル変数を扱う場合も因子分析や回帰分析と同じように考えればOKです。


7.8.1 内生変数がカテゴリカルな回帰分析・パス解析

内生変数，つまり結果変数がカテゴリカルな場合，ポリコリック相関のように，本来連続的なものが閾値で切り分けられてカテゴリになっている，と考えると良さそうです。 ここでは， 図 7.16 のように，性別と勤勉性（Q1_C）がカテゴリカルな内生変数である「学歴」に与える影響を考える回帰分析モデルを実行してみましょう17。
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図 7.16: 内生変数がカテゴリカルな場合








lavaanには，内生観測変数がカテゴリカルであることを示す引数orderedが用意されています。





コード 7.31: 内生変数がカテゴリカル


# まずは普通にモデル式を作成
model <- "
education ~ gender + Q1_C
"
# 引数orderedに指定する
result <- sem(model, data = dat, ordered = "education")
summary(result)








lavaan 0.6-19 ended normally after 3 iterations

  Estimator                                       DWLS
  Optimization method                           NLMINB
  Number of model parameters                         6

                                                  Used       Total
  Number of observations                          2232        2432

Model Test User Model:
                                              Standard      Scaled
  Test Statistic                                 0.000       0.000
  Degrees of freedom                                 0           0

Parameter Estimates:

  Parameterization                               Delta
  Standard errors                           Robust.sem
  Information                                 Expected
  Information saturated (h1) model        Unstructured

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)
  education ~                                         
    gender            0.007    0.047    0.150    0.881
    Q1_C              0.006    0.005    1.233    0.217

Thresholds:
                   Estimate  Std.Err  z-value  P(>|z|)
    education|t1     -1.217    0.123   -9.858    0.000
    education|t2     -0.706    0.123   -5.757    0.000
    education|t3      0.608    0.124    4.914    0.000
    education|t4      1.117    0.125    8.961    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
   .education         1.000                           






結果を見ると，Intercepts:とVariances:のところにあるeducationに，潜在変数であることを示す.がついて.educationになっています。そしてこれらの推定値がそれぞれ0, 1になっています。 つまりこれは，educationという変数の背後にある連続的なものが平均0，分散1に標準化された値として考慮されている，ということです。

そのもとで，Thresholds:のところには各カテゴリの閾値が表示されています。図4.8に当てはめると 図 7.17 のような状態だということです。
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図 7.17: educationの閾値










7.8.2 （おまけ）外生変数がカテゴリカルな回帰分析・パス解析

「外生変数がカテゴリカル」ということは，回帰分析の説明変数がカテゴリカルな場合と同じように考えたらOKです。 すなわち，その変数が二値カテゴリカルであればそのまま使用してよく，多値カテゴリカルであればダミー変数に置き換えることで対応可能です。 例えば多値カテゴリカル変数であるeducationを説明変数とする， 図 7.18 の回帰分析モデルを考えます。
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図 7.18: 外生変数がカテゴリカルな場合








educationは順序カテゴリカル変数ですが，いったん順序を無視してダミー変数へ変換してみます（順序性を考慮したダミー変数化はあとで説明）。 ダミー変数をデータフレームに追加する簡単な方法として，contr.treatment()関数を利用する方法があります18。





コード 7.32: 一気にダミー変数を作る


# ダミーコーディングの形を作る関数
# 数字はカテゴリ数
contr.treatment(5)








  2 3 4 5
1 0 0 0 0
2 1 0 0 0
3 0 1 0 0
4 0 0 1 0
5 0 0 0 1






contr.treatment()関数では第一カテゴリを基準カテゴリとしたダミー変数を作成してくれます。





コード 7.33: ダミー変数化


contr.treatment(5)[dat$education, ]








      2  3  4  5
<NA> NA NA NA NA
<NA> NA NA NA NA
<NA> NA NA NA NA
<NA> NA NA NA NA
<NA> NA NA NA NA
3     0  1  0  0
<NA> NA NA NA NA
2     1  0  0  0
<NA> NA NA NA NA
1     0  0  0  0
<NA> NA NA NA NA
<NA> NA NA NA NA
1     0  0  0  0
<NA> NA NA NA NA
<NA> NA NA NA NA
<NA> NA NA NA NA
<NA> NA NA NA NA
<NA> NA NA NA NA
<NA> NA NA NA NA
<NA> NA NA NA NA
5     0  0  0  1
2     1  0  0  0
1     0  0  0  0
3     0  1  0  0
5     0  0  0  1
 [ reached getOption("max.print") -- omitted 2407 rows ]






contr.treatment()で作成したダミー行列のdat$education行目を取る，ということは，


	education == 1の人なら0 0 0 0の行

	education == 2の人なら1 0 0 0の行

	education == 3の人なら0 1 0 0の行

	education == 4の人なら0 0 1 0の行

	education == 5の人なら0 0 0 1の行

	education == NAの人ならNA NA NA NAの行



が返ってくるわけです。これをもとのdatの存在しない列名に代入してあげればOKですね。

こうして作成したダミー変数を入れたモデルを作成して実行しましょう。





コード 7.34: ダミー変数を入れて回帰モデル


# ダミー変数を一つずつ書かないといけないのがやや面倒です
model <- "
Q1_A ~ age + edu_2 + edu_3 + edu_4 + edu_5 + 1
"

summary(sem(model, data = dat))








lavaan 0.6-19 ended normally after 1 iteration

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                         7

                                                  Used       Total
  Number of observations                          2232        2432

Model Test User Model:
                                                      
  Test statistic                                 0.000
  Degrees of freedom                                 0

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Expected
  Information saturated (h1) model          Structured

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)
  Q1_A ~                                              
    age               0.068    0.009    7.470    0.000
    edu_2            -0.207    0.417   -0.497    0.619
    edu_3             1.097    0.336    3.263    0.001
    edu_4            -0.132    0.393   -0.337    0.736
    edu_5             0.413    0.394    1.046    0.295

Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)
   .Q1_A             20.897    0.382   54.641    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
   .Q1_A             18.842    0.564   33.407    0.000






Number of observationsのところにTotalという値が追加されています。 当然ですが欠測値がある場合にはそのままだと分析が出来ないため，デフォルトでは「分析に使用する変数に欠測が一つもない人」だけを使って分析をしているのです。 今回の場合，education == NAの人は全てのダミー変数がNAになっているので，「educationに回答している人のデータのみ」を使用した結果となっている点には注意が必要かもしれません。








順序カテゴリをダミー化するなら




順序カテゴリの順序性を保ったままダミー化する場合は，下の表のようにダミーの効果を加算していく，という方法が考えられます。 カテゴリ2ではedu_2の効果のみ，カテゴリ3ではedu_2 + edu_3の効果，…というようになります。 そして例えばedu_3の係数は，education == 2の人とeducation == 3の人の切片の差を表すことになるわけです。




表 7.2: 順序カテゴリのダミー変数化












	
	
ダミー





	education
	edu_2
	edu_3
	edu_4
	edu_5





	1
	0
	0
	0
	0



	2
	1
	0
	0
	0



	3
	1
	1
	0
	0



	4
	1
	1
	1
	0



	5
	1
	1
	1
	1


















7.8.3 カテゴリカルな確認的因子分析

確認的因子分析の場合，モデル上は因子得点から観測変数に矢印が引かれているため，これらは全て内生変数として扱われます。したがって引数orderedを使えばOKです。 ということで，前回行った 図 7.3 の単純構造2因子モデルで試してみましょう。

全ての変数を名指しでordered=paste0("Q1_",c(1,2,3,6,7,8))という感じで指定しても良いのですが，もし全ての内生変数である観測変数がカテゴリの場合19，ordered = TRUEとすることで全てカテゴリカルになります。
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8 項目反応理論

データから「回答者の特性値」と「項目の特性値」を同時に推定する分析法である項目反応理論について，前半では理論的な考え方とmirtパッケージでのやり方を説明し，後半では実践上のいくつかのトピック（多値，多次元モデル・テスト情報量・様々な拡張など）を解説しています。




この章のPDF版はこちら


このChapterでは項目反応理論 （Item Response Theory [IRT]: Lord & Novick, 1968）のお話をしていきます。

後ほど説明しますが，実はIRTの最もメジャーなモデルの一つは，因子分析と数学的に同じものです。 そのためlavaanでも基本的なIRT分析はできるのですが，IRT専用のパッケージも色々あります1。 この講義ではmirtというパッケージを使用します。

↓本Chapterで使用するファイルのダウンロードはこちらから

chapter04.rds





コード 8.1: 事前準備


# install.packages("mirt")
library(mirt)
dat <- readRDS("chapter04.rds")
# 毎回列名を指定するのが面倒なので先に作っておく
cols <- paste0("Q1_", 1:10)










8.1 項目反応理論とは

項目反応理論は，古典的テスト理論と同じく，テスト理論と呼ばれるカテゴリに属するものの一つです。 テスト理論の目的をとてもシンプルに言うと，以下の2つです。


	回答者の潜在的な特性（心理特性の強さ・能力など）を測定する

	測定に使用した項目（心理尺度の各項目・テストの問題など）の性能を評価する



1点目は直感的にもすぐ分かると思います。 2点目について少し補足しておくと，「項目の性能」とは，単純にはテストの問題の難易度などを指しています。 もしも難しすぎてほとんど誰も正解していない問題があったとしたら，その問題には，いわば床効果が出ているわけなのであまり良い問題とは言えません。 また，因子分析的に見たときに因子負荷が低い項目があったとしたら，その項目への回答は，測定したい「回答者の潜在的な特性」を反映していないので，注意が必要かもしれません。 テスト理論では，そのような形で項目の良し悪しを評価することで，「回答者の潜在的な特性」をより良く測定することを目指します。

そんなテスト理論の中で，項目反応理論が目指しているところを理解するために，仮想的な状況を考えてみましょう。 付録 A では，バーンアウトを例に心理尺度のお話をしました。 その時には，現在ではMBI(-GS)とUWESという2種類の尺度が用いられることが多いということを紹介しました。 そもそもの構成概念の定義の違いや項目数・回答方向の違いはありますが，いずれの尺度も0点から6点の7件法で構成されています。 ここでは，一旦構成概念が完全に同一とみなして，尺度得点として「平均点」を使う状況を考えてみます。 どちらの尺度についても0点が「最もやる気に満ち溢れた状態」，6点が「完全に燃え尽きた状態」だとみなす，ということです。 このような仮定のもとで，以下のAさんとBさんはどちらのほうがよりバーンアウト状態になっていると言えるでしょうか。


	Aさんは，MBI-GSによって測定されたバーンアウト得点が3.4点でした。

	Bさんは，UWESによって測定されたバーンアウト得点が4.2点でした。



ぱっと見では，Bさんのほうが得点が高いのでより燃え尽きかけているように見えますが，実はこの情報だけではそうとは言い切れません。 ポイントは2つの尺度（テスト）の平均値が同じとは限らないという点です。 もしもMBI-GSとUWESの回答者平均点がそれぞれ3.0点と4.5点だとしたら，Aさんは平均点以上，Bさんは平均点以下なので，Aさんのほうがよりバーンアウト状態に近いかも，という気がします。 このように，心理尺度によって得られる得点は尺度および項目に依存するもの（項目依存性）です。

項目依存性を避けて2つの尺度得点を比較可能にするためのナイーブなアイデアは，標準化得点を使うことです。 平均値を引いてから標準偏差で割った標準化得点ならば，平均値の違いなどを気にせず比較できそうです。 ということで先程の2人の標準化得点を計算してみたところ，それぞれAさんが0.2点，Bさんが-0.25点だったとしましょう。 2人はそれぞれ平均点以上・以下だったので，もちろん標準化得点でもAさんのほうが高い得点になっています。 ただ，実はまだこの情報だけではAさんのほうがよりバーンアウトに近いとは言い切れません。 それは，2人の所属するグループの平均値が同じとは限らないためです。

標準化得点は，当然ながらそのグループの得点分布に依存します。 もしかしたら，UWESの回答者平均点のほうがMBI-GSよりも高い理由は，UWESのほうが高得点になりやすい項目なのではなく，単にAさんの所属するグループよりもBさんの所属するグループの方が平均的にバーンアウト傾向が強いためかもしれません。 このように，心理尺度得点に基づく評価は項目だけでなく集団にも依存します（集団依存性）。

IRTでは，項目依存性と集団依存性をクリアした得点を算出するために，まず「集団によらない項目パラメータ」と「項目によらない個人特性値」の存在を考えています。 もちろんこれらのパラメータは，単純な和得点・平均値からはわかりません。 が，仮にそのようなパラメータがあるとして，項目パラメータが\(\beta\)，個人特性値が\(\theta\)で表せるとしたら，項目\(i\)に対する回答者\(p\)の反応（回答）は \[
y_{pi} = f(\theta_p,\beta_i),
\tag{8.1}\] つまり\(\beta_i\)と\(\theta_p\)による何らかの関数（項目反応関数: item response function [IRF]）になるはずです。 項目反応関数の形はいろいろと考えられますが，例えば多くの心理尺度に対しては，\(\theta_p\)の値が大きいほど「当てはまる」寄りの回答をする（＝\(y_{pi}\)の値が大きくなる）と考えられます。 そのようなデータをIRTで分析する場合には，項目反応関数として「\(\theta_p\)に対して単調増加の関数」を持ってきたら良いわけです。 …という感じでIRTでは，観測されたデータにおいて想定される\(y_{pi},\theta_p,\beta_i\)の関係性をうまく表現できるような項目反応関数が色々と提案されてきました。 後ほどIRTの代表的なモデルを紹介しますが，IRTの本質はこのように，回答を(集団によらない)項目パラメータと(項目によらない)個人特性値に分離して分析することにあります2。

ということで，一般的なIRTの利用場面では，


	特定の関数形（IRF）を仮定する

	そのモデルのもとで項目パラメータを推定する

	推定した項目パラメータをもとに，項目の性能を評価する

	合わせて個人特性値を推定する

	推定した個人特性値を使ってあとはご自由に



といったことが行われます。 それでは，まずは「とりあえずIRTで分析」ができるようになるために必要な最低限の知識を学んでいきましょう。



8.2 基本的なモデル

最もシンプルなIRTモデルを考えるため，一旦ここからは項目への反応を二値（当てはまらない・あてはまる）に限定して考えてみます。 というのも，もともとIRTは「正解・不正解」の二値で考えるような学力テストなどを想定して作られているもののためです。


8.2.1 正規累積モデル

以前カテゴリカルデータの相関（ポリコリック・ポリシリアル相関）の計算時には，背後にある連続量を考えるという説明をしました。 ここでも，二値反応\(y_{pi}\)の背後に連続量\(\theta_p\)が存在し，\(\theta_p\)が閾値を超えていたら1，超えていなければ0と回答すると考えます。 そして項目の閾値を\(\beta_i\)と表すと， \[
y_{pi} = \left\{
\begin{aligned}
0 & \quad \theta_p < \beta_i\\
1 & \quad \theta_p \geq \beta_i
\end{aligned}
\right.
\tag{8.2}\] となります（ 図 8.1 ）。 \(\beta_i\)の値が大きい項目ほど，\(y_{pi}=1\)になる\(\theta_p\)の範囲が狭くなるため，「当てはまらない」と回答する人の割合が高くなるだろう，ということです。
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図 8.1: 二値反応と潜在的な連続量の関係








ただし，このままでは能力\(\theta_p\)を持つ\(p\)さんは難易度が\(\beta_i\)以下の問題には，どんなジャンル・内容の問題でも100%正解することになってしまいます（\(\theta_p \geq \beta_i\)なので）。 しかし，もちろん客観的に見た難易度が全く同じであっても，内容によって\(p\)さんが答えられる・答えられない問題があるはずです。 さらに言えば，\(p\)さんの体調や時の運（たまたま昨日一夜漬けした内容に入っていた，など）によっても答えられるかどうかは変わるはずです。 というように，心理尺度やテストへの回答では，常に「その他の要因」による変動を考えてきました。 言い換えると，古典的テスト理論でも回帰分析でも因子分析でも，観測値は必ず何らかの誤差を伴って発生するものだと考えているわけです。 そこで先程の(8.2)式に誤差項\(\varepsilon_{pi}\)を追加して \[
y_{pi} = \left\{
\begin{aligned}
0 & \quad (\theta_p - \varepsilon_{pi}) < \beta_i\\
1 & \quad (\theta_p - \varepsilon_{pi}) \geq \beta_i
\end{aligned}
\right. \quad
\varepsilon_{pi} \sim N(0,\sigma_{\varepsilon}^2)
\tag{8.3}\] とします。なお誤差項は，回帰分析などと同じく，最も一般的な「平均0の正規分布に従う」と仮定してあります。

誤差項を追加することによって，「特性値が\(\theta_p\)の人が項目\(j\)に『当てはまる』と回答する確率3」を考えることが出来ます。 図 8.1 では「全ての人の\(\theta_p\)」の分布を示していた一方で， 図 8.2 では「\(\theta_p\)が特定の値の人」における分布になっている点に注意してください。
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図 8.2: 誤差を追加すると








さらに\(\beta_i\)と\(\theta_p\)を一つの関数\(f(\theta_p,\beta_i)\)として見るために\(\beta_i\)を移項して， \[
y_{pi} = \left\{
\begin{aligned}
0 & \quad (\theta_p- \beta_i - \varepsilon_{pi}) < 0\\
1 & \quad (\theta_p-\beta_i - \varepsilon_{pi}) \geq 0
\end{aligned}
\right. \quad
\varepsilon_{pi} \sim N(0,\sigma_{\varepsilon}^2)
\tag{8.4}\] とします（ 図 8.3 ）。 当然ながら， 図 8.2 と 図 8.3 は，閾値と分布が平行移動しただけなので\(P(y_{pi}=1)\)は変わりません。
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図 8.3: \(\beta_i\)を移項すると








図 8.3 の色つきの確率分布は，正規分布\(N(\theta_p - \beta_i,\sigma_{\varepsilon}^2)\)と表すことができます。 そして式から，\(y_{pi}=1\)となるのは誤差\(\varepsilon_{pi}\)が\((\theta_p - \beta_i)\)以下のときだとわかります。 したがって，仮に\(\varepsilon_{pi}\)が標準正規分布に従う（\(\sigma_{\varepsilon}^2=1\)）としてみると，「特性値が\(\theta_p\)の人が項目\(j\)に当てはまると回答する確率」（ 図 8.4 の青い部分）は \[
\begin{aligned}
P(y_{pi}=1)&= P(\varepsilon_{pi} \leq \theta_p - \beta_i)\\
&= \int_{-\infty}^{(\theta_p - \beta_i)}\frac{1}{\sqrt{2\pi}}\exp\left(-\frac{z^2}{2}\right)dz
\end{aligned}
\tag{8.5}\] と表すことができます。教科書などで見たことがある形かもしれませんが，この積分の中身は標準正規分布の確率密度関数です。 このように，\(P(y_{pi}=1)\)を標準正規分布の累積確率で表すモデルのことを正規累積モデル(normal ogive model)と呼びます。 この後項目パラメータを1つ増やすので，それに対してこの正規累積モデルは，特に1パラメータ正規累積モデルと呼ばれます。
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図 8.4: 最終的な反応確率の分布








ここまでは，途中で話を簡単にするために勝手に\(\sigma_{\varepsilon}=1\)として進めていましたが，ここからはもう少し一般化して\(\sigma_{\varepsilon}^2\)が項目ごとに異なる(\(\sigma_{\varepsilon}^2=1/\alpha_i\))とします。 このとき，誤差の確率分布は\(\varepsilon_{pi} \sim N\left(0,\frac{1}{\alpha_i}\right)\)となるため，両辺を\(\alpha_i\)倍して\(\alpha_i\varepsilon_{pi} \sim N\left(0,1\right)\)と表すことができます。 \(\alpha_i\varepsilon_{pi}\)が標準正規分布に従うならば，(8.5)式の正規累積モデルは \[
\begin{aligned}
P(y_{pi}=1)&= P\left[\varepsilon_{pi} \leq (\theta_p - \beta_i)\right]\\
&= P\left[\alpha_i\varepsilon_{pi} \leq \alpha_{i}(\theta_p - \beta_i)\right]\\
&= \int_{-\infty}^{\alpha_{i}(\theta_p - \beta_i)}\frac{1}{\sqrt{2\pi}}\exp\left(-\frac{z^2}{2}\right)dz
\end{aligned}
\tag{8.6}\] という形で書き換えることができます。また正規累積モデルが出てきました。(8.5)式との違いは積分の上限が\(\alpha_{i}(\theta_p - \beta_i)\)に変わった点だけです。 いま，突拍子もなく\(\alpha_{i}\)というパラメータを導入しましたが，とりあえずこれによって項目\(i\)が持つパラメータは\((\beta_i, \alpha_i)\)の2つになりました。 ということで，(8.6)式の正規累積モデルは2パラメータ正規累積モデルと呼ばれます。



8.2.2 項目特性曲線

ここで，2つの項目パラメータ\((\beta_i, \alpha_i)\)が何を表しているのかを明らかにしていくため， 図 8.3 を別の形で表してみます。
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図 8.5: パラメータと正答率の関係








図 8.5 の下半分は，横軸に\(\theta_p - \beta_i\)を，縦軸に\(P(y_{pi}=1)\)をとったグラフです。 図の上半分にあるように，\(\theta_p - \beta_i\)の値が大きくなるほど分布の青い部分が増える，つまり\(P(y_{pi}=1)\)の値が大きくなることを表しています。

これを踏まえて，パラメータ\(\beta_i\)の挙動を見るために，横軸に\(\theta_p\)を，縦軸に\(P(y_{pi}=1)\)をとったグラフを，\(\beta_i\)の値を変えながらいくつか重ねてみます（ 図 8.6 ）。 誤差は平均0の正規分布に従うため，\(P(y_{pi}=1)=0.5\)になるのは，\(\theta_p = \beta_i\)のときです。 したがって\(\beta_i\)の値が大きい項目ほど，\(\theta_p\)の値が大きくないと「当てはまる」と回答する確率が高くなりません。 そのような意味で，\(\beta_i\)は項目困難度(item difficulty)と呼ばれます4。
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図 8.6: \(\beta_i\)の役割








次は\(\alpha_i\)の役割を見るために， 図 8.6 よりも誤差分散(\(\alpha_i\))が小さい場合や大きい場合を見てみましょう。 図 8.7 の左側に示されているように，誤差分散が小さいほど分布の広がりがなくなるため，\(\theta_p - \beta_i\)の値の変化に対する\(P(y_{pi}=1)\)の変化が急激になっています。
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図 8.7: 左：誤差分散が小さい場合，右：誤差分散が大きい場合








これを踏まえて，\(\beta_i\)の時と同じように横軸に\(\theta_p\)をとり，縦軸に\(P(y_{pi}=1)\)をとったグラフを，今度は\(\alpha_i\)の値を変えながらいくつかプロットしたものが 図 8.8 です（\(\beta_i=0\)）。 誤差分散の逆数である\(\alpha_i\)の値が大きい項目ほど，\(\theta_p\)が低い人と高い人の間で\(P(y_{pi}=1)\)が大きく変化しています。 言い換えると\(\alpha_i\)の値が大きい項目ほど，その項目への回答によって\(\theta_p\)の高低を識別する能力が高いといえます。 ということで\(\alpha_i\)のことを項目識別力(item discrimination)と呼びます。
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図 8.8: \(\alpha_i\)の役割








図 8.6 や 図 8.8 のように，横軸に\(\theta_p\)をとり，縦軸に\(P(y_{pi}=1)\)をとったグラフは，いわば回答者の特性値に対する項目の特性を表しています。 ということで，これらのグラフのことを項目特性曲線(item characteristic curve [ICC])と呼びます。



8.2.3 ロジスティックモデル

2パラメータ正規累積モデルの式を再掲しておきましょう。 \[
\begin{aligned}
P(y_{pi}=1)&= \int_{-\infty}^{\alpha_{i}(\theta_p - \beta_i)}\frac{1}{\sqrt{2\pi}}\exp\left(-\frac{z^2}{2}\right)dz
\end{aligned}
\] 正規累積モデルには，積分計算が含まれています。 ある程度想像がつくかもしれませんが，コンピュータは積分計算が比較的得意ではありません。 ということで，積分計算がいらない別のモデルを考えてみましょう。

正規累積モデルがやっていることは，プロビット回帰と同じです。 そんな正規累積モデルの代わりになるものということは，正規分布のように


	累積分布関数がS字になっていて

	確率密度関数は左右対称の山型



な分布があれば良いわけですが…そのような確率分布として，ロジスティック分布というものがありました。 ロジスティック分布の確率密度および累積分布関数は \[
f(x) = \frac{\exp(-x)}{\left[1+\exp(-x)\right]^2}, \ \ \ \ \  F(x) = \frac{1}{1+\exp(-x)}
\tag{8.7}\] と表され，確率密度関数を正規分布と重ねて見ると 図 8.9 のようになります。 こうしてみると，裾の重さは違いますが確かにロジスティック分布は正規分布のような左右対称形になっているようです。
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図 8.9: 正規分布とロジスティック分布








また，ロジスティック分布の\(x\)をおよそ1.7倍すると，累積分布関数が正規分布とかなり近くなることが知られています( 図 8.10 )5。
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図 8.10: 1.7倍ロジスティック分布








ということで，正規分布の代わりにロジスティック分布を使った(2パラメータ)ロジスティックモデルは \[
\begin{aligned}
P(y_{pi}=1)&= \frac{1}{1+\exp\left[-1.7\alpha_{i}(\theta_p - \beta_i)\right]}
\end{aligned}
\tag{8.8}\] と表されます。 いま説明したように，この1.7はあくまでも「正規累積モデルに近づけるための定数」なので，特に正規累積モデルとの比較をする予定が無いならば1.7は無くても問題ありません。 ただ，結果を報告する際には「正規累積モデルとロジスティックモデルのどちらを使用したのか」「ロジスティックモデルならば1.7倍した値なのか」がハッキリわかるようにしておきましょう。 論文などでは，モデル式を書いておけば一発です。

（以後の説明では，特に正規累積モデルと比較することもないので1.7は省略していきます）

また，1パラメータロジスティックモデルはラッシュモデル(Rasch model)と呼ばれることもあります。 これは，IRTとは独立にRaschという人が理論的に「1パラメータロジスティックモデルと同じ関数」を導出した （Rasch, 1960/1980） ことに由来します。 ということで「ラッシュモデル」にはやや高尚な理念があったりしますが，私もよく理解できていないのでそこの説明はしません。 とりあえず「ラッシュモデル」という名前が出てきたら「困難度だけのロジスティックモデルなんだな」と理解できていれば良いでしょう。 厳密な使い分けとしては，ラッシュモデルは「正規累積モデルの近似」を目的としていないので，1.7倍しない1パラメータモデルを指す，という場合もあるようです。



8.2.4 モデルの使い分け

正規累積モデルとロジスティックモデルのどちらを使用するかは，どちらでも問題ありません（ほぼ同じ関数なので）6。 コンピュータが今ほど発達していなかった昔では，計算にかかる時間がクリティカルな問題であったなどの理由でロジスティックモデルのほうが良かったかもしれませんが，現代のコンピュータの性能であればその差は無視してよいレベルでしょう。 とはいえ，今でも計算の容易さからロジスティックモデルを使用するケースのほうが多いような気がします。

パラメータ数に関しては，考え方の違いによるところが大きい気がします。 ざっくりと1パラメータモデルと2パラメータモデルを比べると，


	1パラメータモデルのほうがサンプルサイズが少なくても推定が安定する

	2パラメータモデルのほうが推定の正確さ（モデル適合度）が高くなりやすい



といえます。 また，項目特性曲線的に考えてみると，識別力の異なる2つの項目間に関して，「特性値が低い人では項目Aのほうが当てはまりやすい一方で，特性値が高い人では項目Bのほうが当てはまりやすい」といった逆転現象のようなものが起こります（ 図 8.8）。 困難度パラメータは「その項目の難しさ」を表すと言ったものの，識別力が異なる2パラメータモデルではシンプルな「難しさ」として考えるのは案外難しいのかもしれません。

それに対して1パラメータモデルでは，項目特性曲線どうしが交差することは決してない（ 図 8.6 ）ので，どの項目間でも当てはまりやすさの大小関係が変わることはありません。 したがって，困難度パラメータを文字通りの「難しさ」として捉えることができます。

…という感じでいろいろ御託を並べてみましたが，基本的には迷ったら2パラメータ（ロジスティック）モデルを選んでおけばとりあえずは安泰です。 後述しますが，2パラメータモデルは因子分析モデルと数学的に等価である一方で，1パラメータモデルは「因子負荷をすべて1に固定した因子分析モデル」に相当します。 そう考えると「2パラメータモデルでいっか」という気持ちになりますね。








パラメータの多いモデル




実は世の中にはもっとパラメータ数の多いモデルが存在します。


	【3パラメータ】

	
3パラメータモデルでは，2パラメータモデルに加えて「当て推量」のパラメータ\(c_i\)が追加されます。 \[
P(y_{pi}=1)= c_i + \frac{1-c_i}{1-\exp\left[\alpha_i(\theta_p-\beta_i)\right]}
\tag{8.9}\] \(c_i\)は項目特性曲線の下限を操作します。\(\theta_p\)がどんなに低い人でも，必ず\(P(y_{pi}=1)\)は\(c_i\)以上の値になります。 例えば4択問題であれば，どんなに能力が低くても，勘で答えれば正答率は1/4になります。これが\(c_i\)です。


	【4パラメータ】

	
4パラメータモデルでは，3パラメータモデルに加えて「上限」のパラメータ\(d_i\)が追加されます。 \[
P(y_{pi}=1)= c_i + \frac{d_i-c_i}{1-\exp\left[\alpha_i(\theta_p-\beta_i)\right]}
\tag{8.10}\] 4パラメータモデルでは，\(\theta_p\)がどんなに高い人でも，必ず\(P(y_{pi}=1)\)は\(d_i\)以下の値になります。 どんなに能力がある人でも100%にはならないもの，例えばバスケのフリースローなどをイメージすると良いかもしれません。


	【5パラメータ】

	
5パラメータモデルでは，4パラメータモデルに加えて「非対称性」のパラメータ\(e_i\)が追加されます。 \[
P(y_{pi}=1)= c_i + \frac{d_i-c_i}{\left(1-\exp\left[\alpha_i(\theta_p-\beta_i)\right]\right)^{e_i}}
\tag{8.11}\] 通常のIRTモデルでは，\(P(y_{pi}=1)\)の動き方は0.5を軸に対称になっています。 これに対して，例えば「最初は急激に成功率が上がるが，上に行くほどきつくなる」的なことを表現したい場合には非対称性を考慮する必要があるでしょう。




ただ，これらのモデルは安定した推定に必要なサンプルサイズが莫大であったり，そもそも推定量に一致性がないなどの問題を抱えていることから，実務場面で使われることはほとんどありません（強いて言えば，当て推量パラメータを「選択肢数分の1」に固定した3パラメータモデルなどはありえる）。 ので，「そういうのもあるんだなぁ」くらいに思っておけば良いと思います。










8.3 因子分析との関係

IRTの基本的なモデルが分かったところで，IRTモデルと因子分析の特定のモデルが数学的には等価であること （Takane & de Leeuw, 1987） を紹介しておきたいと思います。 このことは，心理尺度の分析において因子分析だけでなくときにはIRTも使用できることを意味しています。 それぞれの分析手法は出自が異なる以上，分析の焦点や技法にも違いがあるのですが，適切な設定のもとでは，因子分析とIRTのいいとこ取り（あるいは併用）ができるということは理解しておくと良いかもしれません。

 多母集団同時分析のところ （ セクション 7.9 ） で説明したように，標準化していない（＝切片が0でない）因子分析モデル（1因子モデル）は \[
y_{pi} = \tau_i + f_pb_i - \varepsilon_{pi} \qquad \varepsilon_{pi}\sim N(0,\sigma_{\varepsilon})
\tag{8.12}\] という形になっています7。 そしてカテゴリカル因子分析では，観測変数\(y_{pi}\)はその背後にある連続量によって決まる，という考え方をしていました。 心理尺度の項目が2件法だとしたら，観測変数\(y_{pi}\)とその背後の連続量の関係は 図 8.3 と同じようにして 図 8.11 のように表すことができます。
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図 8.11: 因子分析モデルの背後に








したがって，標準正規分布に従う誤差\(\varepsilon_{pi}\)が\(\tau_i + f_pb_i\)より小さいときに\(y_{pi} = 1\)となるので，その確率は \[
\begin{aligned}
P(y_{pi}=1)&= P(\varepsilon_{pi} \leq \tau_i + f_pb_i)\\
&= \int_{-\infty}^{(\tau_i + f_pb_i)}\frac{1}{\sqrt{2\pi}}\exp\left(-\frac{z^2}{2}\right)dz
\end{aligned}
\tag{8.13}\] となります。これを2パラメータ正規累積モデル（ 8.6 式）に対応させて見ると， \[
\begin{aligned}
\tau_i + f_pb_i &= b_i\left(f_p + \frac{\tau_i}{b_i}\right) \\
&= \alpha_{i}(\theta_p - \beta_i)
\end{aligned}
\tag{8.14}\] ということで，\((f_p, b_i, \tau_i) = (\theta_p, \alpha_{i}, \alpha_{i}\beta_i)\)としてみればこれら2つのモデルは完全に同一だということがわかります。

IRTでは，(8.14)式に基づく（因子分析的な）パラメータ化を行うことがあります。 つまり2パラメータロジスティックモデルで言えば \[
\begin{aligned}
P(y_{pi}=1)&= \frac{1}{1+\exp\left[-\alpha_{i}(\theta_p - \beta_i)\right]} \\
&= \frac{1}{1+\exp\left[-(\alpha_{i}\theta_p - \tau_i)\right]}
\end{aligned}
\tag{8.15}\] という形で，困難度パラメータの代わりに切片パラメータを求めるということです。 これもどちらの設定を使用しても良いのですが，ソフトウェアによってはこの切片パラメータを使用する方法がデフォルトになっていることもあるので，出力を見る際は気をつけましょう。 なおIRTの枠組みでは，どちらかというと困難度パラメータ\(\beta_i\)を用いる解釈のほうがよく使われます。 推定結果で切片パラメータが出てきた場合には，自分で\(\beta_i = \frac{\tau_i}{\alpha_i}\)と変換する必要があるかもしれません。



8.4 RでIRT

IRTの基本を学んだところで，いよいよ実際にRでIRTを実行してみます。 これまでの説明に合わせて，まずは二値で試してみるため，それ用のデータを作成します。 元々のdatは6件法への回答データでしたが，各選択肢は1から3が「当てはまらない」寄り，4から6が「当てはまる」寄りでした。 そこで，「どちらかと言えば当てはまると回答したかどうか」の二値データに変換したものを使用していきます。





コード 8.2: 二値データの作成


# 使用する部分だけ取り出す
# 細かいことは考えずに10項目をそのまま使います
dat_bin <- dat[, cols]
# 1から3は0，4から6は1に変換して二値化
dat_bin <- (dat_bin >= 4)
# as.numericで数字に変換
dat_bin <- apply(dat_bin, 2, as.numeric)









そしてIRTでの分析には，mirtパッケージの中にあるmirt()関数を使用します。 基本的な引数は以下の3つです。他にも色々ありますが，後ほどもう少し紹介します。


	data

	
推定に用いるデータです。lavaanの関数と異なり，推定に使う変数のみが入ったデータを用意する必要があります。


	model

	
lavaanのように各変数と因子の関係を記述したモデル式です。先程説明したように，IRTは因子分析と同じものなので，モデル式を記述することで多次元のIRTモデルも実行可能になる，というわけです（詳細は後ほど）。変数名が連番になっている場合，後述のようにハイフンでまとめて指定できるのでおすすめです。


	itemtype

	
モデルの指定です。たぶん正規累積モデルは選べず，すべてロジスティック関数ベースのモデルです。これまでに紹介したモデルでは





	'Rasch'：ラッシュモデル，つまり1パラメータモデルです。後述のものに合わせて'1PL'と指定することはできないので気をつけてください。

	'2PL'：2パラメータモデルです。同じように'3PL', '4PL'も指定可能です。







コード 8.3: Rではじめての項目反応理論


# モデル式の指定
# lavaanとは違い，ふつうにイコールで結びます
model <- "f_1 = Q1_1-Q1_10"
# ハイフンの指定は以下の書き方の簡略化
# model <- 'f_1 = Q1_1 + Q1_2 + Q1_3 + (中略) + Q1_10'

result_2plm <- mirt(dat_bin, model = model, itemtype = "2PL")









得られた推定値を見る場合には，coef()関数を使います。





コード 8.4: 推定値を見る


coef(result_2plm)








$Q1_1
       a1     d g u
par 0.416 1.262 0 1

$Q1_2
       a1     d g u
par 1.023 2.359 0 1

$Q1_3
       a1     d g u
par 1.027 1.911 0 1

$Q1_4
       a1     d g u
par 1.033 1.737 0 1

$Q1_5
      a1     d g u
par 1.01 1.791 0 1

$Q1_6
       a1     d g u
par 1.203 1.911 0 1

$Q1_7
       a1     d g u
par 1.367 1.667 0 1

$Q1_8
       a1     d g u
par 1.225 1.582 0 1

$Q1_9
       a1     d g u
par 1.339 1.365 0 1

$Q1_10
      a1     d g u
par 1.27 0.031 0 1

$GroupPars
    MEAN_1 COV_11
par      0      1






デフォルトでは，1項目ごとのlist型で返すため少し見にくく，また今後の取り扱いがやや面倒になりがちです。 引数simplify = TRUEとすることで，データフレームの形で返してくれるようになります。





コード 8.5: 推定値をシンプルに見る


coef(result_2plm, simplify = TRUE)








$items
         a1     d g u
Q1_1  0.416 1.262 0 1
Q1_2  1.023 2.359 0 1
Q1_3  1.027 1.911 0 1
Q1_4  1.033 1.737 0 1
Q1_5  1.010 1.791 0 1
Q1_6  1.203 1.911 0 1
Q1_7  1.367 1.667 0 1
Q1_8  1.225 1.582 0 1
Q1_9  1.339 1.365 0 1
Q1_10 1.270 0.031 0 1

$means
f_1 
  0 

$cov
    f_1
f_1   1






最初の$item部分に表示されているものが項目パラメータです。左から


	a1

	
識別力パラメータの推定値


	d

	
切片パラメータの推定値


	g

	
当て推量パラメータ (guessing) の推定値（2パラメータモデルなら全て0）


	u

	
上限パラメータ (upper bound) の推定値（2パラメータモデルなら全て1）




となっています。このように，mirtはデフォルトでは切片パラメータを出力します。困難度パラメータを見たい場合にはd列をa1列で割るか，引数IRTpars = TRUEをつけて出力しましょう。





コード 8.6: 困難度パラメータを見る


coef(result_2plm, simplify = TRUE, IRTpars = TRUE)








$items
          a      b g u
Q1_1  0.416 -3.031 0 1
Q1_2  1.023 -2.307 0 1
Q1_3  1.027 -1.861 0 1
Q1_4  1.033 -1.681 0 1
Q1_5  1.010 -1.773 0 1
Q1_6  1.203 -1.588 0 1
Q1_7  1.367 -1.220 0 1
Q1_8  1.225 -1.292 0 1
Q1_9  1.339 -1.019 0 1
Q1_10 1.270 -0.025 0 1

$means
f_1 
  0 

$cov
    f_1
f_1   1






これでd列の代わりにb（困難度パラメータ）列が表示されるようになりました。 出力を見ると，例えばQ1_1では，\(1.262 / 0.416 \simeq 3.031\)ということで，確かにd列をa1列で割った値（の符号を入れ替えたもの）が表示されています。

$itemの下に表示されている$meansと$covはそれぞれ特性値（因子得点）\(\theta\)の平均値と分散です。 この時点では一般的な因子分析の制約（平均0，分散1）に沿った値のみが表示されているだけなので特に注目する必要はありません。 後ほど紹介する多次元モデルや多母集団モデルになると，ここに表示される値も重要な意味を持つことになります。

plot()関数を使うと，引数typeに応じて，推定結果に基づく様々なプロットを全項目まとめて出すことができます。 図 8.6 のようなICCを出したい場合にはtype = "trace"としてあげてください。





コード 8.7: 項目特性曲線


plot(result_2plm, type = "trace")
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図 8.12: 項目特性曲線








デフォルトではすべての項目のICCを縦横に並べてくれるのですが，項目数が多くなると見るのが大変そうです。 この場合，引数facet_items = FALSEとすると，すべての項目のプロットを重ねて表示してくれます。 また引数which.itemsを指定すると，特定の項目だけのICCを出すことも出来ます。





コード 8.8: 特定の項目のICCだけを重ねて表示


plot(result_2plm, type = "trace", which.items = 1:5, facet_items = FALSE)
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図 8.13: 最初の5項目の項目特性曲線








ということで 図 8.12 や 図 8.13 を見ると，識別力がダントツで低い項目1では，ICCの傾きが緩やかになっていることがわかります。

IRTによる項目分析では，まずこのように推定されたパラメータをもとにICCを描くのが重要です。これは 図 4.16 と同じように解釈することができるので，例えば


	\(\theta\)の広い領域でICCがほぼ上か下に貼り付いている（\(\beta_i\)がとても小さいか大きい）

	ICCの傾きが緩やかである（\(\alpha_i\)がとても小さい）



ような項目は，\(\theta\)の測定という面からはあまり良くない項目であろう，ということがわかります（除外するかは要検討）。 この他にも，複数の項目を組み合わせたときにどうなるかという分析などもあるわけですが，それはおいおい紹介していきます。

話は変わって，項目パラメータを固定した上での特性値\(\theta_p\)の推定値を出す場合は，fscores()関数を使います。 このあたりは因子分析やCFAでの「項目パラメータを推定」→「項目パラメータを固定して個人特性値を推定」と全く同じです。





コード 8.9: \(\theta_p\)の推定値を出す


head(fscores(result_2plm))








              f_1
[1,] -1.537468218
[2,] -0.007789283
[3,]  0.226340769
[4,] -0.643698451
[5,]  0.085994618
[6,]  0.788036256








8.5 IRTの前提条件

IRT，なかでも2パラメータモデルは基本的には因子分析と同じようなものなのですが，理論的背景の違いなどから，因子分析を行う際とは留意すべき点も少し異なってきます。 ここでは，IRTを適用するにあたって重要となる2つの前提条件について見ていきます。


8.5.1 局所独立性

局所独立性(local independence)の仮定は，因子分析のときと概ね同じです。 探索的因子分析では，独自因子の間が完全に無相関であるという仮定をおき，その中でデータの相関行列を最もよく復元できる因子負荷行列と独自因子の分散(\(\symbf{B}^\top\symbf{B} + \symbf{\Psi}\))を求めていました。 独自因子の間に相関があるということは，その当該項目の間に何か別の共通因子があるということです。

局所独立性をもう少し固い言い方で説明すると，「\(\theta_p\)で条件づけたとき，項目\(i\)と項目\(j~(i\neq j)\)への回答は完全に独立」となります。 項目への回答は二値なので，\(2\times2\)クロス表をイメージしてみましょう。 \(\theta_p\)が特定の値の人を1000人ほど集めて（つまり\(\theta_p\)で条件づけて） 表 8.1 のように2つの項目\(i,j\)の回答のクロス表を作ると，もし局所独立性が満たされているならば連関はゼロになります。 項目\(i\)に「当てはまる」と回答した人を見ても，「当てはまらない」と回答した人を見ても，項目\(j\)に「当てはまる」と回答した人の割合は全体の割合と同じ6:4になっています。




表 8.1: 局所独立な2項目





	

	

項目\(j\)



	




	
項目\(i\)

	
当てはまらない

	
当てはまる

	
計






	
当てはまらない

	
180

	
420

	
600




	
当てはまる

	
120

	
280

	
400




	
計

	
300

	
700

	
1000











一方で，\(\theta_p\)以外の別の共通因子がある場合，クロス表に連関が現れます。 例えば「他者への助けを求める傾向」の尺度において，宗教観の影響を受けると思われる項目（e.g., 困ったときは神に祈る）どうしのクロス表を見てみると， 表 8.2 のように


	項目\(i\)に「当てはまる」と答えた人では\(340/400=85\%\)の人が項目\(j\)でも「当てはまる」と回答

	項目\(i\)に「当てはまらない」と答えた人では\(360/600=60\%\)の人が項目\(j\)でも「当てはまる」と回答



しているため，項目\(i\)の回答と項目\(j\)の回答が関連を持っていることになります。 項目\(i\)に「当てはまる」と答えた人のほうが項目\(j\)でも「当てはまる」と回答する確率が高い，ということです。




表 8.2: 局所独立ではない2項目





	

	

項目\(j\)



	




	
項目\(i\)

	
当てはまらない

	
当てはまる

	
計






	
当てはまらない

	
240

	
60

	
600




	
当てはまる

	
360

	
340

	
400




	
計

	
300

	
700

	
1000











局所独立の仮定とは，このようにクロス表を作成したときに，どの項目ペア間でも，どの特性値の値でも連関がない，ということを指しています8。

局所独立性がなぜ重要なのでしょうか。その理由の一つは計算上の問題です。 IRTでは基本的に最尤法によってパラメータを推定します。 もしも局所独立性が満たされていれば，\(\theta_p\)で条件づけたときの各項目に対する反応確率は独立なので，回答者\(p\)に対する尤度関数は単純にすべての項目をかけ合わせた \[
P(\symbf{y}_p|\theta_p) = \prod_{i=1}^{I}P(y_{pi}=1|\theta_p)^{y_{pi}}P(y_{pi}=0|\theta_p)^{1-y_{pi}}
\tag{8.16}\] と表せます9。 これに対してもしも局所独立が満たされていない場合（ 表 8.2 ），\(P(y_{pj}=1|\theta_p)\)の値が\(y_{pi}\)によって変わることになります。 そのため単純に掛け算ができなくなってしまい，もっと複雑な計算が必要になってしまうのです。

ということで，IRTモデルは「局所独立性が満たされている」という仮定にもとづいて定式化されています。 したがって，データを収集する時点で局所独立性が満たされていることをしっかりと確認しておく必要があります。 なお後半では，局所独立性が満たされているかを事後的に評価する指標を紹介します。



8.5.2 一次元性

これまで紹介してきたIRTモデルはいわば一因子の因子分析モデルです。 因子分析では「項目をグルーピングする」ことに重きを置きがちだったので，因子数は「いい感じにグループができる数」にすることが一般的でした。 これに対してIRTはもともと単一のテストに対する単一の能力を測定することが主たる目的と言えるため，基本的には因子数は1となります10。 そういう意味では，心理尺度とは相性が良い側面もあると言えそうです。 そんなわけで，IRTの重要な前提条件としてすべての項目が同じ能力・特性のみを反映していること（一次元性）が必要となります。

一次元性を検証するためのフレームワークは，多くの場合（探索的・確認的）因子分析と共通です。 つまり， セクション 6.11 で紹介したスクリープロットや平行分析，MAPなどの基準によって「因子数1」が提案されたら良い，ということです。 ですが，因子分析的な次元性の確認方法では，項目数が増えるとなかなか「因子数1が最適」とはならないケースが出てきます。 したがってIRTでは，「一次元とみなしても問題ないか」といった別の視点から一次元性の評価を行うことがあります。 これは，例えば一因子のCFAを適用した際の適合度指標（RMSEAやCFA, AGFIなど）が許容範囲にあるかによって確認することが出来ます。

またIRTでは，局所独立性の観点から一次元性を確認する指標もいくつか提案されています。 一次元性が満たされているということは，回答行動に影響する共通因子が一つ（\(\theta_p\)）だけということです。 したがって一次元性が満たされていない場合には， セクション 6.4.1 （ 図 6.9 ） で少し説明したように，共通因子で説明出来ない部分（独自因子）の間に共分散が発生することになります。 そのように考えると，一次元性は局所独立と同じようなものだとみなすことができるわけです。 厳密には局所独立性が満たされている場合，一次元性も満たされていると言って良いだろう，ということになります11。 ということで，より洗練された一次元性確認の方法として，例えばDIMTEST（Stout et al., 1996）やDETECT（Zhang & Stout, 1999）という名前の方法が提案されていたりします。








局所独立と一次元性




一次元性が満たされているだけでは局所独立性が満たされるとは限りません。 例えば


	変数\(x\)の平均値を求めよ

	変数\(x\)の分散を求めよ



という2つの問題があった場合，この2つはいずれも「統計の知識」を問うているという意味では同じ潜在特性に関する項目であり，一次元性を満たしているといえます。 ですが，分散を計算する過程では必ず平均値を計算する必要があるため，項目1に間違えた人はほぼ確実に項目2に間違えます。 したがって，この2問は一次元性は満たされているが局所独立性は満たされていない状態だといえます。 このように，ある項目への回答が他の項目への回答に直接的に影響を与える場合を実験的独立性の欠如と呼びます。 心理尺度でいえば，





	前の項目で『どちらかといえば当てはまる』以上を選んだ方にお聞きします。

	前の項目で『どちらかといえば当てはまらない』以下を選んだ方は，この項目では『全く当てはまらない』を選んでください。









といった指示を出した場合には，実験的独立性が欠如していると言えそうです。 他には，回答時間が足りない場合の後ろの方の項目も，「前の項目に回答出来ていない人は次の項目にも回答できていない」ため，実験的独立性が欠如しているとみなすことが出来ます。

ということで局所独立性を正確に表すと，一次元性に加えてこの実験的独立性が必要といえます （南風原，2000; Lord & Novick, 1968） 。










8.6 多値型モデル

ここまで，二値の項目反応データに対する基本的なモデルを紹介し，Rでの実行方法を示しました。 しかし実際の場面では，リッカート式尺度ならばたいてい5件法から7件法の多値項目です。 そしてテストの場面でも，部分点や組問12を考えると多値型のモデルが必要となるでしょう。 ということで，代表的な2つの多値型モデルを紹介したいと思います。 どちらを使っても本質的には違いは無いので，説明を読んでしっくり来たほうを使えば良いと思います。


8.6.1 段階反応モデル

段階反応モデル （Graded response model [GRM]: Samejima, 1969）では，複数の二値IRTモデルを組み合わせて多値反応を表現します。 項目\(i\)に対する回答者\(p\)の回答\(y_{pi}=k~(k=1,2,\cdots,K)\)について「\(k\)以上のカテゴリを選ぶ確率」を考えると，これはまだ二値（\(k\)以上 or \(k\)より小さい）なので，2パラメータロジスティックモデルならば \[
P(y_{pi}\geq k) = \frac{1}{1+\exp\left[-\alpha_{i}(\theta_p - \beta_{ik})\right]}
\tag{8.17}\] と表せます。なお，困難度パラメータは「項目\(i\)のカテゴリ\(k\)」ごとに用意されるため\(\beta_{ik}\)としています。

異なるカテゴリを選ぶ確率は当然排反な事象なので，二値モデルを組み合わせると「ちょうど\(k\)番目のカテゴリを選ぶ確率」は \[
P(y_{pi} = k) = P(y_{pi}\geq k) - P(y_{pi}\geq k+1)
\tag{8.18}\] と表すことができます。 ただし，端のカテゴリに関する確率はそれぞれ \[
\begin{aligned}
P(y_{pi}\geq  1) &= 1 \\
P(y_{pi}\geq  K+1) &= 0
\end{aligned}
\tag{8.19}\] とします。 「1以上のカテゴリを選ぶ確率」は当然1になるため，これに対する困難度パラメータ\(\beta_{i1}=-\infty\)となります。 同様に，「\(K+1\)以上のカテゴリを選ぶ確率」は0になります。\(P(y_{pi} = K|\theta_p)\)を考えるときだけ仮想的な「さらに上のカテゴリ」を想定する，ということです。 このようにGRMは二値型モデルの素直な拡張のため，数学的には正規累積型のGRMはカテゴリカル因子分析と同じものだとみなすことができます （Takane & de Leeuw, 1987） 。

図 8.14 に，4件法の項目に対する段階反応モデル（\((\alpha_i,[\beta_{i2},\beta_{i3},\beta_{i4}])=(1,[-1.5, 0, 2])\)）のイメージを示しました。 左右で色の塗り方や分布の位置は変えていません。点線の位置だけです。






[image: ]



図 8.14: 段階反応モデル








左は，\(\theta_p\)の位置に応じて各カテゴリの反応確率が変化する状況を表しています。 反応確率は全カテゴリ合計で1となっているため，点線の位置での各カテゴリの長さの比率がそのままカテゴリ選択確率となっています。

右は，\(\beta_{ik}\)の位置に点線を引いています。 カテゴリの困難度\(\beta_{ik}\)は二値モデルの時と同じように\(P(y_{pi}\geq k)=0.5\)になる\(\theta_p\)の値を表しています。 そのため，上の確率密度分布を見ると，色が変わるポイントはすべての分布で同じになっていることがわかります。 したがって，\(\theta_p\)の値が大きい（正規分布が右に動く）ほど，また\(\beta_{ik}\)の値が小さい（閾値の点線が左に動く）ほど，上位カテゴリを選択する確率が高くなっていくわけです。

続いて， 図 8.15 には，いくつかの項目パラメータのセットにおける項目特性曲線(ICC)を示しました。 図 8.14 の下半分では\(P(y_{pi}\geq k)\)のプロットを示しましたが，通常「項目特性曲線」というと\(P(y_{pi} = k)\)のプロットです。 二値項目の場合はどちらでも同じですが，多値項目の場合は異なるため改めてICCを示しています。 なお，多値型モデルの場合は 図 8.15 の一本一本の線のことを項目反応カテゴリ特性曲線(item response category characteristic curve [IRCCC])と呼ぶこともあります。 が，そこまで細かい名前を覚える必要はないでしょう。






[image: ]



図 8.15: GRMの項目特性曲線








左上のプロットは， 図 8.15 と同じ項目パラメータ（\((\alpha_i,[\beta_{i2},\beta_{i3},\beta_{i4}])=(1,[-1.5, 0, 2])\)）でのIRCCCです。 基本的には，このように\(\theta_p\)の値に応じて左から順に各カテゴリの選択確率のピークが訪れます。 点線は中間カテゴリの選択確率が最も高くなる箇所ですが，これは具体的にカテゴリ困難度\(\beta_{ik}\)と\(\beta_{i,k+1}\)のちょうど中間になります。

右上のプロットは，左上からすべてのカテゴリ困難度の値を1ずつ大きくしました（\((\alpha_i,[\beta_{i2},\beta_{i3},\beta_{i4}])=(1,[-0.5,1,3])\)）。 二値モデルの時と同じように，すべてのカテゴリ困難度が同じ値だけ変化するときにはIRCCCは平行移動します。

左下のプロットは，左上から識別力を半分にしました（\((\alpha_i,[\beta_{i2},\beta_{i3},\beta_{i4}])=(0.5,[-1.5, 0, 2])\)）。 また右下のプロットは，左上から識別力を2倍にしています（\((\alpha_i,[\beta_{i2},\beta_{i3},\beta_{i4]})=(2,[-1.5, 0, 2])\)）。 識別力は各IRCCCの山のきつさを調整しています。 識別力が低い場合，\(\theta_p\)の大小に対して各カテゴリの選択確率があまり変化しなくなるため，反対に「あるカテゴリを選択した」という情報が\(\theta_p\)の推定に及ぼす影響も小さくなってしまいます。

また，左下のプロットのように，どの\(\theta_p\)の値においてもあるカテゴリの選択確率が最大とならないこともありえます。 識別力が低い場合や，カテゴリ困難度が近すぎる場合，あるいはそもそもカテゴリ数が多い場合にはそのような現象が起こりえます。 ただ何も問題ではないので，そのようなカテゴリが出現した場合には「選ばれにくいんだなぁ」くらいに思っておいてください。



8.6.2 一般化部分採点モデル

有名な多値型モデルのもう一つが，一般化部分採点モデル（generalized partial credit model [GPCM]: Muraki, 1992）です。 GPCMでは，隣のカテゴリとの関係を別の視点から考えます。 ということで，まずは「隣のカテゴリとの関係」を二値（2パラメータロジスティック）モデルで考えてみましょう。 二値モデルでは，「カテゴリ0を選ぶ確率」と「カテゴリ1を選ぶ確率」の和は当然1になります。 そして，「カテゴリ1を選ぶ（e.g., 『当てはまる』を選ぶ，正解する）」確率は \[
\begin{aligned}
P(y_{pi}=1) &= \frac{P(y_{pi}=1)}{P(y_{pi}=1)+P(y_{pi}=0)} \\
&= \frac{1}{1+\exp\left[-\alpha_{i}(\theta_p - \beta_{i})\right]} \\
&= \frac{\exp\left[\alpha_{i}(\theta_p - \beta_{i})\right]}{1+\exp\left[\alpha_{i}(\theta_p - \beta_{i})\right]}
\end{aligned}
\tag{8.20}\] となります。 つまりこの式は，隣のカテゴリとの二択において，当該カテゴリを選ぶ確率という見方ができるわけです。 これを多値\((k=1,2,\cdots,K)\)に置き換えると，「カテゴリ\(k-1\)と\(k\)の二択だったら\(k\)の方を選ぶ確率」に拡張することができそうです。 ということで，GPCMではこの確率\(P(y^*_{pi}=k)_{k-1,k}\)を \[
\begin{aligned}
P(y^*_{pi}=k)_{k-1,k} &= \frac{P(y_{pi}=k)}{P(y_{pi}=k)+P(y_{pi}=k-1)} \\
&= \frac{1}{1+\exp\left[-\alpha_{i}(\theta_p - \beta_{ik})\right]} \\
&= \frac{\exp\left[\alpha_{i}(\theta_p - \beta_{ik})\right]}{1+\exp\left[\alpha_{i}(\theta_p - \beta_{ik})\right]} \\
&= \frac{\exp\left[\pi_{pik}\right]}{1+\exp\left[\pi_{pik}\right]}
\end{aligned}
\tag{8.21}\] と表します。なお，この後の式展開を考えて\(\pi_{pik}=\alpha_{i}(\theta_p - \beta_{ik})\)と置き換えています。

ここから，全カテゴリの中でカテゴリ\(k\)を選ぶ確率を導出しましょう。 (8.21)式を\(P(y_{pi}=k)=\)の形に変形すると， \[
P(y_{pi}=k) = P(y_{pi}=k-1)\frac{P(y^*_{pi}=k)_{k-1,k}}{1-P(y^*_{pi}=k)_{k-1,k}}
\tag{8.22}\] となります。最後の右辺の\(\frac{P}{1-P}\)の部分は2つのカテゴリ間のオッズを表しているため， \[
\frac{P(y^*_{pi}=k)_{k-1,k}}{1-P(y^*_{pi}=k)_{k-1,k}} = \exp(\pi_{pik})
\tag{8.23}\] を用いて \[
P(y_{pi}=k) = P(y_{pi}=k-1)\exp(\pi_{pik})
\tag{8.24}\] という漸化式が得られ，特定のカテゴリ\(k\)を選ぶ確率が表現できるようになります。 例えば4カテゴリの場合には， \[
\begin{aligned}
P(y_{pi}=1) &= P(y_{pi}=1) \\
P(y_{pi}=2) &= P(y_{pi}=1)\exp(\pi_{pi2}) \\
P(y_{pi}=3) &= P(y_{pi}=1)\exp(\pi_{pi2})\exp(\pi_{pi3}) \\
P(y_{pi}=4) &= P(y_{pi}=1)\exp(\pi_{pi2})\exp(\pi_{pi3})\exp(\pi_{pi4})
\end{aligned}
\tag{8.25}\] という形で\(P(y_{pi}=1)\)を起点に「一個上のカテゴリに上がるときのオッズ」の積によってすべてのカテゴリの反応確率が表されるわけです。 ということで，この式を一般化して \[
\begin{aligned}
P(y_{pi}=k) &= P(y_{pi}=k-1)\exp(\pi_{pik}) \\
&= P(y_{pi}=k-2)\exp(\pi_{pi,k-1})\exp(\pi_{pik}) \\
&\qquad\vdots \\
&= P(y_{pi}=1)\prod_{c=2}^{k} \exp(\pi_{pic}) \\
&= P(y_{pi}=1)\exp\left(\sum_{c=2}^{k}\pi_{pic}\right)
\end{aligned}
\tag{8.26}\] と書き下します。 ここではまだ\(P(y_{pi}=1)\)が残っていますが，GPCMの考え方ではこれ以上計算できません13。 改めて(8.26)式を見ると，すべてのカテゴリの反応確率は「\(P(y_{pi}=1)\)の何倍」という形になっていることがわかります。 そこで一旦\(\pi_{pi1}=0\)として得られる\(P(y_{pi}=1)=\exp(\pi_{pi1})=1\)を(8.26)式に代入して， \[
P(y_{pi}=k) = \exp\left(\sum_{c=1}^{k}\pi_{pic}\right)
\tag{8.27}\] とまとめてしまいます。 これは，各カテゴリの反応確率を「一番下のカテゴリが選択される確率の何倍か」という形で表すことを意味しています。 これによって，ひとまず\(P(y_{pi}=k)\)が定式化されましたが，\(P(y_{pi}=1)=1\)と設定している以上\(P(y_{pi}=k)\)の全カテゴリの総和が1になるかわかりません。

ということで最後に，\(P(y_{pi}=1)\)の値が何であっても全カテゴリでの総和が1になるようにするため，総和で割ることを考えます。 実際に \[
\begin{aligned}
\frac{P(y_{pi}=k)}{\sum_{l=1}^{K}P(y_{pi}=l)} &=\frac{P(y_{pi}=k)}{P(y_{pi}=1)+P(y_{pi}=2)+\cdots +P(y_{pi}=K)}  \\
&= \frac{\exp\left(\sum_{c=1}^{k}\pi_{pic}\right)}{\exp\left(\sum_{l=1}^{1}\pi_{pil}\right) + \exp\left(\sum_{l=1}^{2}\pi_{pil}\right) + \cdots + \exp\left(\sum_{l=1}^{K}\pi_{pil}\right)} \\
&= \frac{\exp\left(\sum_{c=1}^{k}\pi_{pic}\right)}{\sum_{l=1}^{K}\exp\left(\sum_{c=1}^{l}\pi_{pil}\right)}\\
\end{aligned}
\tag{8.28}\] とすると，分子も分母もすべての項に共通の\(\exp(\pi_{pi1})\)がかかっているため，この項の値が何であっても全体の割合に占める各カテゴリの反応確率の割合は変わらずに済みます。 ということで，ようやくGPCMの式が導出できました。 図 8.16 に，ここまでの考え方をまとめてみました。 特定のカテゴリの反応確率\(P(y_{pi}=k)\)が直接計算できないため，いったん一番下のカテゴリの反応確率\(P(y_{pi}=1)=1\)とおいて，他のカテゴリは「前のカテゴリの何倍」という形で表します。 最後に全体の総和が1になるように調整をしたものがGPCMにおける反応確率というわけです。
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図 8.16: GPCMのイメージ








図 8.17 は，GPCMでの項目特性曲線をプロットしたものです。 GPCMでは，カテゴリ困難度\(\beta_{ik}\)は「カテゴリ\(k-1\)と\(k\)の二択」における選択確率がちょうど50%になるポイントを表しています。 したがって，隣接するカテゴリの反応確率はちょうど\(\beta_{ik}\)のところで大小関係が入れ替わります。 \(\beta_{ik}\)はそのように解釈できるわけです。
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図 8.17: GPCMの項目特性曲線








GRMでは，カテゴリ困難度は必ず単調増加になっている必要がありますが，GPCMでは単調増加で無くても問題ありません。 図 8.18 にカテゴリ困難度が単調増加にならないケースをプロットしてみました。 この場合，「カテゴリ2がカテゴリ1を上回る」よりも先に「カテゴリ3がカテゴリ2を上回る」ため，結果的にカテゴリ2が最大になることがありません。
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図 8.18: カテゴリ困難度が単調増加にならないケース










8.6.3 Rで多値型モデル

それでは，mirtで2つの多値型モデルを実行してみましょう。 …といっても引数itemtypeにgraded(GRM)かgpcmを指定したら良いだけなので難しいことはありません。





コード 8.10: 多値型モデル (GRM)


# 多値型なのでdatをそのまま突っ込む
result_grm <- mirt(dat[, cols], model = "f_1 = Q1_1-Q1_10", itemtype = "graded")













コード 8.11: 係数をチェック


coef(result_grm, IRTpars = TRUE, simplify = TRUE)








$items
          a     b1     b2     b3     b4    b5
Q1_1  0.572 -6.382 -3.936 -2.323 -1.040 1.269
Q1_2  1.181 -4.051 -2.765 -2.087 -0.840 0.821
Q1_3  1.238 -3.245 -2.243 -1.643 -0.564 1.019
Q1_4  1.074 -3.293 -2.174 -1.648 -0.706 0.415
Q1_5  1.116 -3.951 -2.472 -1.664 -0.460 1.216
Q1_6  1.062 -3.988 -2.698 -1.726 -0.440 1.429
Q1_7  1.177 -3.454 -2.084 -1.314 -0.178 1.485
Q1_8  1.097 -3.671 -2.186 -1.386 -0.023 1.744
Q1_9  1.365 -3.306 -2.016 -1.039 -0.312 0.921
Q1_10 1.200 -2.226 -1.048 -0.056  0.461 1.586

$means
f_1 
  0 

$cov
    f_1
f_1   1






datの各項目は6件法なので，カテゴリ困難度bが5つ出力されました。

二値型モデルの時と同じように，項目特性曲線を出力することももちろん可能です。





コード 8.12: GRMで項目特性曲線


# カテゴリ数のぶんだけ線を引いてくれる
plot(result_grm, type = "trace")
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図 8.19: GRMで項目特性曲線








また，itemplot(., type = "threshold")関数を使うと， 図 8.14 の下半分のような「カテゴリ\(k\)以上の反応をする確率」のプロットを出すこともできます。





コード 8.13: GRMで項目特性曲線2


# itemplot()は1項目しかプロットできない
# 何番目の項目をプロットするかを引数itemで指定
itemplot(result_grm, item = 6, type = "threshold")
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図 8.20: GRMで項目特性曲線2








同じようにGPCMでもやってみましょう。 やり方も結果の見方も同じなので詳しい説明は省略します。





コード 8.14: 多値型モデル (GPCM)


# 多値型なのでdatをそのまま突っ込む
result_gpcm <- mirt(dat[, cols], model = "f_1 = Q1_1-Q1_10", itemtype = "gpcm")













コード 8.15: 係数をチェック


coef(result_gpcm, IRTpars = TRUE, simplify = TRUE)








$items
          a     b1     b2     b3     b4     b5
Q1_1  0.222 -5.012 -2.300 -1.027 -3.288 -0.347
Q1_2  0.681 -2.878 -1.254 -2.419 -1.103  0.536
Q1_3  0.672 -2.103 -1.046 -2.050 -0.935  0.791
Q1_4  0.484 -2.141 -0.254 -2.357 -0.891 -0.851
Q1_5  0.582 -3.195 -1.219 -1.986 -0.831  0.978
Q1_6  0.421 -3.016 -1.949 -2.352 -1.175  1.566
Q1_7  0.491 -3.108 -1.031 -1.960 -0.787  1.528
Q1_8  0.467 -3.297 -0.963 -2.341 -0.371  1.841
Q1_9  0.553 -3.276 -1.887 -0.518 -0.992  0.491
Q1_10 0.438 -1.844 -0.932  1.298 -1.047  0.940

$means
f_1 
  0 

$cov
    f_1
f_1   1










コード 8.16: GPCMで項目特性曲線


# カテゴリ数のぶんだけ線を引いてくれる
plot(result_gpcm, type = "trace")











[image: ]



図 8.21: GPCMで項目特性曲線











8.7 多次元モデル

これまでのIRTモデルでは一次元性の仮定に基づく一次元モデルのみを扱ってきました。 ですが多くの心理尺度やテストでは，複数の次元の特性を同時に測定したいというニーズがあります。 先程紹介したようにIRTはカテゴリカル因子分析と数学的には同値なので，IRTでも多次元モデルを考えていきましょう。

多次元因子分析モデルでは，項目反応を \[
y_{pi} = \tau_i + \sum_{t=1}^{T}{f_{pt} b_{ti}} - \varepsilon_{pi}
\tag{8.29}\] と表しました。これと同じように考えるならば，多次元IRTモデル（2パラメータロジスティックモデル）での項目反応関数は \[
P(y_{pi}=1) = \frac{1}{1+\exp\left[-\sum_{t=1}^{T}\alpha_{ti}\theta_{pt} - \tau_i\right]}
\tag{8.30}\] と表せそうです。

(8.30)式のモデルにおける項目パラメータは，識別力が次元の数（\(T\)個）と，切片が一つです。 また，項目の全体的な識別力を評価する際には，次元ごとの識別力を一つにまとめた多次元識別力（multidimensional discrimination: 豊田，2013） \[
\mathrm{MDISC}_i=\sqrt{\sum_{t=1}^{T}\alpha_{ti}^2}
\tag{8.31}\] を用いることもあります。これを用いると，切片パラメータ\(\tau_i\)を困難度に変換することもできるようになります： \[
\beta_i=\frac{-\tau_i}{\mathrm{MDISC}_i}.
\tag{8.32}\]

二次元までならば，ICCと同じように\(\symbf{\theta}_p\)と\(P(y_{pi}=1)\)の関係をプロットすることも可能です。 図 8.22 の左は，とある二次元項目における項目反応曲面 (item response surface [IRS])です。 X軸，Y軸がそれぞれの\(\theta_t\)の値を表しており，Z軸の値が反応確率\(P(y_{pi}=1)\)を表しています。 この項目では，\(([\alpha_{i1},\alpha_{i2}],\tau_i)=([1.5,0.5],0.7)\)となっていることから，\(\theta_{p2}\)の値はさほど反応確率に影響を及ぼしていないことが図からもわかります。 なお 図 8.22 の右は，2つの\(\theta_{pt}\)の値に対して\(P(y_{pi}=1)\)が等しくなるラインを表しています。
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図 8.22: 項目反応曲面（Reckase, 2019, fig. 12.1）









8.7.1 補償モデルと非補償モデル

ここまで紹介した多次元モデルでは 図 8.22 からも分かるように，反応確率に対して\(\theta_{pt}\)が及ぼす影響は加法的といえます。 例えば\(([\alpha_{i1},\alpha_{i2}],\tau_i)=([1.5,1],0)\)の項目の場合，\(\symbf{\theta}_p=\begin{bmatrix}-1 & 1\end{bmatrix}\)の人と\(\symbf{\theta}_p=\begin{bmatrix}0 & -0.5\end{bmatrix}\)の人では反応確率は同じになります。 また，ある次元の特性値がとても低い場合でも，別の次元の特性値がとても高い場合には反応確率が高くなる可能性があります。 このような次元間の関係を反映した先程の多次元IRTモデルは補償型 (compensatory) モデルと呼ばれます。

一方で，複数の次元の要素がすべて揃って初めて反応確率が高くなるようなケースも考えられます。 例えば数学のテストが日本語ではなく英語で実施される場合，これは「英語」と「数学」の2つの能力が試される二次元構造ではありますが，補償型モデルのように「英語が苦手でも数学力が高ければ解答できる」とは考えにくいです。 英語で書かれた問題文を理解するだけの英語力と，計算を実行できるだけの数学力の両方が揃って初めて正答できるでしょう。 このような状況では，一方の特性値の低さをもう一方の特性値の高さでカバーすることはできません。 こうした次元間の関係を反映したモデルを非補償 (noncompensatory) モデルあるいは部分補償 (partially compensatory) モデルと呼びます14。

最もシンプルな非補償モデルの項目反応関数は \[
P(y_{pi}=1) = \prod_{t=1}^{T}\frac{1}{1+\exp\left[-\alpha_{it}(\theta_{pt} - \beta_{it})\right]}
\tag{8.33}\] と表されます。 各次元に関して独立に算出された「その次元の閾値を超える確率」を計算し，最後にすべての積をとっています。 そのため，一つでも特性値の低い次元があれば反応確率は一気に小さくなってしまう，というわけです。 非補償モデルの項目反応曲面は 図 8.23 の左のようになります。 図 8.22 と比べると，両方の次元の\(\theta_{p}\)が高くないと\(P(y_{pi}=1)\)が高くならないことが見て取れます。
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図 8.23: 非補償モデルの項目反応曲面（Reckase, 2019, fig. 12.2）








補償モデルと非補償モデルを比べると，補償モデルのほうがよく用いられているような印象です。 その理由の一つとして，非補償モデルのほうがパラメータの推定が難しいという点が挙げられると思います。 上の式を見るとわかるように，非補償モデルでは困難度パラメータ\(\beta_{it}\)が次元の数だけあるためそもそものパラメータ数が補償型よりも多くなっています。 また，非補償モデルは項目反応関数の全体の形が積になっています。 コンピュータは足し算よりも掛け算のほうが苦手なので，そういった意味でも計算の難易度が高いのです。 また，心理尺度的には補償型のほうが従来の因子分析モデルと同じ形になっているため，扱いやすいというのもあると思います。 とはいえ，多次元の考え方として非補償型もあるんだということを頭の片隅に置いておくと，いつかどこかで何かの参考になるかもしれません15。



8.7.2 Rでやってみる

ここからは補償型の多次元IRTモデルをmirtで実行する方法を紹介します16。 補償型モデルはカテゴリカル因子分析と同値なので，因子分析と同じように「探索的モデル」と「検証的モデル」の2種類があります。 ただ探索的モデルでは因子の回転に応じて\(\theta_{pt}\)の意味が変化してしまうため実用上はなかなか使いにくいような気もします。


探索的補償型モデル

探索的モデルを実行する場合には，引数modelに「次元数」を与えるだけです。 itemtypeはこれまでと同じように自由に選んでください。二値だったら2PLとか，多値だったらgradedとかgpcmとか。





コード 8.17: 探索的補償型モデル


# GRMでやってみましょう
# このあたりまで来ると推定にもそこそこ時間がかかるかもしれません。
result_expl_comp <- mirt(dat[, cols], model = 2, itemtype = "graded")













コード 8.18: 推定値のチェック


# 多次元の場合引数IRTparsは使えないので注意
coef(result_expl_comp, simplify = T)








$items
          a1     a2    d1    d2    d3     d4     d5
Q1_1  -0.251 -0.877 3.879 2.433 1.457  0.665 -0.785
Q1_2  -0.817 -1.700 5.685 3.977 3.034  1.234 -1.208
Q1_3  -0.990 -2.403 5.789 4.099 3.032  1.048 -1.891
Q1_4  -0.775 -0.903 3.646 2.414 1.831  0.781 -0.465
Q1_5  -0.757 -1.523 5.105 3.271 2.221  0.612 -1.628
Q1_6  -1.449  0.151 4.667 3.195 2.067  0.537 -1.707
Q1_7  -1.645  0.183 4.602 2.822 1.798  0.252 -2.011
Q1_8  -1.329  0.047 4.263 2.559 1.625  0.028 -2.047
Q1_9  -1.918  0.131 5.227 3.255 1.695  0.508 -1.501
Q1_10 -1.436  0.000 2.864 1.361 0.075 -0.595 -2.040

$means
F1 F2 
 0  0 

$cov
   F1 F2
F1  1  0
F2  0  1






結果を見ると，識別力パラメータが次元の数(a1, a2)と，切片パラメータが（カテゴリ数-1）個(d1-d5)推定されています。 その下の$meanと$covには，それぞれ\(\theta_{pt}\)の平均と共分散行列が出ています。 これを見る限り，まだ因子間相関が0なので回転前の因子負荷（識別力）が出ているようです。 さらに詳しく見ると，最後の項目のa2が0.000となっています。 実はmirtでの探索的モデルの推定の際には，このように一部の因子負荷を0に固定した状態で推定を行っています17。 「探索的」と紹介していましたが，実際には「モデルが識別できる最小限の制約を置いて推定する」ということを行っているのです。 IRTに限らずCFAもそうなのですが，複数の因子がある場合に識別性を持たせるには，最低でも\(\frac{T(T-1)}{2}\)個の因子負荷を固定する必要があることが知られています。 そのため，2因子の場合は第2因子の因子負荷を一つ0にしているわけです。 同様に，3因子の場合にはさらに第3因子の因子負荷を2つ0にする必要があり，4因子の場合にはさらにさらに第4因子の因子負荷を3つ0にする必要があり…という要領です。

このままでは，いくら探索的とは言え各次元の解釈が出来ません。 mirt()で得られるパラメータの推定値はいわば「初期解」なので，ここからさらに回転させてあげれば良さそうです。 回転させる場合は，psych::fa()の時と同じように引数rotateを指定してあげます。





コード 8.19: 識別力の回転


# psych::fa()のデフォルトであるoblimin回転をしてみる
coef(result_expl_comp, rotate = "oblimin", simplify = TRUE)









Rotation:  oblimin 

$items
          a1     a2    d1    d2    d3     d4     d5
Q1_1  -0.146  0.953 3.879 2.433 1.457  0.665 -0.785
Q1_2   0.037  1.872 5.685 3.977 3.034  1.234 -1.208
Q1_3  -0.107  2.634 5.789 4.099 3.032  1.048 -1.891
Q1_4   0.351  1.021 3.646 2.414 1.831  0.781 -0.465
Q1_5   0.057  1.680 5.105 3.271 2.221  0.612 -1.628
Q1_6   1.474 -0.050 4.667 3.195 2.067  0.537 -1.707
Q1_7   1.678 -0.070 4.602 2.822 1.798  0.252 -2.011
Q1_8   1.311  0.051 4.263 2.559 1.625  0.028 -2.047
Q1_9   1.920  0.007 5.227 3.255 1.695  0.508 -1.501
Q1_10  1.394  0.110 2.864 1.361 0.075 -0.595 -2.040

$means
F1 F2 
 0  0 

$cov
     F1   F2
F1 1.00 0.35
F2 0.35 1.00






回転後の識別力は，いい感じに最初の5項目と最後の5項目に分かれてくれました。



検証的補償型モデル

検証的モデルを行う際には，lavaanに似た要領で，引数modelに各次元と項目の関係を記述してあげる必要があります。





コード 8.20: 検証的補償型モデル


# model式の右辺は列番号だけでもOKです
model <- "
f_1 = 1-5
f_2 = 6-10
"

result_conf_comp <- mirt(dat[, cols], model = model, itemtype = "graded")
coef(result_conf_comp, simplify = TRUE)











$items
         a1    a2    d1    d2    d3     d4     d5
Q1_1  0.895 0.000 3.865 2.425 1.453  0.665 -0.779
Q1_2  1.882 0.000 5.693 3.979 3.032  1.228 -1.212
Q1_3  2.590 0.000 5.789 4.095 3.026  1.042 -1.888
Q1_4  1.109 0.000 3.575 2.353 1.780  0.750 -0.465
Q1_5  1.701 0.000 5.118 3.275 2.219  0.605 -1.632
Q1_6  0.000 1.463 4.670 3.197 2.070  0.537 -1.712
Q1_7  0.000 1.606 4.538 2.779 1.770  0.249 -1.980
Q1_8  0.000 1.330 4.263 2.557 1.621  0.025 -2.047
Q1_9  0.000 1.979 5.311 3.310 1.719  0.509 -1.532
Q1_10 0.000 1.421 2.853 1.352 0.071 -0.596 -2.032

$means
f_1 f_2 
  0   0 

$cov
    f_1 f_2
f_1   1   0
f_2   0   1






きちんと項目1-5の次元2の識別力（a2）と項目6-10の次元1の識別力（a1）が0に固定されています。 先程の探索的モデルと見比べても，因子の順序こそ違えど概ね同じような推定値が得られていますね。

ちなみに，多次元モデルにおけるICCも，一次元モデルの時と同じようにplot()やitemplot()によって出力可能です。





コード 8.21: 多次元でも項目反応カテゴリ特性曲線


# もちろん非補償型でも探索的でも可能です
# 多値型項目だとすべてのカテゴリのIRCCCが重なるのでめっちゃ見にくい
# 全項目やると重いので，which.itemで少しずつやるのがおすすめ
plot(result_conf_comp, type = "trace", which.item = 4)
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図 8.24: 項目反応カテゴリ特性曲線








また，引数rotをうまく指定すると，プロットを回すことができます。 うまく回せば，多少は見やすくなるかもしれません。 例えば確認的モデルでは，各項目の識別力を一つだけ非ゼロにしていました。 そのため，識別力がゼロである次元の方向は潰すように回転させると良いかもしれません（見やすくなるとは言っていない）。





コード 8.22: 多次元でもitemplot()


# 項目4はa2=0だったので，a1方向に見るとIRCCCが見やすいかも？
plot(result_conf_comp, type = "trace", which.item = 4, rot = list(xaxis = -90, yaxis = 0, zaxis = 0))
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図 8.25: グラフを回してみる












8.8 次元性の検証

セクション 8.5.2 で少し触れたように，IRTでは基本的にそのテストが測定しようとする次元数は理論的に決まっていることが多く，そのため「何因子が最適か」を探索的に決める方法よりは「\(n\)因子で問題ないか」を検証する方法が採用されることが多いと思います。 ここでは，そのようなIRTの文脈で用いられることの多い（と思われる）いくつかの次元性検証法を紹介していきます。


8.8.1 パラメトリックな方法

パラメトリックな方法では，（多次元・一次元の）IRTや因子分析モデルに基づいてパラメータの推定を行い，その結果を用いて次元性を評価していきます。 例えば確認的因子分析によって推定を行い，SEM的なモデル適合度をチェックする方法はパラメトリックな検証法の一つと言えるでしょう。 その他にも，IRTの文脈で用いられている検証法がいくつか存在します。 代表的と思われる方法の一つがNOHARM（Gessaroli & De Champlain, 1996）です18。 この方法では，項目の各ペアでの残差共分散を，推定されたパラメータおよび観測されたデータ（各項目の正答率）から計算していきます。 そして，全ペアに対して計算された残差共分散（を\(z\)変換したもの）の二乗和（を何倍かしたもの）が\(\chi^2\)分布に従うことを利用して，「残差共分散が全てゼロである」という帰無仮説に対する検定を行います。 そして帰無仮説が棄却されなかった場合，「その次元数で全ての項目ペア間の相関関係を表現できていないとは言えない」ということで，その次元数でOK，という判断がくだされます。 考え方としてはBartlett検定に近いかもしれません。



8.8.2 ノンパラメトリックな方法

IRTの文脈で提案されたノンパラメトリックな次元性評価法の中でも代表的なものが，ここで紹介するDIMTEST（Stout et al., 1996）やDETECT（Zhang & Stout, 1999）です。 これらの方法では，「その次元（共通因子）数があれば局所独立性が満たされるか」という視点から評価を行います。 セクション 8.5.1 では，局所独立性を「どの項目ペア間でも，どの特性値の値でも連関がない」ことと表現していましたが，これを数式で表すと \[
\mathrm{Cov}(\symbf{y}_i, \symbf{y}_j\vert\theta) = 0 ~ \mathrm{for~all}~i,j,\theta
\tag{8.34}\] となります19。したがって，\(\theta\)で条件づけた各項目ペアの（条件付き）共分散を計算していけば，局所独立性を満たすために必要な次元数を考えることができるわけです。

具体的な方法の説明に移る前に，次元性と条件付き共分散のイメージを確認しておきます。 図 8.26 には，2因子モデルにおいて，なるべく単純構造になるように回転した後の各項目の因子負荷をベクトルとして表したものです。また\(\symbf{\Theta}_{C1},\symbf{\Theta}_{C2}\)と表記されているベクトルは，各クラスタ内の項目の因子負荷の平均を取ったようなものを表しています。同様に\(\symbf{\Theta}_{TT}\)と表記されているベクトルは，クラスタをまたいだ全項目のベクトルの平均を取ったもので，端的に言えばこれが「テスト全体で測定しようとしている特性のベクトル」というわけです。 よくある例としては，\(\symbf{\Theta}_{TT}\)が「数学の学力」，\(\symbf{\Theta}_{C1},\symbf{\Theta}_{C2}\)がそれぞれ「代数」「幾何」といった感じです。 図 8.26 では，\(\symbf{\Theta}_{C1},\symbf{\Theta}_{C2}\)は完全に無相関というわけではないですが，さほど強くもないので，一次元性が満たされているとは言いづらい感じがします。
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図 8.26: 2次元のテストの因子負荷プロット（Stout et al., 1996, fig. 2）








このテストが一次元性を満たしているかを確認するためには，「\(\symbf{\Theta}_{TT}\)で条件付けられた」共分散を考えることになります。 そして条件付き共分散は， 図 8.26 においてはベクトル\(\symbf{\Theta}_{TT}\)に向かって伸ばした足の長さの積のような形で表されます。 これを理解するために， 図 8.26 に少し描き足してみました。 図 8.27 に追加されたオレンジの線は，\(\symbf{\Theta}_{TT}=\frac{\symbf{\Theta}_{C1}+\symbf{\Theta}_{C2}}{2}\)となる（次元間で重みが同じ）場合に\(\symbf{\Theta}_{TT}\)の値が同じになる\(\symbf{\Theta}_{C1},\symbf{\Theta}_{C2}\)の組みあわせを表しています。






[image: ]



図 8.27: 条件付き共分散（Stout et al., 1996, fig. 2 に少し加筆）








この図をもとに，項目ペアに対して計算できる条件付き共分散を考えてみましょう。 まず，クラスター\(C1\)の中の2つの項目の条件付き共分散は正の値になることが期待されます。 \(\symbf{\Theta}_{TT}\)の値が同じ2人（AさんとBさん）について考えてみると，Aさんはクラスター\(C1\)の項目に正解するのに必要な能力（\(\symbf{\Theta}_2\)）の値が高いためクラスター\(C1\)の項目には正解する確率が高いと予想される一方で，Bさんは\(\symbf{\Theta}_2\)の値が低いので，正解する確率は低そうです。 これをまとめると，「\(\symbf{\Theta}_{TT}\)で条件づけたとき，クラスター\(C1\)内のある項目に正解する人ほど，同じクラスター内の別の項目にも正解する確率が高い」わけなので，条件付き共分散は正の値になります。

同様に，クラスター\(C1\)の中のある項目と，別のクラスター\(C2\)の中のある項目の条件付き共分散を考えてみると，Aさんはクラスター\(C1\)の項目には正解するがクラスター\(C2\)の項目には正解できないと予想されます。 そしてBさんは反対に，クラスター\(C2\)の項目にのみ正解できる可能性が高いでしょう。 したがって，「\(\symbf{\Theta}_{TT}\)で条件づけたとき，クラスター\(C1\)内のある項目に正解する人ほど，別のクラスター内のある項目に正解する確率は低い」ことになり，条件付き共分散は負の値になります。

以上をまとめると， 図 8.27 における条件付き共分散の符号は，2つの項目の因子負荷ベクトルが「ベクトル\(\symbf{\Theta}_{TT}\)から見て」同じ方向にあるかどうかに対応するわけです。 そして，仮に全ての項目が近い方向のベクトルで表される場合には，当然\(\symbf{\Theta}_{TT}\)ベクトルも同じような方向になるため，条件付き共分散も0に近くなっているはずです。 という感じで，(8.34)式が局所独立性，そして一次元性を表しています。


DIMTEST

DIMTEST（Stout et al., 1996）では，まずテストを「（次元性の）評価用 (assessment subtest: AT)」と「データの分割用 (partitioning subtest: PT)」の2つに分割します。 この分割では，理論的に想定される分かれ方（ 図 8.26 の\(\symbf{\Theta}_{C1},\symbf{\Theta}_{C2}\)に相当）でわけたり，探索的因子分析をもとに分けたりします。 つまり，一旦「このテストが分かれる（2次元だ）としたらこうなるだろう」という形で分けてみるのです。 もしこのテストが実際には一次元だとしたら，そのように分けたとしても結局全ての項目のベクトルの向きは近いので，片方のテストの得点によって条件付けたとしても，もう一方のテストの中の共分散は0に近いはずです。 一方で，テストが（\(\symbf{\Theta}_{C1},\symbf{\Theta}_{C2}\)のように）分かれる場合には，例えば\(\symbf{\Theta}_{C1}\)で条件づけた際の\(\symbf{\Theta}_{C2}\)内の条件付き共分散は全て正になってしまいます。

以上の考え方に基づいて，DIMTESTでは以下の統計量を計算します。 \[
T = \sum_k \sum_{(i,j \in AT)} \widehat{\mathrm{Cov}}(\symbf{y}_{i},\symbf{y}_{j}|S_{PT}=k).
\tag{8.35}\] ここで\(S_{PT}\)はPTにおける正答数を表しています。 したがって，(8.35)式は「PTにおける正答数で（＝\(\symbf{\Theta}_{PT}\)で）条件づけたときのAT内の共分散」を求めているわけです。 統計量\(T\)が0に近いほど局所独立が満たされている（そのテストは一次元である）と言えるので，あとはこれを標準化した値を用いて標準正規分布に基づく\(z\)検定 （Stout, 1987） を行います。

DIMTESTの成功のカギは，ATとPTの分割にあるわけですが，どのように分けたら良いかについては Stout et al. （1996） などを参照してください。



DETECT

DETECTも条件付き共分散をベースにした方法です。 以下では，二値データに対して考案されたもの（Zhang & Stout, 1999）を紹介します。 多値データの場合にはこれを発展させた方法（Zhang, 2007）が提案されています。

DETECTでも，まずはテストをいくつかのクラスター（\(C1, C2, \cdots, Ck\)）に分割します。 そして以下のようにテスト全体で推定された特性値\(\symbf{\Theta}_{TT}\)によって条件づけた共分散の統計量を計算します。 \[
D = \frac{2}{I(I-1)}\sum_{1\leq i\leq j\leq I}\delta_{i,j}E[\mathrm{Cov}(\symbf{y}_i,\symbf{y}_j|\symbf{\Theta}_{TT})].
\tag{8.36}\] ここで重要なのは指示変数\(\delta_{i,j}\)です。 これは，


	2つの項目\(i,j\)が同じクラスターにある場合には1

	2つの項目\(i,j\)が異なるクラスターにある場合には-1



になります。

DETECTが計算しようとしているものを 図 8.26 をもとに考えてみます。 図 8.26 は，あるテストの真のクラスターを表しているとします。 つまりあるテストはきれいに2つのクラスターに分かれている，ということです。 このときに，この真のクラスターと一致するようにテストを分けた上でDETECTの統計量\(D\)を計算してみましょう。


	2つの項目\(i,j\)が同じクラスターにある場合には，条件付き共分散（の期待値）\(E[\mathrm{Cov}(\symbf{y}_i,\symbf{y}_j|\symbf{\Theta}_{TT})]\)も\(\delta_{i,j}\)も正の値

	2つの項目\(i,j\)が異なるクラスターにある場合には，条件付き共分散（の期待値）\(E[\mathrm{Cov}(\symbf{y}_i,\symbf{y}_j|\symbf{\Theta}_{TT})]\)も\(\delta_{i,j}\)も負の値なので，積は正の値になる



ということで，全ての項目ペア間で計算される値（\(\sum\)の中身）が全て正の値になります。 このように，統計量\(D\)は（クラスター数も含めて）最も適切なクラスター基づいて計算したときに最大値を取る値です。 そして，そもそも全ての項目のベクトルの方向が近ければ（次元性が満たされていれば），条件付き共分散（の期待値）は全て0に近いので，その平均である統計量\(D\)も0に近い値になっているはずです。

ということで，この統計量を用いて一次元性を評価する場合には，「統計量\(D\)が最大でいくつになるか」を見たら良いと言えます。 例えば「理論的に分かれるとしたらこう」で分けてみたり，探索的因子分析の結果をもとに分けてみたり，あるいはとにかく手当たり次第にランダムに様々な分け方をひたすら試してみたりして，統計量\(D\)が高々どれくらいの値に収まるかを確認しましょう。 一次元性の検証という意味では，もちろん\(D\)の値は小さいほどよいのですが，二値データの場合例えば Roussos & Ozbek （2006） では最大値が0.2以下なら一次元とみなしてよいのではないか，と言われていたりします。

そんなDETECTについては，Rで計算するための関数としてsirtパッケージにconf.detect()およびexpl.detect()というものが用意されています20。 これらは二値・多値のどちらにも対応していますが，ここでは二値データへの適用例を見てみます。

まずはconf.detect()です。confは”confirmatory”のことで，その名の通り分析者が指定したクラスター構造のもとでDETECTを計算します。 そのため，事前に想定されるクラスターがある（数学のテストの中に複数の単元がある，心理尺度の中に複数の下位概念がある）ような場合に使える方法です。





コード 8.23: DETECTで次元性の検証


# install.packages("sirt")
library(sirt)

# テスト全体で測定している特性値
# シンプルに和得点などを使用しても良い
fs <- fscores(result_2plm)
# 各項目がどのクラスタに属するか
# 今回は元のデータの想定に合わせて設定しておきます
cluster <- rep(1:2, each = 5)
res_detect <- conf.detect(dat_bin, score = fs, itemcluster = cluster)
# conf.detect()の返り値には各ペアの残差共分散などが含まれている











-----------------------------------------------------------
Confirmatory DETECT Analysis 
Conditioning on 1 Scores
Bandwidth Scale: 1.1 
DETECT Calculation Score 1
-----------------------------------------------------------
                  NScores  Mean SD   Min   Max
DETECT Unweighted       1 1.064 NA 1.064 1.064
DETECT Weighted         1 1.064 NA 1.064 1.064
ASSI Unweighted         1 0.511 NA 0.511 0.511
ASSI Weighted           1 0.511 NA 0.511 0.511
RATIO Unweighted        1 0.664 NA 0.664 0.664
RATIO Weighted          1 0.664 NA 0.664 0.664






結果の中のDETECT Unweightedにかかれている値が(8.36)式で計算される\(D\)の値です。この値が0.2より小さければ，そのテストは一次元であるとみなせそうなのですが…今回使用した10項目は元々2次元だったため，「一次元ではない」と正しく判定されています（一般に1を超えると「かなり強く多次元である」と言えるようです）。

続いて，本来一次元であることが想定されるケースとして，項目間の相関が高い（＝内的一貫性の高い）Q1_6からQ1_10の5項目のみを使ってconf.detect()してみましょう。





コード 8.24: 一次元性が示されそうな例


# 今度は和得点でやってみます
sum_s <- apply(dat_bin[, 6:10], 1, sum)
# 各項目がどのクラスタに属するか
# 今回は適当に奇数・偶数で分けてみます
cluster <- c(1, 2, 1, 2, 1)
res_detect <- conf.detect(dat_bin[, 6:10], score = sum_s, itemcluster = cluster)











-----------------------------------------------------------
Confirmatory DETECT Analysis 
Conditioning on 1 Score
Bandwidth Scale: 1.1 
-----------------------------------------------------------
          unweighted weighted
DETECT         0.425    0.425
ASSI           0.200    0.200
RATIO          0.140    0.140
MADCOV100      3.041    3.041
MCOV100       -3.041   -3.041






DETECT Unweightedの値は先程よりは小さくなっていますが，それでも0.2よりは大きくなっています…理由はよく分からないのですが，もしかしたら項目数が少なすぎる場合には小さくなりにくいのかもしれません（要出典）。

ここまでは，引数itemclusterによって項目のクラスタリングを与えていました。 一次元性を検証するためには，本当はこれをすべてのパターン（\(I\)項目を\(K\)個のクラスタに分けるとしたらおよそ\(K^I\)通り）で計算して，その最大値を出す必要があります。 ですがこれはどう考えても非効率な（というかすぐ無理になる）話です。 そこで，各クラスタ数における「\(D\)が最大になる分割」を探索的に求めることを考えましょう。

expl.detect()では，階層的クラスター分析を用いて，指定したクラスタ数の分割の中で\(D\)が最大になるものを探索的に決定してくれます。 考え方はシンプルで，条件付き共分散（の期待値）\(E[\mathrm{Cov}(\symbf{y}_i,\symbf{y}_j\vert\symbf{\Theta}_{TT})]\)が大きいペアは近くにある＝同じクラスターに属すると考えて，距離の近い項目から順に，最終的に\(K\)個のクラスターにまとまるまでくっつけていき，そのクラスター構造の元で計算した\(D\)を出力してくれます。 ということで早速試してみましょう。





コード 8.25: 探索的DETECT


fs <- fscores(result_2plm)
# nclustersは想定される最大クラスター数
# 想定よりやや大きめの値にしておくのが無難
res_detect_expl <- expl.detect(dat_bin, score = fs, nclusters = 5)








Pairwise Estimation of Conditional Covariances
...........................................................
Nonparametric ICC estimation 
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Nonparametric Estimation of conditional covariances 
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DETECT (unweighted)

Optimal Cluster Size is  4  (Maximum of DETECT Index)

  N.Cluster N.items N.est N.val size.cluster DETECT.est ASSI.est RATIO.est
1         2      10  1216  1216          5-5      1.133    0.511     0.674
2         3      10  1216  1216        5-3-2      1.590    0.778     0.947
3         4      10  1216  1216      5-2-1-2      1.659    0.867     0.988
4         5      10  1216  1216    4-1-2-1-2      1.644    0.867     0.979
  MADCOV100.est MCOV100.est DETECT.val ASSI.val RATIO.val MADCOV100.val
1          1.68      -1.284      1.136    0.556     0.680         1.669
2          1.68      -1.284      1.543    0.822     0.924         1.669
3          1.68      -1.284      1.612    0.822     0.966         1.669
4          1.68      -1.284      1.583    0.733     0.949         1.669
  MCOV100.val
1      -1.283
2      -1.283
3      -1.283
4      -1.283
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図 8.28: \(D\)が最大になるクラスターのデンドログラム








結果を見ると，このデータ（Q1_1からQ1_10）に対してはクラスター数4のときが最大値になるようです。 図 8.28 にその時の分かれ方が示されています。 （やっぱり項目数が少ないとクラスター数が多めになるのか？）

一点注意として，expl.detect()の内部では，デフォルトではデータを半分に分割して，


	前半のデータで条件付き共分散を計算→クラスター構造を決定

	後半のデータで\(D\)を計算



という流れで計算を行っています。これは多分オーバーフィッティングを避けるためだと思います。 そのため，N.Clusterが2のところのDETECT.est（手順1で使用したデータで計算された\(D\)）もDETECTR.val（手順2で使用したデータで計算された\(D\)）も，conf.detect()での結果1.064とは異なる値になっています（N.estおよびN.valがいずれも元のdatの行数の半分になっている）。

…ということで，今回のデータではきれいな一次元性を確認することはできなかったのですが，このような方法を用いると，「一次元とみなして分析しても問題ないか」を評価することができるのです。





8.9 適合度

IRTでもSEMと同じように適合度を考えることができます。 特に「個人」と「項目」の両方に関心があることの多いIRTでは，それぞれに対しての適合度を考える必要があります。 もちろんこれから紹介する適合度の考え方は，そのまま因子分析やSEMにも応用しようと思えばできるので，そういった意味でも参考にしてみてください。


8.9.1 局所独立性の確認

まずはじめに，データとモデルの適合度の一つとして，データが局所独立の仮定に適合しているかをチェックします。 セクション 8.5.1 で説明したように，局所独立性が満たされている場合には，\(\theta_p\)で条件づけたときの2項目の回答の間に相関が無いはずです。


\(X^2\)統計量

\(X^2\)統計量 （Chen & Thissen, 1997） では，カテゴリ変数のクロス表に対して用いられる\(\chi^2\)検定の枠組みを利用して局所独立性を評価します。 ある二値項目\(i\)の項目パラメータ\((\alpha_i,\beta_i)\)が分かっている場合，その項目の母集団全体での期待正答率は \[
\begin{aligned}
E[P(y_{pi}=1)] = \int_{-\infty}^{\infty}P(y_{pi}=1|\theta)f(\theta)d\theta
\end{aligned}
\tag{8.37}\] という形で求めることができます。 ここで\(f(\theta)\)は特性値の確率分布（ふつうは標準正規分布）における\(x=\theta\)での確率密度を表しています。 同様に，その項目の誤答率の期待値を求めるならば\(P(y_{pi}=1|\theta)\)の部分を\(1-P(y_{pi}=1|\theta)\)にしたら良いだけです。

この考え方を2項目に広げると，母集団全体において項目\((i,j)\)に両方とも正解する確率はもし2項目が独立ならば \[
\begin{aligned}
E[P(y_{pi}=1 \land y_{pj}=1)] = \int_{-\infty}^{\infty}P(y_{pi}=1|\theta)P(y_{pj}=1|\theta)f(\theta)d\theta
\end{aligned}
\tag{8.38}\] と表せます。 ということは，サンプルサイズが\(N\)の場合，項目\((i,j)\)に両方とも正解する人数の期待値\(E_{11}\)は\(N\times P(y_{pi}=1 \land y_{pj}=1)\)です。 同様にして，一方の項目にだけ正解する人数および両方の項目に誤答する人数の期待値も求めると， 表 8.3 のようになります。




表 8.3: 期待度数（独立な2項目の分布）
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この期待度数分布はもし2項目が局所独立ならばこうなるだろうという状態を表しており， 表 8.1 に相当するものを\(\theta\)について周辺化して作成したものといえます。 つまり局所独立ではなくなるほど，実際のデータでのクロス表は（ 表 8.2 のように）この期待度数から離れるだろう，ということです。

クロス表での連関の検定は（学部の統計でやっているかもしれない）\(\chi^2\)検定です。 その検定統計量は \[
\chi^2=\sum_{s=0}^{1}\sum_{t=0}^{1}\frac{(O_{st}-E_{st})^2}{E_{st}}
\tag{8.39}\] で計算されます。ここで\(O_{st}\)は，実際のデータで\(y_{pi}=s \land y_{pj}=t\)だった人数を表しています。

こうして計算された\(\chi^2\)統計量は，自由が(行数-1) \(\times\) (列数-1)の\(\chi^2\)分布に従うことが知られています。 二値データの場合は\(1\times1=1\)ということです。 そしてここまでのプロセスはそのまま多値項目に対しても拡張可能です。 例えばdatの項目のように6件法どうしの場合は，自由度は\(5\times5=25\)となるわけです。 ということで，項目のペア毎に\(\chi^2\)統計量を計算して統計的仮説検定を行い，有意だったペアの間は局所独立ではない可能性が疑われる，ということになります。



\(Q_3\)統計量

\(Q_3\)統計量 （Yen, 1984） では，回帰分析でいうところの偏相関係数にあたるものを利用します。 偏相関係数は「変数\(z\)の影響を取り除いた時の\(x\)と\(y\)の相関係数」で，疑似相関の影響を検討する際などに利用されるものです。 これをIRTの文脈に当てはめると「変数\(\theta_p\)の影響を取り除いた時の\(y_{pi}\)と\(y_{pj}\)の相関係数」ということで，これが0であれば局所独立だろうと言えそうです。

回帰分析では，\(x\)と\(y\)をそれぞれ\(z\)で回帰した時の予測値\(\hat{x},\hat{y}\)に対して，残差の相関\(r_{(x-\hat{x},y-\hat{y})}\)のことを偏相関係数と呼んでいました。 IRT（ロジスティックモデル）もその中身はロジスティック回帰なので，同じようにして\(y_{pi}\)と\(y_{pj}\)をそれぞれ\(\theta_p\)で予測した時の予測値（期待正答率）を \[
\hat{P}(y_{pi}=1)=\frac{1}{1+\exp\left[-\hat{\alpha}_{i}(\hat{\theta}_p - \hat{\beta}_i)\right]}
\tag{8.40}\] というように，\(\alpha_i,\beta_i,\theta_p\)にそれぞれ推定値\(\hat{\alpha}_i,\hat{\beta}_i,\hat{\theta}_p\)を入れることで計算が出来ます。 すると，残差を\(d_{pi}=y_{pi}-\hat{P}(y_{pi}=1)\)と求めることができます。 図 8.29 に\(d_{pi}\)を表してみました。
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図 8.29: 残差








この項目にはAさんもBさんも正解しているため，ふたりとも\(y\)軸の値は1です。 ですが他の全項目から推定された2人の\(\hat{\theta}_p\)はそれぞれ\(-2,2\)だったとします。 この場合，Aさんは他の項目の出来から考えるとこの問題にはほぼ間違えるはずなのに正解しています。 ということで\(d_{pi}\)の値が大きくなっています。 このようになる理由としては，やはり\(\theta_p\)以外の別の要因によって正解できた，と考えるのが妥当でしょう。 これを全体に広げてみた時に，\(d_{pi}\)が高い人ほど別の項目でも同様に\(d_{pj}\)の値が大きくなっているとしたら，この2つの項目には何か正解に寄与する\(\theta_p\)以外の別の要因がある，と考えることができるわけです。

ということで\(Q_3\)統計量は \[
Q_3=r_{\symbf{d}_i,\symbf{d}_j}
\tag{8.41}\] という形になります。 \(Q_3\)統計量は相関係数なので，サンプルサイズに依存しない効果量の指標として見ることができ，絶対値が0.2を超えてくると怪しいと判断できるようです。



Rでやってみる

mirtではresidualsという関数でいま紹介した指標を出してくれます。 引数typeで，出してほしい統計量を指定できます。 ちょっと厄介なのですが，\(\chi^2\)統計量を出してほしい場合にはtype = "LD"と指定してください。 LDはlocal dependenceの頭文字ですが，そういったら\(Q_3\)だってLDだろ，と思われるかもしれません。 これは Chen & Thissen （1997） の書き方に則っているのだと思います。我慢してください。





コード 8.26: \(\chi^2\)統計量を出す


# 引数df.p = TRUEとすると，自由度とp値を出してくれる
residuals(result_2plm, type = "LD", df.p = TRUE)








Degrees of freedom (lower triangle) and p-values:

      Q1_1 Q1_2 Q1_3  Q1_4 Q1_5  Q1_6  Q1_7  Q1_8  Q1_9 Q1_10
Q1_1    NA    0    0 0.019    0 0.000 0.000 0.093 0.824 0.004
Q1_2     1   NA    0 0.000    0 0.172 0.000 0.208 0.000 0.000
Q1_3     1    1   NA 0.000    0 0.006 0.003 0.000 0.000 0.000
Q1_4     1    1    1    NA    0 0.001 0.193 0.000 0.001 0.485
Q1_5     1    1    1 1.000   NA 0.003 0.000 0.004 0.000 0.019
Q1_6     1    1    1 1.000    1    NA 0.000 0.002 0.099 0.477
Q1_7     1    1    1 1.000    1 1.000    NA 0.032 0.019 0.550
Q1_8     1    1    1 1.000    1 1.000 1.000    NA 0.045 0.121
Q1_9     1    1    1 1.000    1 1.000 1.000 1.000    NA 0.000
Q1_10    1    1    1 1.000    1 1.000 1.000 1.000 1.000    NA

LD matrix (lower triangle) and standardized values.

Upper triangle summary:
   Min. 1st Qu.  Median    Mean 3rd Qu.    Max. 
 -0.109  -0.067  -0.026   0.002   0.063   0.219 

        Q1_1   Q1_2    Q1_3   Q1_4   Q1_5   Q1_6   Q1_7   Q1_8   Q1_9  Q1_10
Q1_1      NA  0.144   0.111  0.048  0.082 -0.098 -0.090 -0.034  0.005 -0.059
Q1_2  50.489     NA   0.171  0.077  0.130 -0.028 -0.071 -0.026 -0.100 -0.103
Q1_3  29.999 71.332      NA  0.102  0.219 -0.055 -0.061 -0.078 -0.109 -0.083
Q1_4   5.504 14.503  25.105     NA  0.094 -0.067 -0.026 -0.079 -0.065  0.014
Q1_5  16.380 41.085 116.151 21.292     NA -0.059 -0.080 -0.058 -0.104 -0.048
Q1_6  23.577  1.863   7.479 10.768  8.539     NA  0.101  0.063  0.033 -0.014
Q1_7  19.698 12.128   8.934  1.695 15.588 24.903     NA  0.044  0.048  0.012
Q1_8   2.820  1.583  14.878 15.199  8.112  9.698  4.621     NA  0.041  0.031
Q1_9   0.049 24.351  29.035 10.195 26.099  2.723  5.519  4.012     NA  0.123
Q1_10  8.358 25.794  16.877  0.487  5.500  0.507  0.357  2.411 37.068     NA






上の行列の上三角が\(p\)値です。したがってこれが0.05を下回っている場合は「局所独立ではない」という判断になるのですが，見た感じかなり多くのペアで有意になっています。 これは，統計的仮説検定なのでサンプルサイズの影響を受けているためです。 また上の行列の下三角は自由度です。 今回は二値に変換したデータに対して行っているので自由度は1になっています。 もしも6件法のまま(GRMやGPCMで)推定した結果に対して出した場合には，自由度は先程説明した通り\(5\times5=25\)となります。

そして下の行列は実際に計算された\(\chi^2\)統計量（下三角）および標準化した値（上三角；たぶんクラメールの連関係数）です。 ということで，この行列の上三角について大きいペアが，局所独立からより強く離れているといえます。

続いて\(Q_3\)統計量です。





コード 8.27: \(Q_3\)統計量を出す


# 仮説検定は無いので引数df.pは書いても無視される
residuals(result_2plm, type = "Q3")








Q3 summary statistics:
   Min. 1st Qu.  Median    Mean 3rd Qu.    Max. 
 -0.235  -0.166  -0.101  -0.067   0.033   0.244 

        Q1_1   Q1_2   Q1_3   Q1_4   Q1_5   Q1_6   Q1_7   Q1_8   Q1_9  Q1_10
Q1_1   1.000  0.150  0.109  0.033  0.074 -0.149 -0.148 -0.072 -0.027 -0.115
Q1_2   0.150  1.000  0.188  0.056  0.131 -0.101 -0.173 -0.097 -0.209 -0.193
Q1_3   0.109  0.188  1.000  0.082  0.244 -0.149 -0.170 -0.182 -0.235 -0.187
Q1_4   0.033  0.056  0.082  1.000  0.071 -0.166 -0.122 -0.186 -0.175 -0.068
Q1_5   0.074  0.131  0.244  0.071  1.000 -0.152 -0.197 -0.152 -0.226 -0.145
Q1_6  -0.149 -0.101 -0.149 -0.166 -0.152  1.000  0.054  0.005 -0.048 -0.114
Q1_7  -0.148 -0.173 -0.170 -0.122 -0.197  0.054  1.000 -0.041 -0.047 -0.105
Q1_8  -0.072 -0.097 -0.182 -0.186 -0.152  0.005 -0.041  1.000 -0.045 -0.069
Q1_9  -0.027 -0.209 -0.235 -0.175 -0.226 -0.048 -0.047 -0.045  1.000  0.040
Q1_10 -0.115 -0.193 -0.187 -0.068 -0.145 -0.114 -0.105 -0.069  0.040  1.000






ところどころ高めの相関が出ており，完全な局所独立ではないといえそうです。 というのも今回のデータは，本来2因子に分かれるはずの10項目を無理やり1因子とみなして分析しています。 そもそもデータが一次元性を持っていないはずなので，局所独立性も保たれてはいない，ということになります。 （本来こういう時には一旦立ち止まり，項目の内容を吟味したりモデルを変更したりといった手段を考えるべきですが，ここでは気にせず進めます。）

ちなみに，引数suppressを与えると，絶対値がsuppress以下の値がNAに置き換わるため，項目がたくさんある場合でも「閾値を超えているペア」を探しやすくなるかもしれません。





コード 8.28: 表示する閾値を設定


residuals(result_2plm, type = "Q3", suppress = 0.2)








Q3 summary statistics:
   Min. 1st Qu.  Median    Mean 3rd Qu.    Max. 
 -0.235  -0.166  -0.101  -0.067   0.033   0.244 

      Q1_1   Q1_2   Q1_3 Q1_4   Q1_5 Q1_6 Q1_7 Q1_8   Q1_9 Q1_10
Q1_1     1                                                      
Q1_2        1.000                                   -0.209      
Q1_3               1.000       0.244                -0.235      
Q1_4                        1                                   
Q1_5               0.244       1.000                -0.226      
Q1_6                                    1                       
Q1_7                                         1                  
Q1_8                                              1             
Q1_9       -0.209 -0.235      -0.226                 1.000      
Q1_10                                                          1









8.9.2 個人適合度

続いて個人の適合度です。 IRTにおける個人適合度の基本的な考え方としては「\(\theta_p\)が高いのに困難度が低い項目に間違えるのはおかしい」「\(\theta_p\)が低いのに困難度が高い項目に正解するのはおかしい」というものです。 するとこれは， 図 8.29 的な考え方になります。 Aさんのほうが予測値と実測値の間の差\(d_{pi}\)が大きいことは，前述の通り「\(\theta_p\)以外に回答に影響を与える要因がある（のでモデルが間違っている）」という可能性の他に，「（もしモデルは正しいと仮定したら）回答者の方に，何か項目\(i\)の正解に導いた要因があるのでは」と考える，というわけです。

回答者の方の原因としては，心理尺度でいえば以下のようなものが考えられます（Meijer et al., 2016）。


	回答者の言語能力が不十分なために項目の内容を十分に理解できていない可能性。低学齢への実施や第一言語以外での実施で起こる可能性がある。

	心理尺度が測定しようとしている心理特性に対する認識がない状態（Traitedness）。例えば「そんなこと考えたこともない」といった場合，項目の意図を他の人とは異なるニュアンスで捉えてしまい，結果的に「大多数が当てはまると回答する項目に当てはまらないと回答する」といった反応につながる。

	回答のモチベーションが低い可能性。やる気が無いので適当に回答している？

	特定の心理特性を持っている人は平均的な人より一貫性の低い回答をする可能性がある。例えば精神的な問題を抱えていたり，希死念慮を持ち合わせている人はそうでない人と比べて適合度が低いという先行研究もあるらしい。



ということで，個人適合度が低いイコール適当な回答者（だから除外してもよい）とも言い切れないのですが，特徴的な回答者をあぶり出すなどの目的でも個人適合度は使い道がありそうです。

実際に個人適合度の指標として提案されているものは相当数ある （Karabatsos, 2003; Meijer & Sijtsma, 2001） のですが，わかりやすい＆統計的仮説検定のフレームワークが整備されていると言った理由から，\(z_h\)（またの名を\(l_z\)）という統計量（Drasgow et al., 1984）が用いられることが多いようです （Meijer et al., 2016）。


\(z_h(l_z)\)統計量

\(z_h(l_z)\)統計量では，ある回答者の実際の反応パタン\(\symbf{y}_p=\begin{bmatrix}y_{p1}&y_{p2} &\cdots&y_{pI}\end{bmatrix}\)と「考えられる全反応パタン」での尤度を比較することにより，その回答者の反応パタンの「普通さ」を評価します。

まず，回答者\(p\)の特性値の最尤推定値\(\hat{\theta}_p\)に関して，その時の尤度を計算します。 局所独立性が満たされているならば，尤度は単純に全ての項目をかけ合わせたら良いので， \[
l_0=\prod_{i=1}^{I}P(y_{pi}=1)^{y_{pi}}P(y_{pi}=0)^{1-y_{pi}}
\tag{8.42}\] となります。 ただ掛け算は（コンピュータ的に）大変なので，対数尤度 \[
ll_0 = \sum_{i=1}^{I}y_{pi} \ln P(y_{pi}=1) + (1-y_{pi})\ln P(y_{pi}=0)
\tag{8.43}\] を使います。 この尤度\(ll_0\)は，「特性値が\(\hat{\theta}_p\)の人が\(\symbf{y}_p\)という回答をする確率」のようなもの21です。 ここで\(\symbf{y}_p\)以外の回答パタンに目を向けてみると，もしかしたら「\(\symbf{y}_p\)よりも\(\hat{\theta}_p\)と整合的な回答パタン」があるかもしれません。 もちろん反対に「\(\hat{\theta}_p\)と全く合わない回答パタン」というものもあるかもしれません。

そこで，考えられる全回答パタン（2件法10項目ならば\(2^{10}\)通り）の中で\(\symbf{y}_p\)という回答パタンが\(\hat{\theta}_p\)とどの程度整合的かを相対的にチェックすることを考えます。 全回答パタン内で\(\symbf{y}_p\)という回答パタンと\(\hat{\theta}_p\)の整合性（尤度）が平均くらいであれば，その回答パタンはまあ起こりうるものだろうとみなせる一方で，もし整合性が低い場合には，\(\symbf{y}_p\)という回答パタンは起こりにくい（ズレが大きい）だろうと判断できる，ということです。

実際に「全回答パタンでの対数尤度の期待値」は（各項目への回答は離散変数なので） \[
E_h = \sum_{i=1}^{I}P(y_{pi}=0)\ln P(y_{pi}=0) + P(y_{pi}=1)\ln P(y_{pi}=1)
\tag{8.44}\] として求めることができます。 つまり\(ll_0-E_h\)が「平均的な回答パタンでの尤度と実際の回答パタン\(\symbf{y}_p\)での尤度の差」であり，これがマイナス方向に大きいほどモデルとデータの適合度が悪いということを意味します。

ここで全回答パタンにおける対数尤度の分散を \[
\sigma_h^2 = \sum_{i=1}^{I}\left\{P(y_{pi}=1)P(y_{pi}=0)\left[\ln\frac{P(y_{pi}=1)}{P(y_{pi}=0)}\right]^2\right\}
\tag{8.45}\] として求めることができるのですが，これを用いると，\(ll_0\)を全回答パタン内で標準化した値\(z_h=\frac{ll_0-E_h}{\sigma_h}\)が経験的に標準正規分布に従うということが知られています。 ということで，\(|z_h| > 1.96\)となった回答者はどうやら「特性値が\(\hat{\theta}_p\)のもとでは平均的ではない回答パタンである」と判断することができるわけです。

図 8.30 に，\(z_h\)統計量の考え方を表しました。 ヒストグラムは母集団からサンプリングされた様々な\(\hat{\theta}_p\)の人と，その人の（ランダムサンプリングされた）回答ベクトル\(\symbf{y}_p\)のもとで計算した\(z_h\)を集めたものというイメージです。 これが近似的に正規分布に従っているということで，この外側5%を棄却域とみなして検定を行うことができます。 Bさんの\(z_h\)は，この分布の中で割と平均的なところにあるため，Bさんの回答は「（Bさんの推定値\(\hat{\theta}_{\mathrm{B}}\)における）ふつう」に近いとみなせます。 一方Aさんの\(z_h\)は，この分布の中でもかなり小さい方にあります。 ということは，Aさんの回答パタンはAさんの推定値\(\hat{\theta}_{\mathrm{A}}\)からすると当てはまりが悪く（つまり困難度の低い項目に「当てはまらない」と回答し，困難度の高い項目で「当てはまる」と回答している可能性が高く），なんなら母集団全体の中でも相当悪いほうだと判断でき，何らかの問題があるのではないかと疑いをかけられるわけです。
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図 8.30: 個人適合度の考え方








ちなみに，正規分布的には上側の外れ値も「ふつうではない」ということになりますが，こちらはどう考えたら良いかよくわかりません。 理論的には「特性値\(\hat{\theta}_p\)に対してあまりにも適合しすぎている」という状態で，これは例えば困難度が\(\hat{\theta}\)以下の項目では全て「当てはまる」と回答し，\(\hat{\theta}\)以上の項目ではすべて「当てはまらない」と回答しているような感じなのですが，だからといって即座に問題とは言えなさそうです。 ということで，基本的には\(z_h < -1.96\)の回答者に着目しておけば良いと思います。



Rでやってみる

※個人適合度と回答パタンの関係がわかりやすいので，ここはGRMで推定した結果を使用します。

mirtでは，personfit()という関数によって\(z_h\)統計量を出すことが出来ます。





コード 8.29: 個人適合度を出す


personfit(result_grm)











      outfit    z.outfit     infit      z.infit          Zh
1  0.3043410 -2.51418387 0.2901436 -2.630507534  1.11739286
2  0.4319025 -1.53744653 0.4991522 -1.313386687  1.54458648
3  0.5417319 -1.17103185 0.6082584 -0.964496321  1.30478354
4  0.6961604 -0.71567303 0.7021298 -0.707746942  0.38159507
5  0.5979698 -0.95977207 0.5796844 -1.045595986  0.06132109
6  1.6611227  0.99612493 2.2816175  1.585552919 -0.57702558
7  0.2629479 -2.06106332 0.2970130 -1.974928887  1.15924498
8  1.2820317  0.82619048 1.2682515  0.803602305 -1.12899488
9  0.4296002 -0.79327083 0.4483505 -0.806286109  0.88382209
10 0.6018210 -0.83208882 0.6646485 -0.682369844  0.51748259
11 0.7508775 -0.39482320 0.8851335 -0.095554151  0.66704225
12 0.9285353  0.04354098 1.1524578  0.453682964  0.30674141
13 1.9537886  1.83531480 1.9490471  1.865766458 -1.36629763
14 1.0385754  0.23709522 1.0081517  0.168761287 -0.60996496
15 0.8936027 -0.09915012 0.9407077  0.005928737  0.05273411
16 0.6633546 -0.62999115 0.7489752 -0.432539405  0.73371137
17 0.5941524 -1.07615247 0.6027536 -1.058618799  0.98045292
18 1.7516559  1.78554390 1.7275073  1.788745281 -1.75844255
19 1.4892405  1.27332749 1.5781245  1.468740378 -1.18728452
20 1.3794907  0.81105690 1.5238636  1.050442554 -0.07950879
 [ reached 'max' / getOption("max.print") -- omitted 2412 rows ]






outfitやinfitというものは，\(z_h\)よりもシンプルに予測値と実測値の間の差\(d_{pi}\)の二乗和をもとにした適合度指標（Smith et al., 1995）です22。 ということでこれらについても大きいほど適合度が悪いと判断できます。 実際にこれらの指標の相関を見てみると，いずれもかなり高い相関になっていることがわかります。





コード 8.30: 指標間の相関


# z_hだけは方向が違う（小さいほど悪い）ので他の指標と負の相関
cor(personfit(result_grm))








             outfit   z.outfit      infit    z.infit         Zh
outfit    1.0000000  0.9029153  0.9767846  0.8895739 -0.8593484
z.outfit  0.9029153  1.0000000  0.8962045  0.9898224 -0.8803762
infit     0.9767846  0.8962045  1.0000000  0.9083434 -0.8420095
z.infit   0.8895739  0.9898224  0.9083434  1.0000000 -0.8617816
Zh       -0.8593484 -0.8803762 -0.8420095 -0.8617816  1.0000000






では実際に，当てはまりが悪い人の回答パタンを見てみましょう。





コード 8.31: 個人適合度が最も悪い人


# 引数stats.only = FALSEにすると，統計量に加えて回答パタンも残してくれる
pf <- personfit(result_grm, stats.only = FALSE)
# Zhの値が最小の人を見てみる
pf[which.min(pf[, "Zh"]), ]








    Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10   outfit z.outfit
581    1    1    1    1    1    6    6    6    6     6 5.804625 5.127515
       infit  z.infit        Zh
581 5.552154 5.122718 -7.275079






いま扱っているモデルは10項目1因子のモデルです。 そして10項目の識別力は，いずれも正の値になっています。 つまり，基本的にはすべての項目間には正の相関があるため，この回答者のように「ある項目では1，別の項目では6」という回答の付け方には違和感があります。





コード 8.32: 個人適合度が悪い人


subset(pf, Zh < -1.96)








    Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10   outfit  z.outfit
45     6    5    3    2    3    3    6    3    6     4 1.362101 0.8901956
75     6    6    3    3    1    6    6    5    6     1 2.777980 2.4882677
96     6    6    4    1    1    6    4    5    5     6 2.782816 2.5103934
98     1    1    1    1    2    3    6    3    4     3 2.006426 2.2242279
122    6    6    6    6    6    6    6    3    1     2 3.089210 2.3332034
123    6    6    6    5    6    6    1    3    3     2 2.065644 1.7906200
126    4    6    6    4    6    2    3    2    2     2 1.459869 1.1442225
172    5    2    1    6    3    6    6    6    6     6 4.695997 3.3697866
186    6    5    2    2    2    2    2    6    5     4 1.817030 1.8103247
226    1    1    1    4    6    5    6    5    6     6 4.784881 3.9067830
       infit   z.infit        Zh
45  1.401457 0.9775542 -2.193202
75  2.751967 2.5542871 -3.279082
96  2.855421 2.6749604 -2.107685
98  2.099394 2.4577322 -3.172528
122 3.034305 2.3832158 -2.030530
123 1.955780 1.7068100 -1.971380
126 1.314690 0.8576219 -1.980124
172 3.651095 2.8513846 -3.188176
186 1.791534 1.7810377 -2.201609
226 4.276645 3.7176248 -4.057956
 [ reached 'max' / getOption("max.print") -- omitted 121 rows ]






同様にして，\(z_h < -1.96\)の人たちを見てみると，項目ごとにかなりバラバラな回答をしている人たちがあぶり出されています。 ということで，\(z_h\)統計量によって怪しい回答者をあぶり出すことができそうだということがわかりました。

ちなみに反対に\(z_h > 1.96\)の人たちを見たところですべての項目で同じような値をつけており，やはり「適合度が悪い」という判断はなかなか難しそうです（ストレートライン気味な感じはありますが）。





コード 8.33: 個人適合度が良すぎる？人


subset(pf, Zh > 1.96)








    Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10    outfit  z.outfit
119    5    4    4    4    4    4    4    4    3     2 0.1059937 -3.933211
136    6    5    5    6    5    5    5    5    5     5 0.1749942 -2.032175
221    2    2    1    1    2    2    1    2    2     1 0.3892825 -1.326634
674    5    5    5    4    5    5    4    4    5     2 0.2410515 -2.270639
684    4    4    5    5    4    4    4    4    3     2 0.1893306 -3.039619
694    5    5    5    4    5    5    4    4    3     2 0.2993084 -2.123527
739    5    5    5    6    4    4    4    4    3     3 0.2791157 -2.191891
804    5    5    5    5    4    5    5    5    5     3 0.1527831 -2.557928
826    5    5    4    4    4    4    4    3    3     1 0.2959759 -2.472784
834    5    5    4    5    5    4    4    4    3     3 0.1765065 -2.919233
        infit   z.infit       Zh
119 0.1122620 -3.899088 2.556666
136 0.2246921 -1.890473 2.065611
221 0.4313157 -1.407809 2.117805
674 0.2776608 -2.150842 1.970796
684 0.2021914 -2.982029 2.001422
694 0.3096588 -2.123376 2.017472
739 0.3059683 -2.111215 1.971686
804 0.1559106 -2.653563 1.963533
826 0.3014073 -2.463963 2.015447
834 0.1741386 -3.000314 2.105461
 [ reached 'max' / getOption("max.print") -- omitted 9 rows ]






ここで紹介した\(z_h\)統計量のような個人適合度は，モデルベースで適当回答者を除外するのに使うこともできます。 ただし，個人適合度はあくまでも（ロジスティックなどのIRT）モデルに基づいて推定されたパラメータをもとに算出される点には少し注意が必要です。 そもそもモデルの式や因子構造の設定が間違っている場合には，正しくない検出をしてしまうかもしれません。 そんなわけで，もちろん適合度の値だけで機械的に除外するのは危ないですが，例えば項目パラメータの推定値がなんだかおかしい場合には，適合度指標を参考にしたデータクリーニングによって，推定をより安定させられるかもしれません。




8.9.3 項目適合度

IRTでは項目一つ一つの性能（識別力や困難度）に関心があることが多いため，項目レベルでも適合度を考えます23。 基本的な考え方としては，推定されたパラメータに基づくICCが，データとどの程度一致するかを確認していきます。 適合度が悪い項目が見つかった場合には，項目の内容を吟味して削除するかを検討したり，場合によってはモデル自体を修正（因子数や因子構造の修正など）する必要があるかもしれません。 項目適合度は，具体的には以下のような手順によって算出していきます （Orlando & Thissen, 2000） 。


	項目パラメータと\(\theta_p\)を推定する

	回答者を\(\theta_p\)の値で並び替える

	回答者を\(\theta_p\)の値によっていくつかのグループに分ける

	各グループでの反応確率を計算する

	4.で求めた反応確率と「モデル上の期待反応確率」を\(\chi^2\)的な統計量や視覚的方法を用いて比較する




視覚的なチェック

ということで，まずは視覚的に比較してみましょう。 mirtでは，項目適合度を見るための関数としてitemfit()が用意されています。 これに引数empirical.plotを与えることでプロットを見ることができます。





コード 8.34: 項目適合度を視覚的にチェック


# 引数empirical.plotに項目番号か列名を指定します
itemfit(result_2plm, empirical.plot = 8)
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図 8.31: 反応確率の比較プロット








図 8.31 を見ると，各カテゴリごとにICCが表示されています。これに重なっている小さいマルのY座標は，手順3で分割した各グループ（ここでは10グループ）における\(P(y_{pi}=1)\)を表しています（多値型の場合はカテゴリ選択確率が表示される）。 また，X座標はそのグループにおける\(\theta_p\)の平均値を表しています。 ということで，各カテゴリにおいて，小さいマルと実線が近いほどデータとモデルの当てはまりが良い，と判断することができるわけです。

ただカテゴリ数や項目数が多くなってくるとすべてを目視で確認するのはかなり大変です。 また視覚的なチェックだけではどの項目が最も乖離しているのかを判断するのも大変でしょう。 ということで，怪しい項目にアタリをつけるための統計量を使っていきましょう。



カイ二乗的な統計量

\(\chi^2\)統計量は独立性の検証のところ（ セクション 8.9.1 ）で登場したものです。 IRTモデルに基づいて項目および回答者のパラメータが推定されると，各項目について，指定されたサンプルサイズのうち何人がどの選択肢を選ぶと期待されるか，を計算することができます。 これを期待度数\(E\)，また実際にその項目に対する反応の分布を観測度数\(O\)として \[
\chi^2=\sum\frac{(O-E)^2}{E}
\tag{8.46}\] と計算すると，「帰無仮説：モデルがデータに適合している」が正しいならば小さい値におさまるはずだと考えられます。

Yen （1981） は，回答者を\(\theta_p\)の値の高低によってグループ分けし，グループごとに\(\chi^2\)の計算をすることにしました。 特にグループ数を10に固定して算出した指標は\(Q_1\)と呼ばれています。 グループ\(g~(g=1,2,\cdots,10)\)における特性値\(\hat{\theta}_p\)の平均値を\(\bar{\theta}_g\)とおくと，期待正答率は（2パラメータロジスティックモデルならば） \[
E_{ig} = \frac{1}{1+\exp\left[-\hat{\alpha}_{i}\left(\bar{\theta}_g - \hat{\beta}_i\right)\right]}
\tag{8.47}\] と求めることができます。 すると，二値項目における\(Q_1\)統計量は \[
\begin{aligned}
Q_1 &= \sum_{g=1}^{10}N_g\left(\frac{(O_{ig}-E_{ig})^2}{E_{ig}} + \frac{\left[(1-O_{ig})-(1-E_{ig})\right]^2}{1-E_{ig}}\right) \\
&= \sum_{g=1}^{10}N_g\left(\frac{(1-E_{ig})(O_{ig}-E_{ig})^2 + E_{ig}(O_{ig}-E_{ig})^2}{E_{ig}(1-E_{ig})}\right) \\
&= \sum_{g=1}^{10}N_g\left(\frac{(O_{ig}-E_{ig})^2}{E_{ig}(1-E_{ig})}\right)
\end{aligned}
\tag{8.48}\] となります。 なお1行目の右辺は，第1項が正答セルにおける乖離度を表しています。 同様に，第2項は\((1-O_{ig}),(1-E_{ig})\)に置き換わっていることから，誤答セルにおける乖離度を表していることがわかります。 したがって，\(Q_1\)統計量は「グループ」\(\times\)「項目\(i\)の正誤」という\(10\times2\)クロス表における\(\chi^2\)統計量を表しているのです。 そしてこの\(Q_1\)統計量は自由度が\(10-\)パラメータ数の\(\chi^2\)分布に従うため，これを用いて検定ができるわけです。

同様に，差ではなく比を用いた統計量として\(G^2\)統計量 （McKinley & Mills, 1985） というものもあります。 \[
G^2 = \sum_{g=1}^{10}N_g\left[O_{ig}\ln\frac{O_{ig}}{E_{ig}} + (1-O_{ig})\ln\frac{1-O_{ig}}{1-E_{ig}}\right]
\tag{8.49}\]

ほかにもいくつか適合度指標は提案されているのですが，基本的には前述の通り「期待反応確率と実際の反応確率の差」を何らかの形で統計量に落とし込んでいます。 細かな設定としては


	グループの数

	\(\theta_p\)の推定方法（基本的には最尤法，ただベイズ推定などでも可）

	各グループの特性値の代表値の決め方（平均値 or 中央値）

	期待反応確率の計算方法（個人の\(\hat{\theta}_p\)における期待反応確率\(E_{ip}\)のグループ平均という手もあり）



といったところで様々なオプションが考えられるようです（加藤 他，2014）。



Rでやってみる

項目適合度をを出す場合はitemfit()関数を使います。 引数fit_statsに，どの統計量を出してほしいかを指定します。なお，X2を指定すると内部では\(Q_1\)統計量（i.e., グループ数10）を出してきます。





コード 8.35: 項目適合度をチェック


# まとめて複数の統計量を出すこともできます
itemfit(result_2plm, fit_stats = c("X2", "G2"))








    item      X2 df.X2 RMSEA.X2 p.X2      G2 df.G2 RMSEA.G2 p.G2
1   Q1_1 375.251     8    0.137    0 458.736     6    0.176    0
2   Q1_2  73.800     8    0.058    0  99.817     5    0.088    0
3   Q1_3  92.664     8    0.066    0 135.273     5    0.104    0
4   Q1_4 102.569     8    0.070    0 153.430     5    0.111    0
5   Q1_5 126.263     8    0.078    0 169.111     5    0.116    0
6   Q1_6 157.177     8    0.088    0 191.087     5    0.124    0
7   Q1_7 151.358     8    0.086    0 219.612     4    0.149    0
8   Q1_8 125.809     8    0.078    0 154.268     6    0.101    0
9   Q1_9 151.495     8    0.086    0 207.812     5    0.129    0
10 Q1_10 572.082     8    0.170    0 754.816     5    0.248    0






G2の自由度(df.G2)がいろいろな値になっていますがあまり気にしなくてOKです。 今回も例によって検定の結果(p.*)は全て有意となりました。 このように，サンプルサイズが大きい場合これらの統計量はあまり参考にならない可能性が高いです。

…じゃあどうするんだ，という話になるわけですが，一つの方法としては効果量的な考え方をとるために「実際の差\((O_{ig}-E_{ig})\)や比\(\frac{O_{ig}}{E_{ig}}\)を計算する」という方法が考えられます。 例えば\(\frac{1}{10}\sum_{g=1}^{10}|O_{ig}-E_{ig}|\)が大きい項目は，基本的に視覚的にプロットを見ても差があるでしょう。 ただ\((O_{ig}-E_{ig})\)などを直接計算してくれる関数は用意されていないので，多少頑張る必要があります。





8.10 項目情報量・テスト情報量

IRTにかぎらず，統計的推測では推測の精度が問われます。 例えば正規分布の母平均の推測の場合，標準誤差は母分散\(\sigma^2\)およびサンプルサイズ\(n\)を用いて\(\sqrt{\frac{\sigma^2}{n}}\)と表されました。 この式は，データの数が多いほど推測の精度が高くなるという自然な考えを表しています。

テストや心理尺度では，標準誤差を真値と誤差の関係から考えます。 セクション 4.6 で紹介しましたが，潜在特性の測定（古典的テスト理論）では，観測得点\(x\)と真値\(t\)と誤差\(e\)の関係を \[
x = t + e
\tag{8.50}\] と表し，信頼性係数を \[
\rho = 1-\frac{\sigma_e^2}{\sigma_x^2}
\tag{8.51}\] と定義していました。 標準誤差は「真値が\(t\)の人が測定を繰り返した場合に，（平均的に）どの程度観測得点\(x\)がばらつくか」を表しています。 したがって，\(x\sim N(t,\sigma_e^2)\)とすると，心理測定における標準誤差は\(\sigma_e\)にあたります。 信頼性係数\(\rho\)に関しては，上の式を変形させると \[
\sigma_e = \sigma_x^2\sqrt{1-\rho^2}
\tag{8.52}\] となることから，これが間接的に測定の精度を表す指標だということが言えます。 なお実際に標準誤差を計算する場合には，\(\rho\)の推定値として\(\alpha\)係数などを代入します。

さて，信頼性係数に基づく上記の標準誤差の式には真値\(t\)は含まれていません。 つまり真値の値が何であれ標準誤差は同じということを意味しています。 ですがこの考え方は割と不自然なものです。 特性値の真値が平均くらいの人では，尺度の項目はほとんどすべてがその人の特性値を測定するのに意味のある（正解であるほど真値\(t\)は高いだろうという判断につながる）項目です。 一方で，特性値の真値が非常に高い人では，実はたいていの項目はその人の特性値を測定するのにほぼ無意味です。 というのも，ある程度難易度の高い項目に正解する人は，難易度の低い項目にはほぼ確実に正解するだろうと言えるためです。 つまり，「ある程度難易度の高い項目」の情報さえあれば「難易度の低い項目」の情報は無くても特に問題ない（真値の推定には影響しない）と言えます。 先ほど，標準誤差はサンプルサイズが多くなるほど小さくなる，ということを説明しました。 本来，特性値の真値によって「その人の特性値を測定するのに意味のある」項目の数は変わるはずだと考えると，標準誤差も個人（の特性値の値）ごとに変わると考えるのが自然な気がしてきます。

IRTでは，この問題を克服するために項目情報量 (item information)およびテスト情報量 (test information)というものを用います。 この項目情報量・テスト情報量は，後述するテストの設計などにおいても大きな力を発揮してくれます。








実際のテストで標準誤差の不均一性があまり問題にならない理由




例えば大学受験生の数学力を測定するテスト（大学入学共通テストなど）を考えてみると，「東大を狙うレベルの受験生」と「大学のレベルは問わない受験生」では，どう考えても「その人の能力を測定する上で意味のある問題」は異なるはずです。 そのように考えると，特性値の真値（受験者の能力のレベル）によって標準誤差が異なるはずだ，という点は結構重要なことだと思われるかもしれません。

実際にこのようなテストで標準誤差の不均一性をあまり気にしないのは，テストの設計時に細心の注意を払っているためと言えます。 例えば大学入学共通テストやTOEICなどでは，簡単な問題から難しい問題までをバランスよく組み合わせることで，少なくともそのテストの目的である範囲の能力の測定においては十分な精度で測定ができるようになっています（たぶん）。 一方で，もちろんそのテストが意図した範囲外の回答者に対して同様に使えるテストであることは保証されません。 例えば大学入学共通テストは，中学生の数学力を測るのにも，また超天才の数学力を測るのにも不向きでしょう。

まとめると，古典的テスト理論の範囲では，ある特定の範囲においては十分な精度で特性値を測定可能であることを求めています。 そして，実際には特性値のレベルごとに異なる精度（標準誤差）を，平均化（周辺化）することで一つの値として表しているのです（これが，(-式 8.51)式中の観測値の分散\(\sigma_x^2\)に表れています）。

反対に言えば，このあと紹介する「情報量」の考え方を利用すると，上記の課題をクリアすることできます。 つまり，もともとある特定の範囲を対象に設計したテストを，その範囲外に適用せざるを得なくなったときにどのような精度になるかが分かったり，あるいは同じ特性値の異なる範囲を測定する異なるテスト間で測定精度を統一的に評価したり，といったことが可能になります。








8.10.1 情報量とは

項目情報量の話に入る前に，少しだけ「情報量」とは何かについてごくごく簡単に説明しておきましょう。 我々は，一般名詞として「情報」という言葉を使うことが多々あります。 この時の「情報」は，何かしらの事柄について「知らなかった」状態から「知っている」状態に遷移させるものという見方ができます。

この「情報」を確率の世界に持ち込むため，以下の例え話における「情報」について考えてみましょう。




いま，Aさんは52枚のトランプから1枚のカードを引きました。 Aさんの向かいに座っているBさんには，もちろんAさんのカードが何かは全くわかりません。 つまりこの段階でBさんがAさんのカードを言い当てる確率は\(1/52\)です。 ここで，Aさんから「スペードのカードを持っている」という情報が得られたとします。 すると，Bさんの中にあったカードの候補は52枚から13枚に減ります。 この時点では，BさんがAさんのカードを言い当てる確率は一気に4倍になり\(1/13\)になっています。 「スペードのカードを持っている」という情報はBさんの予測の精度を一気に4倍に引き上げたわけです。

ここで，Bさんは次に「黒のカードを持っている」という情報を得たとします。 この情報では，Bさんの中にあったカードの候補は13枚のまま変わりません。 したがってこの情報は，今のBさんにとっては何の価値も持っていません。 一方で，Bさんが「エースのカードを持っている」という情報を得た場合には，前の情報と合わせて「スペードのエース」であることが確定します。 この場合には，BさんがAさんのカードを当てる確率はさらに一気に13倍となるわけです。







この例え話からは，情報量に関する以下の性質がわかります。


	情報は予測の精度を高める： 情報量が多くなるほど，正確に予測ができるようになります。

	より不確実性を下げる情報のほうが情報量が多い： マークは4通りである一方で，数字は13通りあるため，数字の情報のほうが不確実性をより大きく下げている＝情報量が多いと解釈できます。

	独立な情報の情報量は加法的である： マークと数字は互いに独立なので，先に「エースを持っている」という情報を得たとしてもカードを当てる確率はやはり13倍（\(1/52\)から\(1/4\)）になっていました。



ここまでの話をIRTに置き換えてみます。 \(\theta_p\)の予測に際して，項目がもつ情報量を考えてみましょう。 図 8.32 には困難度がそれぞれ\((0,3)\)の2つの項目のICCが描かれています。






[image: ]



図 8.32: IRTにおける情報の考え方








ある回答者\(p\)は，それまでの項目への解答状況から\(\hat{\theta}_p=0\)だと予測されているとします。 すると，この回答者\(p\)にとって，緑の項目（\(\beta_i=0\)）は正解するかどうかがかなり不確実（50%）です。 そしてこの項目への反応によって\(\hat{\theta}_p=0\)の予測は変化し，多少なりともより正確なものになるでしょう。 そう考えると，緑の項目は\(\hat{\theta}_p=0\)の人にとってそれなりの情報量を持っていると考えられます。

一方で赤い項目（\(\beta_i=3\)）を見ると，\(\hat{\theta}_p=0\)の人はほぼ確実に正解しないだろうという予想がつきます。 つまり，出題時点で赤い項目に対する不確実性はほぼゼロ，ということです。 実際にこの回答者\(p\)が赤い項目に不正解だったとしても，「そうでしょうね」という話なので\(\theta_p\)の予測に対して特に新規の情報をもたらすものとは言えません24。 同様に，緑の項目でも\(\hat{\theta}_p=3\)の人にとってはほぼ情報量のない項目，ということになります。 このように，ある項目は，その項目の困難度が回答者の\(\theta\)に対してちょうどよいほど，\(\theta\)の推定に対して多くの情報量を持っているのです。 ということである項目が持つ項目情報量は，実際には\(\theta\)の値によって変動する関数になっています。 この関数のことを項目情報関数 (item information function [IIF])と呼びます25。 この節のはじめにお話したように，IRTでは真値によって標準誤差が変わるようにすることを考えます。 この後具体的な関数の形を示しますが，項目情報関数を\(\theta\)の関数として表すことによってその目的を達成しようというわけです。



8.10.2 項目情報関数

IRTにおける情報量の考え方のイメージを確認したので，具体的な項目情報関数の式を見てみましょう。 二値型モデルの場合，項目情報関数\(I_i(\theta)\)は \[
I_i(\theta)=\frac{P'(y_{i}=1)^2}{P(y_{i}=1)(1-P(y_{i}=1))}
\tag{8.53}\] という式になります。ここで\(P'(y_{i}=1)\)は，\(P(y_{i}=1)\)を\(\theta\)で微分した導関数です。 …といってもよくわからないと思うので，実際に見てみましょう。 図 8.33 は， 図 8.32 に示したICCを持つ2項目のロジスティックモデルにおける項目情報関数です。 どちらの線も先程説明したように，正解するかが最も不確実な\(\theta_p=\beta_i\)のところで情報量が最大になっています。
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図 8.33: 項目情報関数








IIFの式 \[
I_i(\theta)=\frac{P'(y_{i}=1)^2}{P(y_{i}=1)(1-P(y_{i}=1))}
\tag{8.54}\] を求めるためには，\(P(y_{i}=1)\)の導関数を求める必要があります。 正規累積モデルは項目反応関数の中に積分が含まれているためこれを求めるのはかなり大変なのですが，それと比べるとロジスティックモデルでは解析的にIIFの式を求めることができます。 例えば2パラメータロジスティックモデルの場合，IIFは \[
I_i(\theta)=\alpha_i^2P(y_{i}=1)(1-P(y_{i}=1))
\tag{8.55}\] となります。 この式からも，IIFは\(P(y_{i}=1)=0.5\)となる\(\theta=\beta_i\)の点において最大値をとることがわかります。 同時に，識別力\(\alpha_i\)が大きいほど項目情報量も多くなることがわかります。

図 8.34 に，識別力が異なる2つの項目(\(\beta_i=0\); ICCは 図 8.8 ) のロジスティックモデルでのIIFを示しました。 識別力が高い項目ほど，項目特性関数の傾きが大きくなっていました。 そのため\(\theta_p\)が高い人は正解し\(\theta_p\)が低い人は不正解する，というメリハリがついていました。 \(\theta_p\)の推定という視点から言えば，\(\alpha_i\)が大きい項目ほどその項目への正誤が特性値の推定により確かな情報を与えるという意味で，\(\alpha\)と項目情報量には密接な関係があるわけです。
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図 8.34: 異なる識別力を持つ項目のIIF








しかし改めて 図 8.34 をよく見ると，\(\theta_p=0\)付近では識別力の高い緑の項目のほうが高い情報量を持っている一方で，\(\theta_p\)が0から離れたところではむしろ識別力の低い青い項目のほうが高い情報量を持っています。 そして対応する 図 8.8 を見ると，識別力\(\alpha_i\)が高くなるほど，\(\theta_p\)が\(\beta_i\)から離れると急激に\(P(y_{i}=1)\)が0.5から離れていることが分かります。 つまり「正解するかが不確実」な（≒情報量を持ちうる）\(\theta_p\)の範囲は識別力の高さと反比例しており，その結果\(\theta_p\)が\(\beta_i\)から離れたところでの項目情報量も少なくなってしまうのです。

この事実は「識別力は高ければ高いほど良いわけではない」ことを教えてくれています。 極端な例として「\(\theta_p<\beta_i\)の人は確実に間違えるが，\(\theta_p\geq\beta_i\)の人は確実に正解する」項目を考えてみましょう。 その項目は識別力\(\alpha_i\rightarrow\infty\)であり， 図 8.35 のようなICCをもつ項目です。
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図 8.35: 完全な識別力を持つ項目があったら








この項目は「\(\theta_p\)が\(\beta_i\)より上か下か」に関しては完全な情報を教えてくれます(\(I_i(\theta_p=\beta_i)=\infty\))。 その一方で\(\theta_p>\beta_i\)の範囲では，\(\theta_p\)が\(\beta_i\)よりどの程度高かろうと\(P(y_{i}=1)\)は100%（逆もまた然り）なので，「\(\theta_p\)が\(\beta_i\)よりどの程度上か下か」に関しては全くわかりません(\(I_i(\theta_p\neq\beta_i)\simeq0\))。 このように，識別力が高すぎる項目は有効な\(\theta_p\)の範囲が狭すぎるため，多くの回答者にとって意味のない項目になってしまう可能性があるわけです。








多値型モデルでの項目情報量




（いつか書きたいという気持ちだけは常に持っている）









8.10.3 テスト情報関数

ここまで，項目情報関数の定義およびその性質を見てきました。 この「情報」は，\(\theta_p\)を推定するための「情報」を表しているわけですが，\(\theta_p\)の推定は尺度・テスト内のすべての項目への回答を総合して行われるものです。 そのため，次は項目情報関数を拡張して尺度全体での情報関数を考えてみます。

情報量には「独立な情報の情報量は加法的である」という性質がありました。 IRTでもこの性質は健在です。 もしテスト全体が局所独立の仮定を満たしているならば，テスト情報関数(test information function [TIF]) は単純に \[
I(\theta) = \sum_{i=1}^{I}I_{i}(\theta)
\tag{8.56}\] と表せます。 そしてテスト情報量の重要な性質として，真の特性値が\(\theta_p\)の人における最尤推定量\(\hat{\theta}_p\)の誤差分散は漸近的に \[
\sigma^2_{(\hat{\theta}_p|\theta_p)}=\frac{1}{I(\theta_p)}
\tag{8.57}\] となることが知られています。 ということで，標準誤差は \[
\sigma_{(\hat{\theta}_p|\theta_p)}=\frac{1}{\sqrt{I(\theta_p)}}
\tag{8.58}\] となります。 これは古典的テスト理論の表記に合わせると，最尤推定値\(\hat{\theta}_p=\theta_p+\varepsilon_p\)とした場合の\(\sigma_{\varepsilon}\)に相当するものです。 このように，IRTでは測定の精度を表す標準誤差を，\(\theta_p\)の関数として求めることができるわけです。



8.10.4 Rで情報量を確認する

項目・テスト情報関数の考え方がわかったところで，実際の項目での関数を確認してみましょう。 これまでICCを出すために使っていたplot()関数によって，IIFも出すことができます。 項目情報関数を出す場合にはtype = "infotrace"とします。





コード 8.36: 項目情報関数


plot(result_2plm, type = "infotrace", facet_items = FALSE)
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図 8.36: 項目情報関数








先ほど説明した通り，低識別力の項目1は他の項目と比べて圧倒的に情報量が少ないことがわかります。 また、\(\theta_p>2\)のエリアでは、Q1_10以外のほぼどの項目も情報量が無いため、この10項目では特性値が高い人についてはまともな推定はできなさそうだということがわかります。 この項目情報関数を見れば，例えばどうしても1項目削除しないといけないとしたら，基本的にはQ1_1を削除したら良いが，もしも\(\theta_p=-6\)付近がメインターゲットだとしたらむしろQ1_1は残したほうが良いとか、\(\theta_p>2\)がメインターゲットならば現状の項目セットではどうしようもないので新規項目を追加する必要がある、というように状況に応じた決定をサポートしてくれるでしょう。

具体的に特定の\(\theta_p\)の値における項目情報量を出したい場合にはiteminfo()関数を使います。





コード 8.37: 項目情報量


# はじめに項目パラメータの情報だけ抽出する必要がある
# 1番目の項目を抽出するなら
item1 <- extract.item(result_grm, item = 1)
# 引数Thetaには，どの値での特性値を出したいかを指定する
iteminfo(item1, Theta = c(-4, -2, 0, 2, 4))








[1] 0.10354648 0.10516020 0.10114364 0.08337954 0.04723855






続いてテスト情報関数です。 こちらは引数をtype = "info"とすることで表示できます。





コード 8.38: テスト情報関数


# 引数typeは同じ
# type = "infotrace"とすると前述の項目情報関数になる
plot(result_2plm, type = "info")
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図 8.37: テスト情報関数








尺度（10項目）全体を見ても，項目困難度がまんべんなく存在している-3から0付近の情報量が高い一方で，すべての項目の困難度が0以上なので\(\theta_p\)が正のエリアでは情報量がさほど高くないことがわかります。

プロットする際に引数typeを"infoSE"にすると，標準誤差を合わせて出してくれるようになります。





コード 8.39: テスト情報関数に標準誤差を添えて


# 引数typeは同じ
plot(result_2plm, type = "infoSE")
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図 8.38: テスト情報関数に標準誤差を添えて















うまくいかない場合




もしかしたら，以下のようなエラーが出てプロットが表示されないかもしれません。



Error in eval(expr, envir, enclos): latticeExtra package is not available. Please install.





その場合は，指示に従ってinstall.packages("latticeExtra")をしてから再度実行してください。







最も情報量が高い\(\theta_p=-1.4\)付近では，標準誤差はだいたい\(\frac{1}{\sqrt{2.82}}\simeq0.60\)くらいになっています。 仮に\(\theta_p\)の真値が\(-1.4\)の人が大量にいた場合，その人達の推定値は平均で0.6くらいは上下するだろう，ということです。 裏を返せばその程度の精度でしか推定できていないならば，例えば\(\hat{\theta}_p=-1.3\)の人と\(\hat{\theta}_p=-1.5\)の人がいたとしても，前者のほうが真の特性値が高いとはなかなか言い切れないわけですね。

具体的に特定の\(\theta_p\)の値におけるテスト情報量を出したい場合にはtestinfo()関数を使います。





コード 8.40: テスト情報量


# 引数Thetaには，どの値での特性値を出したいかを指定する
testinfo(result_grm, Theta = c(-4, -2, 0, 2, 4))








[1] 2.8917688 3.9684301 3.8450407 2.5423962 0.5038195










コード 8.41: 標準誤差


# 標準誤差を出すならばこの逆数のルートを取れば良い
1 / sqrt(testinfo(result_2plm, Theta = c(-4, -2, 0, 2, 4)))








[1] 1.2460379 0.6335903 0.7433266 1.8358362 5.2840351






\(\theta_p=4\)の人では，テスト情報量が0.5程度しかなく，標準誤差が5.28と非常に大きくなっています。 つまりこの10項目で推定を行っても，\(\theta\)の真値が4の人に対する推定値は平均で\(\pm 5\)くらいには変動するわけです。 そう考えると，この10項目ではどうあがいても\(\theta_p\)が高い層においてまともな推定値は得られないということが分かります。




8.11 （おまけ）多母集団モデルと特異項目機能

 多母集団同時分析のところ （ セクション 7.9 ） では，多母集団同時分析という枠組みを紹介しました。 当然ながらIRTにおいても，多母集団同時分析を実行することができます。 そもそもSEMやIRTにおいて多母集団モデルを行う理由が何だったのかを思い出してみると，その一つには「集団ごとに異なる回答傾向の原因を探る」という点がありました。 SEMにおける多母集団モデルでは，例えばある（心理）尺度への回答において，特定のグループ（e.g., 男性・公立高校生・日本人）と別のグループ（e.g., 女性・私立高校生・米国人）で平均点に差があったとしたら，


	まず測定不変性（因子負荷および切片が同じ）を確認した上で

	因子得点の平均値を集団ごとに自由推定することで差を見る



という手続きを取るのが一般的です。 ここで重要になってくるのが，そもそも回答傾向に違いが生じる原因は2種類あるという点です。 先程の手続きの2つのステップに対応する形で


	そもそも項目・尺度が測っている構成概念の意味がグループ間で異なる

	構成概念の意味は同じだが，その特性の強さがグループ間で異なる



という2つの可能性が考えられます。 SEMの多母集団モデルでは，多くの場合2番目に強い関心があることに加えて，ひとつひとつの項目よりは尺度全体としての測定不変性に関心があるためか，1番目についてはあくまでも前提条件扱いであまり重要視されていない気がします。

これに対してIRTの場合，観測されるデータは回答者と項目の交互作用として考えられる側面が強いため，「具体的にどの項目がグループ間で異なる挙動をしているか」というような項目側の要因にも関心があることが多いです。 この「異なるグループ間で項目が異なる挙動をする」ことを，一般的には特異項目機能 (Differential Item Functioning [DIF])と呼びます。 そんなわけで，IRTにおける多母集団モデルは主に以下の2種類の用途で用いられることがあります。


	特性値\(\theta\)の分布はグループ間で共通として，グループごとに推定される項目パラメータ\(\alpha, \beta\)の差異（=DIF）を見る

	項目パラメータ\(\alpha, \beta\)はグループ間で共通だとして，特性値\(\theta\)の分布のグループごとの差異を見る（SEMで言うところの強測定不変モデルと同じ）



mirtパッケージで多母集団IRTモデルを実行するためには，mirt()関数の代わりにmultipleGroup()関数を使用します。 multipleGroup()関数では，mirt()関数に引数に加えてgroupという引数が登場します。 lavaanパッケージのときにも多母集団モデルでは引数groupを指定しましたが，その時とは指定の仕方が異なるのでご注意ください。





コード 8.42: 多母集団IRTモデル（用途1）


# modelに1を与えておけば普通の一次元モデルになる
# 引数groupにはcharacter型かfactor型のベクトルを与える必要がある
result_group <- multipleGroup(dat_bin, model = 1, itemtype = "2PL", group = as.character(dat$gender))









結果を見るための関数は概ねmirt()のときと同じように使えます。 とりあえず推定された項目パラメータを見てみましょう。





コード 8.43: 項目パラメータのチェック


coef(result_group, simplify = TRUE, IRTpars = TRUE)








$`1`
$items
          a      b g u
Q1_1  0.447 -2.061 0 1
Q1_2  1.057 -1.751 0 1
Q1_3  0.971 -1.545 0 1
Q1_4  1.169 -1.271 0 1
Q1_5  1.073 -1.385 0 1
Q1_6  1.249 -1.455 0 1
Q1_7  1.281 -1.086 0 1
Q1_8  1.273 -1.111 0 1
Q1_9  1.045 -0.930 0 1
Q1_10 1.156  0.203 0 1

$means
F1 
 0 

$cov
   F1
F1  1


$`2`
$items
          a      b g u
Q1_1  0.294 -4.870 0 1
Q1_2  0.853 -3.029 0 1
Q1_3  0.962 -2.178 0 1
Q1_4  0.858 -2.118 0 1
Q1_5  0.871 -2.184 0 1
Q1_6  1.234 -1.613 0 1
Q1_7  1.449 -1.268 0 1
Q1_8  1.228 -1.369 0 1
Q1_9  1.574 -1.041 0 1
Q1_10 1.322 -0.127 0 1

$means
F1 
 0 

$cov
   F1
F1  1






結果を見ると，$`1`と$`2`という2つに分かれて，それぞれ項目パラメータの推定値が出ています。 これは，引数groupで指定したグループの値ごとに項目パラメータをそれぞれ推定した結果です。 （2つのグループで\(\theta\)の分布が同じという前提のもとで）もしも推定された項目パラメータが大きく異なる場合には，DIFが発生していると考えられるわけです。 また，各グループにおいて$meansおよび$covはそれぞれ0，1となっています。 multipleGroup()関数は，デフォルトではこのように「各グループの\(\theta\)の母集団分布がそれぞれ標準正規分布である」という設定のもとで項目パラメータを推定します。

特性値\(\theta\)の分布のグループごとの差異を見たい場合には，SEMの多母集団モデルと同じ要領で等値制約を表す引数を与える必要があります。 lavaanでの多母集団モデルを実行したときには，因子負荷の等値制約などを引数group.equalで指定しました。 multipleGroup()では，invarianceという引数が用意されています。 この引数には， 表 8.4 に示す値を入れることが出来ます。 free_meansおよびfree_varsという値があるということは，これらを設定しない限り，全てのグループの\(\theta\)は標準正規分布に固定されてしまうということなのでご注意ください。




表 8.4: 引数invarianceに指定できるもの





	指定
	制約されるもの





	free_means
	グループ1以外の\(\theta\)の平均値を自由推定する



	free_vars
	グループ1以外の\(\theta\)の分散を自由推定する



	slopes
	項目の識別力パラメータをグループ間で同じとする



	intercepts
	項目の切片パラメータをグループ間で同じとする














コード 8.44: 多母集団IRTモデル（用途2）


# 引数invarianceで等値制約を指定する
# "free_means" と "free_vars"を入れないとN(0,1)のままなので注意
result_group2 <- multipleGroup(dat_bin, model = 1, itemtype = "2PL", group = as.character(dat$gender), invariance = c("free_means", "free_vars", "slopes", "intercepts"))









改めて推定されたパラメータを見てみましょう。





コード 8.45: 項目パラメータのチェック


coef(result_group2, simplify = TRUE, IRTpars = TRUE)








$`1`
$items
          a      b g u
Q1_1  0.445 -2.584 0 1
Q1_2  1.072 -1.978 0 1
Q1_3  1.067 -1.555 0 1
Q1_4  1.041 -1.414 0 1
Q1_5  1.038 -1.482 0 1
Q1_6  1.133 -1.396 0 1
Q1_7  1.294 -1.003 0 1
Q1_8  1.162 -1.078 0 1
Q1_9  1.272 -0.792 0 1
Q1_10 1.208  0.242 0 1

$means
F1 
 0 

$cov
   F1
F1  1


$`2`
$items
          a      b g u
Q1_1  0.445 -2.584 0 1
Q1_2  1.072 -1.978 0 1
Q1_3  1.067 -1.555 0 1
Q1_4  1.041 -1.414 0 1
Q1_5  1.038 -1.482 0 1
Q1_6  1.133 -1.396 0 1
Q1_7  1.294 -1.003 0 1
Q1_8  1.162 -1.078 0 1
Q1_9  1.272 -0.792 0 1
Q1_10 1.208  0.242 0 1

$means
 F1 
0.4 

$cov
      F1
F1 1.013






確かに項目パラメータの推定値がグループ間で同じになり，$`2`の$meansおよび$covの値が変わりました。 この結果は（2つのグループでDIFが発生している項目が無いという前提のもとで）グループ2のほうが\(\theta\)の平均値が高いことを示しているわけです。


8.11.1 DIFの評価

ここからは，DIFが発生しているかを評価するいくつかの方法を紹介します。 とりあえず二値IRTモデルについての方法を紹介していきますが，多くの方法はすでに多値モデルに対する拡張も提案されているはずなので，興味があれば探してみてください。


ノンパラメトリックな方法

DIFの検出法は，大きく分けるとIRTモデルに基づく，つまり項目パラメータの推定値によって行われるパラメトリックな方法と，IRTを使用しないノンパラメトリックな方法に分けられます。 ノンパラメトリックな方法として最も有名なのが，\(2\times2\)クロス表に対する\(\chi^2\)検定を拡張したMantel-Haenszel検定 （マンテル・ヘンツェル検定: Mantel & Haenszel, 1959）に基づく方法です。 手法自体は非常に古いものですが，その使いやすさから近年でもDIF検出の方法として非常に多く用いられているようです （Berrío et al., 2020）。

MH検定では，まず各集団を何らかの変数の値によって\(K\)層に層化します。 DIF検出の場合には，IRTで推定された特性値\(\theta\)や合計点などによって層化するのが一般的です。 表 8.5 は，そうして層化されたうちの第\(k\)層について，ある二値項目に対する回答をグループごとに集計したものです。 MH検定では， 表 8.5 のような\(2\times2\)クロス表が\(K\)個あるときに，それらを全部ひっくるめて独立性の検定を行う手法と言えます。




表 8.5: 第\(k\)層\((k=1,2,\cdots,K)\)におけるクロス表





	

	

項目\(j\)



	




	
項目\(i\)

	
当てはまらない

	
当てはまる

	
計






	
グループA

	
\(x_{A0}^{(k)}\)

	
\(x_{A1}^{(k)}\)

	
\(n_A^{(k)}\)




	
グループB

	
\(x_{B0}^{(k)}\)

	
\(x_{B1}^{(k)}\)

	
\(n_B^{(k)}\)




	
計

	
\(n_0^{(k)}\)

	
\(n_1^{(k)}\)

	
\(N\)











まずは一つの層から考えることで，具体的な方法を紹介していきましょう。 例えば\(\theta\)が最も低い人達が集められた第1層において，グループAの人たちのほうが「当てはまる」と回答した割合が高かったとします。 このように，特定の層に絞ったときに回答傾向に違いが見られるというのも立派なDIFです。 そしてDIFが発生している場合には，2つのグループにおける回答の割合つまりオッズ比 \[
\mathrm{OR}^{(k)} = \frac{x_{A1}^{(k)}/n_A^{(k)}}{x_{B1}^{(k)}/n_B^{(k)}}
\tag{8.59}\] が1ではない，という見方ができます。 MH検定では，このオッズ比を全ての層について統合したもの \[
\mathrm{OR}^{(\mathrm{MH})} = \frac{\sum_{k=1}^{K}x_{A1}^{(k)}/n_A^{(k)}}{\sum_{k=1}^{K}x_{B1}^{(k)}/n_B^{(k)}}
\tag{8.60}\] が1であるかどうかを検定します。

MH検定の結果が有意であれば，データ全体として一方のグループのほうが「当てはまる」と回答した割合が高かったと言えます。 ICC的に言えば 図 8.39 のような状況であると言えるわけです。






[image: ]



図 8.39: MH検定で検出可能な（均一）DIF








一方で，MH検定では検出できないDIFも存在します。 図 8.40 に示されているDIFでは，\(\theta_p\)の低い層ではグループAのほうが「当てはまる」割合が高い一方で，\(\theta_p\)の高い層では逆転が起こっています。 \(\mathrm{OR}^{(k)}\)を一つ一つ見れば1ではないわけですが，これを統合した\(\mathrm{OR}^{(\mathrm{MH})}\)は1になってしまうわけです。 MH検定による方法は， 図 8.39 に示した均一DIFは検出可能な一方で， 図 8.40 のような不均一DIFは検出できないかもしれない方法であることに気をつけましょう。






[image: ]



図 8.40: 不均一DIF










項目パラメータの推定値を比べる方法

IRTに基づくパラメトリックな方法として，まずは項目パラメータの推定値の差を直接検定する方法を紹介します。 Wald検定は，パラメータの推定値に対して用いられる検定の一種です。 一般的に用いられる一変量Wald検定では，パラメータ\(\xi\)の推定値\(\hat{\xi}\)に対して \[
W = \left(\frac{\hat{\xi}-\xi_0}{\sigma_{\hat{\xi}}}\right)^2
\tag{8.61}\] という検定統計量を考えます。ただし\(\xi_0\)は帰無仮説における値，\(\sigma_{\hat{\xi}}\)は\(\hat{\xi}\)の標準誤差です。 検定統計量\(W\)は自由度1の\(\chi^2\)分布に従うことが知られているため，これを用いて「\(\hat{\xi}\)が\(\xi_0\)である」という帰無仮説を検定します。

Lord （1980） はこのWald検定によってDIFを検出する方法を提案しました。 DIFが発生している場合には，グループごとに推定された項目パラメータに差があると考えられるため，(8.61)式の中身を「2つのグループでの推定値」に置き換えることにより，例えば項目\(i\)の困難度\(\beta_i\)であれば \[
\begin{aligned}
\begin{split}
W &= \left(\frac{\beta_i^{(A)}-\beta_i^{(B)}}{\sigma_{\beta_i^{(A)}-\beta_i^{(B)}}}\right)^2 \\
&= \left(\frac{\beta_i^{(A)}-\beta_i^{(B)}}{\sigma_{\beta_i^{(A)}} + \sigma_{\beta_i^{(B)}}}\right)^2
\end{split}
\end{aligned}
\tag{8.62}\] という形で，同じようにWald検定を実行することができます。

Wald検定で用いるWald統計量\(W\)は「推定値の差」を「標準誤差」で割った形をしているため，パラメータの数が複数であっても同じように定義することができます。 例えば項目\(i\)の識別力と困難度を並べたベクトル\(\symbf{\xi}_i = \begin{bmatrix}\alpha_i & \beta_i\end{bmatrix}\)に対して \[
W = \symbf{\xi}_i\symbf{\Sigma}^{-1}\symbf{\xi}_i^\top
\tag{8.63}\] という統計量（\(\symbf{\Sigma}\)は標準誤差行列）を考えてやれば，これが自由度2（＝パラメータの数）の\(\chi^2\)分布に従うため，同じようにして検定ができるのです。



項目特性曲線を比べる方法

IRTでは，推定された項目パラメータをもとに項目特性曲線（ICC）を描くことが出来ました。 ICCは，いわば「得点の期待値」を表したグラフです。 したがって「グループ間でICCのずれが大きい」場合にはDIFが発生していると考えることが出来そうです （Raju, 1988）。 ICCのずれとは， 図 8.41 でオレンジ色に塗りつぶされた部分の面積のことです。 これが大きい場合には，確かにDIFが発生していると言えそうです。
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図 8.41: グループ間でのICCのズレ








グループAにおけるICC（正答確率）は，2パラメータロジスティックモデルならば \[
P_i^{(A)}(\theta) = P(y_{pi}=1|\theta) = \frac{1}{1+\exp[\alpha_i^{(A)}(\theta-\beta_i^{(A)})]}
\tag{8.64}\] と表せるため，ICCのズレの面積に基づくDIFの指標として，例えば \[
\mathrm{DIF}_i = \int_{-\infty}^{\infty}\left\vert P_i^{(A)}(\theta) - P_i^{(B)}(\theta)\right\vert f(\theta)d\theta
\tag{8.65}\] というものを考えることができるわけです（e.g., Chalmers, 2018; Raju et al., 1995）。ただし\(f(\theta)\)は\(\theta\)の母集団分布（普通は標準正規分布）を指しています。



Rでやってみる

DIFの検出法は相当たくさんあります （レビューとして Berrío et al., 2020; Kleinman & Teresi, 2016 など）。 ということで検出法の紹介はこのあたりでおしまいにして，mirtパッケージに実装されているDIF検出法を試してみましょう26。 これまでに紹介した方法と異なるのですが，DIF()関数を使うと，モデル比較および尤度比検定の観点からDIFの有無を評価してくれます。 DIF()関数のデフォルトの挙動では，第一引数で与えたモデルをベースラインに特定の1項目のみに等値制約をかけた（＝その項目にはDIFが無いと仮定した）ときの変化を計算します。 ここで等値制約がかかるのは引数which.parで指定したパラメータです。 したがって，2パラメータモデルの場合はwhich.par = c("a1", "d")と指定することで「その項目の全ての項目パラメータのDIFを丸ごと評価する」ことを意味します。 （あまり無いケースですが）例えば識別力には興味がなく，困難度（切片）のDIFだけに関心がある場合にはwhich.par = "d"としたら良いわけです。





コード 8.46: DIFの検出（1）


DIF(result_group, which.par = c("a1", "d"))








      groups converged     AIC   SABIC      HQ     BIC     X2 df     p
Q1_1     1,2      TRUE -24.578 -19.339 -20.363 -12.985 28.578  2     0
Q1_2     1,2      TRUE -32.846 -27.608 -28.632 -21.253 36.846  2     0
Q1_3     1,2      TRUE -18.162 -12.924 -13.948  -6.569 22.162  2     0
Q1_4     1,2      TRUE -13.108  -7.870  -8.894  -1.515 17.108  2     0
Q1_5     1,2      TRUE -13.712  -8.473  -9.497  -2.119 17.712  2     0
Q1_6     1,2      TRUE   2.217   7.456   6.432  13.810  1.783  2  0.41
Q1_7     1,2      TRUE  -4.187   1.052   0.028   7.406  8.187  2 0.017
Q1_8     1,2      TRUE  -1.149   4.090   3.066  10.444  5.149  2 0.076
Q1_9     1,2      TRUE -15.366 -10.128 -11.151  -3.773 19.366  2     0
Q1_10    1,2      TRUE  -9.558  -4.320  -5.344   2.035 13.558  2 0.001






結果を見てみると，SEMの多母集団モデルのときにも登場したAICやBICなどの情報量規準およびX2（\(\chi^2\)）統計量とこれに関連した自由度・\(p\)値が表示されています。 例えばQ1_1行のAICの値-24.578というのは，「Q1_1のみグループごとに項目パラメータが同じ＝DIFが無いという制約をかけることで，AICが24.578悪化した」ということを意味します。 したがって，AICのみで判断するならばQ1_1にはDIFが生じている，と言えるわけです。 同様に，\(\chi^2\)検定の結果も「その項目にはDIFが発生していないとする（グループ間で等値制約を置く）ことでモデル適合度がどの程度悪化するか」という観点に基づく尤度比検定が行われています27。

実際にDIFがありそうと判断された項目についてICCを見るには，引数plotdif = TRUEを与えてください。





コード 8.47: DIFがありそうな項目のICC


# デフォルトではSABICがマイナスになっている項目のプロットを表示する
DIF(result_group, which.par = c("a1", "d"), plotdif = TRUE)








      groups converged     AIC   SABIC      HQ     BIC     X2 df     p
Q1_1     1,2      TRUE -24.578 -19.339 -20.363 -12.985 28.578  2     0
Q1_2     1,2      TRUE -32.846 -27.608 -28.632 -21.253 36.846  2     0
Q1_3     1,2      TRUE -18.162 -12.924 -13.948  -6.569 22.162  2     0
Q1_4     1,2      TRUE -13.108  -7.870  -8.894  -1.515 17.108  2     0
Q1_5     1,2      TRUE -13.712  -8.473  -9.497  -2.119 17.712  2     0
Q1_6     1,2      TRUE   2.217   7.456   6.432  13.810  1.783  2  0.41
Q1_7     1,2      TRUE  -4.187   1.052   0.028   7.406  8.187  2 0.017
Q1_8     1,2      TRUE  -1.149   4.090   3.066  10.444  5.149  2 0.076
Q1_9     1,2      TRUE -15.366 -10.128 -11.151  -3.773 19.366  2     0
Q1_10    1,2      TRUE  -9.558  -4.320  -5.344   2.035 13.558  2 0.001
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図 8.42: DIFがありそうな項目のICC








確かにICCにはそこそこのずれがありそうです。

「項目1つ1つについてDIFの有無をチェックする」という意味では，全く逆方向からのアプローチを取ることも可能です。 パラメータ推定時にinvariance = c("free_means","free_vars","slopes","intercepts")を与えると，全ての項目パラメータが同じ，すなわち全ての項目にDIFが無いことを仮定した上での推定を行うことが出来ました。 このときの結果（result_group2）をベースラインとして考えると，DIF()関数には特定の1項目のみから等値制約を外した（＝その項目だけDIFがあると仮定した）ときの変化を計算してもらいたいところです。 これを実現するためには，DIF()関数の引数schemeを指定する必要があります。





コード 8.48: DIFの検出（2）


# 等値制約を"drop"して検証してほしい
DIF(result_group2, which.par = c("a1", "d"), scheme = "drop")








      groups converged     AIC  SABIC     HQ    BIC     X2 df     p
Q1_1     1,2      TRUE -10.691 -5.452 -6.476  0.902 14.691  2 0.001
Q1_2     1,2      TRUE  -8.581 -3.343 -4.367  3.012 12.581  2 0.002
Q1_3     1,2      TRUE  -0.172  5.066  4.042 11.420  4.172  2 0.124
Q1_4     1,2      TRUE   1.756  6.995  5.971 13.349  2.244  2 0.326
Q1_5     1,2      TRUE   2.772  8.010  6.986 14.365  1.228  2 0.541
Q1_6     1,2      TRUE  -2.267  2.972  1.948  9.326  6.267  2 0.044
Q1_7     1,2      TRUE   1.468  6.706  5.683 13.061  2.532  2 0.282
Q1_8     1,2      TRUE   0.590  5.829  4.805 12.183   3.41  2 0.182
Q1_9     1,2      TRUE  -1.618  3.620  2.596  9.975  5.618  2  0.06
Q1_10    1,2      TRUE   3.055  8.293  7.270 14.648  0.945  2 0.623






結果の見方は先程と同じです。情報量規準の値がマイナスになっている・検定が有意になっている（\(p < .05\)）項目は等値制約を外したほうが適合度が良くなっている＝DIFの疑いあり，と判断することができます。

続いてはLordのWald検定の結果を出してみます。 ただ，Wald検定を行うためには「推定値の標準誤差行列」が必要になるため，まずは標準誤差を推定するように引数SE = TRUEを付け加えてやり直す必要があります。





コード 8.49: 標準誤差を推定してほしい


# SE = TRUEにするだけ
result_group <- multipleGroup(dat_bin, model = 1, itemtype = "2PL", group = as.character(dat$gender), SE = TRUE)









推定された標準誤差行列は一応result_group@vcovで見ることができますが，見たところでよくわからないと思うのでそっとしておいてあげてください。

無事標準誤差が推定できたので，これを用いてWald検定に望みます。 Wald検定は，DIF()関数で引数Wald = TRUEを与えることで実行可能です。





コード 8.50: DIFの検出（3）：Wald検定


DIF(result_group, which.par = c("a1", "d"), Wald = TRUE)








      groups      W df     p
Q1_1     1,2 28.652  2     0
Q1_2     1,2 36.341  2     0
Q1_3     1,2 22.179  2     0
Q1_4     1,2 16.473  2     0
Q1_5     1,2 17.345  2     0
Q1_6     1,2  1.786  2 0.409
Q1_7     1,2  8.373  2 0.015
Q1_8     1,2  5.129  2 0.077
Q1_9     1,2 19.703  2     0
Q1_10    1,2 13.783  2 0.001






結果の見方はこれまでと基本的に同じです。 つまり検定結果が有意になった（\(p < .05\)）項目はグループ間でパラメータの推定値が有意に異なる＝DIFの疑いあり，ということになります。

最後はICCのズレに基づく評価方法です。 こちらは Chalmers （2018） による方法がDRF()という関数に実装されています。 DRF()関数は，デフォルトでは項目特性曲線（ICC）の代わりにテスト特性曲線（TCC）の差について評価を行います28。 項目ごとのDIFを見たい場合には，引数DIF = TRUEを与える必要があるのでご注意ください。 また引数plot = TRUEを与えると，「ICCの差のプロット」を出してくれるようになります。





コード 8.51: DIFの検出（4）：ICCのズレをチェック


DRF(result_group, DIF = TRUE, plot = TRUE)
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図 8.43: ICCのズレのプロット








結果を見ると，3種類のDIFが表示されています。


	sDIF

	
符合つき（signed）のズレの面積（単純に差を積分したもの）を表しています。 図 8.41 のようにズレが上側と下側にある場合，これらが打ち消し合ってsDIFの値は小さくなります。つまりsDIFは「総合的に見てどちらのグループのほうが平均点が高いか」を表していると言えるでしょう。


	uDIF

	
符号なし（unsigned）のズレの面積（差の絶対値を積分したもの: 8.65 式）を表しています。したがって，sDIFよりも大きな値が表示されているはずです。


	dDIF

	
(8.65)式とは別のやり方で符号なしのズレを求めるために，絶対値の代わりに差を二乗することを考えたDIFです。二乗した分を戻すため，最後に全体にルートをかけます。「二乗平均のルートをとる」という考え方は，いわゆる逸脱度（deviance）的な考え方なのでdDIFと名付けられているのだと思います。多分。uDIFと比べると，ズレの面積が同じだとしても，大きくズレている箇所があるほど，二乗されている分だけdDIFのほうが大きな値になると思われます。




いずれにしても，この(s|u|d)DIFの値が大きい項目はDIFの疑いあり，と言えるわけです。 ICCのズレに基づく検定を行うためには「ICCのズレの標準誤差」のようなものが必要になりますが，これはパラメータの標準誤差だけでは対応できないようです。 そのため，DRF()関数では代わりにブートストラップ標準誤差を用いて検定を行います。 これを行うためには，引数drawsに適当な数を指定してください。





コード 8.52: ブートストラップを使って検定


# drawsの値は大きい方が正確になるが，その分時間がかかる
DRF(result_group, DIF = TRUE, draws = 500)








$sDIF
   groups  item  sDIF CI_2.5 CI_97.5     X2 df     p
1     1,2  Q1_1 0.096  0.060   0.132 27.476  1     0
2     1,2  Q1_2 0.086  0.054   0.118 29.952  1     0
3     1,2  Q1_3 0.077  0.044   0.117 20.188  1     0
4     1,2  Q1_4 0.066  0.031   0.100 14.482  1     0
5     1,2  Q1_5 0.069  0.037   0.102 17.731  1     0
6     1,2  Q1_6 0.022 -0.009   0.056  1.789  1 0.181
7     1,2  Q1_7 0.050  0.015   0.086  7.794  1 0.005
8     1,2  Q1_8 0.041  0.006   0.080  4.808  1 0.028
9     1,2  Q1_9 0.070  0.034   0.108 14.702  1     0
10    1,2 Q1_10 0.078  0.032   0.123 12.502  1     0

$uDIF
   groups  item  uDIF CI_2.5 CI_97.5     X2 df     p
1     1,2  Q1_1 0.096  0.061   0.132 28.194  2     0
2     1,2  Q1_2 0.086  0.055   0.118 27.086  2     0
3     1,2  Q1_3 0.077  0.045   0.117 16.579  1     0
4     1,2  Q1_4 0.067  0.038   0.101 14.895  2 0.001
5     1,2  Q1_5 0.069  0.038   0.103 15.664  2     0
6     1,2  Q1_6 0.022  0.005   0.058   2.18  1  0.14
7     1,2  Q1_7 0.050  0.019   0.087  7.796  2  0.02
8     1,2  Q1_8 0.041  0.015   0.081  5.256  2 0.072
9     1,2  Q1_9 0.079  0.049   0.125 18.671  2     0
10    1,2 Q1_10 0.078  0.040   0.124 13.037  2 0.001

$dDIF
   groups  item  dDIF CI_2.5 CI_97.5
1     1,2  Q1_1 0.105  0.069   0.148
2     1,2  Q1_2 0.112  0.073   0.156
3     1,2  Q1_3 0.087  0.053   0.137
4     1,2  Q1_4 0.094  0.043   0.142
5     1,2  Q1_5 0.089  0.049   0.137
6     1,2  Q1_6 0.027  0.006   0.076
7     1,2  Q1_7 0.054  0.022   0.097
8     1,2  Q1_8 0.048  0.018   0.101
9     1,2  Q1_9 0.084  0.053   0.135
10    1,2 Q1_10 0.084  0.045   0.137










コード 8.53: DIFの検定のプロット


# plot = TRUEをつけると検定はせずに図だけ表示する
DRF(result_group, DIF = TRUE, draws = 500, plot = TRUE)











[image: ]



図 8.44: DIFの検定のプロット








結果の見方はやはり同じです。 つまり検定結果が有意になった（\(p < .05\)）項目はIRFがグループ間でズレている＝DIFの疑いあり，ということになります。



DIF検出の実際

ここまでDIFを検出するいくつかの方法を紹介しました。 色々な観点からの評価がある，という意味では，やはり複数の指標を組み合わせて総合的に判断するのが良いのだろうと思います。

それはそれとして，DIFの有無を評価しようとする場合，そもそも関心のあるグループの間で特性値\(\theta\)の分布に差が無いということはあまり考えられません（無かったら非常にラクなのですが…）。 したがって，そもそも「\(\theta\)の分布が同じだとしてDIFを検出する」というスキームは現実的に結構厳しいのです。 この問題を克服するためには，「グループ間で挙動が変わらない＝DIFが無いことが事前にわかっている項目」であるアンカー項目 (anchor items) を加えておくことが考えられます。 アンカー項目の項目パラメータを基準とすることで，\(\theta\)の分布がグループで異なる場合であっても特定の項目にDIFが生じているかを評価することが出来るわけです。 具体的にアンカー項目をどのように決定したら良いかはまた難しい話（レビューとして Kopf et al., 2015）なので，ここではとりあえずアンカー項目がある場合のやり方だけ紹介しておきます。

multipleGroup()の引数invarianceには，実は項目の名前（データの列名）を与えることも出来ます。





コード 8.54: アンカー項目を用いた多母集団モデル


# Q1_1からQ1_3がアンカー項目だったとします
result_anchor <- multipleGroup(dat_bin, model = 1, itemtype = "2PL", group = as.character(dat$gender), invariance = c(colnames(dat_bin)[1:3], "free_means", "free_vars"))









あとの流れはほぼ同じなので，紹介はここまでとします。





コード 8.55: 狙った等値制約が置かれていることをチェック


# Q1_1からQ1_3のパラメータだけグループ間で同じ
coef(result_anchor, simplify = TRUE, IRTpars = TRUE)








$`1`
$items
          a      b g u
Q1_1  0.444 -2.360 0 1
Q1_2  1.013 -1.831 0 1
Q1_3  0.962 -1.456 0 1
Q1_4  1.165 -1.274 0 1
Q1_5  1.061 -1.396 0 1
Q1_6  1.255 -1.450 0 1
Q1_7  1.291 -1.082 0 1
Q1_8  1.279 -1.108 0 1
Q1_9  1.056 -0.924 0 1
Q1_10 1.167  0.202 0 1

$means
F1 
 0 

$cov
   F1
F1  1


$`2`
$items
          a      b g u
Q1_1  0.444 -2.360 0 1
Q1_2  1.013 -1.831 0 1
Q1_3  0.962 -1.456 0 1
Q1_4  0.949 -1.177 0 1
Q1_5  0.957 -1.247 0 1
Q1_6  1.344 -0.734 0 1
Q1_7  1.578 -0.418 0 1
Q1_8  1.353 -0.502 0 1
Q1_9  1.735 -0.204 0 1
Q1_10 1.441  0.625 0 1

$means
   F1 
0.741 

$cov
      F1
F1 0.828










コード 8.56: DIFの検出


# もともと等値制約が置かれているQ1_1からQ1_3については結果が出ない
DIF(result_anchor, which.par = c("a1", "d"))








      groups converged     AIC   SABIC      HQ    BIC     X2 df     p
Q1_1     1,2      TRUE   0.000   0.000   0.000  0.000      0  0   NaN
Q1_2     1,2      TRUE   0.000   0.000   0.000  0.000      0  0   NaN
Q1_3     1,2      TRUE   0.000   0.000   0.000  0.000      0  0   NaN
Q1_4     1,2      TRUE  -1.404   3.835   2.811 10.189  5.404  2 0.067
Q1_5     1,2      TRUE   0.570   5.809   4.785 12.163   3.43  2  0.18
Q1_6     1,2      TRUE -18.972 -13.733 -14.757 -7.379 22.972  2     0
Q1_7     1,2      TRUE -15.059  -9.821 -10.845 -3.467 19.059  2     0
Q1_8     1,2      TRUE -14.729  -9.491 -10.515 -3.136 18.729  2     0
Q1_9     1,2      TRUE -14.361  -9.122 -10.146 -2.768 18.361  2     0
Q1_10    1,2      TRUE -10.458  -5.220  -6.243  1.135 14.458  2 0.001






結果を見て分かるように，アンカー項目を適切に設定しないと，その他の項目のDIFの評価も適切に行うことができません。 そういった意味では，DIFの検出というのは結構職人技だったりするのです。





8.12 いろいろなIRTモデル

IRTの本質は，(8.1)式に集約されていると個人的には思っています。 それは項目への反応（データ）は回答者と項目の交互作用によって確率的に決定するという点です。 そのような挙動をとるモデルの形の一つとして，因子分析と同じようなモデル（正規累積・ロジスティック）や多値反応に対するモデル（GRM・GPCMなど）を紹介してきました。 しかし世の中にはもっと様々なIRTモデルが存在しています。 全てを紹介するのは不可能ですが，ここではいくつかのモデルのさわりだけを（個人的な関心に基づいて）紹介していきたいと思います29。


8.12.1 多値反応に対するその他のIRTモデル

多値反応に対するIRTモデルとして， セクション 8.6 ではGRMやGPCMといったモデルを紹介してきました。 多値反応に対するIRTモデルには他にも様々なものが提案されており，近年注目を集めている（気がする）のがIRTree （Böckenholt, 2017） と呼ばれるモデル群です。 これらのモデルでは，回答決定のプロセスとして名前通り「ツリー構造」を仮定します。 例えば「とても嫌い(1)」「嫌い(2)」「どちらでもない(3)」「好き(4)」「とても好き(5)」という5件法の項目があったとしましょう。 この項目への回答決定プロセスの考え方の一例としては， 図 8.45 のように


	まず「どちらでもない(3)」を選択（態度保留）するかを二択で考える

	態度を表明する場合には「好き(4-5)」か「嫌い(1-2)」かを二択で考える

	「とても(1,5)」の選択肢を選ぶほど好き or 嫌いかを二択で考える



という感じで３つの二択を順番に行う，というものがあるでしょう。
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図 8.45: IRTreeの一例








するとこの多値項目の背後には，実は３つの二値項目（query）が存在していると考えることができ，それぞれが


	「どちらでもない」を選ぶ傾向（中心傾向）：\(\theta_p^{(M)}\)が強い人かどうか

	実際にその対象物が好きかどうか：\(\theta_p^{(A)}\)

	極端な選択肢を選ぶ傾向（極端傾向）：\(\theta_p^{(E)}\)が強い人かどうか



という異なる個人特性によって動いていると仮定することができそうです（もちろんプロセス単位で完全に独立しているとは思いませんが，ある程度は）30。 各queryに対する反応確率は，普通の正規累積・ロジスティックモデルなどで表現できます。 例えば中心傾向についてのqueryだけで表現できる「どちらでもない」を選ぶ確率は \[
\begin{aligned}
\begin{split}
P(y_{pi}=3|\theta_p^{(M)}) &= \int_{-\infty}^{\alpha_{i}^{(M)}\left(\theta_p^{(M)} - \beta_i^{(M)}\right)}\frac{1}{\sqrt{2\pi}}\exp\left(-\frac{z^2}{2}\right)dz \\
&= \symbf{\Phi}\left[\alpha_{i}^{(M)}\left(\theta_p^{(M)} - \beta_i^{(M)}\right)\right]
\end{split}
\end{aligned}
\tag{8.66}\] などとなるわけです。IRTreeモデルでは，項目パラメータにも上付き添字がついています。 したがって，項目ごとに「どちらでもない」および極端な選択肢の選ばれやすさが異なる，という設定がされています。

同様に，「好き(4)」を選ぶ確率は，「『どちらでもない』を選ばない」かつ「好き」かつ「『とても』ではない」の積なので \[
\begin{aligned}
\begin{split}
&P(y_{pi}=4|\theta_p^{(M)},\theta_p^{(A)}\theta_p^{(E)}) = \\
&\left(1-\symbf{\Phi}\left[\alpha_{i}^{(M)}\left(\theta_p^{(M)} - \beta_i^{(M)}\right)\right]\right)\symbf{\Phi}\left[\alpha_{i}^{(A)}\left(\theta_p^{(A)} - \beta_i^{(A)}\right)\right]\left(1-\symbf{\Phi}\left[\alpha_{i}^{(E)}\left(\theta_p^{(E)} - \beta_i^{(E)}\right)\right]\right)
\end{split}
\end{aligned}
\tag{8.67}\] という形で表現できるわけです。

IRTreeの目的あるいは利点は，「測定したい回答者の特性値」と「回答傾向」を分離して考えられる点です。 一般的に，リッカート尺度への回答には個人のクセのようなものが混ざっていることが知られています。 そのせいで，「どちらでもない(3)」を選んだ人が「好きと嫌いのちょうど中間」なのか「本当は『どちらかといえば好き』くらいなんだけど，その程度では『好き』は選びづらい」のかは区別がつきにくいものです。 IRTreeモデルならば，上の例で言えば中心傾向と極端傾向の強さを，個人特性\(\theta_p\)の一種として考えることができます。 そのため，残った\(\theta_p^{(A)}\)はより純粋な「測定したい回答者の特性値」として解釈できるかもしれないというわけです。 当然ながら，IRTreeモデルでは 図 8.45 に示したような回答決定プロセスの仮定がかなり重要になってきます。 逆に言えば，複数のツリー構造間でモデル比較をすることで，どのプロセスが最も当てはまりそうか，ということを評価したりも出来るかもしれません…。



8.12.2 強制選択形式に対するIRTモデル

IRTreeモデルはいわば，得られた回答データから回答傾向を統計的に分離しようと頑張っているモデルの一種です。 そもそもリッカート尺度では回答傾向の影響を逃れることができないわけですが，その対抗策としては他にも「そもそも中間選択肢をなくそう」という方向を考えることができます。 また，入社試験などの重要な局面では「ウソをついて本当の自分より良い人に見せよう」という思惑が働いて回答が歪められる可能性があったりします （フェイキング: e.g., Jackson et al., 2000）。 これを防ぐためには，例えば「友だちが多い」「真面目である」といった複数の短文を同時に提示し，その中から一つだけを選択させたり，ランキングを付けさせるという回答方法が考えられます。 これならば，前述の「中間選択肢を選びがち」といった問題も防げますし，フェイキングの問題もかなり抑制できるでしょう。

複数の選択肢から一つの選択肢を選ばせる回答方法は，強制選択 (Forced Choice) 型項目などと呼ばれます。 また，特に選択肢数が２個の場合は一対比較 (Paired Comparison) と呼ばれることもあります。 そしてこれらの出題形式に対しては，やはり普通のIRTとは少し異なるモデルが考えられています。 最も代表的なモデルが，Thurstonian IRT (TIRT) モデル （Brown & Maydeu-Olivares, 2011）でしょう。 TIRTモデルでは，各選択肢がそれぞれ独立に「効用」を持っていると考えます。 この「効用」とは，経済学などで出てくるものと同じようなものだと考えてOKです。 あるいは単純に「各選択肢が自分に当てはまっていると感じる程度」というイメージでも構いません。 とにかく強制選択型項目への回答では，回答者は効用を最大化する選択肢を選ぶのだ，と考えているわけです。 ここでは，回答者\(p\)が項目\(i\)の２つの選択肢\(A, B\)に対してそれぞれ効用\(u_{pi}^{(A)},u_{pi}^{(B)}\)を持っているとしましょう。 すると，回答者\(p\)は効用を最大化する選択肢を選ぶため，観測されるデータとしては \[\begin{aligned}
y_{pi} = \begin{cases}
A & \mathrm{if}~u_{pi}^{(A)} - u_{pi}^{(B)} \geq 0 \\
B & \mathrm{if}~u_{pi}^{(A)} - u_{pi}^{(B)} < 0
\end{cases}
\end{aligned}
\tag{8.68}\] と表わせます。

TIRTモデルでは，選択肢の効用\(u_{pi}^{(A)}\)を，よくある因子分析モデルの形 \[
u_{pi}^{(A)} = \tau_{i}^{(A)} + f_{p}^{(A)}b_i^{(A)} + \varepsilon_{pi}^{(A)}, ~~ \varepsilon_{pi}^{(A)} \sim N(0, \sigma_{\varepsilon_{pi}^{(A)}})
\tag{8.69}\] と定義します。つまり，平均的な効用\(\tau_{i}^{(A)}\)と，その選択肢が反映している因子の得点\(f_{i}^{(A)}\)と因子負荷\(b_p^{(A)}\)の和によって表される効用の期待値に，そこに正規分布に従う誤差（独自因子得点）\(\varepsilon_{pi}^{(A)}\)が加わって効用の実現値が確率的に決定すると考えているわけです。 すると，２つの選択肢\(A, B\)の中から\(A\)を選ぶ確率は最終的に \[
\begin{aligned}
\begin{split}
P(y_{pi}=A) &= P\left(u_{pi}^{(A)} - u_{pi}^{(B)} \geq 0\right) \\
&= \symbf{\Phi}\left[\alpha_{i}^{(AB)} + \left(f_{i}^{(A)}\beta_p^{(A)} - f_{i}^{(B)}\beta_p^{(B)}\right)\right]
\end{split}
\end{aligned}
\tag{8.70}\] と表されます31。ただし表記を簡略化するため \[
\begin{aligned}
\alpha_{i}^{(AB)} &= \frac{\tau_{i}^{(A)} - \tau_{i}^{(A)}}{\sqrt{\sigma_{\varepsilon_{pi}^{(A)}} + \sigma_{\varepsilon_{pi}^{(B)}}}}, \\
\beta_i^{(A)} &= \frac{b_i^{(A)}}{\sqrt{\sigma_{\varepsilon_{pi}^{(A)}} + \sigma_{\varepsilon_{pi}^{(B)}}}}, \\
\beta_i^{(B)} &= \frac{b_i^{(B)}}{\sqrt{\sigma_{\varepsilon_{pi}^{(B)}} + \sigma_{\varepsilon_{pi}^{(B)}}}}
\end{aligned}
\tag{8.71}\] という形で別の記号を用いて表現しています。 つまりTIRTモデルは，一対比較の場合には，各項目が２つの因子のみに負荷量を持っていると設定したCFAと実質的には同じことをしています。 そして一つの項目に３つ以上の選択肢がある場合は，対ごとに異なる項目を構成しているとみなして分析を行います。 例えば項目\(i\)が\(A, B, C, D\)の４択だとすると，この項目は「AとB」「AとC」「AとD」「BとC」「BとD」「CとD」という６つの二値項目があると考えます。 そして回答者\(p\)が選択肢\(A\)を選んだとすると，「AとB」「AとC」「AとD」については（いずれもAを選んだという）結果が観測され，残りの「BとC」「BとD」「CとD」については欠測扱いにします。 そして観測された３項目についてはそれぞれ \[
\begin{aligned}
\begin{split}
P(y_{pi}=A|A,B) &= \symbf{\Phi}\left[\alpha_{i}^{(AB)} + \left(f_{i}^{(A)}\beta_p^{(A)} - f_{i}^{(B)}\beta_p^{(B)}\right)\right]\\
P(y_{pi}=A|A,C) &= \symbf{\Phi}\left[\alpha_{i}^{(AC)} + \left(f_{i}^{(A)}\beta_p^{(A)} - f_{i}^{(C)}\beta_p^{(C)}\right)\right]\\
P(y_{pi}=A|A,D) &= \symbf{\Phi}\left[\alpha_{i}^{(AD)} + \left(f_{i}^{(A)}\beta_p^{(A)} - f_{i}^{(D)}\beta_p^{(D)}\right)\right]
\end{split}
\end{aligned}
\tag{8.72}\] という形でそれぞれ選択肢Aに関する部分が共通しているという設定のもとで定式化されるわけです。



8.12.3 回答時間を利用するIRTモデル

コンピュータによる測定 (Computer Based Testing [CBT]) では，項目反応以外の情報を得ることが容易になりました。 もっとも代表的な情報として，回答時間 (Response Time [RT]) が挙げられるでしょう。 セクション 3.2.2 では，回答時間を「適当な回答をしている人を検出する」といった目的で使用しましたが，その一方で回答者の特性値推定に利用するという方向性も相当に研究されています。 そういうわけで，回答時間を利用するIRTモデルを挙げていくとキリがないのですが，ここではシンプルなモデルとして，「当てはまる」「当てはまらない」の二択の項目に対するモデル（Ferrando & Lorenzo-Seva, 2007）を紹介します。

回答時間を利用するIRTモデルでは，そもそも回答者の特性値と回答時間にはどのような関係があるかを考えるところから始まります。 性格特性を尋ねる項目の場合には，「特性の強さが中途半端な人ほど回答時間が長い」という逆U字の関係になることが経験的に知られています。 例えば「友だちが多い」という項目に対して，友だちが多い／少ない自信がある人，つまり「外向性」といった特性が極端な人は，きっとすぐに選択肢を選ぶことでしょう。 これに対して，『友だちはそこそこ居るけど』という人は，きっと「当てはまる」「当てはまらない」のどちらを選ぶかに迷いが生じるはずです。 したがって，同じ「当てはまる」を選んだ人同士であっても，素早く「当てはまる」を選んだ人のほうがより強い特性を持っていると考えるのが自然です。

ということで，この関係を尤度関数に組み込んでIRTモデルを構築していきます。 と言っても考え方は簡単で，回答時間\(t_{pi}\)についても項目反応\(y_{pi}\)の(8.1)式と同じように \[
t_{pi} = g(\omega_p, \gamma_i)
\tag{8.73}\] という形で，回答者の要因\(\omega_p\)と項目の要因\(\gamma_i\)の交互作用として考えます。 Ferrando & Lorenzo-Seva （2007） では，これを具体的に \[
\begin{aligned}
\begin{split}
\ln(t_{pi}) &= \mu + \omega_p + \gamma_i + b\delta_{pi} + \varepsilon_{pi}, ~~ \varepsilon_{pi} \sim N(0, \sigma_\varepsilon^2) \\
\delta_{pi} &= \sqrt{\alpha_i^2(\theta_p - \beta_i)^2}
\end{split}
\end{aligned}
\tag{8.74}\] と置きました。 ここで\(\mu\)は全体的な切片項，\(\omega_p\)は回答者\(p\)の回答スピード，\(\gamma_i\)は項目\(i\)の所要時間を表現したパラメータです。 また，\(\delta_{pi}\)の中身には\((\theta_p - \beta_i)^2\)というものが入っています。この項は，\(\theta_p = \beta_i\)のとき，つまり反応確率が五分五分のときに最小値を取ります。 係数\(b\)が負の値であれば，回答者の特性値\(\theta_p\)が項目困難度\(\beta_i\)に近いほど回答時間の期待値が長くなることで，逆U字の関係を表現しているわけです。

回答時間などの追加情報を用いて特性値を推定するIRTモデルでは，うまく行けばより精度の高い，あるいは妥当性の高い推定を行うことが出来ると期待されています。 ちなみに，IRTに限らず社会調査などの分野では，このように回答内容以外の情報（位置情報や回答デバイスの情報などを含む）をパラデータ （2013） と呼んでいます。 パラデータは，やはり適当な回答の検出に使われるだけでなく，よりノイズの少ないデータを収集するための調査改善など様々な用途で利用されていたりします。



8.12.4 展開型IRTモデル

これまでに紹介したIRTモデルはすべて，\(\theta\)の値が高ければ高いほど高い点数をとる（i.e., 「当てはまる」寄りの回答をする，正解する）という仮定がされていました。 項目特性曲線にしても，（\(\alpha_i>0\)ならば）右上がり（単調増加）でした。 ですが質問のタイプによっては「過ぎたるはなお及ばざるが如し」的なものが存在しています。 よくあるのは「態度」に関する項目です。 例えば「消費税を5%にするべきだ」という項目は，「消費税は完全に撤廃してほしい」人も「消費税はこのままで良い」人も「そう思わない」を選択するでしょう。 同様に，心理特性に関しても「カフェで友人と静かに会話をするのは楽しい（因子：外向性）」（Stark et al., 2006）という項目に対しては「そもそも他人と話したくない人」も「もっとワイワイ騒ぎたい人」も「当てはまらない」を選ぶと思われます。 つまりこうした項目における項目特性曲線は， 図 8.46 のように，あるところを境に単調減少に転じると考えられるわけです。






[image: ]



図 8.46: 中間にピークが来るICC








ロジスティック・正規累積モデルでは，「項目(\(\beta_i\))」と「回答者(\(\theta_p\))」は共通の軸の上でマッピングされていると考えることが出来ます。 すごく簡単にいえば「困難度が\(\beta_i\)の項目は\(\theta_p=\beta_i\)の回答者にとって（易しすぎず難しすぎず）ちょうどよい難易度（50%）の項目である」ということです。 これを先程の項目に置き換えて考えると，「\(\beta_i\)と\(\theta_p\)の距離が近いほど，その人によってちょうどよい程度の（理想の）意見・態度を表している」ということができそうです。 このような「理想点(ideal point)」の考え方に基づくIRTモデルを展開型 (unfolding) IRTモデルと呼びます32。

展開型IRTモデルでは，反応確率\(P(y_{pi}=1)\)が「\(\beta_i\)と\(\theta_p\)の距離」によって規定されます。 したがって，最も基本的な一次元・二値モデルの場合は \[
P(y_{pi}=1) = \exp\left[-\frac{1}{2}(\beta_i-\alpha_i\theta_p)^2\right]
\tag{8.75}\] と表されます（Maydeu-olivares et al., 2006）。 ここでも2つの項目パラメータの意味は概ね通常の場合と同じです。 \(\beta_i\)はその項目の「位置」を表しており，\(\theta_p\)がこの値に近い人ほど「当てはまる」と回答する確率が高くなることがわかります。 \(\alpha_i\)は項目識別力を表していますが，展開型モデルの場合は，正規分布の分散パラメータのように山の狭さを規定します（ 図 8.47 ）。 ですが結局「\(\theta_p\)が理想点\(\beta_i\)付近か否かを区別する強さ」という意味では，これまでに出てきた項目識別力と同じような役割を果たしているわけです。
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図 8.47: 識別力の役割（展開型）








mirtでは，itemtype="ideal"と指定することで展開型モデルを実行可能です。





コード 8.57: mirtで展開型モデル


result_ideal <- mirt(dat_bin, model = 1, itemtype = "ideal")









通常のIRTモデルと同じようにcoef()でパラメータの推定値を見ることもできるのですが，どうやらIRTpars = TRUEには対応していないようなのでご注意ください。





コード 8.58: 展開型モデルの推定値のチェック


# IRTpars = TRUEとするとエラーが出る
coef(result_ideal, simplify = TRUE)








$items
         a1      d
Q1_1  0.118 -0.716
Q1_2  0.214 -0.468
Q1_3  0.250 -0.571
Q1_4  0.287 -0.609
Q1_5  0.255 -0.600
Q1_6  0.618 -0.312
Q1_7  0.651 -0.455
Q1_8  0.621 -0.489
Q1_9  0.571 -0.653
Q1_10 0.667 -1.187

$means
F1 
 0 

$cov
   F1
F1  1






また，ICCのプロットも同じように実行可能です。





コード 8.59: 項目特性曲線（展開型）


plot(result_ideal, type = "trace", facet_items = FALSE)
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図 8.48: 項目特性曲線（展開型）








例えば1番目の（一番山が緩い）項目は，\((\alpha_i,\beta_i)=(0.118,-0.716)\)ということで，\(\theta=0.716/0.118\simeq 6.068\)のあたりで最大値\(P(y_{pi}=1)=1\)となります。そのため，\(\theta\)が6までしか表示されていない 図 8.48 では右上がりのように見えています。








多値の展開型IRTモデル




多値の展開型IRTモデルの代表的なものは，一般化段階展開型モデル （Generalized graded unfolding model［GGUM］: Roberts, 2019）です。 このモデルは，GPCMをベースに展開型IRTモデルを構成しています。

例えば4カテゴリの項目がある場合には，「全く当てはまらない（下すぎて）」「あまり当てはまらない（下すぎて）」～「あまり当てはまらない（上すぎて）」「全く当てはまらない（上すぎて）」という要領で8個のカテゴリがあると考えます。 こうすることで，隣同士のカテゴリの比較は今まで通りできるのでGPCM的な方法が適用できる，というわけです。 そして「全く当てはまらない（下すぎて）」と「全く当てはまらない（上すぎて）」の確率を合わせたものを「全く当てはまらない」の選択確率として表します。 このままだとパラメータ数が多すぎる（4カテゴリに対してカテゴリ困難度が7個必要になってしまう）ので，理想点を軸にして各カテゴリ閾値間の距離は左右で等しいという仮定をおいた上で定式化しています。

なおmirtでは，itemtype = "ggum"と指定することで実行可能です。










8.13 IRTの使い道

最後に，IRTの考え方によって出来るようになることをいくつか紹介します33。


8.13.1 等化

セクション 8.1 では，IRTを項目依存性と集団依存性をクリアするための理論だと紹介しました。 ですが実際には，IRTモデル（2パラメータのGRM）はカテゴリカル因子分析と同じなので\(\theta_p\)はデータをとった集団ごとに標準化されています。 つまり最初に例示したような，異なる集団に対して実施した異なる尺度の比較はこのままではできません。 もちろん反対に，異なる尺度を用いて実施した異なる集団同士の比較もこのままではできません。 こうした比較を可能にするために，IRTでは等化 (equating) またはリンキング (linking) という手続き （Kolen & Brennan, 2014）を行います34。 等化の技術は，TOEICのような大規模テストでも実際に利用されています。 そのおかげで，毎回異なるはずの難易度によらず「TOEIC ***点」というように点数を履歴書に書けるわけです。

（正直言うと，等化＝異なる集団や尺度の比較を考えない限りは，特に心理尺度においてわざわざ因子分析やSEMではなくIRTを選ぶ理由はほぼ無い気すらします）

等化の基本的な考え方を説明しましょう。 ここからはIRTで推定されるパラメータが集団によらない項目パラメータと項目によらない個人特性だという仮定のもとで話を進めます。


共通回答者による等化

まず，個人特性値が「項目によらない」のであれば，どんな尺度で推定した場合でも\(\theta_p\)の値は同じになるはずです。 いま，\(p\)さんが同じ構成概念を測定する尺度\(1\)と尺度\(2\)による2回の調査の両方に回答したとします。 この2回のデータをもとにパラメータを推定する場合には，いままでの手順にのっとってそれぞれ\(\theta_p\sim N(0,1)\)と仮定して推定を行います。 その結果


	尺度1での推定値\(\hat{\theta}_p^{(1)}=0.5\)

	尺度2での推定値\(\hat{\theta}_p^{(2)}=-0.5\)



だったとしましょう。 仮に尺度1による推定が「項目によらない個人特性」の値とすると，尺度2での推定値は本来の値より1小さい値になっているようです。 \(p\)さんの特性値が尺度1回答時と尺度2回答時で変わっていないとしたら，この1のズレは「尺度2は尺度1よりも特性値を小さめに推定する尺度である」ことが原因と考えられます。 そこで，\(\hat{\theta}_p^{(2)}=-0.5\)がどうにかして\(\hat{\theta}_p^{(1)}\)と同じ\(0.5\)になるように調整する（ゲタを履かせる）必要がありそうです。

もう少し規模を広げて，同じようにこの尺度1と尺度2による2回の調査の両方に回答した人が100人いたとします。 その結果，2回の推定値の散布図が 図 8.49 のようになったとします。 そしてこの2回の推定値の回帰直線を求めたら \[
\hat{\theta}_p^{(2)} = A\hat{\theta}_p^{(1)} + B
\tag{8.76}\] であったとします。 この場合，全員の\(\hat{\theta}_p^{(2)}\)をなるべく\(\hat{\theta}_p^{(1)}\)に近づくように調整した値\(\hat{\theta}_p^{(2-1)}\)は， \[
\hat{\theta}_p^{(2-1)} = \frac{\hat{\theta}_p^{(2)}-B}{A}
\tag{8.77}\] という形で求められそうだとわかります。
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図 8.49: 2回の測定における推定値








2パラメータロジスティックモデルでは，項目反応関数は \[
\begin{aligned}
P(y_{pi}=1)&= \frac{1}{1+\exp\left[-\alpha_{i}(\theta_p - \beta_i)\right]}
\end{aligned}
\tag{8.78}\] でした。ここで， \[
\begin{aligned}
\theta_p^{*} &= \frac{\theta_p - B}{A} \\
\beta_i^{*} &= \frac{\beta_i - B}{A} \\
\alpha_i^{*} &= A\alpha_i
\end{aligned}
\tag{8.79}\] とおくと， \[
\begin{aligned}
P(y_{pi}=1)&= \frac{1}{1+\exp\left[-\alpha_{i}^{*}(\theta_p^{*} - \beta_i^{*})\right]} \\
&= \frac{1}{1+\exp\left[-A\alpha_{i}\left(\left[\frac{\theta_p - B}{A}\right] - \left[\frac{\beta_i - B}{A}\right]\right)\right]} \\
&=  \frac{1}{1+\exp\left[-\alpha_{i}(\theta_p - \beta_i)\right]}
\end{aligned}
\tag{8.80}\] となり，もとの項目反応関数と同じになります。 探索的因子分析では，潜在変数のスケールの不定性の問題から，全ての観測変数を標準化していました。 等化では，このスケールの不定性をある種逆手に取ることで\(\alpha, \beta\)や\(\theta\)を適当なスケールに変換しているわけです。 具体的には，2つの尺度に両方とも回答した全員の\(\hat{\theta}_p^{(2)}\)がなるべく\(\hat{\theta}_p^{(1)}\)に近づくようにスケールを変換し，これに応じて項目パラメータにも変換をかけます。 こうして得られた変換後の項目パラメータならば，尺度Aと尺度Bでも問題なく比較ができるようになります。



共通項目による等化

先程説明した等化の流れは，共通の項目がある場合でも同じように考えられます。 つまり，2つの集団に対して実施する際に，それぞれの尺度に共通の項目をいくつか入れておけば， \[
\begin{aligned}
\beta_i^{(2-1)} &= \frac{\beta_i^{(2)} - B}{A} \\
\alpha_i^{(2-1)} &= A\alpha_i^{(2)}
\end{aligned}
\tag{8.81}\] となるような等化係数\(A,B\)を求めることができ，それに応じた変換が可能となります。 等化係数\(A,B\)を求める方法としては，推定値の要約統計量を用いる方法(mean-mean法, mean-sigma法) や，「変換後のICCがなるべく重なるようにする」方法 （Stocking-Lord法: Stocking & Lord, 1983; Haebara法: Haebara, 1980）が一般的です。

等化はIRTの可能性を大きく広げてくれる重要な技術ですが，その適用には様々なハードルがあります。 何より2つの尺度が測定している\(\theta\)が等質であるという大前提が重要です。 もしも尺度1と尺度2がそもそも異なる構成概念を測定しているならば，パラメータを調整したところで同じモノサシの上で比較することはナンセンスです。 本来は全部まとめてデータを取った上で一次元性の検証ができれば良いのですが，等化をしたい場合にはそんなことができないので，理論的側面などから測定内容の等質性を担保してあげる必要があります。 また，等化係数はパラメータの推定値をもとに計算されます。 つまり，等化の係数には少なからず誤差がある，ということです。 厄介なのは，尺度2での項目パラメータの推定値それ自体にも誤差があるという点です。 つまり等化後のパラメータには「等化前の誤差＋等化係数の誤差」という2つの誤差が重なっているので，等化をしない場合と比べるとどうしても推定値は不安定になりやすいです。 理論的には，等化は繰り返し行うことも可能です（尺度4→尺度3→尺度2→尺度1）が，実際に等化を繰り返すとなかなか厳しいことになるので注意が必要です。




8.13.2 テストの設計

テストの一番の目的は，回答者の特性値\(\theta\)を精度良く推定することです。 ですがテストの目的によって「どの範囲の\(\theta\)をどの程度の精度で推定できたら良いか」は変わってきます。 例えばふつうの心理尺度では，比較的広い範囲の特性値をそれなりの精度で推定したいと思うでしょう。 この場合には，困難度が高い項目から低い項目までをまんべんなく用意するのが良さそうです。 一方で，心療内科が扱うような「診断」を目的とした尺度や合格／不合格を決めるテストなどの場合，ある特性の値が具体的にどの程度かよりも「基準値以上か以下か」に強い関心があったりします。 このような場合には，困難度が基準値周辺の，識別力ができるだけ高い項目ばかりを用意するほうが良さそうです。 このように最適な項目の特性はテストの目的に応じて異なります。

IRTでは項目・テスト情報関数が\(\theta\)の関数になっているおかげで，様々な\(\theta\)の値に合わせてオーダーメイドで尺度を構成することができます。 幸いなことにテスト情報関数は局所独立の仮定が満たされていれば項目情報関数の和なので，他の項目との関係を気にすることなく，一つ一つの項目に対して「その項目を追加したらテスト情報量がどの程度増加するか」のみを考えたらよいわけです。 特に自動テスト構成 (automated test assembly) では，コンピュータの力を使って，例えば「\(\theta=(-4,-2,0,2,4)\)の各点における標準誤差が0.2以下＝テスト情報量が25以上になる最小項目数のセット」などの条件にあった最適な項目セットを探し出してくれます35。

ただこれだけのテストの設計を行うためにはかなりの事前準備が必要となります。 というのも項目情報関数は項目パラメータが既知でないとわかりません。 また，目的に応じて最適な項目セットを作成するために，なるべく候補となる項目の数は多いほうが良いです。 もちろんすべての項目のパラメータを一気に推定するわけにはいかないので，多くの場合は複数回に分けて集めたデータをもとにパラメータを等化したりして項目プールを作成する必要があるでしょう。 ということで心理尺度の場合にはなかなかそこまで大量の項目を用意すること自体が難しいので，ここまで理論的な尺度構成を行っている先行事例はたぶんほとんど存在しません。 一応用途としては，100-200項目くらい用意した候補の中から「最高の20項目」を選んで心理尺度を作成する，といった方法はありそうな気がします36。



8.13.3 適応型テスト

テストや尺度の中には通常様々な困難度の項目が混ざっているため，ほぼ確実に「その人にはほぼ意味のない項目」が含まれることになります。 この問題は，先ほど紹介したテストの設計の考え方を持ってしても避けられません。 そこで自動テスト構成をもっと局所的に行うと「個人に応じて最適な項目セットを選び出す」という考えになります。 つまり視力検査のように\(\theta_p\)が高そうな人にはより困難度の高い項目を，\(\theta_p\)が低そうな人にはより困難度の低い項目を出していけば，効率的にテスト情報量を稼ぐことができそうです。 コンピュータ上で行われるコンピュータ適応型テスト (computerized adaptive testing [CAT]) 37では，この考えに基づいて個人ごとに次の項目を出し分けていくことができます。

ここではIRTに基づく最もシンプルな項目選択法を紹介しましょう。 推定の標準誤差は \[
\sigma_{(\hat{\theta}_p|\theta_p)}=\frac{1}{\sqrt{I(\theta_p)}}
\] で表されていました。 したがって推定精度をなるべく上げるためには，\(I(\theta_p)\)を大きくする＝項目情報量\(I_i(\theta_p)\)が大きい項目を選んでいけばよいわけです。 ただし\(I_i(\theta_p)\)は「真値\(\theta_p\)における項目情報量」のため，真値\(\theta_p\)がわからない状況では\(I_i(\theta_p)\)の値もわかりません。 そこで，1問解答するたびに推定を行い，その時点での暫定的な推定値\(\hat{\theta}_p^*\)における項目情報量\(I_i(\hat{\theta}_p^*)\)が最大となる項目をとりあえず選び続けたらなんだかうまく行きそうです38。

CATはうまく行けば従来式と同程度の推定精度を半分以下の項目数で達成できたりもする，かなり夢のある技術です。 ただすべての回答者にとって最適な項目を用意できないと効果が薄れてしまうため，単純に自動テスト構成するときよりももっと大量の項目を用意しておく必要があります。 また，テストを実施しリアルタイムで次の項目を選択するためのシステムの構築など，実装に向けたハードルはかなり高いものです。 とりあえずは「そういう技術もIRTによって実現できるんだなぁ」くらいに思っておいていただければ良いと思います39。








1. Choi & Asilkalkan （2019） によれば，IRTができるRパッケージは45個もあるらしいです（今はもっと多い？）。細かく目的や用途が異なると思うので，特定の場面ではもっと使い勝手の良いパッケージがあったりするかもしれません。あとは計算の精度や速度の違いなど？



2. 「項目反応理論」というと，ほとんどの場合この後紹介する代表的なモデルを指すのですが，モデル式（項目反応関数）がそれだけしか無いのではなく，実際には様々なモデル式による形が考えられるというのは重要なポイントです。「項目反応理論」という言葉はあくまでも項目依存性や集団依存性を解消したパラメータを得るための理論的な方法を考える土台としての理論である，という認識です。



3. 頻度論的に言えば，ここでの「確率」は「ある\(\theta_p\)の一個人が何回も回答した際の当てはまるの割合」や「母集団内での\(\theta_p\)の人たちにおける当てはまるの割合」と解釈できます。これはどちらでもOKです。



4. もとが学力テストなので「困難度」という呼び方をしています。正解・不正解がない心理尺度でも特に気にせず「困難度」と呼びます。



5. もっと近づけるためには1.704倍のほうがよかったり，ズレを極限まで減らすためには\(0.07056x^3+1.5976x\)にすると良い（Bowling et al., 2009）ということは分かっていますが，そこまでの精度は必要ない，ということで，わかりやすい1.7が用いられています。



6. 正規累積モデルはプロビットモデル，ロジスティックモデルはロジットモデルに対応します。…と考えると「本当は理論的にはどちらを使ったほうが良いか」が明確なケースもあるのかもしれません。実用上はどちらでも良いとされていますが，本当にそのまま1.7倍の変換をするだけで交換可能なのか，というところについてはやや議論があるようです （Cho, 2023）。



7. IRTの説明に合わせて誤差の\(\varepsilon_{pi}\)の符号を変えています。



8. 厳密には，「独立」と「無相関」は別の概念です。理想は独立なのですが，実用上は無相関であれば良いだろう，という感じになっています。厳密な独立とは異なるという意味で，弱局所独立性と呼ぶこともあります。



9. 「\(\theta_p\)で条件づけた」ということが明確になるようにここだけ\(P(.|\theta_p)\)としていますが，これまでの\(P(.)\)と意味は同じです。



10. 後半では少しだけ多次元モデルの紹介をしますが，これは一次元モデルの拡張として展開されるものであり，IRTの基本は一次元だといえます。



11. もちろん，多因子モデルの場合には，一次元とは限りません。ただ同様に，局所独立性が満たされているならば\(n\)次元性が満たされている，ということはできると思います。



12. 問1の答えを使わないと問2が解けないような場合，局所独立性が満たされなくなってしまいます。そこで「問1が解けたら1点，問2も解けたら2点」というように得点化してこれを一つの大きな問題として考えることで局所独立性を確保しようという考えに至るわけです。



13. \(P(y_{pi}=1)=\exp(\pi_{pi1})P(y_{pi}=0)\)と表せますが，カテゴリ\(k=0\)は存在しない，つまり\(P(y_{pi}=0)=0\)です。ということは\(P(y^*_{pi}=1)_{0,1}=\infty\)となるため，\(\exp(\pi_{pi1})=\infty\)となってしまい計算ができないのです。



14. 完全には非補償ではない（ある程度なら別の次元の特性値でリカバーできる）という意味で「部分補償モデル」のほうがより正しい名前らしいですが，そこまでこだわるほどの違いはありません。



15. あるかはわかりませんが，例えば「2つの特性を両方とも持っている人だけ当てはまると回答する尺度・項目」のようなものを考えた場合には，普通の因子分析よりも非補償型のモデルを適用したほうが良い（回答メカニズムに則している）可能性があります。



16. 非補償型モデルは，二値ならばitemtype='PC2PL'またはitemtype='PC3PL'で実行可能です（PCはpartially compensatoryの頭文字）。ただパラメータの推定は結構安定しないので利用する際は気をつけてください。



17. psych::fa()のように固有値分解など使えばいいじゃないと思われるかもしれませんが，mirt()関数として他の様々なIRTモデルと同じ文法で実装するためにはこうするのが最も自然なのです。



18. NOHARMという名のソフトウェアで出力される推定結果をもとに計算する方法なので，「NOHARMに基づく方法」などと言ったほうが正確かもしれません。



19. これは厳密には弱局所独立性 (weak liocl independence)と呼ばれるものです。一方で，ある反応ベクトル\(\symbf{y}_p\)が得られる確率が各項目の反応確率\(y_{pi}\)の積に等しい，という形でも局所独立性は表されるのですが，こちらは強局所独立性 (strong liocl independence)と呼ばれています。本来はこの強局所独立性が必要なのですが，現実世界の多くの場面では，弱局所独立性が満たされている場合には強局所独立性も満たされていることが多いということで，ここでは弱局所独立性の検証を行っていきます。



20. DIMTESTについては関数が見つけられていません。一応DIM-Packというフリーソフトを使えば出来そうですが…



21. 正確に言えば，「\(\symbf{y}_p\)という回答をした人の特性値として\(\hat{\theta}_p\)という値がどの程度もっともらしいか」という感じですが，あえて曲解させています。



22. outfitは重み付けない二乗和，infitは情報量（後述）で重み付けた二乗和のようです。



23. もちろんモデル全体での適合度を考えることも可能です。例えば1パラメータと2パラメータの両モデルをlavaanで実行して，compareFit()することでどちらのモデルが良さそうかを判断したりというプロセスが考えられます。



24. もちろんこの回答者\(p\)が赤い項目に正解した場合には，\(\theta_p\)の予測を大きく動かすため，情報量が多くなります。ですがそもそも「回答者\(p\)が赤い項目に正解する」という事象の発生確率がほぼゼロなので，「この項目への回答が\(\theta_p\)の予測にもたらす情報量の期待値」という観点ではやはりほぼゼロなのです。



25. 項目情報「量」という場合には特定の\(\theta\)における値を指す一方で，項目情報「関数」という場合には\(\theta\)全域を対象とすることが多い気がするので，使い分けに気をつけてください。



26. MH検定はmirtパッケージには用意されていないようです。RではdifR::difMH()などの関数によってMH検定を行うことができます。



27. 項目の数だけ検定を繰り返しているので，実はここで表示されている結果には多重検定の問題が生じています。これを解消するためには，引数p.adjustを指定すると良いです。例えばp.adjust = "holm"とするとHolmの方法によって調整された\(p\)値を表示してくれるようになります。



28. この「テスト全体でのグループ間の挙動の違い」はDIFと同じように特異テスト機能 (Differentian Test Functioning [DTF])と呼ばれたりします。



29. ここで紹介するモデルを始め，多くの（特殊な）IRTモデルはmirtパッケージに限らずRのパッケージとしては実装されていなかったりします。そういったモデルについては，自分で尤度関数をプログラムしてoptim()関数による数値最適化を利用する，あるいはstanなどを利用してマルコフ連鎖モンテカルロ法（MCMC）によって推定する，といった方法を取る必要があります。stanを使うためにはまずベイズ統計学を理解する必要があるのがちょっと大変ですが，慣れるとほぼなんでもできるようになります。



30. \(\theta_p\)の上付き添字のM, A, EはそれぞれMiddle/Mid-point, Attitude/Agree, Extremeなどの頭文字です。



31. ２つの選択肢の比較のときに，その背後にある効用を比較していて，しかも効用が確率的に変動する，という考え方をサーストンの比較判断の原則 （law of comparative judgment: Thurstone, 1927）と呼ぶため，このモデルはThurstonian IRTと名付けられています。



32. これに対して通常のIRTモデルはdominance modelと呼びます（日本語訳がわからない…）。



33. Rでの実践例までやると膨大になってしまうので，概念の紹介だけにとどめます。気になる人は自分で調べたり直接質問してください。



34. RではequateIRTやplinkといったパッケージによって等化のメソッドが提供されています。



35. RではlpSolveやglpkAPI，Rsymphonyなどのパッケージを使うと自動テスト構成ができるようになります。



36. 100-200項目すべてに真面目に回答してくれる人たちを数百人用意する必要があるのですが，それさえクリアできれば…



37. RではcatRやmirtCATといったパッケージが役に立つかもしれません。



38. もちろん他にも項目の選び方は色々あります。ざっくりいうと「推定精度をなるべく高める」方向性と「なるべく人によって異なる項目が出るようにする（項目情報が外部に漏れるのを防ぐため）」という方向性があります。



39. IRTによらないCATもあることにはあります。ただIRTに基づくCATのほうが圧倒的マジョリティです。
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9 マルチレベルモデル

データにみられる階層性の考え方，および階層性ががあるデータの基本的な分析方法として，階層線形モデルおよびマルチレベルSEMを紹介しています。




この章のPDF版はこちら


このChapterでは，データに階層性がある場合の分析方法を紹介していきます。 マルチレベルな分析の中でも最も基本的な階層線形モデルをRで実行する場合には，lme4というパッケージがデファクトスタンダードになっていると思うのですが，この資料では，同等の機能を持ちながらより多くの状況（e.g., 過分散，ゼロ過剰，不均一分散）に対応可能なglmmTMBパッケージを使用します1 2。





コード 9.1: 事前準備


# 別のパッケージを用いるので，別途インストールが必要です
# install.packages('TMB', type = 'source')
# install.packages("glmmTMB")
library(glmmTMB)










9.1 マルチレベルデータとは？

マルチレベルデータ（階層データ）とは，異なる階層レベルを含む構造を持ったデータのことを指します。 社会科学の多くの研究分野では，個人が何らかの集団に所属しているという自然な階層構造が存在します。 教育研究では生徒が学校に，医療研究では患者が病院に，経済研究では従業員が企業に所属するといった具合です。

まずは，「データに階層性がある」ということの具体的な意味を詳細に説明した上で，なぜそのようなデータに対しては特別な分析法が必要なのかを直感的および数理的に示していきます。


9.1.1 マルチレベルデータの例（使用するデータ）

本Chapterでは，これまでとは異なるデータを使用します（さすがにこれまで使ってきたものでは無理でした……）。

↓本Chapterで使用するファイルのダウンロードはこちらから

chapter09.rds





コード 9.2: データの読み込み


dat <- readRDS("chapter09.rds")
head(dat)








  school_id student_id read_score wants_univ belong1 belong2 belong3
1       001       0462    704.541          1       3       2       3
2       001       0850    569.687          1       4       3       4
3       001       0893    647.678          1       4       3       4
4       001       1063    672.170          1       4       4       4
5       001       1234    671.836          1       3       2       3
  belong4 belong5 belong6 teach1 teach2 teach3 teach4    escs
1       3       3       3      4      2      2      4  1.2045
2       4       4       4      4      4      3      4 -0.0486
3       4       3       4      4      4      4      4 -0.2250
4       3       3       1      4      4      2      3  0.4586
5       4       2       3      2      2      2      2 -0.3454
  sch_escs_mean s_t_ratio
1     0.4668657      15.5
2     0.4668657      15.5
3     0.4668657      15.5
4     0.4668657      15.5
5     0.4668657      15.5
 [ reached 'max' / getOption("max.print") -- omitted 1 rows ]






このデータは，経済協力開発機構（OECD）がおよそ3年に1度実施している生徒の学習到達度調査（PISA）の2018年実施分の日本のデータを加工したものです。 表 9.1 に，各変数の意味をまとめました。




表 9.1: chapter09.rdsの変数









	変数名
	説明





	student_id
	回答者（生徒）のID



	school_id
	回答者（生徒）が所属する学校のID



	read_score
	PISA読解力の得点



	wants_univ
	予想する最終学歴（進学希望の代理指標として）「あなたは，自分がどの教育段階まで終えると思いますか。：短期大学・高等専門学校あるいは大学・大学院」



	belong1
	所属感「学校ではよそ者だ（またはのけ者にされている）と感じる」



	belong2
	所属感「学校ではすぐに友達ができる」



	belong3
	所属感「学校の一員だと感じている」



	belong4
	所属感「学校は気後れがして居心地が悪い」



	belong5
	所属感「他の生徒たちは私をよく思ってくれている」



	belong6
	所属感「学校にいると，さみしい」



	teach1
	授業方法「先生は，私たちの学習の目標をはっきりと示す」



	teach2
	授業方法「先生は，私たちが学んだことを理解しているかどうか、確認するための質問を出す」



	teach3
	授業方法「先生は，授業の始めに、前回の授業のまとめをする」



	teach4
	授業方法「先生は，学習する内容を私たちに話す」



	escs
	回答者（生徒）の社会経済的地位



	sch_escs_mean
	学校ごとのescsの平均値



	s_t_ratio
	ST比（教員1人あたりの生徒の数）










なお，本Chapterでは基本的に，「読解力に影響を与える要因」の検討を目的とします。 したがって，被説明変数は一貫してread_scoreです。

PISAでは，（層化）二段階抽出によってサンプリングを行っています。 これは，全国の高校生から，


	（学校区分ごとに）対象となる高校を無作為に選ぶ

	選ばれた高校の中から，受検する学生をランダムに（クラス単位で）選ぶ



という手順で抽出する方法です。 したがって，このデータの分析単位（各行の単位）は生徒一人ひとりですが，同時に各生徒は特定の学校に所属しており，複数の生徒が同じ学校に所属しているという構造のデータになっています3。







[image: ]






図 9.1: 階層的なデータの構造















データセット作成のコード




興味がある人もいるかも知れないので，本Chapterで使用するデータセットの作成に使用したRコードを掲載しておきます。 あくまでも補足なので，本編では封印していたdplyrの記法を使いますがご了承ください。

まずは，PISAデータをダウンロードします。 RにはEdSurveyというパッケージがあり，これを使うとPISAをはじめとした大規模調査データを簡単に取得できます。





コード 9.3: PISAデータの取得


# install.packages("EdSurvey")
library(EdSurvey) # PISAをはじめとした大規模調査データの取得用
library(dplyr) # データフレームの操作用
library(stringr) # 文字列の操作用

# PISA2018のデータのダウンロード
# かなり大きい＆時間がかかるので要注意！
downloadPISA(years = 2018, root = "./")
# 日本のデータだけ使うので準備
pisa_jpn_edsurvey <- readPISA(path = "./PISA/2018", countries = "JPN")

# 使用する変数の選択
selected_vars <- c(
  "cntstuid", "cntschid", "pv1read", "escs",
  "st225q05ha", "st225q06ha", # 進学希望
  paste0("st034q", sprintf("%02i", 1:6), "ta"), # 所属感の項目
  paste0("st102q", sprintf("%02i", 1:4), "ta"), # 授業方法の項目
  "stratio"
)
# データの抽出
pisa_df_raw <- getData(
  data = pisa_jpn_edsurvey,
  varnames = selected_vars,
  addAttributes = FALSE
)









ここまででデータの準備ができたので，あとは分析しやすいように色々と整形していきます。





コード 9.4: データセットの整形


pisa_final <- pisa_df_raw |>
  rename( # 分かりやすい変数名に変更
    school_id = cntschid, student_id = cntstuid,
    read_score = pv1read, wants_univ1 = st225q05ha, wants_univ2 = st225q06ha,
    belong1 = st034q01ta, belong2 = st034q02ta, belong3 = st034q03ta,
    belong4 = st034q04ta, belong5 = st034q05ta, belong6 = st034q06ta,
    teach1 = st102q01ta, teach2 = st102q02ta, teach3 = st102q03ta, teach4 = st102q04ta,
    s_t_ratio = stratio
  ) |>
  # 進学希望有無を二値変数に変換
  mutate(wants_univ = as.numeric(wants_univ1 == "CHECKED" | wants_univ2 == "CHECKED")) |>
  # 欠損値を持つ行を削除 (簡単化のため)
  na.omit() |>
  # 所属感の項目を数値に変換し，逆転項目の向きを反転
  mutate(across(starts_with("belong"), as.numeric)) |>
  mutate(across(c(belong2, belong3, belong5), function(x) 5 - x)) |>
  # 先生の指導に関する項目を数値に変換し，すべて逆転
  mutate(across(starts_with("teach"), as.numeric)) |>
  mutate(across(starts_with("teach"), function(x) 5 - x)) |>
  # レベル2の変数（学校平均ESCS）を作成
  group_by(school_id) |>
  mutate(sch_escs_mean = mean(escs, na.rm = TRUE)) |>
  ungroup() |>
  # IDの桁数を削る（必須ではない）
  mutate(
    school_id = sprintf("%03s", str_sub(school_id, -3, -1)),
    student_id = sprintf("%04s", str_sub(student_id, -4, -1))
  ) |>
  select( # 不要な変数を削除し，列の順番を整理
    school_id, student_id, read_score, wants_univ,
    belong1:belong6, teach1:teach4, escs, sch_escs_mean, s_t_ratio
  ) |>
  # 並び替え
  arrange(school_id, student_id) |>
  # data.frameとして保存（tibbleでも良いが，資料中の一貫性から）
  as.data.frame()

saveRDS(pisa_final, "chapter09.rds")

















9.1.2 階層性が生じるメカニズム

階層性が生じる理由は大きく分けて以下の3つです。


	選択効果（Selection Effect）

	
似たような特徴を持つ個人が同じ集団に集まる傾向です。 例えば，公立の学校では，家庭の社会経済的地位が似た生徒は同じ地域（学区）に住むことが多いため，同じ学校に通う傾向が見られるでしょう。


	処遇効果（Treatment Effect）

	
同じ集団に属する個人は，共通の処遇や環境を経験することで結果的に似たような特徴を持つようになることがあります。 同じ学校の生徒は，共通の教員，カリキュラム，設備の影響を受けるために，学力や進路希望なども（学校ごとに）似たものになるでしょう。 あるいは，同じ会社に勤務している人は，仕事に対する考え方などが似てくるかもしれません。


	相互作用効果（Interaction Effect：ピア効果とも）

	
同じ集団に属する個人同士は，行動などを共にする機会が多いことで相互に影響し合うことがあります。 その結果として，集団内で特徴が似てくることもあるでしょう。 例えば学校では，同級生同士の学習態度や動機が相互に影響し合うはずです。




このように，データの階層性（集団内で似ている傾向）は，事前的にも事後的にも発生しうるものです。 どのように発生したものにせよ，階層性がある場合にはこれを考慮して分析する必要があります。

その中でも，特に階層性の因果関係をはっきりさせたい場合には，階層性のメカニズム（どの時点で発生したものであるか）の区別が非常に重要です。 例えば，学校において「相互作用効果によって学習意欲が向上するか」を検証することはかなり難しいとされています。 これは，階層データでは本質的に「クラスメイトが頑張っているから自分も頑張ろう，となる（ピア効果）」のか「もともと同程度に頑張る＝同程度の学力の人たちが同じ学校に所属しやすい（選択効果）」のかが区別できないためです。 つまり，「類は友を呼ぶ」のか「友が類になる」のかが区別できないと，因果関係の方向性を特定することができないのです。



9.1.3 階層性を考慮する必要性

階層データの根本的な特徴は，観測単位間の依存性にあります。 分析の対象となる変数について，観測単位に依存性がある場合，普通の回帰分析や分散分析で分析すると，いくつかの問題が生じます。 まずはその問題を直感的に理解するため，簡単な「母平均の推定」を例に考えてみましょう。


シンプルな例

PISAの目的の中には，「世界各国の高校1年生の学習到達度」の評価があります。 日本の高校1年生の読解力の平均値（母平均）を知るために最も適切な方法がランダムサンプリングであることは明らかです。 しかし，高校生一人ひとりに個別にお願いをするのはかなり大変なので，PISAでは先に説明した二段階抽出を行っています。 では，「ある学校のある1つのクラス（40人）をランダムに選ぶ」場合，「完全ランダムに40人をサンプリングする」理想的な状況と比べて，母平均の推定はどうなるでしょうか。

PISAの得点は，平均500，標準偏差100になるように調整された値なので，まずは理想的なランダムサンプリングを想定して，試しに正規分布\(N(500, 100^2)\)から40個の乱数を2回ほどサンプリングしてみましょう。 すると， 図 9.2 のような結果が得られました。
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図 9.2: 理想的なサンプリング（\(n=40\)）








各図には，正規分布\(N(500, 100^2)\)の確率密度関数と，下のほうに実際にサンプリングされた40個の値が描かれています。 また，黒い直線は\(x=500\)を，赤い点線は標本平均を表しています。 このように，毎回のサンプリングは異なっていても，結果として得られる標本平均は，サンプルサイズに応じて母平均の周辺に集まる，という性質がありました（大数の法則）。

続いては，「ある学校のある1つのクラス（40人）をランダムに選ぶ」場合を考えてみます。 この場合，たまたま優秀な学校が選ばれる可能性もあれば，そうでもない学校が選ばれる可能性もあります。 図 9.3 の左は，たまたま優秀な学校が選ばれた場合を，右は優秀ではない学校が選ばれた場合を表しています。
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図 9.3: 二段階抽出（\(n=40\)）








この場合，あるクラスが抽出されると，そのクラスの中での学力レベルは全体の\(N(500, 100^2)\)よりも凝集していると考えられるため，その確率分布を線で表しています4。 その結果，図 9.2 と比べると，どのクラスが選ばれるかによって，標本平均は大きく変動することがわかります。

図 9.2 と 図 9.3 の対比は，データに階層性がある場合，理想的な状況と比べてサンプリングの効率が低下することを意味しています。 ここで，標本平均の標本分布は，サンプルサイズを用いて，正規分布\(N\left(\mu, \frac{\sigma^2}{n}\right)\)と表せることを思い出してください。 この式に基づくと，\(n=40\)の場合（ 図 9.2 ）の標本平均の標本分布は，\(N\left(500, \frac{100^2}{40}\right)\approx N(500, 15.81^2)\)となります。 そして，二段階抽出の場合（ 図 9.3 ）には，どうやら標本平均の標本分布の分散は，これよりも大きくなりそうなので，\(N\left(\mu, \frac{\sigma^2}{n}\right)\)に基づいて標本分布を構成してしまうと，色々と問題がありそうだと分かるのです5。

以上は，母平均の推定においてデータの階層性に注意して分析を行うべきであることの簡単な説明でした。 ほかの分析手法においても同様に，完全なランダムサンプリングを前提に構築された手法を，階層性のあるデータに適用すべきではないことが多々あるわけです。



生態学的誤謬

ここでもう一つ，データの階層性を無視することが明確に誤った結論を導く有名な例を紹介しておきます。

ある研究者が，「教育熱心な地域ほど学力が高い」という仮説を立てました。 これを検証するため，（「教育熱心度」の代理指標として）学校の授業以外の学習時間（塾・補習など）が長いほど学力が高いかを調べるために，5つの地域からそれぞれ60人ずつのデータを収集しました。 図 9.4 は，地域ごとに計算した平均値に基づいて回帰分析を行った結果です。
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図 9.4: 補習時間と学力の関係（地域レベル）








この結果を見ると，補習時間と学力の間にはかなり強い正の相関がありそうです。 ただし，この結果は「補習時間が長い個人ほど学力が高い」ということは意味しません。 実際に，個人レベルで見ても2つの変数に正の相関があるかは場合によります。 実際に，地域（散布図の点の色）ごとにそれぞれ回帰分析を行ってみると，個人レベルでは，補習時間が長いほどむしろテストの得点が低いことがわかります（ 図 9.6 ）。
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図 9.5: 補習時間と学力の関係（地域ごとに）








このように，集団レベルで見られた関係性が，個人レベルにも自動的に当てはまる，ということは決してありません。 にも関わらず，個人と集団をごっちゃに考えてしまい誤った推論を行ってしまうことを，生態学的誤謬 （ecological fallacy: Robinson, 1950） と呼びます。 データの階層性を無視して分析を行うことは，生態学的誤謬の餌食になってしまう可能性があるわけです。

ちなみにこのデータに関しては，集団平均を使わずに個人レベルのデータでそのまま回帰分析を行った場合も，正の傾きが見られます（ 図 9.6 ）。
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図 9.6: 補習時間と学力の関係（個人レベル）








このように，データ全体を個人レベルで分析した場合と，集団ごとに分析した場合に全く異なる結論が導き出されることは，生態学的誤謬の中でもシンプソンのパラドックス （Simpson, 1951） などと呼ばれています。

生態学的誤謬およびシンプソンのパラドックスに関して厄介なのは，この場合どちらのメカニズムもある程度妥当な解釈が可能である，という点です。 図 9.5 に示されているように，補習時間が長いほどテストの得点が高くなる，というのは直感的に有り得そうですし， 図 9.5 のように集団内では負の関係が見られる，というのも，「もともとの学力が低い生徒ほど補習させられている」と考えると納得が行きます。

このため，階層データに対しては，データの階層性を正しく理解して適切な分析手法を適用するだけでなく，集団レベル・個人レベルの変数がどのように影響するかを考えることが重要となります。




9.1.4 階層構造の表現

ここで，これ以降の説明のために，階層構造の基本的な表記を説明しておきます。 必然的に添え字が複数になるので，混乱しないように気をつけてください。 本資料では，階層データのレベルに合わせて添字を以下のように表します6。


	レベル1（個人[\(p\)erson]レベル）: \(p = 1, 2, \ldots, n_g\)（第\(g\)集団内の個人）

	レベル2（集団[\(g\)roup]レベル）: \(g = 1, 2, \ldots, G\)（集団）



例えば\(x_{pg}\)は，「第\(g\)集団の中の\(p\)番目の人の\(x\)の値」を表しているわけです。

なお，レベル1が「個人」，レベル2が「集団」を表す，というのは，あくまでも本Chapterで使用するPISAのデータに関する話です。 これ以外にも，例えば同じ人から定期的に何度も測定を行うことで変化を観察する（縦断的な）測定の場合には，レベル1が「時点」，レベル2が「個人」となります。

また，理論的には階層はいくつでも考えることができます。 例えばPISAデータの場合には，国\(\rightarrow\)学校\(\rightarrow\)個人という3つの階層を考えることもできますし，アメリカであれば州ごとにも教育政策が異なるため，国\(\rightarrow\)州\(\rightarrow\)学校\(\rightarrow\)個人という4つの階層を考えることもできるでしょう。

もちろん階層を増やすほど，分析のモデルは複雑になり，必要なサンプルサイズも増加します。 ただ，理論的には考えることはできるので，本当に必要な時が来たら考えてみてください。



9.1.5 変動の分解

データの階層性を考慮するためには，まずある変数の値のばらつきが複数の要素に分解されるという考え方を理解する必要があります。 例えば，PISAの平均点が570点のとあるクラスの生徒が577点を獲得した場合，これは \[
x_{pg} = 500 + \overbrace{70}^{全体平均とクラス平均の差} + \overbrace{7}^{クラス平均との差} = 577
\tag{9.1}\] と表すことができます（ 図 9.7 ）。 このとき，「全体平均とクラス平均の差」は，言わば集団レベルの変動を意味しています。 一方「クラス平均との差」は，集団内での個人レベルの変動を意味します。
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図 9.7: 変動の分解









分解に基づく回帰分析の表現

このように変数を「全体平均と集団の平均の差」と「集団の平均と個人の値の差」に分解すると，単回帰分析は \[
\begin{alignedat}{3}
y_{pg} &= \beta_0 + & &\beta_1x_{pg} & &+ u_{pg} \\
&= \beta_0 + & &\beta_1[(x_{pg}-\bar{x}_{\cdot g})+\bar{x}_{\cdot g}] & &+ u_{pg}
\end{alignedat}
\tag{9.2}\] と表すことができます。 ここで，\(\bar{x}_{\cdot g}\)は集団\(g\)の平均値 \[
\bar{x}_{\cdot g} = \frac{1}{n_g} \sum_{p=1}^{n_g}x_{pg}
\tag{9.3}\] を表しています。 (9.2)式からは，回帰分析における傾き\(\beta_1\)が集団レベルと個人レベルの両方の変動に対して影響する係数であることが分かります。 これは，例えば\(\beta_1>0\)であった場合に，


	\((x_{pg}-\bar{x}_{\cdot g})\)の値が大きい，すなわち集団内で相対的に値が大きい個人ほど\(y_{pg}\)の値も大きい

	\(\bar{x}_{\cdot g}\)の値が大きい集団ほど\(y_{pg}\)の値も大きい



という2つの効果が混ざっていることを意味します。 したがって，階層性を考慮したモデルで推定しない限り，\(\beta_1\)の効果を正しく解釈することは非常に難しいのです。
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図 9.8: 回帰係数に混ざった効果








図 9.8 は，生態学的誤謬の例として示したプロットです。 集団（学校）ごとに求めた回帰係数は負の値となっている一方で，集団の平均値（黒丸）に基づいて求めた回帰直線は正の値となっていました。 ここでのポイントは，個人のデータレベルで求めた回帰直線（赤い線）が，集団ごとに求めた回帰直線と，集団平均に基づいて求めた回帰直線の傾きの中間になっているということです。 これこそが，「2つの効果が混ざっている」ことを示しています。





9.2 マルチレベル分析の出発点：分散分析

セクション 9.1.5 で見たように，階層性のあるデータの分析では，ある変数の値の変動を「集団レベル」と「個人レベル」のようにレベル毎に分解して考えます。 そのような分析の代表例として，（マルチレベルモデルなどは聞いたことがない人でもきっとご存知の）分散分析というものがあります。

分散分析自体の説明はここでは省略しますが，Rでは，aov()という関数によって，以下のように一要因の分散分析は簡単に実行可能です7。





コード 9.5: ただの分散分析


summary(aov(read_score ~ school_id, data = dat))








              Df   Sum Sq Mean Sq F value Pr(>F)    
school_id    182 21708859  119279   21.38 <2e-16 ***
Residuals   5583 31148843    5579                   
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






分散分析では，「すべての集団の平均値が等しい」という帰無仮説を設定し統計的仮説検定を行います。 この際に使用する検定統計量\(F\)（F value，今回は21.38）は，簡単に言えば「集団レベルの変動（ 図 9.7 の緑の矢印の長さ）」と「個人レベルの変動（オレンジ色の矢印の長さ）」の比に基づいており，集団レベルの変動が十分に大きければ「集団ごとに平均値が異なる」と判断しています。 したがって，とりあえずまずは分散分析を行えば，集団ごとに平均に差がある＝データの階層性を考慮した分析手法を採用すべきか，が分かりそうな気がします。

このように，マルチレベル（階層線形）モデルは，分散分析を拡張したような形になっているのですが，実際にはもう少し考えなければいけないことがあります。 マルチレベルモデルの適用に際しては，集団ごとの変動に関する重要な考え方の違いを理解しておく必要があるのです。


9.2.1 固定効果と変量効果

分散分析が行っているのは，実際に観測された各学校の間に平均的な差があるかの検証です。 これは，各学校の差を詳細に検討したいような状況を想定しています（例：同じ市内の中学校の間に差があるか）。 したがって，分散分析から分かることは「そのデータの中にある学校間では平均値に差がある」ということです。

一方で，PISAデータの分析では，抽出された学校が具体的にどの学校であるかは問題ではありません。 たまたま無作為抽出でその学校が選ばれたからデータに含まれているだけで，何らかの理由でその学校が別の学校に変わったとしても，基本的には何も問題ないでしょう。 このように，一つ一つの集団には具体的な関心がなく，一般論としての「学校ごとの違い」などに関心があるような場合，分散分析では結果が「そのデータの中」に限定されてしまうため，別のアプローチのほうが良いと考えられます。 そこで，集団の平均値自体を確率変数とみなして，観測値はその実現値だと考えるのです。

このように，データの階層構造を考えるときには，レベル2以上の要素について「一つ一つの具体的な値に関心があるか」を明確に区別して考える必要があります。 具体的には，説明変数の効果は固定効果（fixed effects）と変量効果（random effects）のいずれかに分類されます。


固定効果（Fixed Effects）

固定効果とは，母集団の中で値が固定されている（決まっている）と見なされる効果のことです。 「固定」された値があると見なすならば，その値自体に関心があるわけで，そのために特定の集団を名指しで指定してデータを収集しているのです。 例えば，「性別による学力の差」を分析する場合，性別の効果は固定効果として扱います。 これは，男性と女性という2つのカテゴリが明確に定まっており，その効果の大きさ（回帰係数）が母集団全体で一定であると考えるためです。

各学校の平均値差を固定効果と見なして行う分散分析は，実は回帰分析の形で以下のように表すことができます。 \[
y_{pg} = \beta_0 + \beta_{02} x_{g=2} + \beta_{03} x_{g=3} + \cdots + \beta_{0G} x_{g=G} + u_{pg}
\tag{9.4}\] ここで\(x_{g=g}\)は，その生徒が学校\(g\)に所属している場合は1をとり，それ以外では0となるダミー変数です。 したがって，上の式は集団\(g\)ごとに \[
\begin{alignedat}{3}
y_{p1} &= \beta_0 &&+u_{p1} &&\quad (g=1) \\
y_{p2} &= \beta_0 +\beta_{02}&&+u_{p2} &&\quad (g=2) \\
y_{p3} &= \beta_0 +\beta_{03}&&+u_{p3} &&\quad (g=3) \\
&\vdots\\
y_{pG} &= \beta_0 +\beta_{0G}&&+u_{pG} &&\quad (g=G) \\
\end{alignedat}
\tag{9.5}\] と書き分けることができます。 つまり，各ダミー変数に関する回帰係数\(\beta_{0g}~(g=2,3,\cdots,G)\)は，基準となる集団（上の式は\(g=1\)）との平均値差を表している，と言えます。

そしてこのとき，分散分析の検定は，\(\beta_{0g}~(g=2,3,\cdots,G)\)がすべて0であるかを評価することと，数学的には同じことなのです。 実際に，school_idについてダミー変数化した回帰分析を行ってみましょう。 回帰分析を行うlm()関数では，説明変数が名義尺度（character型など）の場合，自動的にダミー変数化して分析を実行してくれます。





コード 9.6: ダミー変数を用いた回帰分析


summary(lm(read_score ~ school_id, data = dat))









Call:
lm(formula = read_score ~ school_id, data = dat)

Residuals:
    Min      1Q  Median      3Q     Max 
-323.86  -49.34    0.37   50.13  275.00 

Coefficients:
              Estimate Std. Error t value Pr(>|t|)    
(Intercept)   621.2408    12.6256  49.205  < 2e-16 ***
school_id002 -148.3601    17.9861  -8.249  < 2e-16 ***
school_id003 -159.6712    18.9384  -8.431  < 2e-16 ***
school_id004 -115.5121    18.1239  -6.373 2.00e-10 ***
school_id005 -212.7595    18.4223 -11.549  < 2e-16 ***
school_id006   -9.3313    18.1239  -0.515 0.606669    
 [ reached getOption("max.print") -- omitted 177 rows ]
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

Residual standard error: 74.69 on 5583 degrees of freedom
Multiple R-squared:  0.4107,    Adjusted R-squared:  0.3915 
F-statistic: 21.38 on 182 and 5583 DF,  p-value: < 2.2e-16






出力の(Intercept)は(9.4)式の\(\beta_0\)，すなわちschool_id==001の学校の平均値を表しています。 そして，続くschool_id***は，それぞれの学校のschool_id==001との差を表しているわけです。 最も重要なポイントは，一番下に出力されている検定統計量（F-statistic）の値が，先程の分散分析のときと同じ（21.38）であるという点です。 これが，ダミー変数を用いた回帰分析と分散分析が数学的には等価であることを示しています。

平均値の違いを固定効果とみなした分析の結果は，例えば分散分析であれば「そのデータに含まれる学校の間には，平均値に差がある／ない」というものです。 したがって，この結果をもって「一般的に，世の中の学校（母集団全体）において平均値に差がどの程度あるか」までは分かりません（差があることくらいは分かったとしても）。 また，係数\(\beta_{0g}\)は，あくまでもその集団\(g\)ごとに個別に計算される値なので，複数の集団間の\(\beta_{0g}\)を比べるような分析，例えば「どのような特徴を持った集団ほど\(\beta_{0g}\)が大きい＝平均値が高いのか」といった分析には不都合です8。



変量効果（Random Effects）

変量効果とは，母集団の中で確率的に変動する効果のことです。 これは先程説明したように，個々の集団の具体的な値はただの確率変数の実現値に過ぎず，再び同じようにランダムサンプリングを行えば異なる集団・異なる値になるだろう，と考えることを意味します。 PISAデータの例では，学校の効果は変量効果として扱います。 これは，データに含まれる具体的な学校（例：A高校，B高校）がたまたま抽出されただけであり，他の学校が抽出されても同様の分析を行いたいためです。

平均値の差を変量効果として扱う場合，もちろん「（特定の）A高校とB高校では具体的に平均値がどの程度（何点くらい）違うのか」を調べることには興味がありません。 代わりに「全体的に，学校ごとに平均値はどの程度のばらつきを持っているのか」を調べることになります。 このため数学的には，学校ごとの平均値差を変量効果として扱う場合，もはやパラメータ（\(\beta_{0g}\)）でもないため表記を\(u_{pg}\)に変えて9， \[
u_{0g} \sim N(0, \sigma^2_{0g})
\tag{9.6}\] のように正規分布に従う確率変数であると仮定します。 このとき，分散分析のモデル式は(9.5)式とほぼ同じで良いのですが，少し変えて \[
y_{pg} = \mu +u_{0g} + u_{pg}
\tag{9.7}\] となります。 なお，固定効果の場合の分散分析では，\(\beta_0\)は「集団\(g=1\)の平均値」を表していましたが，変量効果の場合の分散分析では，\(g=1\)も含めたすべての集団に対して付与される\(\beta_{0g}\)が平均0と仮定されている(9.6式)ため，パラメータ\(\mu\)はそのまま全体平均を表しています。



判断基準

ある要因を固定効果として扱うか変量効果として扱うかは，慣れないうちはなかなか悩むと思います。 基本的な判断の基準は，以下のような感じです。

固定効果として扱う場合：


	カテゴリ数が少ない

	具体的なカテゴリの効果に関心がある（性差・地域差の比較など）

	カテゴリが理論的に意味を持つ（その学校を選んだことに必然性がある）



変量効果として扱う場合：


	カテゴリ数が多い

	個々のカテゴリよりも変動の大きさに関心がある

	カテゴリ自体がランダムサンプリングされている（その学校である必要はない）



また，実用的な観点からは，サンプルサイズについても考慮する必要があります。 変量効果として扱うには，各レベルに十分なサンプルが必要です。 というのも，変量効果として扱う場合には，その変量効果のばらつき（\(\sigma^2_{0g}\)）が推定の対象となるためです。 一般的には，レベル2のカテゴリ（例：学校）が30以上あることが推奨されます。 とはいえ，統計的な基準だけでなく，研究の理論的背景も考慮して決めなくてはいけません。 例えば，もしもリソースの都合によって，5つの学校からしかデータを集めることができなかったとしても，「一般的に学校ごとに差があるか」を評価したいのであれば，やはり（多少無理はあるにせよ）変量効果として分析するほうが良いかもしれません。





9.3 階層線形モデル

ここからは，集団ごとの違いを変量効果とみなした分析の実践に入っていきます。 まずは，最も基本的な回帰分析のマルチレベルモデルについて見ていきます。


9.3.1 ランダム切片モデル

階層線形モデル（Hierarchical Linear Model [HLM]）の最も基本的なモデルは，先ほど説明した分散分析において，集団ごとの平均値差を変量効果に置き換えただけのモデルとされています。これを，ランダム切片モデル（random intercept model）と呼びます。 すでに部分的にはところどころで説明しているのですが，ここでまとめて，改めて「マルチレベルモデルの出発点」をおさえておきます。








いろいろな呼び方を持つモデル




これから紹介するモデルは，分野の慣習や，モデルのどの側面に注目するかによって，マルチレベルモデルや階層線形モデル以外にも異なる名称で呼ばれることがあります。

すべてのモデルには，必ず固定効果と変量効果が最低1つずつは含まれます。そのため混合効果モデル（mixed effects model）とも呼ばれることがあります。 とはいえ，やはりこのモデルのキモは変量効果にあり，そもそも回帰分析では固定効果がないモデルは存在しないことから，変量効果モデル（random effects model）やランダム係数モデルと（random coefficient model）いう名称もあります。

特に分野が異なる人と会話するときには，実は同じモデルを指しているのに，異なる名称で呼ばれている可能性があるので，まずはモデル式を見るようにすると良いかもしれません。








モデルの基本構造

ランダム切片モデルの最も基本的な形は，説明変数を含まない切片のみのモデル（null model または unconditional model）です。このモデルは，セクション 9.1.5 で説明した変動の分解の考え方を直接的に表現したものです。


数学的表現

マルチレベルモデルでは，基本的に回帰式をレベルごとに作成することを考えます。 基本的なランダム切片モデルを表す場合には， \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} + u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + u_{0g}
\end{alignedat}
\tag{9.8}\] という要領です。 回帰式っぽく見えないかもしれませんが，これも立派な「説明変数のない回帰分析」の形です。 なお，式中の各項はそれぞれ


	\(y_{pg}\)：第\(g\)集団の\(p\)番目の個人の従属変数の値

	\(\mu\)：全体の平均

	\(u_{0g}\)：第\(g\)集団の切片の全体平均との差

	\(u_{pg}\)：個人レベルの誤差項（集団平均との差）



をそれぞれ表しています。 このモデルにおいて，\(u_{0g}\)および\(u_{pg}\)は変量効果に相当する項である一方，全体平均\(\mu\)は固定効果に相当します。 このように，階層線形モデルには必ず固定効果と変量効果が含まれています。

もちろん(9.8)の2つの式を組み合わせて， \[
y_{pg} = \mu + u_{0g} + u_{pg}
\tag{9.9}\] のように表しても良いのですが，後ほど回帰分析の説明変数が追加されるときに，どちらのレベルの説明変数なのかを区別しやすいように，レベルごとに表記するのがおすすめです。



変量効果の仮定

変量効果と誤差項については，以下の仮定を置きます。 \[
\begin{aligned}
u_{0g} &\sim N(0, \sigma^2_{0g}) \\
u_{pg} &\sim N(0, \sigma^2_{pg}) \\
\sigma_{u_{0g}, u_{pg}} &= 0
\end{aligned}
\tag{9.10}\] 上2つの仮定は単に，集団レベル・個人レベルの変動を，それぞれ異なる正規分布に従う確率変数（変量効果）と見なすことを意味しています。 また，一番下の仮定は，集団レベルと個人レベルの変動が無相関であることを意味します。

以上の仮定のもとでは，\(y_{pg}\)の分布は \[
y_{pg} \sim N(\beta_{0g}, \sigma^2_{pg})
\tag{9.11}\] という形で表すことも可能であり，これが尤度関数を形作ります。 つまり，集団\(g\)に属する個人\(p\)の値\(y_{pg}\)は，集団\(g\)の平均\(\beta_{0g}\)を中心に，個人レベルの誤差項\(u_{pg}\)に従う正規分布に従うと考えるわけです。 これにより，各集団\(g\)の尤度関数は単純に正規分布の掛け算として表現されます。



モデルの意味

このモデルは，被説明変数の値の変動を， \[
y_{pg} = \overbrace{\mu}^{全体平均} + \overbrace{u_{0g}}^{集団平均と全体平均の差} + \overbrace{u_{pg}}^{個人値と集団平均の差}
\tag{9.12}\] つまり，「全体平均」「集団効果」「個人効果」の3つの成分に分解したものです。 そして，(9.10)式の仮定のもとでは，被説明変数の総分散は以下のように分解されます。 \[
\sigma_{y}^2 = \sigma^2_{0g} + \sigma^2_{pg}
\tag{9.13}\]

図 9.9 は，ランダム切片モデルのイメージ図です。 全体平均を表す赤い点線（\(\mu\)）と，各グループの平均値（\(\beta_{0g}\)）を表す青い実線の間の距離（矢印の長さ）が\(u_{0g}\)に相当し，この長さの母分散が\(\sigma^2_{0g}\)となります。
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図 9.9: ランダム切片モデル（説明変数なし）の概念図








このモデルは，マルチレベル分析の出発点となる最も基本的なモデルです。 後ほど説明変数を追加していきますが，まずはこのモデルでデータの階層構造と変動の分解を理解しましょう。




Rでのランダム切片モデルの実装

Rでマルチレベルモデルを推定するには，パッケージと同名のglmmTMB()関数を使用します。





コード 9.7: 切片のみのランダム切片モデル


model0 <- glmmTMB(read_score ~ (1 | school_id), data = dat)
summary(model0)








 Family: gaussian  ( identity )
Formula:          read_score ~ (1 | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66670.7   66690.7  -33332.3   66664.7      5763 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 3624     60.2    
 Residual              5579     74.7    
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.58e+03 

Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  503.699      4.562   110.4   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






glmmTMB()関数は，通常の回帰分析の関数lm()と似たような構文formulaを取ります。 ただし，固定効果と変量効果を明確に区別するために，少し特殊な記法を使用します。

通常の（school_idの効果を固定効果とした）lm()では，read_score ~ school_idと記述していました。 変量効果とする場合，この右辺のschool_idの部分を(1|school_id)に書き換えます。 このように，カッコの中の縦棒（|）の右側には，変量効果として扱う説明変数を書きます。 そして左側には，「レベル2の回帰分析の説明変数」を書きます（詳細は セクション 9.3.5 にて）。 とりあえず現時点では，そのような説明変数はまだ考えていないので，school_idによる変量効果の平均値（切片）を表す1だけを書いておきます。








lme4パッケージの場合の解説




上記の分析をlme4パッケージで実行する場合には，lmer()関数を使用します。 ただし引数は基本的にglmmTMB()関数と同じなので，パッケージを読み込んでいれば，関数名を変えるだけでOKです。





コード 9.8: 切片のみのランダム切片モデル（lme4）


library(lme4)
model0_lmer <- lmer(read_score ~ (1 | school_id), data = dat, REML = FALSE)
summary(model0_lmer)








Linear mixed model fit by maximum likelihood  ['lmerMod']
Formula: read_score ~ (1 | school_id)
   Data: dat

     AIC      BIC   logLik deviance df.resid 
 66670.7  66690.7 -33332.3  66664.7     5763 

Scaled residuals: 
    Min      1Q  Median      3Q     Max 
-4.3531 -0.6575  0.0101  0.6729  3.6592 

Random effects:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 3624     60.2    
 Residual              5579     74.7    
Number of obs: 5766, groups:  school_id, 183

Fixed effects:
            Estimate Std. Error t value
(Intercept)  503.699      4.562   110.4






ただし，lmer()関数には，少し注意点があります。 まず，lmer()関数では少なくとも1つは変量効果が必ず含まれていないと実行できません。 したがって，間違えてschool_idを固定効果のように書いてしまった以下のコードではエラーとなります。 変量効果がないならば，素直にlm()を使っておけ，ということですね。





コード 9.9: 間違えて固定効果にしてしまうと


lmer(read_score ~ school_id, data = dat)








Error: No random effects terms specified in formula





なおglmmTMB()関数では，変量効果がない場合でも推定を行ってくれます（つまり通常のlm()関数も内包している）。

また，lmer()関数では，デフォルトで制限付き最尤法（REstricted Maximum Likelihood [REML]）による推定が行われます。 細かい説明は省略するのですが，実は セクション 9.3.6 で説明するモデル比較においては，多くの場合でREML = FALSEとして通常の最尤法（ML）に変更しておかないと正しくない （川端，2019） ので，この引数の意味が分からなくても，こだわりが無ければ基本的にREML = FALSEをつけて実行するようにしてください。

なおglmmTMB()関数にも引数REMLは用意されているのですが，上述の理由からかデフォルトがfalseになっています。 したがって，glmmTMB()関数を使用する場合はREMLを明示的に使用したい場合だけ設定する必要があるということです。







改めて結果を見ると，Random effects:とConditional model:という形で，変量効果と固定効果が別々に記載されていることがわかります。



Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  503.699      4.562   110.4   <2e-16 ***






まず，Conditional model:には，固定効果として，ここではレベル2の回帰分析（9.8式）の結果が示されています。 といっても現時点では説明変数は何もないので，(Intercept)すなわち切片（全体平均）のみが示されています。 Estimateの503.699という値は，各集団の平均値（\(\beta_{0g}\)）の期待値（\(\mu\)）が503.699点，ということを意味します。 注意が必要な点として，これは個人レベルの全体平均の推定値とは異なる統計量です。 実際に，分析に使用しているデータについてread_scoreの平均値を計算すると，以下のようになります。





コード 9.10: 標本平均の計算


mean(dat$read_score)








[1] 506.1703






いま計算した個人レベルの標本平均は，集団のサンプルサイズの違いの影響を強く受けます。 極端な例を上げると，\(n_g=10000\)の学校1つと，\(n_g=10\)の学校99校のデータを混ぜた場合，個人レベルの標本平均は，ほぼ\(n_g=10000\)の学校の平均値によって決まるでしょう。 一方で，集団平均の期待値は，100校のデータをまんべんなく使用して算出されるべきです。 もちろんサンプルサイズの違いによって集団平均の推定精度が異なるため多少の重み付けは必要なのですが，このあたりをうまく調整した推定が行われるために，やや異なる値が得られるのです。



Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 3624     60.2    
 Residual              5579     74.7    
Number of obs: 5766, groups:  school_id, 183






Random effects:には，変量効果の分散および標準偏差が示されています。 Groupsにはformulaのカッコ内の右側に書いた変数名（集団レベルの変数）が，Nameには左側に書いた変数名（レベル2の回帰分析の説明変数）が記されています。 したがって，school_id (Intercept)と記された行の値が，集団平均の分散（\(\sigma_{0g}^2\)）および標準偏差を表しています。 同様に，Residualは残差を表しているので，これが個人レベルの分散（\(\sigma_{pg}^2\)）および標準偏差を意味します。

以上の結果をランダム切片モデルの回帰式（9.8および9.10式）に代入すると， \[
\begin{alignedat}{3}
\text{(レベル1)} \quad y_{pg} & = \beta_{0g} &&+ u_{pg},   &&\qquad u_{pg}\sim N(0, 74.7^2) \\
\text{(レベル2)} \quad \beta_{0g} & = 503.699   &&+ u_{0g}, &&\qquad u_{0g}\sim N(0, 60.2^2)
\end{alignedat}
\tag{9.14}\] という形になります。

なお，(9.13)式では，\(y_{pg}\)の総変動\(\sigma_y^2\)を2つの変量効果の分散の和に分解できると説明しました。 これも，全体平均\(\mu\)のときと同様に，観測された標本分散および不偏分散とは異なる値となります。 これは，データの階層構造を考慮しているか，そして計算方法の違いによって当然起こる違いです。





コード 9.11: 分散の計算


var(dat$read_score) # 不偏分散
60.2^2 + 74.7^2 # 推定値をもとに計算した分散








[1] 9168.725
[1] 9204.13






集団ごとの切片（\(\beta_{0g}\)）は変量効果として扱われているため，モデルの中で直接推定されることはありません。 ただし，（制限付き）最尤法による推定の副産物として，事後的に各グループの切片（\(\beta_{0g}\)）を計算することはできます。





コード 9.12: 集団ごとの平均値の計算


coef(model0)$cond$school_id








    (Intercept)
001    616.2887
002    474.2156
003    463.7651
004    505.6382
005    412.9860
006    607.0865
007    584.1363
008    416.8365
 [ reached 'max' / getOption("max.print") -- omitted 175 rows ]






coef()関数は，回帰係数を取得する関数ですが，glmmTMB()の結果に対しては，変量効果の平均値（切片）を集団ごとに計算してくれます。 この結果から，例えばschool_id == 001の学校の切片は616.2887と高く，この学校が相対的に他の学校よりも数学の学力が高いことなどがわかります。




9.3.2 階層性を考慮すべきか

ここまでに説明してきたランダム切片モデルがマルチレベルの出発点である理由は，このモデルによってそもそも階層性を考慮して分析する必要のあるデータなのかを検討できるためです。

社会科学におけるデータの多くには，何らかの形で階層性があると考えられます。 しかし，必ずしもその階層性を踏まえた分析を行わなくても良いケースもあります。 例えば，「数学の学力」を被説明変数とする場合にデータの階層性を意識する必要があるのは，「数学の学力」自体が学校ごとに平均的に異なると考えられるためです。 したがって，同じようにいくつかの学校から二段階抽出によってサンプリングされたデータであっても，例えば「運動の頻度」などの，学校（レベル2）よりは個人・家庭（レベル1）によって決まるような変数に関心がある場合には，わざわざマルチレベルモデルを使う必要は無いかもしれません10。 そこで，マルチレベルモデルの必要性をある程度統計的に判断するための具体的な基準を示します。


級内相関係数

セクション 9.1.5 で示した形で，変数の変動を「個人レベル」と「集団レベル」に分解すると，回帰係数に個人・集団レベルの効果が混ざること（ 図 9.8 ）や 標本平均の計算における二段階抽出の影響（ 図 9.3 ）は，総変動に占める集団レベルの変動の割合によって決まるということが見えてきます。
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図 9.10: 集団レベルの変動の割合の違い








図 9.10 には，3つの学校からサンプリングされたテストの得点について，学校ごとに作成したバイオリンプロットが描かれています。 3つのプロットのいずれについても，3つの学校のデータをくっつけてテストの得点の分布を求めると，平均500，標準偏差100になるように設計されています。 図 9.7 にあるように，変動を分解して考えると，集団間の変動が大きいほど集団内の変動は小さくなります。

図 9.10 の左は，集団レベルの変動がほとんどないケースです。 この場合，各学校の平均値\(\bar{x}_{\cdot g}\)は，すべて全体平均\(\bar{x}\)と近い値になります。 そこで，\(\bar{x}_{\cdot g}=\bar{x}\)として(9.2)式を少し変形させると， \[
\begin{aligned}
y_{pg}&= \mu &+& \beta_1[(x_{pg}-\bar{x}_{\cdot g})+\bar{x}_{\cdot g}] &+ u_{pg} \\
&=\mu &+& \beta_1[(x_{pg}-\bar{x})+\bar{x}] &+ u_{pg} \\
&=\mu + \beta_1\bar{x} &+& \beta_1(x_{pg}-\bar{x}) &+ u_{pg} \\
&= \mu^{*} &+& \beta_1(x_{pg}-\bar{x}) &+ u_{pg}
\end{aligned}
\tag{9.15}\] と書き換えることができます。 したがって，単純に説明変数を全体平均で中心化して切片を調整しただけの普通の回帰分析の形になることから，わざわざマルチレベルの分析を行う必要が無いことがわかります。

同様に，標本平均の計算（母平均の推定）を考えた場合も，集団ごとの違いが見られない場合は，仮に単一の学校からサンプリングを行ったとしても，あるいは学校にとらわれずに全体からランダムサンプリングしたとしても，同じような結果が得られると考えられます。 したがって，わざわざ階層性を考慮せずとも，普通に個人レベルで分析を行えば良いでしょう。

一方 図 9.10 の右は，集団レベルの変動が大きい場合です。 このときには，明らかに，\(\bar{x}_{\cdot g}=\bar{x}\)ではないことから，(9.15)式のように変換することはできず，結果として\(\beta_1\)には個人レベルと集団レベルの効果が混ざることになります。 したがって，マルチレベルの分析が必要となります。 これは，簡単に言えば\((x_{pg}-\bar{x})\)に対する回帰係数と\(\bar{x}\)に対する回帰係数を別々に設定して \[
y_{pg}= \beta_0 + \beta_{1}(x_{pg}-\bar{x}_{\cdot g})+\beta_{2}\bar{x}_{\cdot g} + \varepsilon_{pg}
\] としてあげると良さそうです（詳細は後ほど）。 マルチレベルな分析の本質は，このように集団レベルの変数\(\bar{x}\)と個人レベルの変数\((x_{pg}-\bar{x})\)を同時に用いて，個別に効果を評価することにあると言えます。

以上に基づき，マルチレベルな分析手法を採用すべきかどうかを判断するための定量的な指標を，集団レベルの変動の割合に基づいて定義していきましょう。

(9.13)式に示されていたように，ランダム切片モデルのもとでは，ある変数\(y_{pg}\)の全体の分散は\(\sigma^2_{0g}+\sigma^2_{pg}\)と単純な和の形に分解することができました。 したがって，全体の変動に占める集団レベルの変動の割合は，単純に \[
\text{ICC} =\frac{\sigma^2_{0g}}{\sigma^2_{0g}+\sigma^2_{pg}}
\tag{9.16}\] と定義できます。 この値のことを級内相関係数（inter-class correlation coefficient [ICC]）と呼びます。 ICCがどの程度の大きさであればマルチレベルな分析が必要とされるかには諸説あるようですが，一説には


	ICC < 0.05: マルチレベルモデルの必要性は低い

	0.05 ≤ ICC < 0.10: マルチレベルモデルを検討する価値がある

	ICC ≥ 0.10: マルチレベルモデルが強く推奨される



などと考えられているようです。








デザインエフェクト




階層性を考慮した分析を行うべき理由は， 図 9.3 に示されていたように，二段階抽出を行うと，見かけのサンプルサイズよりも有効なサンプルサイズが小さいために，標準誤差が過小評価されてしまうことにありました。 これは，二段階抽出が行われると，サンプリングの効率が悪化してしまうことを意味しています。

このサンプリングの効率悪化の程度を示す指標として用いられることがあるのが，デザイン効果 (design effect)と呼ばれる指標です。 デザイン効果は \[
\text{Deff} = \frac{\text{二段階抽出における標準誤差}}{\text{無作為抽出における標準誤差}}
\tag{9.17}\] と定義される値で，そのまま二段階抽出によってどれだけ推定の精度が悪化したかを表しています。 そして，このデザイン効果は，(9.16)式で定義されたICCを用いると， \[
\text{Deff} = 1 + (\bar{n_g}-1)\text{ICC}
\tag{9.18}\] と表せることが知られています。 すなわち，ICCが大きいほどサンプリングの効率が悪化するのです。

そして一説によれば，Deffの値が2を超えてくると，マルチレベルな分析をしたほうが良いかも，と考えられたりするそうです。









RでICCの計算

ICCを計算するための材料は，すでにglmmTMB()関数によって出力されていました。 表示された値（\(\sigma_{0g}=60.2^2,~ \sigma_{pg}=74.7^2\)）を用いて手計算しても良いのですが，よりシステマティックに，そして小数点以下の細かい値まで計算したい場合のために，関数を用いた計算方法も紹介しておきます。

performanceというパッケージには，回帰分析に関する様々な性能チェック（決定係数\(R^2\)やRMSEなどをはじめ，かなりいろいろな種類）の関数が用意されています。 その中にicc()という関数があり，これを使えば簡単に計算可能です。





コード 9.13: performanceパッケージでICCの計算


# install.packages("performance")
library(performance)
icc(model0)








# Intraclass Correlation Coefficient

    Adjusted ICC: 0.394
  Unadjusted ICC: 0.394






今回のデータでは，ICCはおよそ0.394とかなり大きな値となりました。 したがって，マルチレベルな分析を行う必要性が高いと言えるでしょう。








出力から直接ICCを計算する方法




以下の内容を書いたあとでperformanceパッケージの存在に気づいたのですが，performanceパッケージが使えなくなったときのためにこちら説明も残しておきます。





コード 9.14: 分散成分の取得


variance_components <- VarCorr(model0)
variance_components









Conditional model:
 Groups    Name        Std.Dev.
 school_id (Intercept) 60.203  
 Residual              74.696  






VarCorr()関数を使うと，推定された結果の中から分散成分のみを取り出すことができます。 あとは，頑張って各成分の数値を取り出せば，ICCが計算可能です。





コード 9.15: モデル結果からのICC計算


sigma2_0g <- as.numeric(variance_components$school_id[1]) # 学校間分散
sigma2_pg <- attr(variance_components, "sc")^2 # 個人レベル分散
sigma2_0g / (sigma2_0g + sigma2_pg)








numeric(0)






きちんとperformance::icc()関数と（丸め誤差を除けば）同じ値が得られました。














ICCパッケージによるICCの計算について




ICCを計算するためのパッケージとして，実はICCというものも用意されています。





コード 9.16: ICCパッケージの準備


# install.packages("ICC")
library(ICC)









ICCという統計量自体は，マルチレベルモデル以外の文脈でも用いられるものです。 例えば，複数人が同じ人のパフォーマンスを採点するような場合，ICCが高いということは「採点者間で評価が一致している」とみなすことができます。 そのような用途でICCを計算することを想定しているので，ICCパッケージは，もともとマルチレベルモデルのために作られたものではないはずです。

実際にICCパッケージでは，（集団レベルの変動を固定効果とみなした）分散分析の考え方に基づいて，観測されたある変数の分散を「群間変動」と「群内変動」に分解してICCを求めます。 具体的には，「群間変動の総和（\(SS_B\)）」と「群内変動（\(SS_W\)）」をそれぞれの自由度で割った値をそれぞれ\(MS_{B},~MS_{W}\)と表したとき， \[
ICC=\frac{MS_B-MS_W}{MS_B + (n_g-1)MS_W}
\tag{9.19}\] という形で計算しています （McGraw & Wong, 1996, 細かい話は無視します）。 ICCest()関数は，ICCの点推定値および95%信頼区間を算出してくれる関数です。





コード 9.17: 被説明変数のICCを計算


# x: 集団を表す変数の列名（本来はfactor型にする必要あり）
# y: ICCの計算対象の変数の列名
ICCest(x = school_id, y = read_score, data = dat)








Warning in ICCest(x = school_id, y = read_score, data = dat): 'x' has been
coerced to a factor




$ICC
[1] 0.3927772

$LowerCI
[1] 0.3440108

$UpperCI
[1] 0.4486052

$N
[1] 183

$k
[1] 31.50568

$varw
[1] 5579.23

$vara
[1] 3608.88






結果を見ると，glmmTMB()の出力とはやや異なる値が出力されています。 これは，そもそものモデルの考え方が異なるためであり，マルチレベルモデルを実行すべきかを判断する，という意味では，glmmTMB()の出力に基づいて計算するほうが良いと考えられます。

ただし，もちろんICCest()にも使い所は色々とあります。 一つは，ランダム切片モデルにおけるICCのラフな見積もりとして，簡単に信頼区間まで計算してくれる，という点です。 そのため，説明変数のICCを計算する場合にはとりあえずICCest()を使うと良いかもしれません。

ここまでは被説明変数のICCを計算してきました。 というのも，そもそもマルチレベルな分析を行うのは，被説明変数の変動（分散）に関する集団レベル・個人レベルの要因を同時に考慮するためです。 一方でマルチレベルな分析では，個人レベルの変数と集団レベルの変数を同時に使用します。 したがって，例えば回帰分析を行う場合には，被説明変数だけでなく各説明変数についても，集団レベルの変数として扱うべきかを検討すると良いかもしれません。 このような目的の場合には，説明変数に関してもICCを計算してみると良いでしょう。





コード 9.18: 説明変数のICCを計算（escs）


# ESCS（社会経済的地位）は学校ごとに異なるはず
ICCest(x = school_id, y = escs, data = dat)








Warning in ICCest(x = school_id, y = escs, data = dat): 'x' has been
coerced to a factor




$ICC
[1] 0.2265669

$LowerCI
[1] 0.1898636

$UpperCI
[1] 0.2715172

$N
[1] 183

$k
[1] 31.50568

$varw
[1] 0.4076527

$vara
[1] 0.1194164






escs（社会経済的地位）のICCがおよそ0.23であることから，これは学校ごとに平均が異なる変数と言えます。 したがって，説明変数として使用する場合には，集団レベルのESCS（集団の平均値）と個人レベルのESCSをそれぞれ異なる説明変数として使用することができそうです。





コード 9.19: 説明変数のICCを計算（belong1）


# 所属感はあまり学校ごとに変わらないかな？
ICCest(x = school_id, y = belong1, data = dat)








Warning in ICCest(x = school_id, y = belong1, data = dat): 'x' has been
coerced to a factor




$ICC
[1] 0.02574239

$LowerCI
[1] 0.01567935

$UpperCI
[1] 0.03912149

$N
[1] 183

$k
[1] 31.50568

$varw
[1] 0.5587736

$vara
[1] 0.01476423






所属感のICCはおよそ0.026と非常に低く，学校ごとに平均的に差があるとは言えなさそう（どの学校でも分布は概ね同じ）です。 したがって，この変数を説明変数として使用する場合には，集団レベルの変数として使う意味は薄く，個人レベルの変数として使用するのが良いでしょう。










9.3.3 変量効果として分析するメリット

ランダム切片モデルは，単に分散分析を変量効果に変更しただけのモデルです。 本来各集団の平均値には関心は無いのですが，計算すること自体は可能なので，先ほど紹介したcoef()関数を使って算出した集団平均（\(\beta_{0g}\)）と，固定効果の分散分析の結果に基づく各学校の平均値（\(\beta_0 + \beta_{0g}\)）を比較してみましょう。





コード 9.20: 固定効果と変量効果の比較


# 固定効果の係数を取得
result_anova <- aov(read_score ~ school_id, data = dat)
intercept <- result_anova$coefficients[1]
# group1の平均はInterceptなので0を頭につける
group_diff <- c(0, result_anova$coefficients[-1])
coef_fixed <- intercept + group_diff
# 変量効果の係数を取得
coef_random <- coef(model0)$cond$school_id$`(Intercept)`

plot(coef_fixed, coef_random,
  xlab = "固定効果の学校平均",
  ylab = "変量効果の学校平均",
  main = "固定効果と変量効果の比較"
)
abline(a = 0, b = 1, col = "red") # y=xの直線を追加











[image: ]



図 9.11: 固定効果と変量効果の比較








図 9.11 には，固定効果の分散分析の結果から得られた各学校の平均値と，ランダム切片モデルの結果から得られた各学校の平均値を比較した散布図が描かれています。 基本的にはほぼ同じ値になっているのですが，\(y=x\)の直線と比べると，わずかに傾きが小さくなっていることがわかります。 これは，変量効果の推定で行われている縮退推定（shrinkage estimation）を表したものです。

変量効果に関しては，その分布が何かしらの正規分布に従う（9.10式）と仮定していました。 したがって，変量効果の尤度の部分には，とりあえず全体平均\(\mu\)に近いほうが尤度が大きくなるという性質があります。 そして，ある集団の平均値\(\beta_{0g}=\mu+u_{0g}\)を推定する際，ざっくり言えば「変量効果の背後にある正規分布」と「その集団内のデータの尤度」の掛け算 \[
L(\mathbf{x}_{g}) = \overbrace{\prod_{p=1}^{n_g} f(x_{pg}|\beta_{0g},\sigma^2_{pg})}^{集団内のデータの尤度} \cdot \overbrace{\vphantom{\prod_{p=1}^{n_g}}f(\beta_{0g}|\mu,\sigma^2_{0g})}^{変量効果の尤度}
\tag{9.20}\] を最大化するように求めています11。 したがって，変量効果として推定する際には，集団ごとの平均値を単にサンプリングした値として扱うのではなく，全体の平均に近づけるように調整された値が得られます。 そして，これは(9.20)式からわかるように，その集団のサンプルサイズ\(n_g\)が小さいほど，より強く全体平均に近づけられることになります。

この「縮退推定」が，結果的に集団平均の推定を真の値に近づけるのか遠ざけるのかは場合によります。 ただし，縮退推定は特にサンプルサイズが小さい集団がある場合には役に立つ可能性が高くなります。 例えば，ある学校（school_id == "001"）では予算か何かの都合により\(n_g=3\)人しかサンプリングできなかったとします。





コード 9.21: サンプルサイズ3の学校があったとさ


# school_id == "001"の学校からは恣意的に3人だけを選ぶ
dat_s1_all <- subset(dat, school_id == "001")
dat_s1 <- subset(dat_s1_all, student_id %in% c("1263", "5521", "1993"))
# その他の学校はそのまま
dat_use <- rbind(dat_s1, subset(dat, school_id != "001"))

head(dat_use[, c("school_id", "student_id", "read_score")])








   school_id student_id read_score
6        001       1263    770.257
12       001       1993    710.876
31       001       5521    722.404
36       002       0030    407.067
37       002       0071    516.066
38       002       0340    476.785






この場合，その学校の平均値は，たった3人のサンプルから計算されるため，その学校の真の平均値から大きく外れる可能性があります12。





コード 9.22: サンプルサイズ3の学校の平均値推定


# school_id == "001"の全員の平均値
mean(dat_s1_all$read_score)
# 選ばれた3人の平均値
mean(dat_s1$read_score)








[1] 621.2408
[1] 734.5123






もちろん固定効果の分散分析の場合には，この観測された平均値（734.5123）をそのまま学校の平均値として扱うことになります。





コード 9.23: 固定効果の分散分析（ダミー変数の回帰）


# 係数の(Intercept)が，school_id == "001"の切片でした
summary(lm(read_score ~ school_id, data = dat_use))









Call:
lm(formula = read_score ~ school_id, data = dat_use)

Residuals:
    Min      1Q  Median      3Q     Max 
-323.86  -49.15    0.35   49.89  275.00 

Coefficients:
             Estimate Std. Error t value Pr(>|t|)    
(Intercept)    734.51      43.13  17.028  < 2e-16 ***
school_id002  -261.63      45.00  -5.814 6.42e-09 ***
school_id003  -272.94      45.39  -6.014 1.93e-09 ***
 [ reached getOption("max.print") -- omitted 180 rows ]
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

Residual standard error: 74.71 on 5551 degrees of freedom
Multiple R-squared:  0.4085,    Adjusted R-squared:  0.3891 
F-statistic: 21.07 on 182 and 5551 DF,  p-value: < 2.2e-16






しかしこのとき，ランダム切片モデルを用いて集団平均を推定すると，どうなるでしょうか。





コード 9.24: ランダム切片モデル


result <- glmmTMB(read_score ~ (1 | school_id), data = dat_use)
# 学校1の推定値を取得
coef(result)$cond$school_id[1, ]
# 全体平均も出してみると
result$fit$par["beta"]








[1] 657.2806
    beta 
503.9291 






このように，ランダム切片モデルを用いると，集団平均の推定値は（変量効果として）全体平均に近づいた値になるのです。 イメージとしては，サンプルサイズが小さい集団の平均値が他の集団から著しく離れている場合に，「他の集団の平均値から考えると，そんなに異常な値ということはないだろう」という感じで調整をしていると言えます。

したがって，変量効果を用いることで，集団ごとの平均値の推定がより安定する可能性があるのです。 試しに，


	school_id == "001"の学校からランダムに3人をサンプリングする

	他の学校のデータはすべて使用する

	ダミー変数を用いた回帰分析とランダム切片モデルでそれぞれパラメータを推定する

	この操作を100回繰り返して，散布図を描く



というシミュレーションをしてみました。
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図 9.12: サンプルサイズ3の学校の平均値推定の比較








図 9.12 を見ると，すべての点が赤い直線（\(y=x\)）よりも下にあります。 school_id == "001"の学校はもともと優秀な学校なので，どの3人を選んでも全体平均以下になることはないのですが，それでもランダム切片モデルを用いると，その学校の平均値は全体平均（緑の実線あたり）に近づくように調整されていることが分かります。 その結果，ランダム切片モデルでは，\(n_g=3\)の割に，集団平均の推定値のばらつきが小さくなっています。 これが，変量効果として分析する直接的なメリットの一つなのです。

なお，図 9.12 の青い点線は，school_id == "001"の学校の全体平均（母集団平均）を表しています。 つまり本来サンプルサイズが十分に大きければこの値に収束するはずなのですが，縮退推定では，この「本来の平均値」に近づくわけではなく，他の集団も含めた全体の平均値（緑の実線）に近づいていきます。 したがって，school_id == "001"の学校のように，もともと全体平均から離れた集団において，サンプリングが逆方向に偏ってしまった場合には，むしろその集団の本来の平均値から更に離れてしまうこともあり得るという点は注意が必要です。



9.3.4 説明変数を含むランダム切片モデル

ランダム切片モデルによってICCがそれなりに大きい値になることが分かったら，次は回帰分析のように説明変数を含むモデルに拡張していきましょう。 ここでは，まず「社会経済的地位（ESCS）が高い生徒ほど読解力が高いのか」を検証する回帰モデルを考えてみます。 まずシンプルに説明変数を追加することを考えると， \[
y_{pg} = \mu + \beta_{\mathrm{ESCS}}\mathrm{ESCS}_{pg} + u_{0g} + u_{pg}
\tag{9.21}\] という形になります。 ESCSは個人ごとに異なる値をとる（個人レベルの変数である）ため，上の式をレベルごとに表すならば \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS}}\mathrm{ESCS}_{pg} + u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + u_{0g}
\end{alignedat}
\tag{9.22}\] と表記できます。

このモデルは，glmmTMB()関数を使うと以下のように実装可能です。 単純に説明変数を追加するだけであれば，lm()関数のときと同じようにformulaの右辺に変数名を書くだけです。





コード 9.25: ESCSを含むランダム切片モデル


model1 <- glmmTMB(read_score ~ escs + (1 | school_id), data = dat)
summary(model1)








 Family: gaussian  ( identity )
Formula:          read_score ~ escs + (1 | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66636.0   66662.6  -33314.0   66628.0      5762 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 3313     57.56   
 Residual              5558     74.56   
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.56e+03 

Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  504.791      4.375  115.38  < 2e-16 ***
escs           9.478      1.564    6.06 1.36e-09 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






出力のConditional model:のところを見ると，escsの推定値が9.478となっています。 したがって，「escsが高い生徒ほど，read_scoreの値も高い」と言えそうです。








lme4パッケージは検定をしてくれない




実は変量効果がある場合には，検定に必要な自由度の正確な定義が難しく，どうやらlme4パッケージの作者の思想として，不正確な可能性があるくらいなら表示しない，というスタンスを取っているようです。 そうは言ってもやはり固定効果の検定の結果が欲しい場面はあるでしょう。 lmer()の結果に対して検定結果（\(p\)値）を出してほしい場合には，lmerTestというパッケージをロードしてからlmer()関数を実行するだけです。





コード 9.26: 固定効果の仮説検定（lme4）


# install.packages("lmerTest")
library(lmerTest)
model1_lmer <- lmer(read_score ~ escs + (1 | school_id), data = dat, REML = FALSE)
summary(model1_lmer)








Linear mixed model fit by maximum likelihood . t-tests use
  Satterthwaite's method [lmerModLmerTest]
Formula: read_score ~ escs + (1 | school_id)
   Data: dat

     AIC      BIC   logLik deviance df.resid 
 66636.0  66662.6 -33314.0  66628.0     5762 

Scaled residuals: 
    Min      1Q  Median      3Q     Max 
-4.3224 -0.6498  0.0124  0.6705  3.6257 

Random effects:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 3313     57.56   
 Residual              5558     74.56   
Number of obs: 5766, groups:  school_id, 183

Fixed effects:
            Estimate Std. Error       df t value Pr(>|t|)    
(Intercept)  504.791      4.375  179.861 115.388  < 2e-16 ***
escs           9.478      1.549 5724.542   6.117 1.02e-09 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

Correlation of Fixed Effects:
     (Intr)
escs 0.040 






lmerTestパッケージは，lme4::lmer()関数の出力に対して，近似的に計算された自由度を用いて\(p\)値を表示してくれるようになります。 「じゃあ最初からlmerTestパッケージを使えばいいじゃないか」と思われるかもしれません。 正直それでも良いと思います。 そしてglmmTMB()パッケージはデフォルトで検定結果を出してくれます。 ただし，2つの関数で算出される標準誤差（Std. Error）の値が異なるので，どうやら自由度の定義が異なっているようです。







ということで，得られた推定値を(9.22)式に代入すると， \[
\begin{alignedat}{3}
\text{(レベル1)} \quad & y_{pg} &&= \beta_{0g} +9.478\mathrm{ESCS}_{pg} + u_{pg}, &\quad& u_{pg} \sim N(0, 74.56^2) \\
\text{(レベル2)} \quad & \beta_{0g} &&= 504.791 + u_{0g}, &\quad& u_{0g} \sim N(0, 57.56^2)
\end{alignedat}
\tag{9.23}\] となります。 図 9.13 は，このモデルを可視化したものです。 青い点線は切片の全体平均（\(\mu\)）に基づいて引いた回帰直線を，また赤い実線は各集団（学校）の\(\beta_{0g}\)の推定値に基づいて引いた回帰直線を表しています。 (9.22)式に示されているように，ランダム切片モデルでは傾き\(\beta_{\mathrm{ESCS}}\)はすべての集団で同じ値となっています。
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図 9.13: ランダム切片モデルの視覚化








また，黒い実線は切片の変量効果を含めない通常の回帰分析によって得られる回帰直線です。 ランダム切片モデルにおける回帰直線の傾きと比べると，わずかに傾きが大きいことが分かります。 これは，ランダム切片モデルでは集団レベルの効果が多少は変量効果（\(u_{0g}\)）の方に分離されていることを示しています。

改めてこのモデルの回帰係数\(\beta_{\mathrm{ESCS}}\)が意味するところを考えてみると， セクション 9.1.5 で見たように，これは集団レベルの効果と個人レベルの効果が混ざったものになっています（9.2式）。 すなわち，


	\((\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})\)の値が大きい，すなわち集団内で相対的に値が大きい個人ほど\(y_{pg}\)の値も大きい

	\(\overline{\mathrm{ESCS}}_{\cdot g}\)の値が大きい集団ほど\(y_{pg}\)の値も大きい



という2つの効果が混ざった値になっているのです。 このままでは，「ESCSが読解力に与える効果」の解釈は非常にややこしくなってしまいます。 このような場合には，説明変数を個人レベルと集団レベルに分解するのが良いでしょう。


集団レベルの説明変数を含むランダム切片モデル

まずは，集団レベルの説明変数を含むモデルを考えてみます。 これは，先ほど見たように，ESCSの集団平均である\(\overline{\mathrm{ESCS}}_{\cdot g}\)を代わりに使用するだけです。 \[
y_{pg} = \mu +\beta_{\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g}+ u_{0g} + u_{pg}
\tag{9.24}\] この場合，\(\overline{\mathrm{ESCS}}_{\cdot g}\)は集団内では同じ値をとる（集団レベルの変数である）ため，上の式をレベルごとに表すならば \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} + u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu +\beta_{\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}
\end{alignedat}
\tag{9.25}\] と表記されます。

今回のデータには，たまたまescsの集団平均がsch_escs_mean列に入っていたので，これを使いましょう。





コード 9.27: 集団レベルの説明変数を追加


model2 <- glmmTMB(read_score ~ sch_escs_mean + (1 | school_id), data = dat)
summary(model2)








 Family: gaussian  ( identity )
Formula:          read_score ~ sch_escs_mean + (1 | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66518.6   66545.3  -33255.3   66510.6      5762 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 1461     38.22   
 Residual              5579     74.69   
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.58e+03 

Conditional model:
              Estimate Std. Error z value Pr(>|z|)    
(Intercept)    518.060      3.131  165.44   <2e-16 ***
sch_escs_mean  126.570      8.153   15.52   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






得られた係数を(9.25)式に代入すると， \[
\begin{alignedat}{3}
\text{(レベル1)} \quad & y_{pg} && = \beta_{0g} + u_{pg}, &\quad& u_{pg}\sim N(0, 74.69^2) \\
\text{(レベル2)} \quad & \beta_{0g} && = 518.060 +126.570\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}, &\quad& u_{0g} \sim N(0, 38.22^2)
\end{alignedat}
\tag{9.26}\] となります。








集団ごとの平均値の計算方法




そんなわけで，マルチレベルモデルを使用する場合には集団レベルの平均値の計算を行うことが多々あります。 わかりやすい方法としては，dplyrパッケージのgroup_by()関数を利用する方法です。





コード 9.28: 集団平均の計算


dat |>
  group_by(school_id) |> # これ以降の処理はグループごとに行われる
  mutate(group_mean = mean(escs)) |>
  ungroup() # グループ化の解除









あるいは，Rにデフォルトで入っているave()関数もシンプルに使いやすい関数です。 この関数は，指定した変数の値でグループを作成し，そのグループごとに平均値を計算してくれます。





コード 9.29: 集団ごとに特定の処理を行う: ave()


ave(dat$escs, dat$school_id)








  [1]  0.466865714  0.466865714  0.466865714  0.466865714  0.466865714
  [6]  0.466865714  0.466865714  0.466865714  0.466865714  0.466865714
 [11]  0.466865714  0.466865714  0.466865714  0.466865714  0.466865714
 [16]  0.466865714  0.466865714  0.466865714  0.466865714  0.466865714
 [21]  0.466865714  0.466865714  0.466865714  0.466865714  0.466865714
 [26]  0.466865714  0.466865714  0.466865714  0.466865714  0.466865714
 [31]  0.466865714  0.466865714  0.466865714  0.466865714  0.466865714
 [36] -0.386726471 -0.386726471 -0.386726471 -0.386726471 -0.386726471
 [41] -0.386726471 -0.386726471 -0.386726471 -0.386726471 -0.386726471
 [46] -0.386726471 -0.386726471 -0.386726471 -0.386726471 -0.386726471
 [51] -0.386726471 -0.386726471 -0.386726471 -0.386726471 -0.386726471
 [56] -0.386726471 -0.386726471 -0.386726471 -0.386726471 -0.386726471
 [61] -0.386726471 -0.386726471 -0.386726471 -0.386726471 -0.386726471
 [66] -0.386726471 -0.386726471 -0.386726471 -0.386726471 -0.003253571
 [71] -0.003253571 -0.003253571 -0.003253571 -0.003253571 -0.003253571
 [76] -0.003253571 -0.003253571 -0.003253571 -0.003253571 -0.003253571
 [81] -0.003253571 -0.003253571 -0.003253571 -0.003253571 -0.003253571
 [86] -0.003253571 -0.003253571 -0.003253571 -0.003253571 -0.003253571
 [91] -0.003253571 -0.003253571 -0.003253571 -0.003253571 -0.003253571
 [96] -0.003253571 -0.003253571 -0.490621212 -0.490621212 -0.490621212
 [ reached getOption("max.print") -- omitted 5666 entries ]






あるいは別の方法として，これもRにデフォルトで入っているaggregate()関数を使うのも一つの手です。





コード 9.30: 集団ごとに特定の処理を行う: aggregate()


group_mean <- aggregate(escs ~ school_id, data = dat, mean)
group_mean








  school_id         escs
1       001  0.466865714
2       002 -0.386726471
3       003 -0.003253571
4       004 -0.490621212
5       005 -0.789919355
6       006  0.415739394
7       007  0.254032353
8       008 -0.219987500
 [ reached 'max' / getOption("max.print") -- omitted 175 rows ]










コード 9.31: もとのデータフレームにくっつける


# 引数byをキーに2つのデータフレームを結合
dat <- merge(dat, group_mean, by = "school_id")















ここで，集団レベルの説明変数を含むランダム切片モデルの特徴を視覚的に確認してみましょう。 図 9.14 には，集団ごとの平均値を緑の点で示し，これに基づいて求めた回帰直線を緑の実線で示しています。 この回帰直線の切片および傾きは，先ほど求めたConditional model:に示された値と一致しています。
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図 9.14: 集団平均を入れたモデルの視覚化








この緑の回帰直線は，各集団の切片（\(\beta_{0g}\)）の予測値を表しており，例えばESCSの集団平均が0の学校の切片は，おおよそ518.060くらいになるだろう，ということを表します。

また，もとのescsを説明変数に入れた通常の回帰分析における回帰直線が黒い実線で示されています。 これと比べると，明らかに回帰係数が大きくなっていることが分かります13。

いま実行したモデルによって得られる回帰係数\(\beta_{\overline{\mathrm{ESCS}}}\)は，「生徒の平均的なESCSが高い学校ほど，読解力の平均値が高いか」を表しています。 すなわち，この分析は学校間の切片の違いが何によって説明できるのかを明らかにできるわけです。 しかし，このままでは個人レベルの効果，つまり「ESCSが高い生徒ほど…」と言えるかは全くわかりません。



個人レベルの説明変数も加えたランダム切片モデル

(9.2)式で見たように，個人と集団の両レベルの効果を含んだ説明変数\(x_{pg}\)を分解する場合には， \[
x_{pg} = (x_{pg} - \bar{x}_{\cdot g}) + \bar{x}_{\cdot g},
\tag{9.27}\] すなわち集団レベルの変数として平均値\(\bar{x}_{\cdot g}\)，そして個人レベルの変数として集団平均を引いた値\(x_{pg}-\bar{x}_{\cdot g}\)に分解する必要があります。 このように，レベル1の変数をモデルに含める際には，集団平均中心化（centering within cluster [CWC]）という操作が非常に重要となります。

そして，集団平均中心化した説明変数を加えることで，モデル式は \[
y_{pg} = \mu +\beta_{\mathrm{ESCS}}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+\beta_{\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g}+ u_{0g} + u_{pg}
\tag{9.28}\] となり，レベルごとに表すならば \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS}}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu +\beta_{\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}
\end{alignedat}
\tag{9.29}\] と表記されます。 セクション 9.3.4 の最初のモデル(9.21式)との違いとして，本来単一の説明変数を，中心化を挟むことで2つのレベルの説明変数に分解し，それぞれに異なる回帰係数を推定するというのが重要なポイントです。

集団平均中心化した説明変数を作成するのは，集団平均が先に用意されているならば簡単です。





コード 9.32: 集団平均中心化


# データフレームの列単位で引き算するだけ
dat$escs_cwc <- dat$escs - dat$sch_escs_mean

# 確認
head(dat[, c("student_id", "school_id", "escs", "sch_escs_mean", "escs_cwc")])








  student_id school_id    escs sch_escs_mean     escs_cwc
1       0462       001  1.2045     0.4668657  0.737634286
2       0850       001 -0.0486     0.4668657 -0.515465714
3       0893       001 -0.2250     0.4668657 -0.691865714
4       1063       001  0.4586     0.4668657 -0.008265714
5       1234       001 -0.3454     0.4668657 -0.812265714
6       1263       001  0.9209     0.4668657  0.454034286






こうして作成された「集団平均中心化後の説明変数」の値escs_cwcは，「その集団（学校）の中で相対的にESCSがどの程度高い／低いか」を表す値となっています。

それでは，集団平均中心化した変数と集団平均を同時にモデルに含めて分析してみましょう。





コード 9.33: 集団レベル変数を含むモデル


model3 <- glmmTMB(read_score ~ escs_cwc + sch_escs_mean + (1 | school_id), data = dat)
summary(model3)








 Family: gaussian  ( identity )
Formula:          read_score ~ escs_cwc + sch_escs_mean + (1 | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66498.0   66531.3  -33244.0   66488.0      5761 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 1461     38.23   
 Residual              5557     74.54   
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.56e+03 

Conditional model:
              Estimate Std. Error z value Pr(>|z|)    
(Intercept)    518.060      3.132  165.43  < 2e-16 ***
escs_cwc         7.446      1.563    4.77 1.88e-06 ***
sch_escs_mean  126.569      8.153   15.53  < 2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






集団レベルの効果の推定値（Conditional model:）は先程とほぼ同じ126.569になっています。 この点は変わらないまま，集団平均中心化した説明変数を加えたことで，ESCSのもたらす個人レベル・集団レベルの両方の効果が評価できるようになりました。

得られた係数を(9.29)式に代入すると， \[
\begin{alignedat}{3}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +7.446(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg}, &\quad& u_{pg} \sim N(0, 74.54^2) \\
\text{(レベル2)} \quad & \beta_{0g} & & = 518.060 +126.569\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}, &\quad& u_{0g} \sim N(0, 38.23^2)
\end{alignedat}
\tag{9.30}\] となります。

ここまでの分析の集大成となるモデルについて，結果を可視化してみましょう。
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図 9.15: 集団平均中心化した説明変数を含むモデルの視覚化








図 9.15 には，


	青い点線： 切片の全体平均（\(\mu\)）に基づいて引いた回帰直線

	赤い線： 各集団（学校）の\(\beta_{0g}\)の推定値に基づいて引いた回帰直線

	緑の線： 各学校の集団平均（ESCS）と読解力得点の平均値（緑の点）に基づいて引いた回帰直線

	黒い線： 集団平均中心化した説明変数を含めない通常の回帰分析によって得られる回帰直線



がそれぞれ描かれています。 したがって，青い点線の傾きが「（集団内の）個人レベルの効果の大きさ」を，緑の線の傾きが「集団レベルの効果の大きさ」を，それぞれ表しています。


実質的な意味

2つのレベルに分解した説明変数を加えたランダム切片モデルによって，ESCSが読解力に及ぼす効果の大きさが分かりました。 推定値はそれぞれ，集団レベルの回帰係数が126.568，個人レベルの回帰係数が7.446でした。 この結果をまとめると，以下のようなことが言えます。


	集団内効果：同じ学校内でも社会経済的地位が高い生徒ほど読解力得点が高い

	集団間効果：社会経済的地位が高い生徒が多い学校ほど，その学校の生徒全体の読解力得点が高い

	効果の大きさの比較：多くの場合，集団間効果の方が集団内効果よりも大きくなる傾向がある



特に3点目は，説明変数（escs）を個人レベルと集団レベルに分解したとしてもそのスケールは変わらないことから，これらの係数を直接比較可能と見なして得られる知見です。 とはいえ，本当に個人レベルの効果と集団レベルの効果の大きさを直接比較することに意味があるかはまた別の話です。

いずれにしても，これは教育社会学における重要な知見であり，学校の文脈効果（同じ能力の生徒でも，どの学校に通うかによって成果が変わる）を示したものと言えます。




変動の説明

マルチレベルモデルに限らず，回帰分析では分散説明率が重要な指標となります。 そこで，分散説明率に相当するものとして，これまでに実行してきたモデルについて，ランダム切片やレベル1,2の説明変数を入れたことで，それぞれのレベルの変動のうちどの程度の割合が説明されたか（分散説明率: proportion of variance explained [PVE]）を確認してみましょう。

まずは，各モデルの分散成分を取得する関数を定義します。





コード 9.34: 各モデルの分散成分を取り出す


models <- list(model0, model1, model2, model3)
model_names <- c("model0", "model1", "model2", "model3")
model_var <- c(
  "(Intercept)", # model0
  "escs", # model1
  "mean", # model2
  "cwc + mean" # model3
)

# 分散成分の取得
get_variance_components <- function(model) {
  vc <- VarCorr(model)$cond # 分散だけ取り出す
  school_var <- as.numeric(vc$school_id[1]) # 集団レベルの分散
  residual_var <- attr(vc, "sc")^2 # 個人レベル（残差）の分散
  return(c(school_var = school_var, residual_var = residual_var))
}









そして，これを各モデルに適用して，分散成分を比較してみましょう。





コード 9.35: 各モデルの分散成分を比較


# sapply()関数を使って，先ほど作成したmodelsリストの各要素に適用する
variance_table <- data.frame(
  Model = model_names,
  var = model_var,
  t(sapply(models, get_variance_components))
)

# 変動の減少率を計算
# 集団レベルの総変動
baseline_school_var <- variance_table$school_var[1]
# 個人レベルの総変動
baseline_residual_var <- variance_table$residual_var[1]
# 集団レベルについてどれだけ変動が減少したか
variance_table$PVE_school <-
  (baseline_school_var - variance_table$school_var) / baseline_school_var
# 個人レベルについてどれだけ変動が減少したか
variance_table$PVE_residual <-
  (baseline_residual_var - variance_table$residual_var) / baseline_residual_var

print(variance_table)








   Model         var school_var residual_var PVE_school PVE_residual
1 model0 (Intercept)   3624.409     5579.465  0.0000000 0.000000e+00
2 model1        escs   3312.673     5558.490  0.0860102 3.759375e-03
3 model2        mean   1460.623     5579.128  0.5970038 6.035356e-05
4 model3  cwc + mean   1461.381     5556.519  0.5967948 4.112504e-03






個人レベルの回帰係数（\(\beta_{\mathrm{ESCS}}\)）があまり大きな値ではなかったことからも示唆されるように，今回のデータにおいてESCSは，個人レベルの変動にはほとんど寄与していない（どのモデルについてもPVE_residualがほぼゼロである）ことが分かります。 一方で，集団レベルのPVEは大きな値（model2, 3ではPVE_schoolが0.6程度）となっており，集団レベルの変動の説明変数として重要な役割を果たしていることが分かります。 このように，分散説明率PVEは，通常の回帰分析と同じように，ある説明変数を（場合によってはどちらのレベルに）投入すべきかを判断するのに役に立つ指標となります。



さらなる集団レベル変数の追加

もちろんモデルは更に拡張可能です。 例えば，レベル2の説明変数を追加することで，集団レベルの変数が平均値に及ぼす影響をさらに考慮することができます。 ここでは，既にデータに含まれているST比（生徒教員比）も集団レベルの変数として追加してみましょう。 これは，少人数学級のほうが生徒の学力が高いのか，という仮説を検証するようなイメージです。

この場合，レベル2の説明変数が追加されるので，モデル式は \[
y_{pg} = \mu +\beta_{\mathrm{ESCS}}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+\beta_{\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + \beta_{\mathrm{ST}}\mathrm{ST}_{\cdot g}+ u_{0g} + u_{pg}
\tag{9.31}\] となり，レベルごとに表すならば \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS}}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu +\beta_{\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + \beta_{\mathrm{ST}}\mathrm{ST}_{\cdot g}+ u_{0g}
\end{alignedat}
\tag{9.32}\] と表記されます。





コード 9.36: 複数の集団レベル変数を含むモデル


model4 <- glmmTMB(read_score ~ escs_cwc + sch_escs_mean + s_t_ratio + (1 | school_id), data = dat)
summary(model4)








 Family: gaussian  ( identity )
Formula:          
read_score ~ escs_cwc + sch_escs_mean + s_t_ratio + (1 | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66494.9   66534.9  -33241.5   66482.9      5760 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 1416     37.63   
 Residual              5557     74.54   
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.56e+03 

Conditional model:
              Estimate Std. Error z value Pr(>|z|)    
(Intercept)   500.0671     8.5274   58.64  < 2e-16 ***
escs_cwc        7.4461     1.5625    4.77 1.88e-06 ***
sch_escs_mean 122.4814     8.2412   14.86  < 2e-16 ***
s_t_ratio       1.4621     0.6458    2.26   0.0236 *  
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






得られた係数を(9.33)式に代入すると， \[
\begin{alignedat}{3}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +7.4461(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg}, &\quad& u_{pg} \sim N(0, 74.54^2) \\
\text{(レベル2)} \quad & \beta_{0g} & & = 500.0671 +122.4814\overline{\mathrm{ESCS}}_{\cdot g} + 1.4621\mathrm{ST}_{\cdot g}+ u_{0g}, &\quad& u_{0g} \sim N(0, 37.63^2)
\end{alignedat}
\tag{9.33}\] となります。

結果を見ると，s_t_ratioの係数は正となっていることから，どうやらむしろST比の高い学校のほうが生徒の読解力がやや高い傾向があるようです。 ただこの結果が少人数教育を否定するものであるかは分かりません。 一応集団レベルにはすでにsch_escs_meanが含まれているため，この効果は統制された偏回帰係数として算出されて入るのですが，ESCSに含まれない別の要因が影響している可能性は否定できないためです。




9.3.5 ランダム切片・傾きモデル

これまでに紹介してきたランダム切片モデルはいずれも，レベル1説明変数（escsあるいはescs_cwc）の回帰係数は集団ごとに同じ値となっていました。 しかし，場合によっては集団ごとに回帰係数が異なることもあります。 例えば，レベル1説明変数として「勉強時間」を考えた場合，「正しい勉強のしかた」を教えてくれる学校では勉強時間の効果が大きい一方で，そうでない学校では勉強時間が学力にあまり結びつかない（回帰係数が小さい）可能性もあるでしょう。 またESCSについても，私立学校ではそもそものESCSのばらつきが小さいために回帰係数が小さい一方で，公立学校ではESCSのばらつきが大きく，回帰係数も大きい可能性が考えられます。

このような場合には，傾きが集団ごとに異なることを許容した拡張であるランダム傾きモデル（random slopes model）を使用します。 なお，ICCの計算で見たように，マルチレベルモデルの基本は集団間の切片の差に起因します。 そのためランダム傾きモデルも，ほとんどの場合にはランダム切片も同時に適用する，ランダム切片モデルの拡張と位置づけられます。


傾きを固定効果とみなすモデル

本題に入る前に，まずは傾きを固定効果とみなすモデルを考えてみましょう。 これは，個人レベルの説明変数をそのままモデルに入れる通常の回帰分析と同じです。 ただし，分散分析のダミー変数と同じように，傾きを集団の数だけ設定する必要があります。 したがって，モデル式としては \[
y_{pg} = \beta_0 + \beta_{\mathrm{ESCS}}\mathrm{ESCS}_{pg}+\overbrace{(\beta_{0g}+ \beta_{\mathrm{ESCS},g}\mathrm{ESCS}_{pg})x_{g=g} + \cdots}^{G-1\text{個だけ足す}} + u_{pg}
\tag{9.34}\] となります。 これだとわかりにくいので，再び集団\(g\)ごとに分解すると， \[
\begin{aligned}
y_{p1} &= \beta_{0} \hspace{-.5em}&+ &\beta_{\mathrm{ESCS}}\mathrm{ESCS}_{p1} \hspace{-.5em}&+ &u_{p1} \hspace{-.5em}& \quad (g=1) \\
y_{p2} &= \beta_{0} + \beta_{02} \hspace{-.5em}&+ &(\beta_{\mathrm{ESCS}}+\beta_{\mathrm{ESCS},2})\mathrm{ESCS}_{p2} \hspace{-.5em}&+ &u_{p2} \hspace{-.5em}& \quad (g=2) \\
y_{p3} &= \beta_{0} + \beta_{03} \hspace{-.5em}&+ &(\beta_{\mathrm{ESCS}}+\beta_{\mathrm{ESCS},3})\mathrm{ESCS}_{p3} \hspace{-.5em}&+ &u_{p3} \hspace{-.5em}& \quad (g=3) \\
& \vdots \\
y_{pG} &= \beta_{0} + \beta_{0G} \hspace{-.5em}&+ &(\beta_{\mathrm{ESCS}}+\beta_{\mathrm{ESCS},G})\mathrm{ESCS}_{pG} \hspace{-.5em}&+ &u_{pG} \hspace{-.5em}& \quad (g=G)
\end{aligned}
\tag{9.35}\] という要領で，(9.5)式と同じように，集団ごとに切片と傾きそれぞれについて「\(g=1\)との違い」の係数を設定することに相当します。 このモデルは，lm()関数を使えば以下のように実行可能です。





コード 9.37: 交互作用を追加した回帰分析


summary(lm(read_score ~ school_id * escs, data = dat))











（前略）
Coefficients:
                    Estimate Std. Error t value Pr(>|t|)    
(Intercept)        6.170e+02  1.657e+01  37.234  < 2e-16 ***
school_id002      -1.458e+02  2.225e+01  -6.554 6.13e-11 ***
school_id003      -1.552e+02  2.172e+01  -7.149 9.91e-13 ***
school_id004      -1.075e+02  2.266e+01  -4.744 2.15e-06 ***
（中略）
school_id185      -1.484e+02  2.295e+01  -6.468 1.08e-10 ***
escs               9.096e+00  2.317e+01   0.393 0.694693    
school_id002:escs -1.346e+01  3.043e+01  -0.442 0.658330    
school_id003:escs  4.823e+01  2.779e+01   1.736 0.082693 .  
school_id004:escs -1.421e+00  2.890e+01  -0.049 0.960792    
（後略）






この結果から，例えばschool_idが001，002の学校の回帰直線はそれぞれおよそ \[
\begin{alignedat}{4}
\text{(学校1)} &\quad y_{p1} &&= 617.0 &&+ 9.096\mathrm{ESCS}_{p1} &&+ u_{p1} \\
\text{(学校2)} &\quad y_{p2} &&= (617.0 - 145.8) &&+ (9.096 - 13.46)\mathrm{ESCS}_{p2} &&+ u_{p2} \\
& &&= 471.2 &&- 4.364\mathrm{ESCS}_{p2} &&+ u_{p2}
\end{alignedat}
\tag{9.36}\] という要領で，具体的に各集団ごとの回帰直線を個別に求めることができます。

しかし，このモデルは集団ごとに傾きを設定するため，集団の数だけ回帰係数が必要となり，集団の数が多い場合には非常に多くのパラメータを推定することになります。 また，集団の数が多い場合には，その解釈は非常に大変になってしまうでしょう。 ということで，紹介はしましたが，集団の数が多い場合にはこのモデルはあまり実用的ではありません。



基本的なランダム傾きモデル

ということで，個人レベルの説明変数の傾きを変量効果とみなすランダム傾きモデルを考えてみましょう。 考え方は今までと同じで，集団ごとに異なる傾き\(\beta_{\mathrm{ESCS},g}\)を何かしらの正規分布に従う確率変数と考えるだけです。 \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = \beta_{\mathrm{ESCS}} + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.37}\] 変量効果が複数になる場合には，それぞれの変量効果に対して，レベル2の回帰式が設定されることになります。 これは，後ほど「切片の説明変数」と「傾きの説明変数」がそれぞれ投入されるときに，しっかりと区別するうえで重要な書き方です。

このとき，それぞれの変量効果に対して，以下の仮定を置きます。 \[
\begin{alignedat}{2}
\text{（レベル1）} &u_{pg} &&\sim N(0, \sigma^2_{pg}) \\
\text{（レベル2）} &\left[\begin{array}{c}
u_{0g} \\ u_{\mathrm{ESCS},g}
\end{array}\right] &&\sim MVN\left(
\left[\begin{array}{c}
0 \\ 0
\end{array}\right],
\left[\begin{array}{cc}
\sigma_{0g}^2 & \sigma_{(0g)(\mathrm{ESCS},g)} \\
\sigma_{(0g)(\mathrm{ESCS},g)} & \sigma_{\mathrm{ESCS},g}^2
\end{array}\right]\right)
\end{alignedat}
\tag{9.38}\] これまでと同様に，基本的に各変量効果は正規分布に従い，また異なるレベル間の変量効果は相関しないと仮定します。 ただし，同じレベルの変量効果（今回で言えば\(u_{0g}\)と\(u_{\mathrm{ESCS},g}\)）には多変量正規分布\(MVN(\boldsymbol{\mu}, \boldsymbol{\Sigma})\)を仮定します。 簡単に言えば，これは同じレベルの変量効果の間には相関関係を認める，ということです。 その具体的な意味は後ほど確認するとして，まずはglmmTMB()関数でこのモデルを実行してみましょう。

傾きに変量効果を持たせるためには，まず普通にその説明変数をformulaの右辺に入れます。 これによって，「傾きの全体平均（\(\beta_{\mathrm{ESCS}}\)）」を推定できるようになります。





コード 9.38: ランダム傾きモデル


model5 <- glmmTMB(read_score ~ escs_cwc + (escs_cwc | school_id), data = dat)
summary(model5)








 Family: gaussian  ( identity )
Formula:          read_score ~ escs_cwc + (escs_cwc | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66648.6   66688.6  -33318.3   66636.6      5760 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev. Corr  
 school_id (Intercept) 3626.8   60.22          
           escs_cwc     106.9   10.34    -0.09 
 Residual              5512.9   74.25          
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.51e+03 

Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  503.695      4.563  110.40  < 2e-16 ***
escs_cwc       7.396      1.751    4.22  2.4e-05 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






傾きの変量効果の情報は，出力のRandom effects:の部分に記載されています。 Groupsがschool_idでNameがescs_cwcとなっている行が，傾きの変量効果に関する情報です。 また，一番右にはCorrという列が追加されています。 これは，変量効果の相関係数 \[
\rho_{(0g)(\mathrm{ESCS},g)} = \frac{\sigma_{(0g)(\mathrm{ESCS},g)}}{\sqrt{\sigma_{0g}^2} \sqrt{\sigma_{\mathrm{ESCS},g}^2}}
\tag{9.39}\] を表しています。 したがって，得られた係数を(9.37)式に代入すると， \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = 503.695 + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = 7.396 + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.40}\] また変量効果は \[
\begin{alignedat}{2}
\text{（レベル1）} &u_{pg} &&\sim N(0, 74.25^2) \\
\text{（レベル2）} &\left[\begin{array}{c}
u_{0g} \\ u_{\mathrm{ESCS},g}
\end{array}\right] &&\sim MVN\left(
\left[\begin{array}{c}
0 \\ 0
\end{array}\right],
\left[\begin{array}{cc}
60.22^2 & -56.05 \\
-56.05 & 10.34^2
\end{array}\right]\right)
\end{alignedat}
\tag{9.41}\] となります14。

固定効果escs_cwcの値が正であることから，個人レベルの効果は，平均的には正の値を持つことが分かります。 ただし，その変量効果の標準偏差が10.34と大きな値であることから，集団ごとに傾きが大きく異なり，場合によっては負の値になりうることも見えてきます。 実際に，データに含まれている集団（学校）ごとの係数を見てみましょう。





コード 9.39: 集団ごとの平均値と回帰係数の計算


coef(model5)$cond$school_id








    (Intercept)  escs_cwc
001    616.3353  6.187427
002    474.2600  5.242309
003    463.3115 23.355328
004    505.6372  7.446572
005    413.0458  4.324954
006    607.0751  8.663129
007    584.1511  7.371261
008    416.7438 10.494779
009    503.3077  6.174089
010    379.0714 10.940293
 [ reached 'max' / getOption("max.print") -- omitted 173 rows ]






最初の10校には傾きが負になっている学校はありませんでしたが，係数が大きいところでは20を超えている一方で1桁の学校も多く，確かに学校ごとに傾きが大きく異なっていることが分かります。

図 9.16 は，集団ごとの傾きの変量効果を視覚化したものです。 read_scoreの値のスケールが大きいのでやや分かりにくいですが，集団ごとに求めた回帰直線は，確かに傾きが微妙に異なっているようです。 試しに，傾きが正の場合は赤，負の場合は緑で色分けしてみると，一部の集団では傾きが負の値になっていることが分かります。






[image: ]



図 9.16: ランダム傾きモデルの視覚化















formulaに固定効果を入れ忘れてしまうと




そろそろ分かってきたかもしれませんが，glmmTMB()関数（やlmer()関数）のformulaでは，カッコに入れない説明変数は固定効果（すべての集団で共通の係数）を表し，カッコの中にある説明変数が変量効果を表します。 そのため，傾きの変量効果を推定する場合には，ほとんど全ての場合において，カッコの中と外にそれぞれ同じ説明変数を指定する必要があるのです。

これを忘れてしまうと，モデルとしては以下のようになります。 \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.42}\] つまり，各集団の傾き\(\beta_{\mathrm{ESCS},g}\)は，全体平均が0になるように推定されてしまうのです。 もちろん，事前に「傾きの全体平均は0である」という確固たる信念や自負や証拠があるならば，このように設定しても問題ありません。 むしろ推定するパラメータを1つ減らすことができるので良いかもしれません。 しかし，ほとんどの場合ではそのようなことが事前に分かっていることはないでしょう。 ということで，基本的には常にformulaの右辺に説明変数を2回書くことを忘れないようにしましょう。

以下は，実際に固定効果に指定するのを忘れて実行してしまった場合の結果です。





コード 9.40: 固定効果を入れ忘れたランダム傾きモデル


model5_wrong <- glmmTMB(read_score ~ (escs_cwc | school_id), data = dat)
summary(model5_wrong)








 Family: gaussian  ( identity )
Formula:          read_score ~ (escs_cwc | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66663.7   66697.0  -33326.8   66653.7      5761 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev. Corr  
 school_id (Intercept) 3627.8   60.23          
           escs_cwc     157.6   12.56    -0.12 
 Residual              5514.4   74.26          
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.51e+03 

Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  504.812      4.774   105.7   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1










コード 9.41: 固定効果を入れ忘れた場合の回帰係数


coef(model5_wrong)$cond$school_id








      escs_cwc (Intercept)
001 -0.1697830    616.3282
002 -0.6870569    474.2846
003 23.4385752    463.1085
004  2.6156933    505.6190
005 -1.3208036    413.0862
006  2.9982828    607.0461
007  2.0129289    584.1247
008  6.2975992    416.7272
009  0.5201487    503.3150
010  7.3494200    379.0455
 [ reached 'max' / getOption("max.print") -- omitted 173 rows ]






実際に回帰直線を引いてみると， 図 9.16 よりも緑の線（負の傾きになる集団）の割合が大きいことが分かります。
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図 9.17: 固定効果を入れ忘れた場合の回帰直線








ちなみに，切片（1）に関しては，説明変数が1つでもある場合には，特に除外の指定をしない限り自動的に固定効果にも変量効果にも含まれるため，わざわざ書かなくても問題ありません。







続いて，集団レベルの変量効果間の相関係数が負の値になっていることの意味を確認してみましょう。 一言で言えば，これは切片が大きい集団ほど，escs_cwcがread_scoreに与える正の効果が小さくなっていくことを意味します。 図 9.18 は，切片と傾きの変量効果の散布図です。
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図 9.18: 変量効果（切片と傾き）の散布図








このような負の相関が生じるメカニズムまではさすがにこの結果からは分かりませんが，想像すると以下のような現象などが考えられそうです。


	切片が大きい＝学力が高い学校は，もともと入試の時点である程度選抜されているために，生徒のESCSのばらつきが小さく，ESCSの効果が小さくなる。

	切片が小さい＝学力が高くない集団は，入試での選抜が相対的に強くないために，個人レベルのESCSの効果がまだ残っている。



これ以上の議論は領域の専門家に任せるとして，とりあえずはこのような解釈が可能になりそうな分析ができました。



説明変数を含むランダム切片モデル

ランダム切片モデルでは，escs_cwcの傾きが集団（学校）ごとに異なることを確認しました。 そうすると，次は「傾きの差異の原因は何か」を明らかにしたくなるものです。 図 9.18 では，事後的に推定された傾きと切片の散布図に対して回帰直線を引いて，負の関係を示しました。 続いては，この関係をモデル式の中に組み込んでいきましょう。 ということで，切片と傾きの両方に対して，\(\mathrm{ESCS}_{pg}\)の集団平均である\(\overline{\mathrm{ESCS}}_{\cdot g}\)を説明変数として投入します。 \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + \beta_{0,\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = \beta_{\mathrm{ESCS}} +\beta_{1,\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.43}\]

このモデルには，合計3つの固定効果が含まれています：


	\(\beta_{0,\overline{\mathrm{ESCS}}}\)：切片の集団平均に対する効果

	\(\beta_{\mathrm{ESCS}}\)：傾きの全体平均

	\(\beta_{1,\overline{\mathrm{ESCS}}}\)：傾きの集団平均に対する効果



そして，それぞれの固定効果に対応する説明変数を考えるために，3つの式を1つにまとめてみると， \[
\begin{alignedat}{1}
y_{pg} &=\beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
&= (\mu + \beta_{0,\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}) + (\beta_{\mathrm{ESCS}} + \beta_{1,\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + u_{\mathrm{ESCS},g})(\mathrm{ESCS}_{pg} - \overline{\mathrm{ESCS}}_{\cdot g}) + u_{pg} \\
&= \mu + \beta_{0,\overline{\mathrm{ESCS}}}\underbrace{\overline{\mathrm{ESCS}}_{\cdot g}}_{集団レベル} + \beta_{\mathrm{ESCS}}\underbrace{(\mathrm{ESCS}_{pg} - \overline{\mathrm{ESCS}}_{\cdot g})}_{個人レベル} + \beta_{1,\overline{\mathrm{ESCS}}}\underbrace{\overline{\mathrm{ESCS}}_{\cdot g}(\mathrm{ESCS}_{pg} - \overline{\mathrm{ESCS}}_{\cdot g})}_{交互作用} \\
&+ \underbrace{u_{0g} + u_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg} - \overline{\mathrm{ESCS}}_{\cdot g}) + u_{pg}}_{変量効果} \\
\end{alignedat}
\tag{9.44}\] という形になっています。 すなわち，個人レベルの説明変数\((\mathrm{ESCS}_{pg} - \overline{\mathrm{ESCS}}_{\cdot g})\)と集団レベルの説明変数\(\overline{\mathrm{ESCS}}_{\cdot g}\)，そしてこれらの交互作用項に対して，固定効果の回帰係数が1つずつ推定されることになります。

それでは，このモデルもglmmTMB()関数で実行してみましょう。 変量効果の部分はすでに(escs_cwc|school_id)で指定しているので，説明変数をformulaの右辺に追加するだけで実行できます。 交互作用項を追加する場合には，+の代わりに*を使って繋げましょう。 *を使うと，説明変数の主効果と交互作用項の両方が自動的に追加されます。





コード 9.42: 説明変数を含むランダム傾きモデル


model6 <- glmmTMB(read_score ~ escs_cwc * sch_escs_mean + (escs_cwc | school_id), data = dat)
summary(model6)








 Family: gaussian  ( identity )
Formula:          
read_score ~ escs_cwc * sch_escs_mean + (escs_cwc | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66498.0   66551.3  -33241.0   66482.0      5758 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev. Corr  
 school_id (Intercept) 1463     38.24          
           escs_cwc     107     10.34    -0.17 
 Residual              5513     74.25          
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.51e+03 

Conditional model:
                       Estimate Std. Error z value Pr(>|z|)    
(Intercept)            518.0581     3.1314  165.44  < 2e-16 ***
escs_cwc                 7.4769     1.8728    3.99 6.54e-05 ***
sch_escs_mean          126.5833     8.1517   15.53  < 2e-16 ***
escs_cwc:sch_escs_mean   0.4573     4.8602    0.09    0.925    
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






得られた推定値を(9.43)式に代入すると， \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = 518.0581 + 126.5833\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = 7.4769 +0.4573\overline{\mathrm{ESCS}}_{\cdot g} + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.45}\] となります（変量効果の部分は省略）。 一番下の式から，このモデルにおいては，ESCSの集団平均（\(\overline{\mathrm{ESCS}}_{\cdot g}\)）が大きい集団ほど，個人レベルのESCSの正の効果が大きくなることが示されました。 ただし，係数が小さく，また\(p\)値も大きいことから，基本的には「ESCSの集団平均による違いはほとんどない」と言っても良さそうです。


単純傾斜分析

今回の分析では見られなかったのですが，（クロスレベル）交互作用がある場合には，ある説明変数（\(\mathrm{ESCS}_{pg} - \overline{\mathrm{ESCS}}_{\cdot g}\)）回帰係数の傾きが，別の説明変数（\(\overline{\mathrm{ESCS}}_{\cdot g}\)）の値によって変わることになります。 これを視覚的に表すために用いられることがあるのが，単純傾斜分析（simple slope analysis）です。 Rで実行する方法はいくつかあると思いますが，ここではmodelbasedパッケージを使って，単純傾斜分析を行う方法を紹介します15。

単純傾斜分析では，傾きを検討したい説明変数（ここではescs_mean）に対する交互作用項（ここではsch_escs_mean）が平均\(\pm1\)標準偏差などの特定の値を取るときに，回帰係数の値について検定を行います。





コード 9.43: 単純傾斜分析


# install.packages("modelbased")
library(modelbased)
slopes <- estimate_slopes(model6, trend = "escs_cwc", by = "sch_escs_mean")
slopes








Estimated Marginal Effects

sch_escs_mean | Slope |   SE |         95% CI |    z |      p
-------------------------------------------------------------
-1.11         |  6.97 | 5.04 | [-2.92, 16.86] | 1.38 |  0.167
-0.89         |  7.07 | 4.05 | [-0.86, 15.00] | 1.75 |  0.081
-0.68         |  7.17 | 3.21 | [ 0.88, 13.45] | 2.23 |  0.025
-0.46         |  7.27 | 2.38 | [ 2.61, 11.92] | 3.06 |  0.002
-0.25         |  7.36 | 1.83 | [ 3.79, 10.94] | 4.03 | < .001
-0.03         |  7.46 | 1.80 | [ 3.93, 10.99] | 4.14 | < .001
0.18          |  7.56 | 2.39 | [ 2.87, 12.25] | 3.16 |  0.002
0.40          |  7.66 | 3.13 | [ 1.52, 13.80] | 2.45 |  0.014
0.61          |  7.76 | 3.96 | [-0.01, 15.53] | 1.96 |  0.050
0.83          |  7.86 | 5.07 | [-2.08, 17.79] | 1.55 |  0.121

Marginal effects estimated for escs_cwc
Type of slope was dY/dX






estimate_slopes()関数では，trendに与えた変数（escs_cwc）を説明変数とした回帰直線の傾きが，byに与えた変数（sch_escs_mean）の値によってどう変化するかを表示してくれます。 デフォルトでは，byに与えた変数について，データ内に存在する範囲を10等分した値の場合の傾きをそれぞれ表示しています。 また，以下のように引数byの書き方を変えると，特定の値における結果を表示することも可能です。





コード 9.44: 単純傾斜分析（細かい指定1）


# 特定の値での結果を出したい場合
estimate_slopes(model6, trend = "escs_cwc", by = "sch_escs_mean = c(-0.5, 0, 0.5)")








Estimated Marginal Effects

sch_escs_mean | Slope |   SE |        95% CI |    z |      p
------------------------------------------------------------
-0.50         |  7.25 | 2.46 | [2.43, 12.07] | 2.95 |  0.003
0.00          |  7.48 | 1.87 | [3.80, 11.15] | 3.99 | < .001
0.50          |  7.71 | 3.54 | [0.77, 14.64] | 2.18 |  0.029

Marginal effects estimated for escs_cwc
Type of slope was dY/dX










コード 9.45: 単純傾斜分析（細かい指定2）


# 平均値プラスマイナス1標準偏差での結果を出したい場合
estimate_slopes(model6, trend = "escs_cwc", by = "sch_escs_mean = [sd]")








Estimated Marginal Effects

sch_escs_mean | Slope |   SE |        95% CI |    z |      p
------------------------------------------------------------
-0.46         |  7.27 | 2.37 | [2.61, 11.92] | 3.06 |  0.002
-0.10         |  7.43 | 1.76 | [3.98, 10.88] | 4.22 | < .001
0.26          |  7.60 | 2.75 | [2.22, 12.98] | 2.77 |  0.006

Marginal effects estimated for escs_cwc
Type of slope was dY/dX






今回の分析においては，そもそも交互作用が有意でないため，\(\pm1\)標準偏差の間では傾きはほぼ同じになっており，検定もすべて有意となっています。

単純傾斜検定においてよく用いられるのが，特定の条件における回帰直線を実際に引いてみる，というものです。 このためには，まず説明変数の値で条件づけた期待値を計算する必要があります。





コード 9.46: 単純傾斜分析のプロット


# 条件付き期待値の計算
means <- estimate_means(model6, by = c("escs_cwc", "sch_escs_mean = [sd]"))
plot(means)
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単純傾斜分析のプロット







引数byの中で，最初に指定した変数を\(X\)軸に置き，2つめに指定した変数の値ごとにそれぞれ回帰直線をプロットします。 今回の場合は，傾きのクロスレベル交互作用がほぼ見られなかったため，傾きはほぼ同じで切片だけが異なる直線となりました。

単純傾斜分析の考え方を拡張すると，「sch_escs_meanがある値以下の学校では傾きが有意になり，ある値を超えると有意ではなくなる」などと考えることができます。 これを表すために用いられるのが，Johnson-Neyman区間 （Bauer & Curran, 2005; Johnson & Fay, 1950） と呼ばれるものです。





コード 9.47: Johnson-Neyman区間の算出


# 引数lengthを大きくすると，傾きを細かく出してくれる
slopes_100 <- estimate_slopes(model6, trend = "escs_cwc", by = "sch_escs_mean", length = 100)
summary(slopes_100)








Johnson-Neymann Intervals

Start |   End | Direction | Confidence     
-------------------------------------------
-1.11 | -0.82 | positive  | Not Significant
-0.80 |  0.56 | positive  | Significant    
0.58  |  0.83 | positive  | Not Significant

Marginal effects estimated for escs_cwc
Type of slope was dY/dX






出力の各行は，byに与えた交互作用の説明変数がStartからEndの間の値であるときに有意（\(p<0.05\)）であるかをそれぞれあらわしています。 したがって1行目から順に見ていくと，sch_escs_meanが\([-1.11, -0.82]\)の範囲ではescs_cwcの傾きが有意ではなく，\([-0.80, 0.56]\)の範囲では有意，そして\(0.58\)以上では再び有意ではなくなる，ということです16。 なおこの結果は，estimate_slopes()関数で計算された結果をそのまま使っているだけなので，区間の精度を上げたい場合には，それだけ引数lengthを増やせばOKです。








有意かどうか行ったり来たり




Johnson-Neyman区間の精度を上げるために，試しにlengthを増やしてみましょう。





コード 9.48: Johnson-Neyman区間の精度を上げたい


slopes_200 <- estimate_slopes(model6, trend = "escs_cwc", by = "sch_escs_mean", length = 200)
summary(slopes_200)








Johnson-Neymann Intervals

Start |   End | Direction | Confidence     
-------------------------------------------
-1.11 | -0.81 | positive  | Not Significant
-0.80 |  0.54 | positive  | Significant    
0.55  |  0.55 | positive  | Not Significant
0.56  |  0.56 | positive  | Significant    
0.57  |  0.58 | positive  | Not Significant
0.59  |  0.59 | positive  | Significant    
0.60  |  0.83 | positive  | Not Significant

Marginal effects estimated for escs_cwc
Type of slope was dY/dX






すると，\(0.55\)から\(0.60\)の間でNot SignificantとSignificantを行き来しました。 これは，sch_escs_meanの値が大きくなるにつれて，傾きと標準誤差が同時に大きくなるためと考えられます。 つまり，sch_escs_meanの値が\(0.55\)から\(0.60\)の間では\(p\)値がほぼ0.05に近いために起こっています（そんなに頻繁に起こることではないと思います）。

この場合の解釈は悩ましいところですが，基本的にはこのように曖昧なところは，有意ではないものとして解釈しておいたほうが良い気がします。 これは，迷った場合には保守的な態度を取ったほうが安全であり，またJohnson-Neyman区間を単一の区間として表せるためです。







estimate_slopes()関数の出力をplot()にかけると，Johnson-Neyman区間を図示することが可能です。 これは，sch_escs_meanの値が具体的にどの区間にあるときにescs_cwcの傾きが有意になるかを視覚的にわかりやすく示すツールです。





コード 9.49: Johnson-Neyman区間のプロット


plot(slopes_100)
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Johnson-Neyman区間のプロット







このように，単純傾斜分析やJohnson-Neymanプロットを用いることで，クロスレベルの交互作用がある場合に，どのような状況で傾きが有意になるかを確認することができます。 研究仮説の精緻な検証や，結果の解釈に役立つかもしれません。








lme4とinteractionの組み合わせの場合




ここまでの分析は，lme4::lmer()の出力に対しても同じように実行可能です。 また，interactionパッケージでも以下のように実行可能です。 modelbasedパッケージはまだバージョンが1になっていないので，今後使えなくなる可能性を考慮して，interactionパッケージでの実行方法をいかに示します。 ただし，以下に示す方法の一部はglmmTMB()関数の出力に対しては適用できない点にご注意ください。





コード 9.50: まずはlmer()で推定


model6_lmer <- lmer(read_score ~ escs_cwc * sch_escs_mean + (escs_cwc | school_id), data = dat)
# summary(model6_lmer)









単純傾斜分析として，sch_escs_meanの値が特定の状況でのescs_cwcの回帰係数（傾き）を表示するためには，interaction_plot()関数を使用します。





コード 9.51: 単純傾斜分析（interactions）


# install.packages("interactions")
library(interactions)
interact_plot(model6_lmer, pred = escs_cwc, modx = sch_escs_mean, interval = TRUE)
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単純傾斜分析の結果（interactions）







interact_plot()関数では，predに与えた変数（escs_cwc）を説明変数とした回帰直線の傾きが，modxに与えた変数（sch_escs_mean）の値によってどう変化するかを表示してくれます。 デフォルトでは，modxの値が平均値\(\pm1\)標準偏差の場合の傾きを表示します。 また，interval = TRUEを指定すると，回帰直線の95%信頼区間も表示されます。

さらに，特定の状況における傾きについて，具体的に検定を行うことも可能です。





コード 9.52: 単純傾斜の検定（interactions）


sim_slopes(model6_lmer, pred = escs_cwc, modx = sch_escs_mean)








JOHNSON-NEYMAN INTERVAL

When sch_escs_mean is INSIDE the interval [-0.79, 0.59], the slope of
escs_cwc is p < .05.

Note: The range of observed values of sch_escs_mean is [-1.11, 0.83]

SIMPLE SLOPES ANALYSIS

Slope of escs_cwc when sch_escs_mean = -0.46161665 (- 1 SD): 

  Est.   S.E.   t val.      p
------ ------ -------- ------
  7.26   2.36     3.08   0.00

Slope of escs_cwc when sch_escs_mean = -0.09878821 (Mean): 

  Est.   S.E.   t val.      p
------ ------ -------- ------
  7.43   1.77     4.21   0.00

Slope of escs_cwc when sch_escs_mean =  0.26404024 (+ 1 SD): 

  Est.   S.E.   t val.      p
------ ------ -------- ------
  7.60   2.64     2.88   0.00






sim_slopes()関数は，interact_plot()関数と同じ引数をとり，特定の状況において「傾きが0である」という帰無仮説に対する検定の結果を表示します。 したがって，上の結果からは，sch_escs_meanが平均値あるいは\(\pm1\)標準偏差くらいの範囲にある学校においては，いずれも個人レベルのESCSの効果が有意であることがわかります。

Johnson-Neyman区間のプロットを出すためには，johnson_neyman()関数を使用します。





コード 9.53: Johnson-Neymanプロット


# 実はsim_slopes()関数でjnplot = TRUEとしても出てくる
johnson_neyman(model6_lmer, pred = escs_cwc, modx = sch_escs_mean)
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Johnson-Neymanプロット






JOHNSON-NEYMAN INTERVAL

When sch_escs_mean is INSIDE the interval [-0.79, 0.59], the slope of
escs_cwc is p < .05.

Note: The range of observed values of sch_escs_mean is [-1.11, 0.83]






プロットにおいて，青い線が表示されている範囲が，「sch_escs_meanがその値のときにはescs_cwcの傾きが有意になる」範囲です。 具体的な値は，同時に出力された中に示されており，今回のケースでは[-0.79, 0.59]の範囲であれば有意であると分かります。










さらなる集団レベル変数の追加

もちろんランダム傾きモデルでも，集団レベルのみの説明変数を追加することは可能です。 ランダム切片モデルのときと同様に，ST比を切片および傾きの説明変数に追加した以下のモデルを考えてみましょう。

\[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + \beta_{0,\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + \beta_{0,\mathrm{ST}}\mathrm{ST}_{\cdot g} + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = \beta_{\mathrm{ESCS}} +\beta_{1,\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + \beta_{1,\mathrm{ST}}\mathrm{ST}_{\cdot g} + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.46}\]

このモデルにおいて，集団レベルの説明変数であるST比は，統制変数のような位置づけです。 例えば，ESCSが平均的に高い学校（有名私立など？）では，よりきめ細かい教育を目指してST比が小さくなる傾向があるとしたら，ESCSが読解力に与える影響は，部分的にはST比によるものである可能性があります。 統制変数を追加するということは，このST比の効果を統制することで，集団レベルのESCSそのもののより純粋な効果を推定するために必要かもしれないのです。 このあたりは，マルチレベルモデルであるかに関わらず，回帰分析においては同じように考えておくと良いでしょう。

それでは，このモデルもglmmTMB()関数で実行してみましょう。 先ほどと同様に，クロスレベル交互作用項の位置に気をつけると，\(\overline{\mathrm{ESCS}}_{\cdot g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})\)に加えて，\(\mathrm{ST}_{\cdot g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})\)もあることから，以下のようになります。





コード 9.54: 説明変数を追加したモデル


model7 <- glmmTMB(read_score ~ escs_cwc * (sch_escs_mean + s_t_ratio) + (escs_cwc | school_id), data = dat)








Warning in finalizeTMB(TMBStruc, obj, fit, h, data.tmb.old): Model
convergence problem; non-positive-definite Hessian matrix. See
vignette('troubleshooting')






コード 9.55: 説明変数を追加したモデル


summary(model7)








 Family: gaussian  ( identity )
Formula:          
read_score ~ escs_cwc * (sch_escs_mean + s_t_ratio) + (escs_cwc |  
    school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
       NA        NA        NA        NA      5756 

Random effects:

Conditional model:
 Groups    Name        Variance  Std.Dev.  Corr  
 school_id (Intercept) 1.416e+03 3.763e+01       
           escs_cwc    1.329e-09 3.645e-05 -1.00 
 Residual              5.555e+03 7.453e+01       
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.55e+03 

Conditional model:
                       Estimate Std. Error z value Pr(>|z|)    
(Intercept)            500.0676     8.5274   58.64  < 2e-16 ***
escs_cwc                12.8474     4.4287    2.90  0.00372 ** 
sch_escs_mean          122.4814     8.2412   14.86  < 2e-16 ***
s_t_ratio                1.4621     0.6458    2.26  0.02358 *  
escs_cwc:sch_escs_mean   1.5242     4.4683    0.34  0.73302    
escs_cwc:s_t_ratio      -0.4387     0.3352   -1.31  0.19063    
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






交互作用の追加は，掛け算の分配法則のように考えていけばOKです。 すなわち，固定効果をescs_cwc * (sch_escs_mean+s_t_ratio)と書けば，これはescs_cwc * sch_escs_mean +  escs_cwc * s_t_ratioと同じ意味になります。 一方で，もしもescs_cwc * sch_escs_mean * s_t_ratioと書いてしまうと，sch_escs_meanとs_t_ratioの間およびこれとescs_cwcの3つの組み合わせにもすべて交互作用があるものとして解釈されてしまいます。

出力を見ると，Warningが出ており，escs_cwcの傾きの変量効果の分散\(\sigma_{\mathrm{ESCS},g}^2\)の値がほぼゼロになっています。 ということで，今回のデータではうまく変量効果を推定することができませんでした17。

不適解であることに目を瞑って，得られた係数を(9.46)式に代入すると， \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g})+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = 500.0676 + 122.4814\overline{\mathrm{ESCS}}_{\cdot g} + 1.4621\mathrm{ST}_{\cdot g} + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = 12.8474 +1.5242\overline{\mathrm{ESCS}}_{\cdot g} -0.4387\mathrm{ST}_{\cdot g} + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.47}\] となります。




9.3.6 モデル比較

ここまで色々なモデルを実行してきましたが，結局のところどこまでの変量効果を考えるべきか，というのは実用上重要なポイントです。 ランダム切片モデルによって求めたICCでは，まずデータの階層性を考慮する必要があるかを確認しましたが，それ以上のモデルを考える必要があるかどうかは，モデル比較によって判断することができます。

まずは，ここまでに実行してきたモデルのformulaを一覧にしておきましょう。 表 9.2 を見ると，一部のモデルはネストの関係にあることが分かります。 例えば，model0は，model2においてsch_escs_meanの回帰係数を0に固定した（集団レベルの説明変数を削除した）モデル，とみなすことができます。





表 9.2: モデルの式一覧






	model
	formulaの右辺





	model0
	(1|school_id)



	model1
	escs + (1|school_id)



	model2
	sch_escs_mean + (1|school_id)



	model3
	escs_cwc + sch_escs_mean + (1|school_id)



	model4
	escs_cwc + sch_escs_mean + s_t_ratio + (1 | school_id)



	model5
	escs_cwc + (1 + escs_cwc | school_id)



	model6
	escs_cwc * sch_escs_mean + (1 + escs_cwc | school_id)



	model7
	escs_cwc * (sch_escs_mean + s_t_ratio) + (1 + escs_cwc | school_id)














このように，モデルがネストの関係にある場合には，尤度比検定（Likerlihood ratio test [LRT]）を用いて，モデルの比較を行うことができます。 尤度比検定自体は チャプター 7 でも少しだけ登場しましたが，これは簡単に言えば増やしたパラメータに見合うだけの尤度の改善が見られるかを評価する方法です18。

ということで，明確にネストの関係にあるmodel0，model2，model3，model6の4つのモデルを比較してみましょう19。 これは非常に簡単に，anova()関数を用いて実行できます20。





コード 9.56: モデル比較


anova(model0, model2, model3, model6)








Data: dat
Models:
model0: read_score ~ (1 | school_id), zi=~0, disp=~1
model2: read_score ~ sch_escs_mean + (1 | school_id), zi=~0, disp=~1
model3: read_score ~ escs_cwc + sch_escs_mean + (1 | school_id), zi=~0, disp=~1
model6: read_score ~ escs_cwc * sch_escs_mean + (escs_cwc | school_id), zi=~0, disp=~1
       Df   AIC   BIC logLik deviance    Chisq Chi Df Pr(>Chisq)    
model0  3 66671 66691 -33332    66665                               
model2  4 66519 66545 -33255    66511 154.0264      1  < 2.2e-16 ***
model3  5 66498 66531 -33244    66488  22.6635      1   1.93e-06 ***
model6  8 66498 66551 -33241    66482   5.9989      3     0.1117    
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






このように，anova()関数にネストの関係にあるモデルを順番に指定するだけで，モデル比較ができます。 基本的に，パラメータが増えるほど，（対数）尤度を表すlogLikの値は大きくなります。 そして，anova()関数では，この改善した尤度の大きさと追加したパラメータの数（Dfに等しい）を比較して，その改善が有意かどうかを検定してくれます。 今回のデータでは，model0よりもmodel2が，またmodel2よりもmodel3が，それぞれ有意に尤度を改善している一方で，model6はmodel3と比べて有意な改善が見られなかった，と言えます。 したがって，「傾きの変量効果を追加したこと」あるいは「クロスレベル交互作用を追加したこと」の少なくともいずれか（たぶん後者）は，このデータにおいてはあまり意味がなかったのだと言えそうです。 ただし，この結果はもちろんサンプルサイズが大きいほど有意になりやすいので，注意が必要です。

また，anova()関数では情報量規準（AIC, BIC）も出してくれます。 必要に応じてこれらも参考にすると良いでしょう。 その他にも，説明変数を追加したことによる分散説明率を示すPVEや，「推定された変量効果と相関を持つレベル2説明変数を入れ忘れていないか」を確認するなど，説明変数の選択は多角的に行うことが重要とされています （尾崎 他，2018）。




9.4 一般化線形モデル

ここまで紹介してきた階層線形モデルの考え方は，一般化線形モデル（GLM）に対しても同様に適用可能です21。 そこで，ここからはGLMにおける変量効果の考え方を紹介するため，被説明変数を「進学希望（wants_univ）」としたロジスティック回帰分析をマルチレベルで実行していきます。


9.4.1 ランダム切片GLM

まずは，ランダム切片モデルです。 変量効果を考える前に，まず学校ごとの切片を固定効果とみなした場合のモデル式は以下のようになります。 \[
g(y_{pg}) = \log\frac{y_{pg}}{1-y_{pg}} = \beta_0 + \beta_{02} x_{g=2} + \beta_{03} x_{g=3} + \cdots + \beta_{0G} x_{g=G} + u_{pg}
\tag{9.48}\] このモデルをglm()関数で実行する場合には，以下のように書けば良かったですね。





コード 9.57: 固定効果のGLM


summary(glm(wants_univ ~ school_id, data = dat, family = binomial))









Call:
glm(formula = wants_univ ~ school_id, family = binomial, data = dat)

Coefficients:
               Estimate Std. Error z value Pr(>|z|)
(Intercept)   1.757e+01  6.687e+02   0.026    0.979
school_id002 -1.817e+01  6.687e+02  -0.027    0.978
school_id003 -1.698e+01  6.687e+02  -0.025    0.980
school_id004 -1.775e+01  6.687e+02  -0.027    0.979
school_id005 -1.776e+01  6.687e+02  -0.027    0.979
school_id006 -1.068e-07  9.599e+02   0.000    1.000
school_id007 -1.479e+01  6.687e+02  -0.022    0.982
 [ reached getOption("max.print") -- omitted 176 rows ]

(Dispersion parameter for binomial family taken to be 1)

    Null deviance: 6572.3  on 5765  degrees of freedom
Residual deviance: 4782.7  on 5583  degrees of freedom
AIC: 5148.7

Number of Fisher Scoring iterations: 16






得られた係数から，各学校におけるwants_univの期待値\(\hat{y}_{pg}\)を求める場合には，\(g(y_{pg})\)を\(y_{pg}\)に戻すように変換したら良いので， \[
\begin{alignedat}{2}
\hat{y}_{pg} &= \frac{\exp\left(g(y_{pg})\right)}{1+\exp\left(g(y_{pg})\right)} \\
&= \frac{\exp\left(\beta_0 + \beta_{02} x_{g=2} + \beta_{03} x_{g=3} + \cdots + \beta_{0G} x_{g=G}\right)}{1+\exp\left(\beta_0 + \beta_{02} x_{g=2} + \beta_{03} x_{g=3} + \cdots + \beta_{0G} x_{g=G}\right)}
\end{alignedat}
\tag{9.49}\] となります。 ここに，先ほど推定された値を代入すると，各学校における平均値はそれぞれ \[
\begin{alignedat}{2}
\hat{y}_{p1} &= \frac{\exp(17.57)}{1+\exp(17.57)}&&\approx 1 \\
\hat{y}_{p2} &= \frac{\exp(17.57-18.17)}{1+\exp(17.57-18.17)} &&\approx 0.354 \\
\hat{y}_{p3} &= \frac{\exp(17.57-16.98)}{1+\exp(17.57-16.98)} &&\approx 0.643 \\
\vdots
\end{alignedat}
\tag{9.50}\] などと求めることができます。

もちろん，このままでは先程と同様に「このデータに含まれる学校の間では進学希望率が異なる」以上のことは言えないので，さっそく変量効果を考えていきましょう。

GLMについて変量効果を考える場合，線形予測子の部分に対して正規分布に従うものがあると考えます。 GLMでは，(9.48)式にあるように，被説明変数のタイプにかかわらず，「被説明変数を何らかの形に変換したもの（\(g(y)\)）」が「説明変数と回帰係数の線形和（\(\boldsymbol{X}\boldsymbol{\beta} = \beta_0 + \beta_1x_1 + \beta_2x_2 +\cdots\)）」で表されると考えます。 したがって，切片を変量効果としたランダム切片GLMは，以下のように書くことができます。

\[
g(y_{pg}) = \log\frac{y_{pg}}{1-y_{pg}} = \mu + u_{0g}
\tag{9.51}\] あるいはレベルごとに分割すると， \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & g(y_{pg}) & & = \beta_{0g} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + u_{0g}
\end{alignedat}
\tag{9.52}\] という形になります。 通常の線形モデルとの違いとして，ロジスティック回帰（やポアソン回帰）では，レベル1の変量効果（\(u_{pg}\)）が存在しません。 ロジスティック回帰の場合，\(y_{pg}\)の確率分布（尤度関数）は \[
  y_{pg} \sim \mathrm{Bernoulli}(p_{pg}) \quad \text{with } p_{pg} = \frac{\exp\left(g(y_{pg}\right))}{1+\exp\left(g(y_{pg})\right)}
\tag{9.53}\] と，ベルヌーイ分布として表されます。 そして，ベルヌーイ分布の分散は，この\(p_{pg}\)の関数\(p_{pg}(1-p_{pg})\)であることから，レベル1の要素として独立に分散を考えることが出来ないのです22。 これに対して正規分布（通常の階層線形モデル）の場合には，期待値と分散は無関係であることから，「期待値に影響する」レベル2変量効果と，「分散に影響する」レベル1変量効果という形で，異なるレベルの変量効果がそれぞれ規定できるのです。

以上より，変量効果に関する仮定は，以下のように設定されます。 \[
\text{(レベル2)} \quad u_{0g} \sim  N(0, \sigma^2_{0g})
\tag{9.54}\] レベル1（個人レベル）の変量効果こそないものの，GLMにおいても変量効果を考える場合には，線形予測子の部分に対して正規分布に従うものがあると考えれば良いのです。 ただし，この場合変量効果の分散\(\sigma^2_{0g}\)は，\(y\)の分散を表したものではない点には注意してください。 この解釈はやや複雑なので，後ほど数値例とともに紹介していくことにします。

ということで，Rで上記のモデルを実行してみましょう。 といっても，使用する関数はglmmTMB()のままでOKです。 この関数はGLMにも対応しています。 ただしglm()関数と同じように，被説明変数が従う確率分布と，必要に応じてリンク関数を指定する必要があります。





コード 9.58: ランダム切片GLM


model1_glm <- glmmTMB(wants_univ ~ (1 | school_id), data = dat, family = binomial(link = "logit"))
summary(model1_glm)








 Family: binomial  ( logit )
Formula:          wants_univ ~ (1 | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
   5374.7    5388.0   -2685.3    5370.7      5764 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 2.164    1.471   
Number of obs: 5766, groups:  school_id, 183

Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)    1.449      0.118   12.28   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1













lme4パッケージの場合




lm()関数に対してglm()関数が用意されていたように，lme4パッケージではlmer()関数に対してもglmer()という関数が用意されています。





コード 9.59: ランダム切片GLM


# REMLもありません
model1_glmer <- glmer(wants_univ ~ (1 | school_id), data = dat, family = binomial(link = "logit"))
summary(model1_glmer)








Generalized linear mixed model fit by maximum likelihood (Laplace
  Approximation) [glmerMod]
 Family: binomial  ( logit )
Formula: wants_univ ~ (1 | school_id)
   Data: dat

     AIC      BIC   logLik deviance df.resid 
  5374.7   5388.0  -2685.3   5370.7     5764 

Scaled residuals: 
    Min      1Q  Median      3Q     Max 
-4.4188 -0.5060  0.2857  0.4988  2.0516 

Random effects:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 2.161    1.47    
Number of obs: 5766, groups:  school_id, 183

Fixed effects:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)    1.448      0.117   12.37   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1












得られた推定値を(9.52)式に代入すると， \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & g(y_{pg}) & & = \beta_{0g} \\
\text{(レベル2)} \quad & \beta_{0g} & & = 1.449 + u_{0g},\quad u_{0g} \sim N(0, 1.471^2)
\end{alignedat}
\tag{9.55}\] となります。 \(\mu=1.449\)ということは，ある意味で最も「平均的な」学校における進学希望率は， \[
\hat{y}_{pg} = \frac{\exp(1.449)}{1+\exp(1.449)} \approx 0.810
\tag{9.56}\] となることを意味します。








過分散への対応




ロジスティック回帰やポアソン回帰では，期待値に応じて分散が自動的に決定してしまいます。 しかし，この「分散が期待値の関数で表される」という仮定は，実際のデータではかなり強い制約となることがあります。 先ほど実行したモデルでは，進学希望率が学校ごとに異なることを考慮していた一方で，実際にはそれ以外の要因（個人のやる気など）によってもさらなるばらつきが発生する可能性があります。 もちろん，そのような要因は後ほど行うようにモデルの中に説明変数として加えてしまえば良いのですが，もちろんすべての要因を説明変数として加えることはできません。

そこで，「レベル2の変量効果および説明変数では説明できない個人のばらつき」に起因する過分散（ovedispersion）に対応するために，以下のような方法を取ることがあります。


確率分布を変える

同じデータに適用可能な確率分布の中で，パラメータが多いものを用いることで，分散を期待値の関数から切り離す，というのがもっともよく用いられる方法です。 ベルヌーイ分布（二項分布）に対しては，ベータ二項分布という分布がよく用いられます。 これは残念ながらlme4パッケージでは対応できないのですが，以下のようにglmmTMBパッケージ（やbrmsパッケージ）を用いることで，ベータ二項分布を用いたマルチレベルモデルを実行することができます。





コード 9.60: ベータ二項回帰で過分散に対応


glmmTMB(wants_univ ~ (1 | school_id), data = dat, family = betabinomial(link = "logit"))









同様に，ポアソン分布に対しては負の二項分布（negative binomial distribution）を用いることができます。





コード 9.61: 負の二項回帰で過分散に対応


glmmTMB(wants_univ ~ (1 | school_id), data = dat, family = nbinom2)









ちなみに負の二項回帰は，lme4パッケージにあるglmer.nb()という関数でも実行可能です。



レベル1の変量効果をあえて追加する

言うまでもなく，レベル1の固定効果を加えてしまうと，それだけでサンプルサイズと同数のパラメータが追加されてしまうので，これは不可能です。 一方で変量効果の場合，モデル上は個人ごとのばらつきの具体的な値ではなく，その分散だけを推定するため，観測レベル変量効果 （Observation-level random effects [OLRE]: Harrison, 2014） を指定することも可能なようです。

この場合，レベル1変量効果が追加されることからモデル式は(9.8)式とほぼ同じ形の \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & g(y_{pg}) & & = \beta_{0g} + u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + u_{0g}
\end{alignedat}
\tag{9.57}\] となります。 このとき，\(u_{pg}\)の分散\(\sigma_{pg}^2\)を追加で推定するために，過分散に対応できるようになるようです。

OLREは，glmmTMB()での実装も非常に簡単です。 変量効果に関する記述を(1|school_id) + (1|student_id)とすることで，個人レベルの変量効果も考慮することができます。





コード 9.62: レベル1変量効果を追加したランダム切片GLM


model1_OLRE <- glmmTMB(wants_univ ~ (1 | school_id) + (1 | student_id), data = dat, family = binomial(link = "logit"))
summary(model1_OLRE)








 Family: binomial  ( logit )
Formula:          wants_univ ~ (1 | school_id) + (1 | student_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
   5376.7    5396.7   -2685.3    5370.7      5763 

Random effects:

Conditional model:
 Groups     Name        Variance  Std.Dev. 
 school_id  (Intercept) 2.164e+00 1.4710382
 student_id (Intercept) 2.261e-08 0.0001504
Number of obs: 5766, groups:  school_id, 183; student_id, 5766

Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)    1.449      0.118   12.28   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






図 9.19 は，モデルで推定された各学校の\(\beta_{0g}\)の値に基づく進学希望割合と，実際にその学校で観測された進学希望割合の散布図です。 実は今回のデータでは，過分散がほとんど発生していないため，student_idのRandom effectsの分散はほぼゼロになっています。 このような場合には，わざわざレベル1変量効果を追加する必要はないのですが，方法だけ紹介しておきました。
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図 9.19: モデルに基づく分散と観測された分散の散布図








ちなみに，過分散であるかどうかを確認する関数も，performanceパッケージに用意されています。すごいですね。 check_overdispersion()関数では，「過分散度」に当たるdispersion ratioが1であるという帰無仮説に対して検定を行ってくれます。 したがって，この値が1より大きい場合には過分散が発生していると考えられるわけです。





コード 9.63: 過分散の確認


check_overdispersion(model1_glm)








# Overdispersion test

 dispersion ratio = 0.994
          p-value = 0.848














変量効果の解釈

\(u_{0g}\)の分散が\(1.47^2\)と出ましたが，これが実際に「学校ごとの進学希望率のばらつき」としてはどの程度になるのでしょうか。 これを確認する直感的な方法は，以下のように「データ内に存在する学校でのモデル上の予測値」の分布を見たり分散を計算することでしょう。





コード 9.64: ランダム切片GLMの予測値


g_y <- coef(model1_glm)$cond$school_id[, 1]
p <- exp(g_y) / (1 + exp(g_y))
# 実は exp(g_y)/(1+exp(g_y)) は plogis(g_y) でも計算可能
# p <- plogis(g_y)
hist(p)
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図 9.20: ランダム切片GLMの予測値












コード 9.65: ランダム切片GLMの予測値の標準偏差


sd(p)








[1] 0.2220955






この方法でも，実際に学校ごとにばらつきがあることは分かりますが，わざわざ変量効果にした意味が無くなってしまいます。 図 9.20 は，あくまでも母集団からランダムサンプリングされた学校におけるばらつきを示すものです。 あまりきれいな分布にはなっていませんが，本来はスケールを変えたら正規分布に従うような分布になっているはずです。

ということで，変量効果を考慮したモデルベースで学校ごとのばらつきを示す方法としては，以下のように「母集団の\(X\)%の学校が含まれる区間」を示す，というやり方が考えられます （e.g., Austin & Merlo, 2017; Devine et al., 2024）。 まず，\(u_{0g} \sim N(0, 1.471^2)\)ということは，正規分布の性質から，\(X\)%の確率で含まれる値の範囲を求めることは容易です。 実際に，\(\beta_{0g}\)が従う正規分布\(N(1.449, 1.471^2)\)における平均値周りの95%の範囲は，Rでは以下のように求めることができます。





コード 9.66: 正規分布の95%区間


qnorm(c(0.025, 0.975), mean = 1.449, sd = 1.471)








[1] -1.434107  4.332107






qnorm()は，指定した分位点（quantile）における正規分布の値を求める関数です。 したがって，いま算出された\([-1.434, 4.332]\)という区間は，母集団全体の95%の学校の\(\beta_{0g}\)が含まれる範囲を表しています。 あとはこれを\(y\)のスケールに戻してあげると，母集団全体の95%の学校の進学希望率が含まれる範囲を求めることができます。





コード 9.67: ランダム切片GLMの95%区間


plogis(qnorm(c(0.025, 0.975), mean = 1.449, sd = 1.471))








[1] 0.1924596 0.9870306






このように，ランダム切片GLMにおいては，変量効果を考慮することで，母集団全体の学校の進学希望率のばらつきを示すことができるのです。 ただし今回の場合，95%区間はあまりに広すぎるようなので，例えば50%区間などを求めてみても良いのかもしれません23。

別の方法としては，推定された変量効果の正規分布から乱数を生成する，というやり方も考えられます。





コード 9.68: 正規分布から乱数を生成


g_y_r <- rnorm(100000, mean = 1.449, sd = 1.471)
p <- plogis(g_y_r)
hist(p)
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図 9.21: 生成された乱数に基づくヒストグラム








rnorm(n)関数は，正規分布からn個の乱数（random number）を生成してくれる関数です。 これを用いて「母集団に含まれる（仮想的な）学校の\(\beta_{0g}\)」を10万個生成し，それを\(y\)のスケールに戻してヒストグラムを描画したものが 図 9.21 です。 こうして見ても，やはり進学希望率が学校ごとにかなりばらついていることがよく分かります。




9.4.2 級内相関係数の確認

ランダム切片GLMにおいても，級内相関係数（ICC）を求めることができます。 ただし，(9.16)式の定義では2つのレベルの変量効果の分散の割合を用いていたため，レベル1の変量効果がないGLMでは，そのままでは求めることができません。 そのため，ロジスティック回帰分析においては，レベル1変量効果の大きさを仮定するために，ポリコリック相関のときのように二値反応の背後に連続量が存在し，その連続量が標準ロジスティック分布（標準正規分布のようなもの）に従うと仮定します（Snijders & Bosker, 2012）。 この仮定のもとでは，母集団全体におけるレベル1変量効果の分散（個人レベルのばらつき）は，標準ロジスティックの分散\(\frac{\pi^2}{3}\)とおいて考えることに一定の正当性が生まれます。

最終的に，ロジスティック回帰分析における級内相関係数は，以下のように定義されます。 \[
\text{ICC} = \frac{\sigma^2_{0g}}{\sigma^2_{0g} + \frac{\pi^2}{3}} \approx \frac{\sigma^2_{0g}}{\sigma^2_{0g} + 3.29}
\tag{9.58}\] となります24。

実際に，推定された変量効果の分散を用いてICCを求めてみましょう。





コード 9.69: ランダム切片GLMの級内相関係数


# performanceパッケージはglmmTMBにも対応しています
performance::icc(model1_glm)








# Intraclass Correlation Coefficient

    Adjusted ICC: 0.397
  Unadjusted ICC: 0.397






今回のデータに対するICCは，およそ0.397と大きく，（ 図 9.21 などからも明らかですが）やはりマルチレベルな分析を行ったほうが良いと言えそうです。








推定値から直接ICCを計算する方法




performanceパッケージのicc()関数が使えないときのために，モデルの出力から直接ICCを計算する方法も載せておきます。





コード 9.70: ランダム切片GLMの級内相関係数


sigma2_0g <- as.numeric(VarCorr(model1_glm)$cond$school_id[1, 1])
sigma2_0g / (sigma2_0g + pi^2 / 3)








[1] 0.3967775














9.4.3 説明変数を追加したランダム切片GLM

これ以降は，通常の階層線形モデルと同じように説明変数を色々と追加していくだけです。 まずは，ESCS（社会経済的地位）を説明変数として追加してみましょう。 個人レベルおよび集団レベルの効果をそれぞれ説明変数として投入した場合，モデルは以下のようになります。 \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & g(y_{pg}) & & = \beta_{0g} + \beta_{\mathrm{ESCS}}(\mathrm{ESCS}_{pg} - \overline{\mathrm{ESCS}}_{\cdot g} ) \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + \beta_{\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}
\end{alignedat}
\tag{9.59}\]

glmmTMB()で実行する場合は，以下のとおりです。





コード 9.71: 説明変数を加えたランダム切片GLM


model2_glm <- glmmTMB(wants_univ ~ escs_cwc + sch_escs_mean + (1 | school_id), data = dat, family = binomial(link = "logit"))
summary(model2_glm)








 Family: binomial  ( logit )
Formula:          wants_univ ~ escs_cwc + sch_escs_mean + (1 | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
   5122.7    5149.3   -2557.3    5114.7      5762 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 0.5417   0.736   
Number of obs: 5766, groups:  school_id, 183

Conditional model:
              Estimate Std. Error z value Pr(>|z|)    
(Intercept)    1.88638    0.07958  23.703  < 2e-16 ***
escs_cwc       0.38946    0.05521   7.054 1.74e-12 ***
sch_escs_mean  3.58849    0.20254  17.717  < 2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






得られた推定値を(9.59)式に代入すると， \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & g(y_{pg}) & & = \beta_{0g} + 0.38946(\mathrm{ESCS}_{pg} - \overline{\mathrm{ESCS}}_{\cdot g} ) \\
\text{(レベル2)} \quad & \beta_{0g} & & = 1.88638 + 3.58849\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}, \quad u_{0g} \sim N(0, 0.736^2)
\end{alignedat}
\tag{9.60}\] となります。 推定値を見ると，escs_cwc（個人レベルのESCS）とsch_escs_mean（学校ごとの平均ESCS）の両方の係数（固定効果）が有意であることが分かります。 したがって，ESCSが高い学校の生徒ほど，また同じ学校内でも相対的にESCSが高い生徒ほど進学希望率が高くなる，と言えそうです。

次に，ランダム切片GLMを可視化してみましょう。 図 9.22 は，coef()関数を用いて取得した学校ごとの切片をもとに回帰の線を引いたものです。 赤い線が各学校の回帰線を，青い点線が全体の平均的な回帰線を表しています。






[image: ]



図 9.22: ランダム切片GLMの視覚化








ランダム切片モデルでは，傾きはすべての学校で共通（0.38946）です。 したがって，図ではややわかりにくいですが，赤い実線や青い点線はいずれも，左右に平行移動させたら完全に重なる線です。



9.4.4 ランダム傾きGLM

続いては，ランダム傾きモデルもロジスティック回帰で実行してみましょう。 ランダム傾きモデルでは，レベル2の変量効果が切片だけでなく傾きにも影響を与えます。 まず，レベル2説明変数のないランダム傾きGLMのモデル式は以下のようになります。 \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & g(y_{pg}) & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g}) \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = \beta_{\mathrm{ESCS}} + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.61}\] また，変量効果は以下のようになります。 \[
\begin{alignedat}{2}
\text{（レベル2）} &\left[\begin{array}{c}
u_{0g} \\ u_{\mathrm{ESCS},g}
\end{array}\right] &&\sim MVN\left(
\left[\begin{array}{c}
0 \\ 0
\end{array}\right],
\left[\begin{array}{cc}
\sigma_{0g}^2 & \sigma_{(0g)(\mathrm{ESCS},g)} \\
\sigma_{(0g)(\mathrm{ESCS},g)} & \sigma_{\mathrm{ESCS},g}^2
\end{array}\right]\right)
\end{alignedat}
\tag{9.62}\] レベル1の回帰式が\(y_{pg}\)そのものではなく\(g(y_{pg})\)であること，またレベル1の変量効果がないことを除けば，通常の階層線形モデルと同じということです。 GLMであっても，やはりレベル2の変量効果（切片・傾き）の間には相関関係を許容することができます。

上記のモデルをRで実行する際も，glmmTMB()を使えば簡単です。





コード 9.72: ランダム傾きGLM


model3_glm <- glmmTMB(wants_univ ~ escs_cwc + (escs_cwc | school_id), data = dat, family = binomial(link = "logit"))
summary(model3_glm)








 Family: binomial  ( logit )
Formula:          wants_univ ~ escs_cwc + (escs_cwc | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
   5327.4    5360.7   -2658.7    5317.4      5761 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev. Corr  
 school_id (Intercept) 2.21612  1.4887         
           escs_cwc    0.07018  0.2649   -0.28 
Number of obs: 5766, groups:  school_id, 183

Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  1.46466    0.11965  12.241  < 2e-16 ***
escs_cwc     0.35556    0.07242   4.909 9.13e-07 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






得られた推定値を(9.61)式に代入すると， \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & g(y_{pg}) & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g}) \\
\text{(レベル2)} \quad & \beta_{0g} & & = 1.46466 + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = 0.35556 + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.63}\] また変量効果は \[
\begin{alignedat}{2}
\text{（レベル2）} &\left[\begin{array}{c}
u_{0g} \\ u_{\mathrm{ESCS},g}
\end{array}\right] &&\sim MVN\left(
\left[\begin{array}{c}
0 \\ 0
\end{array}\right],
\left[\begin{array}{cc}
1.4887^2 & -0.1104 \\
-0.1104 & 0.2649^2
\end{array}\right]\right)
\end{alignedat}
\tag{9.64}\] となります。

図 9.23 は，ランダム傾きGLMの回帰線を可視化したものです。 赤い線が各学校の回帰線を，青い点線が全体の平均的な回帰線を表しています。 この図を見ると，学校内での相対的なESCS（escs_cwc）が高い生徒は，所属している高校によらず進学希望率が高い傾向にある一方で，相対的なESCSが低い生徒の進学希望率は高校によってかなりばらつきがあることが分かります。
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図 9.23: ランダム傾きGLMの視覚化








また，切片と傾きの変量効果の間に負の相関があったことも図で改めて確認しておきましょう。
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図 9.24: 変量効果（切片と傾き）の散布図








切片（学校単位の進学希望率）が高い高校ほどescs_cwcの回帰係数が小さい（傾きが緩やかである）どころか負になっていくことが分かります。 このメカニズムとしては，例えば


	進学希望率の高い進学校などでは，ESCSの高い生徒も低い生徒も進学希望率が高くなるため，傾きが緩やかになる

	逆に，進学希望率の低い高校では，相対的にESCSの高い生徒でないと進学希望が出せないために，傾きが急になる



といったことが考えられるかもしれません。








ロジスティック回帰は難しい




lmer::glmer()の実行時に，下記のようなメッセージや警告が出てきた場合は要注意です。



boundary (singular) fit: see help('isSingular')








Warning: Warning in checkConv(attr(opt, "derivs"), opt$par, ctrl =
control$checkConv, : Model failed to converge with max|grad| = 0.00483982
(tol = 0.002, component 1)





このようなときにsummary(model)の出力をよく見てみると，例えば2つのRandom effectsの相関係数（Corr）の絶対値が1に近い値になっているなど，常識的に考えておかしな推定値が出ていることがあります。 これは，ロジスティック回帰の推定がうまくいっていないことを示しています。

ロジスティック回帰において推定がうまくいかない代表的なケースとして， 図 9.25 の左のように，すべてのケースの被説明変数の値が同じになっている場合や，右のように，説明変数の値が完全に分離している場合が挙げられます。 というのも，ロジスティック回帰の目的は，（ 図 9.22 に示されているように），「説明変数の値が大きくなるほど\(y=1\)となる確率がどれだけ変化するか」を推定することです。 しかし，被説明変数の値が全員同じ場合，説明変数の値が変化しても\(y\)の値は変化しないため，S字の曲線が上か下に貼り付いてしまい，係数の推定が発散してしまいます。 同様に，説明変数の値が完全に分離している場合には，ロジスティック曲線の傾きが無限大に発散してしまい，やはりうまくいかないのです。 マルチレベルの場合，このような学校が一つでもあると，このデータも含めて変量効果\(u_{0g},u_{\mathrm{ESCS},g}\)の分散を推定することになるため，計算がおかしくなってしまいます。
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図 9.25: ロジスティック回帰の推定がうまくいかない例








データ内に被説明変数の値が全員同じ集団がある場合は，まずそもそもランダム傾きモデルを適用するべきかを考えましょう。 特にそのような集団の割合が大きい場合には，いわば「傾きがゼロ」の集団が無視できないほど多いわけなので，その傾きの大きさの違いを議論することは本質的ではない可能性があります25。

そして，もしたまたまサンプルサイズの小さい集団でたまたまそのようなことが起こっていただけなど，外れ値的に無視しても良さそうと判断できるならば，対策を講じていくことになります。 最もシンプルな対策は，そのような学校を一時的に除外してしまうことです26。 もちろん，そのような学校を除外してしまうことは，固定効果の推定にも影響を与えるため，慎重に行う必要があります。 例えば，全員が\(y_{pg}=0\)の学校を除外してしまうことは，大学進学を希望しない生徒のデータを選択的にゴッソリ除外してしまうことになります。 もしも進学希望とESCSに相関があるならば，これは同時にESCSの低い生徒のデータも除外してしまうことになります。 その結果，使用するデータは「ESCSが比較的高い生徒・学校」のデータのみになってしまう，といった可能性があるわけです。









9.4.5 説明変数を含むランダム傾きGLM

先程の分析では，進学希望率が高い学校ほど，個人レベルのESCSと進学希望率の関係が弱くなる可能性が示されました。 ということで，最後にレベル2説明変数を追加したランダム傾きモデルで，sch_escs_meanが傾きの説明変数として機能するかを確認してみましょう。

\[
\begin{alignedat}{2}
\text{(レベル1)} \quad & g(y_{pg}) & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g}) \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + \beta_{0,\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = \beta_{\mathrm{ESCS}} +\beta_{1,\overline{\mathrm{ESCS}}}\overline{\mathrm{ESCS}}_{\cdot g} + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.65}\]

このモデルをglmmTMB()で実行する場合も，クロスレベル交互作用に気をつけてformulaを正しく指定してください。





コード 9.73: 説明変数を含むランダム傾きGLM


model4_glm <- glmmTMB(wants_univ ~ escs_cwc * sch_escs_mean + (escs_cwc | school_id), data = dat, family = binomial)
summary(model4_glm)








 Family: binomial  ( logit )
Formula:          
wants_univ ~ escs_cwc * sch_escs_mean + (escs_cwc | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
   5117.2    5163.8   -2551.6    5103.2      5759 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev. Corr 
 school_id (Intercept) 0.54961  0.7414        
           escs_cwc    0.05358  0.2315   0.50 
Number of obs: 5766, groups:  school_id, 183

Conditional model:
                       Estimate Std. Error z value Pr(>|z|)    
(Intercept)             1.88564    0.08027  23.493  < 2e-16 ***
escs_cwc                0.26730    0.08712   3.068  0.00215 ** 
sch_escs_mean           3.57660    0.20388  17.543  < 2e-16 ***
escs_cwc:sch_escs_mean -0.50243    0.20912  -2.403  0.01628 *  
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






得られた推定値を(9.66)式に代入すると， \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & g(y_{pg}) & & = \beta_{0g} +\beta_{\mathrm{ESCS},g}(\mathrm{ESCS}_{pg}-\overline{\mathrm{ESCS}}_{\cdot g}) \\
\text{(レベル2)} \quad & \beta_{0g} & & = 1.88564 + 3.57660\overline{\mathrm{ESCS}}_{\cdot g} + u_{0g}\\
\text{(レベル2)} \quad & \beta_{\mathrm{ESCS},g} & & = 0.26730 -0.50243\overline{\mathrm{ESCS}}_{\cdot g} + u_{\mathrm{ESCS},g}
\end{alignedat}
\tag{9.66}\] となります。


単純傾斜分析

クロスレベル交互作用がある場合，単純傾斜分析を行うことで，escs_cwc（個人レベルのESCS）とsch_escs_mean（学校ごとの平均ESCS）の組み合わせごとに，進学希望率の変化を確認することができます。





コード 9.74: 単純傾斜分析のプロット


means <- estimate_means(model4_glm, by = c("escs_cwc", "sch_escs_mean = [sd]"))
plot(means)
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図 9.26: 単純傾斜分析のプロット








この図からは，ESCSが高い学校（青）では，個人の相対的なESCSに関わらず進学希望率が高いこと，反対にESCSが低い学校（赤）では，進学希望率が個人の相対的なESCSに強く影響を受けていることがはっきりと分かります。

ということで，単純傾斜の検定も行ってみると，sch_escs_meanが0.06以下の学校では，個人レベルのESCS（escs_cwc）が進学希望率に有意な影響を与えていることが分かりました。





コード 9.75: 単純傾斜の検定


estimate_slopes(model4_glm, trend = "escs_cwc", by = "sch_escs_mean = [sd]")








Estimated Marginal Effects

sch_escs_mean |    Slope |       SE |        95% CI |    z |      p
-------------------------------------------------------------------
-0.46         |     0.11 |     0.02 | [ 0.08, 0.14] | 7.08 | < .001
-0.10         |     0.04 |     0.01 | [ 0.02, 0.06] | 3.86 | < .001
0.26          | 4.72e-03 | 7.94e-03 | [-0.01, 0.02] | 0.60 |  0.552

Marginal effects estimated for escs_cwc
Type of slope was dY/dX










コード 9.76: 単純傾斜のJohnson-Neyman区間


slopes_300 <- estimate_slopes(model4_glm, trend = "escs_cwc", by = "sch_escs_mean", length = 300)
summary(slopes_300)








Johnson-Neymann Intervals

Start |  End | Direction | Confidence     
------------------------------------------
-1.11 | 0.06 | positive  | Significant    
0.06  | 0.41 | positive  | Not Significant
0.42  | 0.83 | negative  | Not Significant

Marginal effects estimated for escs_cwc
Type of slope was dY/dX










コード 9.77: Johnson-Neyman区間のプロット


plot(slopes_300)
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図 9.27: Johnson-Neyman区間のプロット










変量効果の相関

なお，model4_glmでは，切片と傾きの変量効果の間に，model3_glmとは反対に正の相関が見られています。 これは変量効果が，通常の回帰分析における誤差項と同じように「（そのレベルの）説明変数によって説明できなかった残りの変動」に相当するためです。 sch_escs_meanという説明変数は，本来（model4_glm）の推定結果が示すように「切片とは正の相関」「傾きとは負の相関」が見られるものでした。 そんな説明変数がmodel3_glmには含まれていなかったために，「説明変数によって説明できなかった残りの変動」に相当する変量効果の間には負の相関が見られたのです。 model4_glmの変量効果には正の相関が見られたということは，sch_escs_meanの影響を取り除いたあとでなお，傾きと切片に対して同じ方向に働くまだ見ぬ説明変数がある可能性を示唆しているのかもしれません27。
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図 9.28: 変量効果（切片と傾き）の散布図












9.5 マルチレベルSEM

チャプター 7 で説明したように，回帰分析はSEMの下位モデルとして位置づけることができました。 そこで，階層線形モデルを拡張して，マルチレベルなSEMを考えていきましょう。


9.5.1 マルチレベル相関係数

SEMは，変数間の共分散行列について，「モデル上の共分散行列\(\symbf{\Sigma}\)」と「実際に観測された共分散行列\(\symbf{S}\)」のズレが最小になるようにパラメータを推定する手法でした。 ということで，まずはデータに階層性がある場合の相関係数（共分散）について考えてみましょう。

まずは，データの階層性を無視して，「生徒のESCSの高さと読解力（read_score）の間の相関」を確認してみます。





コード 9.78: 階層性を無視した相関


cor(dat$escs, dat$read_score)








[1] 0.2837814






この値は，生徒のESCSが高いほど読解力も高い傾向があることを示しています。 ただし，前半で見てきたように，この結果は


	ESCSが高い生徒ほど読解力が高い（個人レベル）

	ESCSが高い学校に所属している生徒ほど読解力が高い（集団レベル）



の両方の効果が混ざっている，と考えられます。 ということで前半では，ある変数の個人ごとの値の違い（変動）を， 2つのレベルに分解する考え方（ 図 9.7 ）に基づいて階層線形モデルを実施していました。
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図 9.29: 変動の分解（2変数）








図 9.29 は，図 9.7 と同じ考え方で2変数の（共）変動をイメージしたものです。 共分散を計算する際には，2変数それぞれについて平均値からの偏差を求めて，その平均値を取っていました。 そのため，集団レベルの共分散は「その集団の平均の，全体平均からの偏差（緑の矢印）」，また個人レベルの共分散は「集団平均からの偏差（オレンジの矢印）」に分解することができそうです。 実際に， セクション 9.1.3 の「生態学的誤謬」の例で見たように，階層性を考慮せずに求めた2変数の相関は，個人レベルの相関と集団レベルの相関の効果が組み合わさった形になっていました（ 図 9.8 ）。

…ということで，階層線形モデルではこのように，単純に変動をレベルごとに分割していたのですが，よく考えると，この分割には少し注意点があります。 それは，集団平均には，厳密には個人レベルの要因の影響が含まれているということです。 ある学校のESCSの平均値が高いとき，それは「ESCSが高い生徒が集まった結果」として観測されたものであるとも考えられるでしょう。

マルチレベルSEMでは，相関係数をレベル別に分解するとき，具体的には集団レベルの相関係数を算出する際に，個人レベルの影響を完全に取り除いた純粋な相関係数 （Kenny & La Voie, 1985; 日本語での解説は 清水，2014 を参照）を使用します。


マルチレベル相関係数を求める

ということで，ここまでの内容を実際に確認しつつ，マルチレベルSEMをlavaanで実行するための準備をしていきましょう。 まずは，1変数の分散が個人レベルと集団レベルに分解できることを確認するため，ランダム切片モデル（変量効果の分散分析）を行ってみます。





コード 9.79: ランダム切片モデルのモデル式の定義


library(lavaan)

model <- "
  # レベル1
  level: 1
  read_score ~~ read_score

  # レベル2
  level: 2
  read_score ~~ read_score
"









lavaanには，level:というキーワードが設定されており，これによって階層ごとにモデルを指定することができます。 したがって，上のmodelの書き方によって，


	level: 1（個人レベル）におけるread_scoreの分散を推定する

	level: 2（集団レベル）におけるread_scoreの分散を推定する



という2つの計算を指定しているわけです。 あとは，いつもと同じようにsem()関数を用いてパラメータ推定を行いましょう。 引数clusterに，レベル2の集団を表す列の名前を与えてあげることで，マルチレベルの推定を行うことができます。





コード 9.80: ランダム切片モデルの推定


model0_lav <- sem(model, data = dat, cluster = "school_id")
summary(model0_lav)








lavaan 0.6-19 ended normally after 11 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                         3

  Number of observations                          5766
  Number of clusters [school_id]                   183

Model Test User Model:
                                                      
  Test statistic                                 0.000
  Degrees of freedom                                 0

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Observed
  Observed information based on                Hessian


Level 1 [within]:

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
    read_score     5579.473  105.605   52.833    0.000


Level 2 [school_id]:

Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)
    read_score      503.699    4.562  110.401    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
    read_score     3624.389  398.532    9.094    0.000






summaryを見ると，Level 1 [within]:とLevel 2 [school_id]:という2つの出力が得られています。 これが，それぞれ個人レベルと集団レベルの推定値を表しているのです。

ということで，read_scoreの分散は，個人レベルが5579.473，また集団レベルが3624.389となりました。 もちろんこれは，glmmTMB()で得られた結果とも完全に一致しています。





コード 9.81: glmmTMB()関数によるランダム切片モデルの結果


summary(model0)








 Family: gaussian  ( identity )
Formula:          read_score ~ (1 | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66670.7   66690.7  -33332.3   66664.7      5763 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 3624     60.2    
 Residual              5579     74.7    
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.58e+03 

Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  503.699      4.562   110.4   <2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






Random effects:のところに示されている変量効果の分散と対応させてみると，個人レベル分散を表すResidualが5579，また集団レベル分散を表すschool_id (Intercept)が3624ということで，lavaanの推定結果とたしかに一致しています。

続いては，2変数の共分散（相関）を分解してみましょう。 基本的な考え方は同じで，個人レベルと集団レベルのそれぞれについてモデル式を書くだけです。 ここでは，read_scoreとescsの共分散について推定してみます。





コード 9.82: 2変数の共分散を分解する


model <- "
  level: 1
  read_score ~~ escs

  level: 2
  read_score ~~ escs
"

model0_cor <- sem(model, data = dat, cluster = "school_id")








Warning: lavaan->lav_data_full():  
   some observed variances are (at least) a factor 1000 times larger 
   than others; use varTable(fit) to investigate






コード 9.83: 2変数の共分散を分解する


summary(model0_cor, standardized = TRUE)








lavaan 0.6-19 ended normally after 52 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                         8

  Number of observations                          5766
  Number of clusters [school_id]                   183

Model Test User Model:
                                                      
  Test statistic                                 0.000
  Degrees of freedom                                 0

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Observed
  Observed information based on                Hessian


Level 1 [within]:

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  read_score ~~                                                         
    escs              3.038    0.640    4.750    0.000    3.038    0.064

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
    read_score     5579.112  105.594   52.836    0.000 5579.112    1.000
    escs              0.408    0.008   52.828    0.000    0.408    1.000


Level 2 [school_id]:

Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  read_score ~~                                                         
    escs             16.987    2.102    8.080    0.000   16.987    0.810

Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
    read_score      503.576    4.570  110.200    0.000  503.576    8.350
    escs             -0.113    0.027   -4.163    0.000   -0.113   -0.324

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
    read_score     3637.088  400.130    9.090    0.000 3637.088    1.000
    escs              0.121    0.014    8.581    0.000    0.121    1.000






この結果を要約すると，read_scoreとescsの共分散行列はレベルごとに \[
\begin{alignedat}{2}
\mathrm{（レベル1）} & \quad &
\mathrm{Cov}\begin{bmatrix}
\mathrm{read\_score} \\
\mathrm{escs}
\end{bmatrix} = \begin{bmatrix}
5579.112 & 3.038 \\
3.038 & 0.408
\end{bmatrix} \\
\mathrm{（レベル2）} & \quad &
\mathrm{Cov}\begin{bmatrix}
\mathrm{read\_score} \\
\mathrm{escs}
\end{bmatrix} = \begin{bmatrix}
3637.088 & 16.987 \\
16.987 & 0.121
\end{bmatrix}
\end{alignedat}
\tag{9.67}\] と分解できることを表しています。 そしてマルチレベル相関係数は，Covariance:のStd.all列を見ることで，レベル1相関係数が0.064，レベル2相関係数が0.810だと分かります。 すなわち，read_scoreとescsの関係は，どちらかといえば「ESCSの高い学校に所属している生徒ほど，読解力が高い」という効果のほうが強そうだ，ということが，相関係数の観点からも言えるわけです。

ちなみにこの結果は，ランダム切片モデルで個人レベルと集団レベルの両方の説明変数を入れた（read_score ~ escs_cwc + sch_escs_mean + (1|school_id)）ときに，集団レベルの回帰係数のほうが傾きが大きかったことと対応している（ 図 9.15 ）と言えます28。

以上のように，マルチレベルSEMでは，共分散行列を「個人レベル」と「集団レベル」に分解したうえで，2つのSEMを同時に実行していると考えると良いでしょう。




9.5.2 階層線形モデルをlavaanで実行する

マルチレベルSEMでは，基本的に2つのレベルについてSEMをそれぞれ実行しているだけなので，あとは自由にモデルを構築してあげるだけです。 ということで，まずは普通の回帰分析（階層線形モデル）を実行してみましょう。 glmmTMB()で得られた結果と比較するため，個人レベル・集団レベルの両方を説明変数として投入したランダム切片モデル（9.29式）をlavaanで実現してみます。
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図 9.30: ランダム切片モデル








わざわざ図に表すほどでもないのですが， 図 9.30 にモデル図を用意しました。 なおマルチレベルSEMでは，係数がレベルごとに出力されるだけでなく，後述するようにレベルごとに異なるモデルも設定できるため，モデル図を描く際は，例え同じものになるとしてもレベルごとに描いておくのがおすすめです。

図 9.30 では，2つのレベルに投入されている説明変数が，どちらも同じescsとなっています。 glmmTMB()（やlmer()）で階層線形モデルを行う際には，異なるレベルの説明変数は事前に用意（escs_cwcとsch_escs_mean）する必要がありました。 一方lavaanでは，異なるlevel:のモデル式に書くだけで自動的にその説明変数をレベルごとに分離してくれます。 ということで， 図 9.30 のモデルをlavaanで実行してみましょう。





コード 9.84: lavaanで階層線形モデル


model <- "
  level: 1
  read_score ~ escs

  level: 2
  read_score ~ escs
"

model3_lav <- sem(model, data = dat, cluster = "school_id")
summary(model3_lav)








lavaan 0.6-19 ended normally after 47 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                         5

  Number of observations                          5766
  Number of clusters [school_id]                   183

Model Test User Model:
                                                      
  Test statistic                                 0.000
  Degrees of freedom                                 0

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Observed
  Observed information based on                Hessian


Level 1 [within]:

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)
  read_score ~                                        
    escs              7.451    1.562    4.769    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
   .read_score     5556.473  105.165   52.836    0.000


Level 2 [school_id]:

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)
  read_score ~                                        
    escs            140.609    9.103   15.446    0.000

Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)
   .read_score      519.422    3.153  164.730    0.000

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)
   .read_score     1248.501  173.723    7.187    0.000






推定された結果を階層線形モデルのような式で表してみると， \[
\begin{alignedat}{3}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +7.451\mathrm{ESCS}^{*}_{pg}+ u_{pg}, &\quad& u_{pg} \sim N(0, 74.54^2) \\
\text{(レベル2)} \quad & \beta_{0g} & & = 519.422 +140.609\overline{\mathrm{ESCS}}^{*}_{\cdot g} + u_{0g}, &\quad& u_{0g} \sim N(0, 35.33^2)
\end{alignedat}
\tag{9.68}\] となります。 なお，\(\mathrm{ESCS}^{*}_{pg}\)はescsを集団平均で中心化した値のようなものを表しており，同様に\(\overline{\mathrm{ESCS}}^{*}_{\cdot g}\)も，観測された集団平均値そのものではなく，平均値のようなものを表しています。 これは先ほど説明したように，集団レベルの共分散行列を求める際に，より正確に個人レベルの影響を完全に取り除いた純粋な集団レベルの共分散を計算していることに起因します。

その結果，推定値はglmmTMB()で求めた値と基本的にはあまり変わらないのですが，わずかに差が生じます。





コード 9.85: glmmTMB()での推定結果と比べる


summary(model3)








 Family: gaussian  ( identity )
Formula:          read_score ~ escs_cwc + sch_escs_mean + (1 | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
  66498.0   66531.3  -33244.0   66488.0      5761 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev.
 school_id (Intercept) 1461     38.23   
 Residual              5557     74.54   
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.56e+03 

Conditional model:
              Estimate Std. Error z value Pr(>|z|)    
(Intercept)    518.060      3.132  165.43  < 2e-16 ***
escs_cwc         7.446      1.563    4.77 1.88e-06 ***
sch_escs_mean  126.569      8.153   15.53  < 2e-16 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






glmmTMB()によって得られた推定値を式に入れた(9.30)式と比べると，特にレベル2（集団レベル）の式のところで少しばかりの差が生じていることが分かります。



9.5.3 マルチレベルなCFA

続いては，簡単なCFAをマルチレベルモデルで実行してみましょう。 PISA2018では，授業方法に関する4項目（teach1-4）の質問があります。 これを使用して「授業方針」の因子得点を求めてみます（ 図 9.31 ）。
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図 9.31: マルチレベルCFAのモデル








マルチレベルCFAで推定される因子得点の解釈は，これまでに見てきた個人レベル・集団レベルそれぞれの解釈の違いと基本的には同じです。 したがって， 図 9.31 の\(f_2\)（レベル2因子得点）は「その学校の先生の授業の構成力」のようなものを表している，とみなせそうです。 一方\(f_1\)（レベル1因子得点）は，「授業の構成力」の評価を学校レベルで相対化した値です。 なんだかよく分かりませんが，例えば「先生は，私たちが学んだことを理解しているかどうか、確認するための質問を出す（teach2）」という質問項目などからは「相対的に自分に目をかけてくれているか」のような得点と言えるかもしれません。 あるいは，生徒側の主観として「先生の授業の工夫を受け取ることができているか」を表したものかもしれません。 ……というように，本来マルチレベルCFAを行う際には，レベルごとの因子の解釈がそれぞれどの様になるかを考えることが重要です。 そして，因子の意味はレベルごとに全く異なるものになるため，モデル図の段階から因子の名前を変えておくのもアリだと思います。

あとは 図 9.31 をlavaanの文法に変換して推定するだけです。





コード 9.86: マルチレベルCFAのモデル式


model <- "
  level: 1
  f_1 =~ teach1 + teach2 + teach3 + teach4

  level: 2
  f_2 =~ teach1 + teach2 + teach3 + teach4
"









マルチレベルモデルに含まれる潜在変数の名前は，レベルごとに異なっていても，同じでもどちらでも結果は変わりません。 ですが，先ほど説明したように因子の意味が大きく異なるため，名前を変えておくと良いかもしれません。が，自由です。





コード 9.87: マルチレベルCFAを実行する


model_mlcfa <- cfa(model, data = dat, std.lv = TRUE, cluster = "school_id")
summary(model_mlcfa, standardized = TRUE)








lavaan 0.6-19 ended normally after 62 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        20

  Number of observations                          5766
  Number of clusters [school_id]                   183

Model Test User Model:
                                                      
  Test statistic                                96.860
  Degrees of freedom                                 4
  P-value (Chi-square)                           0.000

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Observed
  Observed information based on                Hessian


Level 1 [within]:

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_1 =~                                                                
    teach1            0.613    0.011   54.611    0.000    0.613    0.704
    teach2            0.619    0.011   58.442    0.000    0.619    0.746
    teach3            0.636    0.012   53.622    0.000    0.636    0.694
    teach4            0.626    0.010   60.005    0.000    0.626    0.761

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .teach1            0.382    0.009   40.753    0.000    0.382    0.504
   .teach2            0.306    0.008   36.937    0.000    0.306    0.444
   .teach3            0.436    0.011   41.474    0.000    0.436    0.519
   .teach4            0.285    0.008   35.473    0.000    0.285    0.421
    f_1               1.000                               1.000    1.000


Level 2 [school_id]:

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_2 =~                                                                
    teach1            0.156    0.020    7.809    0.000    0.156    0.820
    teach2            0.147    0.018    8.240    0.000    0.147    0.878
    teach3            0.167    0.022    7.674    0.000    0.167    0.785
    teach4            0.161    0.017    9.682    0.000    0.161    0.983

Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .teach1            3.016    0.018  165.993    0.000    3.016   15.886
   .teach2            3.181    0.017  192.116    0.000    3.181   18.995
   .teach3            2.808    0.020  141.506    0.000    2.808   13.237
   .teach4            3.171    0.016  195.077    0.000    3.171   19.419

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .teach1            0.012    0.003    3.803    0.000    0.012    0.327
   .teach2            0.006    0.002    2.723    0.006    0.006    0.229
   .teach3            0.017    0.004    4.472    0.000    0.017    0.383
   .teach4            0.001    0.002    0.439    0.661    0.001    0.033
    f_2               1.000                               1.000    1.000






得られた結果（Std.all）をモデル図に書き入れると 図 9.32 のようになります。 どちらのレベルについても，すべての項目に対して高い因子負荷量が得られており，基本的には1因子にまとまると考えて良さそうです。
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図 9.32: マルチレベルCFAの結果















レベル2因子の必要性




ちなみに，Level 2 [school_id]:のVariances:の推定値を見るとわかるように，今回のマルチレベルCFAでは，レベル2の因子について，標準化する前の残差（独自因子の分散）は非常に小さくなっています。 これは，以下に示すように，teach1-4の学校ごとの平均値の分散は小さく，ICCが概ね0.05以下と非常に小さいためです。





コード 9.88: 観測変数のICCの計算


# lavInspect("icc")は，モデルベースで算出した観測変数のICCを確認できる
lavInspect(model_mlcfa, "icc")
# 以下のやり方で一つずつ見ても同じです
# performance::icc(glmmTMB(teach1 ~ (1|school_id), data = dat))








teach1 teach2 teach3 teach4 
 0.046  0.039  0.051  0.038 






その結果，teach1-4の共分散行列を「集団レベル」と「個人レベル」の分解した場合，「集団レベル」の共分散行列は，非常に小さな値となってしまいます。





コード 9.89: 共分散行列を分解する


# すべての変数間の共分散を明示するだけ
model <- "
  level: 1
  teach1 ~~ teach2 + teach3 + teach4
  teach2 ~~ teach3 + teach4
  teach3 ~~ teach4

  level: 2
  teach1 ~~ teach2 + teach3 + teach4
  teach2 ~~ teach3 + teach4
  teach3 ~~ teach4
"

model_cov <- sem(model, data = dat, cluster = "school_id")
# summary(model_cov, standardized = TRUE)









実際にlavaanで推定した結果をもとに共分散行列を表示する場合，以下のようにして求めることができます。





コード 9.90: 分解後の共分散行列を求める


# lavInspect("h1")を使うと，推定結果に基づく共分散行列が得られる
lavInspect(model_cov, "h1")








$within
$within$cov
       teach1 teach2 teach3 teach4
teach1  0.758                     
teach2  0.398  0.689              
teach3  0.358  0.399  0.841       
teach4  0.388  0.370  0.417  0.676

$within$mean
teach1 teach2 teach3 teach4 
     0      0      0      0 


$school_id
$school_id$cov
       teach1 teach2 teach3 teach4
teach1  0.036                     
teach2  0.024  0.028              
teach3  0.024  0.024  0.045       
teach4  0.025  0.023  0.027  0.027

$school_id$mean
teach1 teach2 teach3 teach4 
 3.016  3.181  2.808  3.171 






それぞれのレベルの$covの出力が，レベルごとに分解された共分散行列を表しています。したがって， \[
\begin{alignedat}{2}
\mathrm{（レベル1）} & \quad &
\mathrm{Cov}\begin{bmatrix}
\mathrm{teach1} \\
\mathrm{teach2} \\
\mathrm{teach3} \\
\mathrm{teach4}
\end{bmatrix} = \begin{bmatrix}
0.758 & & & \\
0.398 & 0.689 & & \\
0.358 & 0.399 & 0.841 & \\
0.388 & 0.370 & 0.417 & 0.676
\end{bmatrix} \\
\mathrm{（レベル2）} & \quad &
\mathrm{Cov}\begin{bmatrix}
\mathrm{teach1} \\
\mathrm{teach2} \\
\mathrm{teach3} \\
\mathrm{teach4}
\end{bmatrix} = \begin{bmatrix}
0.036 & & & \\
0.024 & 0.028 & & \\
0.024 & 0.024 & 0.045 & \\
0.025 & 0.023 & 0.027 & 0.027
\end{bmatrix}
\end{alignedat}
\tag{9.69}\] となり，レベル2共分散行列の値がとても小さくなることが分かります。 一方で相関係数（Std.all列）は非常に大きいため，因子分析を行った際の因子負荷は大きな値になっています。 ここだけを見ると，マルチレベルCFAを行うことに十分な意味があるようにも見えてしまいますが，そもそものレベル2共分散行列の値がが小さくなってしまう（＝ICCがいずれも小さい）ような場合には，わざわざマルチレベルにする意味は小さいのかもしれません。









9.5.4 マルチレベルSEM

最後は，因子分析と回帰分析（パス解析）を組み合わせたフルのSEMを実行してみましょう。 図 9.33 に，思いつきで大きなモデルを作成してみました。 このように，マルチレベルSEMではレベルごとに全く異なるモデルを構築することも可能です。
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図 9.33: マルチレベルSEMのモデル図








回帰分析の部分（オレンジの矢印）についての一応の仮説としては，

レベル1 :


	学校内での相対的なESCSが高い生徒ほど，学校内に居場所を得ることができ（escs -> f_B1），教師からも目をかけてもらいやすい（escs -> f_T1）

	所属感の高い生徒ほど，またしっかりと指導してもらっている生徒ほど読解力が高い（f_B1 -> read_scoreおよびf_T1 -> read_score）

	もちろん相対的にESCSが高い生徒ほど読解力は高い傾向にある（escs -> read_score）



レベル2 :


	教師の授業の構成力は，レベルの高い学校ほど（escs -> f_T2），またST比が低く余裕のある学校ほど（s_t_ratio -> f_T2）高い傾向にある

	学校の読解力の平均値は，授業の構成力が高い学校ほど（f_T2 -> read_score），またESCSの平均が高い学校ほど（escs -> read_score）高い傾向にある



といったことを想定しています。 根拠はありません。

ということで， 図 9.33 のモデルをlavaanで実行してみましょう。





コード 9.91: マルチレベルSEM


model <- "
  level: 1
  f_T1 ~ escs
  f_B1 ~ escs
  f_T1 =~ teach1 + teach2 + teach3 + teach4
  f_B1 =~ belong1 + belong2 + belong3 + belong4 + belong5 + belong6
  read_score ~ f_T1 + f_B1 + escs

  level: 2
  f_T2 ~ escs + s_t_ratio
  f_T2 =~ teach1 + teach2 + teach3 + teach4
  read_score ~ f_T2 + escs
"

model_mlsem <- sem(model, data = dat, std.lv = TRUE, cluster = "school_id")








Warning: lavaan->lav_data_full():  
   some observed variances are (at least) a factor 1000 times larger 
   than others; use varTable(fit) to investigate






コード 9.92: マルチレベルSEM


summary(model_mlsem, standardized = TRUE)








lavaan 0.6-19 ended normally after 187 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        50

  Number of observations                          5766
  Number of clusters [school_id]                   183

Model Test User Model:
                                                      
  Test statistic                              3056.118
  Degrees of freedom                                63
  P-value (Chi-square)                           0.000

Parameter Estimates:

  Standard errors                             Standard
  Information                                 Observed
  Observed information based on                Hessian


Level 1 [within]:

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_T1 =~                                                               
    teach1            0.613    0.011   54.629    0.000    0.613    0.704
    teach2            0.619    0.011   58.425    0.000    0.619    0.746
    teach3            0.636    0.012   53.551    0.000    0.636    0.693
    teach4            0.626    0.010   60.042    0.000    0.626    0.761
  f_B1 =~                                                               
    belong1           0.473    0.011   42.027    0.000    0.473    0.625
    belong2           0.526    0.013   42.049    0.000    0.526    0.627
    belong3           0.507    0.011   45.787    0.000    0.507    0.687
    belong4           0.490    0.012   39.615    0.000    0.490    0.613
    belong5           0.425    0.010   43.177    0.000    0.425    0.633
    belong6           0.491    0.012   42.062    0.000    0.491    0.646

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_T1 ~                                                                
    escs              0.032    0.023    1.401    0.161    0.032    0.021
  f_B1 ~                                                                
    escs              0.029    0.024    1.242    0.214    0.029    0.019
  read_score ~                                                          
    f_T1              4.210    1.115    3.776    0.000    4.211    0.056
    f_B1             -3.636    1.143   -3.183    0.001   -3.637   -0.049
    escs              7.406    1.560    4.747    0.000    7.406    0.063

Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .belong1           3.262    0.010  327.163    0.000    3.262    4.308
   .belong2           2.845    0.011  257.493    0.000    2.845    3.391
   .belong3           2.958    0.010  304.651    0.000    2.958    4.012
   .belong4           3.072    0.011  291.658    0.000    3.072    3.841
   .belong5           2.807    0.009  317.651    0.000    2.807    4.183
   .belong6           3.304    0.010  329.648    0.000    3.304    4.341

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .teach1            0.382    0.009   40.780    0.000    0.382    0.504
   .teach2            0.306    0.008   36.897    0.000    0.306    0.444
   .teach3            0.437    0.011   41.530    0.000    0.437    0.520
   .teach4            0.284    0.008   35.425    0.000    0.284    0.421
   .belong1           0.350    0.009   38.133    0.000    0.350    0.610
   .belong2           0.427    0.011   37.667    0.000    0.427    0.606
   .belong3           0.287    0.009   31.962    0.000    0.287    0.528
   .belong4           0.400    0.011   37.121    0.000    0.400    0.624
   .belong5           0.270    0.007   38.162    0.000    0.270    0.600
   .belong6           0.338    0.010   34.751    0.000    0.338    0.583
   .read_score     5527.896  104.772   52.761    0.000 5527.896    0.990
   .f_T1              1.000                               1.000    1.000
   .f_B1              1.000                               1.000    1.000


Level 2 [school_id]:

Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_T2 =~                                                               
    teach1            0.154    0.020    7.745    0.000    0.154    0.814
    teach2            0.148    0.018    8.088    0.000    0.148    0.879
    teach3            0.162    0.022    7.475    0.000    0.163    0.774
    teach4            0.163    0.016    9.900    0.000    0.163    0.991

Regressions:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  f_T2 ~                                                                
    escs             -0.181    0.318   -0.569    0.570   -0.180   -0.063
    s_t_ratio         0.006    0.021    0.289    0.772    0.006    0.029
  read_score ~                                                          
    f_T2             13.668    3.871    3.531    0.000   13.695    0.225
    escs            143.844    9.130   15.755    0.000  143.844    0.824

Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .teach1            3.002    0.045   67.361    0.000    3.002   15.856
   .teach2            3.167    0.043   74.274    0.000    3.167   18.805
   .teach3            2.793    0.047   58.998    0.000    2.793   13.288
   .teach4            3.156    0.046   68.525    0.000    3.156   19.194
   .read_score      518.474    4.838  107.177    0.000  518.474    8.531

Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .teach1            0.012    0.003    3.918    0.000    0.012    0.338
   .teach2            0.006    0.002    2.684    0.007    0.006    0.227
   .teach3            0.018    0.004    4.605    0.000    0.018    0.401
   .teach4            0.000    0.002    0.229    0.819    0.000    0.017
   .read_score     1077.903  169.101    6.374    0.000 1077.903    0.292
   .f_T2              1.000                               0.996    0.996






なお，レベル2にのみ投入する説明変数（上の例ではs_t_ratio）がある場合，その説明変数は集団ごとに全員に同じ値が入っていることを確認しておいてください。 例えばescsなど，個人ごとに異なる値が入っている説明変数がレベル2にのみ投入されている場合，以下のようなエラーが出て正しく推定が行われません。



Error in eval(expr, envir, enclos): lavaan->lav_data_full():  
   Some between-level (only) variables have non-zero variance at the 
   within-level. Please double-check your data.





また，個人ごとに値が異なる（レベル1の）変数については，


	レベル2のモデルに登場する場合は自動的に集団平均中心化のようなことが行われた後の値が使われる

	レベル2のモデルに登場しない場合はそのまま使われる



ことになるので気をつけておきましょう。

推定結果をモデル図の中で示したものが 図 9.34 です。 なお，この図では，因子分析の部分（青い矢印）についてはStd.all列の値を，回帰分析の部分（オレンジの矢印）についてはEstimate列の値を記しています。
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図 9.34: マルチレベルSEMの推定結果








因子分析の部分はいずれも問題なさそうなので，回帰分析の部分について結果を見ていくと，

レベル1 :


	相対的なescsと所属感および授業の構成の間にはほぼ関係がない一方で，直接read_scoreに正の影響を与えている（とはいえレベル2の係数と比べると小さい）

	所属感が高い生徒ほどread_scoreは低い傾向にある



レベル2 :


	授業の構成力に対してescsおよびs_t_ratioはほぼ関係ない（そもそもf_T2の分散が小さいため，かもしれない）

	学校の平均escsはもちろんのこと，授業の構成力f_T2もread_scoreに正の効果を持っている（ただしf_T2の分散が…）



といった感じになるでしょうか。 ただモデルに理論的な背景が無いので，これ以上の深読みはやめておきましょう。








マルチレベルでカテゴリカルなSEMはまだできない




現時点のlavaanのバージョン（2025/07/31時点で0.6-19）では，引数clusterとorderedを同時に指定することはできません。 すなわち，マルチレベル・カテゴリカルSEMを実施することはできません。 そのため，カテゴリカルな内生変数（wants_univなど）を含んだモデルを行う場合は，Mplusなどの別のソフトウェアを利用するか，諦めるしかないのが現状です。 一応lavaanの開発計画には”multilevel SEM with categorical data”の記載があるので，いつかは実装されるかもしれません。 気長に待ちましょう。









9.5.5 SEM的なモデルチェック

マルチレベルSEMを行うメリットに，SEM的なツールが色々と使える，という点が挙げられます。 チャプター 7 で見てきた中から，いくつかの関数を試してみましょう。


適合度指標





コード 9.93: マルチレベルSEMの適合度指標を見る


fitMeasures(model_mlsem)








                 npar                  fmin                 chisq 
               50.000                 6.367              3056.118 
                   df                pvalue        baseline.chisq 
               63.000                 0.000             29575.698 
          baseline.df       baseline.pvalue                   cfi 
               86.000                 0.000                 0.899 
                  tli                  nnfi                   rfi 
                0.861                 0.861                 0.859 
                  nfi                  pnfi                   ifi 
                0.897                 0.657                 0.899 
                  rni                  logl     unrestricted.logl 
                0.899            -99917.457            -98389.398 
                  aic                   bic                ntotal 
           199934.914            200267.901              5766.000 
                 bic2                 rmsea        rmsea.ci.lower 
           200109.015                 0.091                 0.088 
       rmsea.ci.upper        rmsea.ci.level          rmsea.pvalue 
                0.094                 0.900                 0.000 
       rmsea.close.h0 rmsea.notclose.pvalue     rmsea.notclose.h0 
                0.050                 1.000                 0.080 
                 srmr           srmr_within          srmr_between 
                0.198                 0.075                 0.123 






もともと適当に作ったモデルであり，あまり意味のないレベル2因子があったり，有意ですらないパスが含まれていたりすることもあって，適合度はさほど良いとも言えません。 ただこのような感じで，モデル適合度の観点から，マルチレベルSEMを評価することが可能である，という点は階層線形モデルにはなかった利点と言えるでしょう。

fitMeasures()関数は，もちろん両方のレベルを合わせた適合度を算出するため，適合度が悪い場合には，どちらのレベルが悪いのか，あるいはどちらのレベルも悪いのかはわかりません。 このような場合には，レベルごとに適合度を評価することが有効となる可能性があります。

レベルごとの適合度を見るためには，「レベルごとのモデル」と「レベルごとの共分散行列（と平均ベクトル）」が必要となります。 ということで，まずは「レベルごとのモデル」を作成していきます。 といっても，これは単にlevel:で区切っていたモデルを別々に定義するだけです。





コード 9.94: レベルごとのモデルを定義


model_l1 <- "
  # level: 1 に書いていた部分
  f_T1 ~ escs
  f_B1 ~ escs
  f_T1 =~ teach1 + teach2 + teach3 + teach4
  f_B1 =~ belong1 + belong2 + belong3 + belong4 + belong5 + belong6
  read_score ~ f_T1 + f_B1 + escs
"

model_l2 <- "
  # level: 2 に書いていた部分
  f_T2 ~ escs + s_t_ratio
  f_T2 =~ teach1 + teach2 + teach3 + teach4
  read_score ~ f_T2 + escs
"









そして，「レベルごとの共分散行列（と平均ベクトル）」は，以下のようにして求めることができます。





コード 9.95: レベルごとの共分散行列を求める


cov_mean <- lavInspect(model_mlsem, "h1")
cov_mean








$within
$within$cov
             teach1   teach2   teach3   teach4   belng1   belng2   belng3
teach1        0.760                                                      
teach2        0.400    0.691                                             
teach3        0.360    0.401    0.843                                    
teach4        0.389    0.372    0.419    0.677                           
belong1       0.052    0.063    0.037    0.060    0.573                  
belong2       0.034    0.050    0.042    0.034    0.190    0.704         
belong3       0.069    0.078    0.064    0.067    0.187    0.359    0.543
belong4       0.074    0.081    0.068    0.066    0.313    0.178    0.195
             belng4   belng5   belng6   rd_scr     escs
teach1                                                 
teach2                                                 
teach3                                                 
teach4                                                 
belong1                                                
belong2                                                
belong3                                                
belong4       0.640                                    
 [ reached getOption("max.print") -- omitted 4 rows ]

$within$mean
    teach1     teach2     teach3     teach4    belong1    belong2 
     0.000      0.000      0.000      0.000      3.262      2.845 
   belong3    belong4    belong5    belong6 read_score       escs 
     2.958      3.072      2.807      3.304      0.000      0.000 


$school_id
$school_id$cov
             teach1   teach2   teach3   teach4   rd_scr     escs   s_t_rt
teach1        0.033                                                      
teach2        0.019    0.022                                             
teach3        0.020    0.020    0.041                                    
teach4        0.022    0.019    0.024    0.023                           
read_score   -1.441    2.902   -1.815    1.086 3600.641                  
escs         -0.018    0.009   -0.020   -0.005   17.080    0.121         
s_t_ratio    -0.130    0.092   -0.083   -0.045   81.545    0.385   22.260

$school_id$mean
    teach1     teach2     teach3     teach4 read_score       escs 
     3.018      3.180      2.810      3.172    503.492     -0.113 
 s_t_ratio 
    11.950 






lavInspect("h1")は，推定されたモデルパラメータに基づいてレベル別の共分散行列と平均ベクトルを計算してくれる関数です。

あとは，上記の情報を使ってレベルごとに再度lavaanを実行するだけです。 lavaanの関数は，データを丸ごと与える他に（psych::fa()関数などもそうであったように）「共分散行列（sample.cov）」「平均ベクトル（sample.mean）」「サンプルサイズ（sample.nobs）」を与えることでもパラメータ推定を行うことができます。





コード 9.96: レベルごとに推定を行う


# レベル1の部分だけの推定
model_mlsem_l1 <- sem(model_l1,
  std.lv = TRUE,
  sample.cov = cov_mean$within$cov,
  sample.mean = cov_mean$within$mean,
  sample.nobs = nrow(dat)
)
# レベル2の部分だけの推定
model_mlsem_l2 <- sem(model_l2,
  std.lv = TRUE,
  sample.cov = cov_mean$school_id$cov,
  sample.mean = cov_mean$school_id$mean,
  sample.nobs = 183 # レベル2の集団数
)









レベルごとに推定された結果29をもとに適合度を見てみましょう。





コード 9.97: レベルごとの適合度を見る


library(semTools)
# 優劣をつけたい訳ではないですが
# 単純に見比べやすいのでcompareFit()を使います
summary(compareFit(model_mlsem_l1, model_mlsem_l2, nested = FALSE),
  fit.measures = c("cfi", "tli", "gfi", "srmr", "rmsea")
)








####################### Model Fit Indices ###########################
                  cfi    tli     gfi   srmr  rmsea
model_mlsem_l2  .794   .657  0.999†  .102   .300 
model_mlsem_l1 .847† .802†   .983  .070† .100†






今回はどちらも大して良くないようですが，その中でもレベル2のほうがなおさら適合度が悪いようです。 ただ何度も見ているように，そもそもレベル2の共分散行列は値が小さいので，これ以上の深追いはやめておきましょう。



モデル修正





コード 9.98: マルチレベルSEMの修正指標を見る


modindices(model_mlsem, sort = TRUE)








        lhs op     rhs block group level      mi    epc sepc.lv sepc.all
129 belong4 ~~ belong6     1     1     1 919.873  0.186   0.186    0.506
119 belong2 ~~ belong3     1     1     1 725.069  0.167   0.167    0.477
125 belong3 ~~ belong5     1     1     1 575.524  0.119   0.119    0.428
117 belong1 ~~ belong6     1     1     1 481.375  0.127   0.127    0.370
115 belong1 ~~ belong4     1     1     1 423.872  0.126   0.126    0.337
120 belong2 ~~ belong4     1     1     1 337.055 -0.124  -0.124   -0.301
126 belong3 ~~ belong6     1     1     1 334.642 -0.103  -0.103   -0.331
131 belong5 ~~ belong6     1     1     1 307.836 -0.090  -0.090   -0.298
114 belong1 ~~ belong3     1     1     1 286.409 -0.095  -0.095   -0.299
    sepc.nox
129    0.506
119    0.477
125    0.428
117    0.370
115    0.337
120   -0.301
126   -0.331
131   -0.298
114   -0.299
 [ reached 'max' / getOption("max.print") -- omitted 89 rows ]






modindices()関数も，マルチレベルSEMで利用可能なはずです。 出力を見ると，levelという列30が増えています。 この列が，どのレベルのモデルについての修正の提案であるかを表しているわけです。 ただ今回の結果は，上位がbelongの項目間に誤差共分散をつけるものばかりが提案されており，あまり意味のある修正は見られなさそうです……。




9.5.6 別のアプローチ

ここまでに解説したマルチレベルSEMの考え方では，階層線形モデルでいうところのランダム傾きモデルなど，集団ごとに回帰係数が異なるようなモデルを表現することができません31。 そこで，近年では別のアプローチによるマルチレベルSEM （Mehta & Neale, 2005） を使うことが増えてきているようです （尾崎 他，2019）。








警告




これ以降の内容は，Rではまだあまり十分に実装されていません。 考え方および「現状はこんなことなら出来る」という説明にとどまります。 なお，高度なモデルをガッツリ実行したい場合には，Mplusという有償のソフトウェアを利用するのがおすすめです。








回帰式を因子分析的に表す

改めて，最もシンプルなランダム切片モデルの式(9.8)を見てみます。 \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} + u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + u_{0g}
\end{alignedat}
\] この式は，ある個人の\(y_{pg}\)の値が，「集団\(g\)に共通の平均値\(\beta_{0g}\)」と「個人ごとに異なる\(u_{pg}\)」の2つによって決まっていることを表していました。 したがって，集団\(g\)の中の複数人の\(y_{pg}\)の値は，以下のように表すことができます。

\[
\begin{aligned}
y_{1g} & = \beta_{0g} + u_{1g} \\
y_{2g} & = \beta_{0g} + u_{2g} \\
\vdots \\
y_{n_gg} & = \beta_{0g} + u_{n_gg}
\end{aligned}
\]

この式を（少し強引に見えるかもしれませんが）因子分析モデルに無理やり当てはめてみると， 図 9.35 のように表すことができます。






[image: ]



図 9.35: ランダム切片モデルを無理やり因子分析に見立てる








一つずつ見ていくと，


	集団\(g\)の全員に同じ値をもたらすために，集団の切片\(\beta_{0g}\)を全員に共通の因子負荷（通常は1）でかける

	個人ごとの値の違いは，独自因子として与える

	独自因子の分布は全員，そして全集団で共通（\(u_{pg} \sim N(0, \sigma^2_{pg})\)）



という感じです。 因子分析では，個人の共通因子の得点を，複数の観測変数から求めていました。 ランダム切片モデルでも，各集団\(g\)の共通因子に当たる\(\beta_{0g}\)の値を，その集団に所属する複数の個人の\(y_{pg}\)の値から求めている，と考えると全く同じことなのです。

ということでランダム切片モデルは，適切な制約のもとでは，観測変数の数が\(n_g\)個の一因子モデルとして表すことができます32。 ただし，この方法は基本的には欠測がない，すなわち各集団のサンプルサイズがすべて同じ場合に適用可能な方法です。 ……なのですが，幸いなことにSEMにおいては，欠測がある場合の対処法がすでに確立されています。 簡単に言うと，「データがあるところだけを使って最尤推定を行う」完全情報最尤推定（full information maximul likelihood [FIML]）という方法があり，lavaan（やMplusなど）にすでに実装されています。

ということで，無理やり因子分析のようにしてランダム切片モデルを試してみましょう。 このためには，まずデータを各行が集団になるように変換する必要があります。 その方法は色々ある33のですが，ここではreshapeという関数を使ってみます。





コード 9.99: データをwide型に変形させる


# まずは集団内に連番をつける（あとで使うため）
dat$id_in_group <- ave(dat$student_id, dat$school_id, FUN = seq_along)
# wide型に変換する
dat_wide <- reshape(dat,
  idvar = "school_id", # wide型にしたときの行
  timevar = "id_in_group", # wide型にしたときの列
  v.names = "read_score", # wide型にしたときの値
  direction = "wide" # wide型に変換する，という宣言
)
# 使う行だけ残す
col_use <- grep("read_score", colnames(dat_wide))
dat_wide <- dat_wide[, col_use]
# 列名の変更，このあとのことを考えてできるだけ短くしたい
colnames(dat_wide) <- paste0("x", seq_along(col_use))
head(dat_wide)








         x1      x2      x3      x4      x5      x6      x7      x8
1   704.541 569.687 647.678 672.170 671.836 770.257 629.302 635.377
36  407.067 516.066 476.785 481.392 487.458 463.513 297.027 525.794
70  394.599 377.281 320.707 596.066 550.053 503.949 549.370 401.773
98  481.432 633.283 606.886 465.688 540.154 475.517 482.591 522.945
131 417.018 463.160 484.525 557.468 361.538 434.686 325.217 473.500
162 656.984 658.027 558.086 541.708 600.806 648.765 699.864 583.038
         x9     x10     x11     x12     x13     x14     x15     x16
1   569.792 629.565 558.669 710.876 678.167 572.808 555.934 630.040
36  472.075 525.836 562.182 413.959 525.294 486.594 523.139 520.569
70  433.376 435.975 584.493 524.617 284.713 511.741 466.476 419.863
98  615.102 397.207 517.198 559.928 402.294 421.546 367.346 579.669
131 341.105 402.302 388.488 449.652 120.788 563.629 391.874 452.526
162 599.655 682.270 668.412 592.554 565.286 612.133 597.207 531.676
        x17     x18     x19     x20     x21     x22     x23     x24
1   554.016 623.540 560.076 567.106 687.581 685.917 674.400 566.263
36  526.796 559.321 445.163 471.139 425.071 384.130 424.149 402.880
70  607.630 417.726 374.933 428.235 392.184 601.386 535.630 531.243
98  425.272 541.008 546.868 471.983 469.782 454.392 611.397 454.496
131 432.385 241.960 356.772 542.058 338.747 465.785 441.305 345.869
162 579.109 651.421 532.560 724.961 552.878 551.477 715.887 675.034
        x25     x26     x27     x28     x29     x30     x31     x32
1   692.116 530.061 642.351 664.494 510.211 657.856 722.404 524.830
36  399.164 400.898 388.972 535.431 499.609 620.378 582.890 392.931
70  452.884 552.959 389.370 284.715      NA      NA      NA      NA
98  601.194 558.166 536.509 575.462 596.815 418.474 465.308 446.476
131 536.040 376.222 386.487 383.930 390.537 358.121 439.226      NA
162 638.978 605.978 601.015 654.758 621.334 449.931 614.251 639.797
        x33     x34     x35
1   525.987 484.467 663.052
36  449.216 485.054      NA
70       NA      NA      NA
98  446.658      NA      NA
131      NA      NA      NA
162 587.172      NA      NA






出来上がったデータフレームは，各行が異なる学校（school_id）を表しています。 そして列数が「最も人数の多い集団\(g\)の数」に一致し，それよりも人数が少ない集団については残りがNAで埋められた形になっています。








使用した関数の解説




ave()関数は，指定したグループごとに同じ関数を適用できる関数です。 例えば，以下のように書くと，read_scoreの学校ごとの分散を計算してくれます。





コード 9.100: [ave] グループごとに同じ関数を適用する


# 第1引数は関数を適用する対象（ベクトル）
# 第2引数以降はグループを指定する変数（複数可）
# 適用する関数は引数FUNで与える
ave(dat$read_score, dat$school_id, FUN = var)








  [1] 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726
  [8] 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726
 [15] 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726
 [22] 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726
 [29] 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726 4897.726
 [36] 4670.416 4670.416 4670.416 4670.416 4670.416 4670.416 4670.416
 [43] 4670.416 4670.416 4670.416 4670.416 4670.416 4670.416 4670.416
 [50] 4670.416 4670.416 4670.416 4670.416 4670.416 4670.416 4670.416
 [57] 4670.416 4670.416 4670.416 4670.416 4670.416 4670.416 4670.416
 [64] 4670.416 4670.416 4670.416 4670.416 4670.416 4670.416 8815.489
 [71] 8815.489 8815.489 8815.489 8815.489 8815.489 8815.489 8815.489
 [78] 8815.489 8815.489 8815.489 8815.489 8815.489 8815.489 8815.489
 [85] 8815.489 8815.489 8815.489 8815.489 8815.489 8815.489 8815.489
 [92] 8815.489 8815.489 8815.489 8815.489 8815.489 8815.489 5353.813
 [99] 5353.813 5353.813
 [ reached getOption("max.print") -- omitted 5666 entries ]






ave()関数のポイントは，出力がもとのベクトルと同じ長さになるという点です。 つまり，上のコードを実行すると，dat$school_id == "001"のところには，全員分同じ値（read_scoreの分散）が返ってくることになります。

そして，seq_along()関数は，与えた引数の長さと同じ長さの整数の配列を返してくれます。





コード 9.101: [seq_along] 同じ長さの整数の配列を返す


# 結構いろいろなところで使える関数だと思います
seq_along(c("Hello", "My", "Name", "is", "Taro."))








[1] 1 2 3 4 5






ということで，以上を組み合わせると，school_idごとに通し番号を振ることができるのです。





コード 9.102: aveとseq_alongを組み合わせる


# もちろん方法は他にもあります
ave(dat$student_id, # 必要なのは「個数」だけなので，指定する列はなんでもOK
  dat$school_id,
  FUN = seq_along
)








  [1] "1"  "2"  "3"  "4"  "5"  "6"  "7"  "8"  "9"  "10" "11" "12" "13" "14"
 [15] "15" "16" "17" "18" "19" "20" "21" "22" "23" "24" "25" "26" "27" "28"
 [29] "29" "30" "31" "32" "33" "34" "35" "1"  "2"  "3"  "4"  "5"  "6"  "7" 
 [43] "8"  "9"  "10" "11" "12" "13" "14" "15" "16" "17" "18" "19" "20" "21"
 [57] "22" "23" "24" "25" "26" "27" "28" "29" "30" "31" "32" "33" "34" "1" 
 [71] "2"  "3"  "4"  "5"  "6"  "7"  "8"  "9"  "10" "11" "12" "13" "14" "15"
 [85] "16" "17" "18" "19" "20" "21" "22" "23" "24" "25" "26" "27" "28" "1" 
 [99] "2"  "3" 
 [ reached getOption("max.print") -- omitted 5666 entries ]






続いてgrep()は，character型ベクトルの中から，特定の文字列を含んでいる要素の番号を探してくれます。





コード 9.103: [grep] 文字列が一致する要素の場所を教える


# 本当はめちゃめちゃ使い所がある関数です
word_vec <- c("apple", "banana", "orange", "pineapple", "applepie")
grep("apple", word_vec)








[1] 1 4 5






したがって，grep("read_score",colnames(dat_wide))という指示は，「dat_wideの中で列名にread_scoreが入っている列番号を教えて」という意味になり，これを列番号に指定することでread_scoreの部分だけが残ったデータフレームが作れるのです。







あとはlavaanのモデル式を書くだけです。 が，制約（因子負荷はすべて1，独自因子の分散はすべて共通，独自因子の平均値はすべて0）を満たすように書くのがかなり大変です。

最終的に，出来上がったコードは以下のようになります。





コード 9.104: ランダム切片モデルのモデル式の定義


model <- "
  # 共通因子（ランダム切片）の部分
  beta_0g =~ 1*x1 + 1*x2 + 1*x3 + 1*x4 + 1*x5 + 1*x6 +
    1*x7 + 1*x8 + 1*x9 + 1*x10 + 1*x11 + 1*x12 +
    1*x13 + 1*x14 + 1*x15 + 1*x16 + 1*x17 + 1*x18 +
    1*x19 + 1*x20 + 1*x21 + 1*x22 + 1*x23 + 1*x24 +
    1*x25 + 1*x26 + 1*x27 + 1*x28 + 1*x29 + 1*x30 +
    1*x31 + 1*x32 + 1*x33 + 1*x34 + 1*x35

  # 独自因子（個人レベル変量効果）の部分
  x1 ~~ u*x1; x2 ~~ u*x2; x3 ~~ u*x3; x4 ~~ u*x4; x5 ~~ u*x5;
  x6 ~~ u*x6; x7 ~~ u*x7; x8 ~~ u*x8; x9 ~~ u*x9; x10 ~~ u*x10;
  x11 ~~ u*x11; x12 ~~ u*x12; x13 ~~ u*x13; x14 ~~ u*x14; x15 ~~ u*x15;
  x16 ~~ u*x16; x17 ~~ u*x17; x18 ~~ u*x18; x19 ~~ u*x19; x20 ~~ u*x20;
  x21 ~~ u*x21; x22 ~~ u*x22; x23 ~~ u*x23; x24 ~~ u*x24; x25 ~~ u*x25;
  x26 ~~ u*x26; x27 ~~ u*x27; x28 ~~ u*x28; x29 ~~ u*x29; x30 ~~ u*x30;
  x31 ~~ u*x31; x32 ~~ u*x32; x33 ~~ u*x33; x34 ~~ u*x34; x35 ~~ u*x35

  # beta_0gの平均と分散を推定してもらう
  beta_0g ~~ beta_0g
  beta_0g ~ 1
"
















ちょっとでもラクに書く方法




モデル式をすべて手書きで行うのはどう考えても面倒かつミスが起こりやすいので，paste0()などの関数を使ってラクをしましょう。 これまでも複数の列名を指定するときに使用してきたように，paste0()の引数にベクトルを与えると，そのベクトルを展開して文字列ベクトルを作ってくれます。





コード 9.105: paste0()の使い方1


paste0("x", 1:10)








 [1] "x1"  "x2"  "x3"  "x4"  "x5"  "x6"  "x7"  "x8"  "x9"  "x10"






ここで便利なのが，引数collapseです。 これを指定すると，collapseで指定した文字列を間に挟みながら，全体を一つの文字列として返してくれるようになります。





コード 9.106: paste0()の使い方2


# 引数collapseを使いこなそう
paste0("x", 1:10, collapse = " + ")








[1] "x1 + x2 + x3 + x4 + x5 + x6 + x7 + x8 + x9 + x10"






ということで，以下のようにしてモデル式の一部を作成し，これをコピペすると，多少は楽になるかと思います。





コード 9.107: lavaanのモデル式の一部を自動的に作成


# 共通因子（ランダム切片の部分）
paste0("1*x", 1:35, collapse = " + ")
# 独自因子（個人レベル変量効果の部分）
paste0("x", 1:35, " ~~ u*x", 1:35, collapse = "; ")








[1] "1*x1 + 1*x2 + 1*x3 + 1*x4 + 1*x5 + 1*x6 + 1*x7 + 1*x8 + 1*x9 + 1*x10 + 1*x11 + 1*x12 + 1*x13 + 1*x14 + 1*x15 + 1*x16 + 1*x17 + 1*x18 + 1*x19 + 1*x20 + 1*x21 + 1*x22 + 1*x23 + 1*x24 + 1*x25 + 1*x26 + 1*x27 + 1*x28 + 1*x29 + 1*x30 + 1*x31 + 1*x32 + 1*x33 + 1*x34 + 1*x35"
[1] "x1 ~~ u*x1; x2 ~~ u*x2; x3 ~~ u*x3; x4 ~~ u*x4; x5 ~~ u*x5; x6 ~~ u*x6; x7 ~~ u*x7; x8 ~~ u*x8; x9 ~~ u*x9; x10 ~~ u*x10; x11 ~~ u*x11; x12 ~~ u*x12; x13 ~~ u*x13; x14 ~~ u*x14; x15 ~~ u*x15; x16 ~~ u*x16; x17 ~~ u*x17; x18 ~~ u*x18; x19 ~~ u*x19; x20 ~~ u*x20; x21 ~~ u*x21; x22 ~~ u*x22; x23 ~~ u*x23; x24 ~~ u*x24; x25 ~~ u*x25; x26 ~~ u*x26; x27 ~~ u*x27; x28 ~~ u*x28; x29 ~~ u*x29; x30 ~~ u*x30; x31 ~~ u*x31; x32 ~~ u*x32; x33 ~~ u*x33; x34 ~~ u*x34; x35 ~~ u*x35"






そして，こういったラクをするためにも，データを作成する際には変数名には明確なルールを設けて体系的に管理するのがおすすめです。







コードが書けたら，あとは推定を実行するだけです。 lavaanは，デフォルトでは欠測がある行はリストワイズ削除する仕様になっています。 欠測を無視して先ほど紹介したFIMLを実行してもらうためには，missing="fiml"を指定する必要があります。





コード 9.108: lavaanでランダム切片モデル


# データが既に集団レベルにまとまっているため，引数clusterは不要
# int.ov.free = FALSEを与えると，観測変数の切片がすべて平均0になる
model1_lav <- sem(model,
  data = dat_wide, missing = "fiml",
  int.ov.free = FALSE
)
summary(model1_lav, standardized = TRUE)











lavaan 0.6-19 ended normally after 73 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        37
  Number of equality constraints                    34

  Number of observations                           183
  Number of missing patterns                        17
  
  （中略）
  
  Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  beta_0g =~                                                            
    x1                1.000                              60.161    0.629
    x2                1.000                              60.161    0.629
  （中略）
  
  Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
    beta_0g         503.699    4.562  110.401    0.000    8.367    8.367

  Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .x1         (u) 5579.473  105.605   52.833    0.000 5579.473    0.606
   .x2         (u) 5579.473  105.605   52.833    0.000 5579.473    0.606
  （中略）
   .x35        (u) 5579.473  105.605   52.833    0.000 5579.473    0.606
    beta_0g        3624.390  398.532    9.094    0.000    1.000    1.000






正しく因子負荷を1に固定できていれば，Latent Variables:の推定値はすべて1になっているはずです。 そしてIntercepts:のbeta_0gの推定値（503.699）が，切片の全体平均\(\mu\)に相当します。 また，Variances:はそれぞれの分散成分を表しており，すべての観測変数に共通のuの値（5579.473）が個人レベルの分散を，またbeta_0gの値（3624.390）が，集団レベルの分散を表しています。 これらの値は，すべて説明変数のないランダム切片モデルをglmmTMB()で推定したとき（summary(model0)の出力）と全く同じ値になっており，確かに同一のモデルをマルチレベルSEMの枠組みで表せることが分かります。



ランダム傾きモデル

続いては，集団ごとに傾きも異なるモデルを考えてみます。 本当は説明変数が連続変数の場合も簡単に実装できるとよいのですが，現状のlavaanでは相当難しいと思われるので，ここでは二値の説明変数に対するランダム傾きモデルを考えていきます。 ということで，説明変数を「escsが全体平均以上か」とし，被説明変数は変わらずread_scoreとします。 これは，「ESCSが高い生徒ほど読解力が高いのか」を検証するモデルをかなり簡略化したものになります（本当は集団レベルの効果を分離する必要があるのですが……）。





コード 9.109: 二値の説明変数を作る


dat$escs_bin <- ifelse(dat$escs > mean(dat$escs), 1, 0)









このとき，回帰式は(9.70)式にあったように \[
\begin{alignedat}{2}
\text{(レベル1)} \quad & y_{pg} & & = \beta_{0g} +\beta_{1g}x_{pg}+ u_{pg} \\
\text{(レベル2)} \quad & \beta_{0g} & & = \mu + u_{0g}\\
\text{(レベル2)} \quad & \beta_{1g} & & = \beta_1 + u_{1g}
\end{alignedat}
\tag{9.70}\] と設定されていました。 ここでのポイントは，説明変数\(x_{pg}\)が二値（0または1）であるならば，レベル1の回帰式は\(x_{pg}\)の値によって場合分けして書ける，という点です。 具体的には， \[
y_{pg} =\begin{cases}
\beta_{0g} + u_{pg} & (x_{pg}=0) \\
\beta_{0g} +\beta_{1g}+ u_{pg} & (x_{pg}=1)
\end{cases}
\tag{9.71}\] となります。 すなわち，傾き\(\beta_{1g}\)は，「\(x_{pg}=1\)の人にだけ共通で同じ値が追加される」という働きをしているのです。

そして変量効果は(9.38)式によって \[
\begin{alignedat}{2}
\text{（レベル1）} &u_{pg} &&\sim N(0, \sigma^2_{pg}) \\
\text{（レベル2）} &\left[\begin{array}{c}
u_{0g} \\ u_{1g}
\end{array}\right] &&\sim MVN\left(
\left[\begin{array}{c}
0 \\ 0
\end{array}\right],
\left[\begin{array}{cc}
\sigma_{0g}^2 & \sigma_{(0g)(1g)} \\
\sigma_{(0g)(1g)} & \sigma_{1g}^2
\end{array}\right]\right)
\end{alignedat}
\tag{9.72}\] と設定されていました。 以上のモデルを，再び無理やり因子分析の形で表すとしたら，「\(x_{pg}=1\)のひとにだけ切片項が追加される」と考えたら良いので， 図 9.36 のように表すことができます。






[image: ]



図 9.36: ランダム傾きモデルを無理やり因子分析に見立てる








（かなり強引に見えるかもしれませんが）このモデルでは，すべての人に対して「\(x_{pg}=0\)のとき」と「\(x_{pg}=1\)のとき」を並列させて表しています。 すなわち，\(y_{pg}\)のとある人がいたときに，この人が\(x_{pg}=0\)であるならば\(y_{pg}^{(0)}=y_{pg}\)とし，\(y_{pg}^{(1)}\)は欠測とします。 SEMでは，欠測があってもFIMLによって無視することができたので，これによって共通因子の推定が可能になるのです。 ということで，二値の説明変数に対するランダム傾きモデルを実行するには，まずデータを横に2倍にする必要があります。 ということで，ここからは以下の手順でデータを再度整形します。


	dat_wideと同じサイズで，escs_binもwide型に変換する

	dat_wideを2つ複製する




	escs_bin == 1の要素に対応するdat_wideの要素をNAに置き換えたもの

	escs_bin == 0の要素に対応するdat_wideの要素をNAに置き換えたもの




	
	で作った2つのデータフレームを横にくっつける










コード 9.110: escs_binをwide型にする


# read_scoreにやったのと同じ手順で
dat_wide_escs <- reshape(dat,
  idvar = "school_id", # wide型にしたときの行
  timevar = "id_in_group", # wide型にしたときの列
  v.names = "escs_bin", # wide型にしたときの値
  direction = "wide" # wide型に変換する，という宣言
)
# 使う行だけ残す
col_e <- grep("escs_bin", colnames(dat_wide_escs))
dat_wide_escs <- dat_wide_escs[, col_e]
# 列名の変更
colnames(dat_wide_escs) <- paste0("b", seq_along(col_e))
head(dat_wide_escs)








    b1 b2 b3 b4 b5 b6 b7 b8 b9 b10 b11 b12 b13 b14 b15 b16 b17 b18 b19 b20
1    1  1  0  1  0  1  0  1  1   1   1   1   1   1   1   1   1   0   0   0
36   0  0  0  0  0  0  1  0  1   1   0   1   1   0   0   1   1   1   0   0
70   0  0  0  1  1  1  1  1  1   0   0   1   0   0   1   0   1   1   0   0
98   1  0  0  0  0  0  0  1  1   1   0   0   0   0   0   0   1   1   0   0
131  1  0  0  1  0  0  0  0  0   0   1   1   0   0   0   0   0   0   0   0
162  1  1  1  1  1  1  1  1  1   1   1   1   1   0   1   0   1   1   0   1
    b21 b22 b23 b24 b25 b26 b27 b28 b29 b30 b31 b32 b33 b34 b35
1     1   1   1   1   1   1   1   1   1   1   1   1   1   0   1
36    1   0   0   0   0   1   0   0   0   0   0   1   0   0  NA
70    1   1   0   1   0   1   0   0  NA  NA  NA  NA  NA  NA  NA
98    0   1   1   1   1   1   1   0   0   1   0   0   0  NA  NA
131   1   0   0   0   0   1   0   0   1   0   0  NA  NA  NA  NA
162   0   1   1   0   1   1   1   1   1   1   0   0   1  NA  NA










コード 9.111: dat_wideの複製を作る


# まずはそのままコピー
dat_wide_0 <- dat_wide_1 <- dat_wide
# escs_bin == 1のところがNAになったdat_wide
dat_wide_0[dat_wide_escs == 1] <- NA
# escs_bin == 0のところがNAになったdat_wide
dat_wide_1[dat_wide_escs == 0] <- NA













コード 9.112: 2つのデータフレームをくっつける


dat_wide2 <- cbind(dat_wide_0, dat_wide_1)
colnames(dat_wide2) <- paste0("x", seq_len(2 * length(col_use)))

head(dat_wide2[, 1:35]) # wants_univ == 0の分だけ
head(dat_wide2[, 36:70]) # wants_univ == 1の分だけ








        x1      x2      x3      x4      x5      x6      x7      x8 x9 x10
1       NA      NA 647.678      NA 671.836      NA 629.302      NA NA  NA
36 407.067 516.066 476.785 481.392 487.458 463.513      NA 525.794 NA  NA
       x11 x12 x13     x14     x15 x16 x17    x18     x19     x20 x21
1       NA  NA  NA      NA      NA  NA  NA 623.54 560.076 567.106  NA
36 562.182  NA  NA 486.594 523.139  NA  NA     NA 445.163 471.139  NA
      x22     x23    x24     x25 x26     x27     x28     x29     x30
1      NA      NA     NA      NA  NA      NA      NA      NA      NA
36 384.13 424.149 402.88 399.164  NA 388.972 535.431 499.609 620.378
      x31 x32     x33     x34 x35
1      NA  NA      NA 484.467  NA
36 582.89  NA 449.216 485.054  NA
 [ reached 'max' / getOption("max.print") -- omitted 4 rows ]
       x36     x37 x38    x39 x40     x41     x42     x43     x44     x45
1  704.541 569.687  NA 672.17  NA 770.257      NA 635.377 569.792 629.565
36      NA      NA  NA     NA  NA      NA 297.027      NA 472.075 525.836
       x46     x47     x48     x49     x50     x51     x52     x53 x54 x55
1  558.669 710.876 678.167 572.808 555.934 630.040 554.016      NA  NA  NA
36      NA 413.959 525.294      NA      NA 520.569 526.796 559.321  NA  NA
       x56     x57   x58     x59     x60     x61     x62     x63     x64
1  687.581 685.917 674.4 566.263 692.116 530.061 642.351 664.494 510.211
36 425.071      NA    NA      NA      NA 400.898      NA      NA      NA
       x65     x66     x67     x68 x69     x70
1  657.856 722.404 524.830 525.987  NA 663.052
36      NA      NA 392.931      NA  NA      NA
 [ reached 'max' / getOption("max.print") -- omitted 4 rows ]






出来上がったdat_wide2を見ると，確かに対応するx1-x36，x2-x37，x3-x38，…はいずれも，どちら一方にのみ値が入っていることが分かります。 ということで，あとはlavaanのモデル式を書くだけです。 もちろん書かなければ行けない量は単純計算でも2倍になります。





コード 9.113: ランダム傾きモデルのモデル式の定義


model <- "
  # 切片の共通因子（ランダム切片）の部分
  beta_0g =~ 1*x1 + 1*x2 + 1*x3 + 1*x4 + 1*x5 +
    1*x6 + 1*x7 + 1*x8 + 1*x9 + 1*x10 + 1*x11 +
    1*x12 + 1*x13 + 1*x14 + 1*x15 + 1*x16 + 1*x17 + 1*x18 +
    1*x19 + 1*x20 + 1*x21 + 1*x22 + 1*x23 + 1*x24 + 1*x25 +
    1*x26 + 1*x27 + 1*x28 + 1*x29 + 1*x30 + 1*x31 + 1*x32 +
    1*x33 + 1*x34 + 1*x35 + 1*x36 + 1*x37 + 1*x38 + 1*x39 +
    1*x40 + 1*x41 + 1*x42 + 1*x43 + 1*x44 + 1*x45 + 1*x46 +
    1*x47 + 1*x48 + 1*x49 + 1*x50 + 1*x51 + 1*x52 + 1*x53 +
    1*x54 + 1*x55 + 1*x56 + 1*x57 + 1*x58 + 1*x59 + 1*x60 +
    1*x61 + 1*x62 + 1*x63 + 1*x64 + 1*x65 + 1*x66 + 1*x67 +
    1*x68 + 1*x69 + 1*x70

  # 傾きの共通因子（ランダム傾き）の部分
  # x_pg==1の部分（後半だけ）にかかる
  beta_1g =~ 1*x36 + 1*x37 + 1*x38 + 1*x39 + 1*x40 +
    1*x41 + 1*x42 + 1*x43 + 1*x44 + 1*x45 + 1*x46 +
    1*x47 + 1*x48 + 1*x49 + 1*x50 + 1*x51 + 1*x52 +
    1*x53 + 1*x54 + 1*x55 + 1*x56 + 1*x57 + 1*x58 +
    1*x59 + 1*x60 + 1*x61 + 1*x62 + 1*x63 + 1*x64 +
    1*x65 + 1*x66 + 1*x67 + 1*x68 + 1*x69 + 1*x70

  # 独自因子（個人レベル変量効果）の部分
  x1 ~~ u*x1; x2 ~~ u*x2; x3 ~~ u*x3; x4 ~~ u*x4; x5 ~~ u*x5;
  x6 ~~ u*x6; x7 ~~ u*x7; x8 ~~ u*x8; x9 ~~ u*x9; x10 ~~ u*x10;
  x11 ~~ u*x11; x12 ~~ u*x12; x13 ~~ u*x13; x14 ~~ u*x14; x15 ~~ u*x15;
  x16 ~~ u*x16; x17 ~~ u*x17; x18 ~~ u*x18; x19 ~~ u*x19; x20 ~~ u*x20;
  x21 ~~ u*x21; x22 ~~ u*x22; x23 ~~ u*x23; x24 ~~ u*x24; x25 ~~ u*x25;
  x26 ~~ u*x26; x27 ~~ u*x27; x28 ~~ u*x28; x29 ~~ u*x29; x30 ~~ u*x30;
  x31 ~~ u*x31; x32 ~~ u*x32; x33 ~~ u*x33; x34 ~~ u*x34; x35 ~~ u*x35;
  x36 ~~ u*x36; x37 ~~ u*x37; x38 ~~ u*x38; x39 ~~ u*x39; x40 ~~ u*x40;
  x41 ~~ u*x41; x42 ~~ u*x42; x43 ~~ u*x43; x44 ~~ u*x44; x45 ~~ u*x45;
  x46 ~~ u*x46; x47 ~~ u*x47; x48 ~~ u*x48; x49 ~~ u*x49; x50 ~~ u*x50;
  x51 ~~ u*x51; x52 ~~ u*x52; x53 ~~ u*x53; x54 ~~ u*x54; x55 ~~ u*x55;
  x56 ~~ u*x56; x57 ~~ u*x57; x58 ~~ u*x58; x59 ~~ u*x59; x60 ~~ u*x60;
  x61 ~~ u*x61; x62 ~~ u*x62; x63 ~~ u*x63; x64 ~~ u*x64; x65 ~~ u*x65;
  x66 ~~ u*x66; x67 ~~ u*x67; x68 ~~ u*x68; x69 ~~ u*x69; x70 ~~ u*x70

  # beta_0gの平均と分散を推定してもらう
  beta_0g ~~ beta_0g
  beta_0g ~ 1
  # beta_1gの平均と分散を推定してもらう
  beta_1g ~~ beta_1g
  beta_1g ~ 1
  # 2つの変量効果の共分散も
  beta_0g ~~ beta_1g
"
















かなりラクに書く方法




ここまで量が増えてくると，paste0()などを使わないとむしろやってられない感じがしてきますね。





コード 9.114: lavaanのモデル式の一部を自動的に作成


# 切片の共通因子（ランダム切片の部分）
paste0("1*x", 1:70, collapse = " + ")
# 傾きの共通因子（ランダム傾きの部分）
paste0("1*x", 36:70, collapse = " + ")
# 独自因子（個人レベル変量効果の部分）
paste0("x", 1:70, " ~~ u*x", 1:70, collapse = "; ")















あとは推定するだけです。





コード 9.115: lavaanでランダム傾きモデル


model2_lav <- sem(model,
  data = dat_wide2, missing = "fiml",
  int.ov.free = FALSE
)
summary(model2_lav, standardized = TRUE)











lavaan 0.6-19 ended normally after 84 iterations

  Estimator                                         ML
  Optimization method                           NLMINB
  Number of model parameters                        75
  Number of equality constraints                    69

  Number of observations                           183
  Number of missing patterns                       183
  
  （中略）
  
  Latent Variables:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  beta_0g =~                                                            
    x1                1.000                              58.417    0.619
    x2                1.000                              58.417    0.619
  （中略）
  
  Covariances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
  beta_0g ~~                                                            
    beta_1g        -286.049  193.804   -1.476    0.140   -0.235   -0.235

Intercepts:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
    beta_0g         498.215    4.599  108.341    0.000    8.529    8.529
    beta_1g          10.791    2.694    4.005    0.000    0.518    0.518

  Variances:
                   Estimate  Std.Err  z-value  P(>|z|)   Std.lv  Std.all
   .x1         (u) 5498.249  105.593   52.070    0.000 5498.249    0.617
   .x2         (u) 5498.249  105.593   52.070    0.000 5498.249    0.617
  （中略）
   .x70        (u) 5498.249  105.593   52.070    0.000 5498.249    0.627
    beta_0g        3412.513  404.971    8.427    0.000    1.000    1.000
    beta_1g         434.654  162.727    2.671    0.008    1.000    1.000






そしてこの結果も，やはりglmmTMB()で推定した場合とだいたい同じ値になります。





コード 9.116: 数学的に同じモデルをglmmTMB()で推定


summary(glmmTMB(read_score ~ escs_bin + (escs_bin | school_id), data = dat, REML = FALSE))








Warning in finalizeTMB(TMBStruc, obj, fit, h, data.tmb.old): Model
convergence problem; non-positive-definite Hessian matrix. See
vignette('troubleshooting')




 Family: gaussian  ( identity )
Formula:          read_score ~ escs_bin + (escs_bin | school_id)
Data: dat

      AIC       BIC    logLik -2*log(L)  df.resid 
       NA        NA        NA        NA      5760 

Random effects:

Conditional model:
 Groups    Name        Variance Std.Dev. Corr  
 school_id (Intercept) 3476.285 58.9600        
           escs_bin       0.634  0.7963  -0.95 
 Residual              5567.444 74.6153        
Number of obs: 5766, groups:  school_id, 183

Dispersion estimate for gaussian family (sigma^2): 5.57e+03 

Conditional model:
            Estimate Std. Error z value Pr(>|z|)    
(Intercept)  498.621      4.626  107.79  < 2e-16 ***
escs_bin      10.148      2.191    4.63 3.62e-06 ***
---
Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1






説明変数の数が増えた場合も，理論上は同じ要領で対応可能です。 例えば二値の説明変数が2つある場合には，「\((x_1,x_2)=(0,0)\)のとき」「\((x_1,x_2)=(0,1)\)のとき」「\((x_1,x_2)=(1,0)\)のとき」「\((x_1,x_2)=(1,1)\)のとき」という4つの状態を用意して，それぞれ対応するところにだけ傾き因子を因子負荷1で与えたら良いのです。 同様に，説明変数が多値の場合（リッカート尺度など）であっても，「\(x_{pg}=0\)のとき」「\(x_{pg}=1\)のとき」「\(x_{pg}=2\)のとき」……という形で，カテゴリ数と同じ数の状態を用意してあげると，理論上は対応可能です。 実際にやるとなると，コードを書くのが非常に大変になったり，推定もうまく行かなくなってくるかもしれません。

ただ，それだけ頑張ったとしても，得られる結果は基本的にglmmTMB()（やlmer()）でも推定可能なものです。 ということで，もうお分かりかと思いますが，この考え方でマルチレベルSEMを実行する場合，lavaanでできる範囲のことはglmmTMB()でほとんど事足りてしまいます。 現時点では，lavaanでマルチレベルSEMを行う場合は，本節の前半で紹介した「共分散行列を分解する」考え方に則って，level:を使って行うのがおすすめと言えるかもしれません。 そして，もっとしっかりと分析したければ，Mplusに手を出しましょう。





9.6 マルチレベル項目反応理論（未完成）

（sirtパッケージのmcmc.2pno.ml()を使うと良さそう，ただMCMCの理解が必要そう）







1. ただ，この資料で扱っている範囲の内容であればlme4パッケージでもほとんど同じ結果が得られます。そのため，使用している関数名を読み替えてしまえば，lme4パッケージの結果として読み進めてもなんの問題もありません。



2. 他に使用されることが多い（増えてきた）パッケージとしては，brmsなどもあります。ただしbrmsパッケージはベイズ統計に基づく方法なので，結果を正しく理解するためにはまずはベイズ統計の勉強が必要となります。本Chapterでは説明していませんが，実は階層線形モデルはベイズ統計の事前分布の考え方と非常に相性が良いので，マルチレベルモデルを多用する場合には，こちらを検討しても良いかもしれません。



3. 厳密に言えば，ある生徒はある学校の中のあるクラスに所属しているので，データには3つの階層があると言えます。ただしPISAの場合，基本的に1つの学校からは1クラスだけが抽出されているようなので，2階層と考えてOKです。



4. 詳細には，左は\(N(570, 70^2)\)，右は\(N(430, 70^2)\)と設定しています。



5. 具体的には，標本分布を使用して行う区間推定の幅を過度に小さく見積もってしまったり，統計的仮説検定において第一種の過誤の確率が有意水準\(\alpha\)よりも大きくなってしまいます。



6. 一般的には，階層データに対する添字は\(i, j\)が使われるのですが，本資料では前のChapterとの一貫性から\(p(, g)\)を使用します。



7. 要因数が複数であったり，混合計画（被験者間要因と被験者内要因が両方ある場合）では，aov()関数は非対応とされています。このような場合，Rならばafexやrstatixといったパッケージを使うと良いでしょう。



8. 実際にやるとしたら，まず回帰分析によって\(\beta_{0g}\)を推定し，得られた集団レベルの推定値を被説明変数とした回帰分析を改めて実行する，という感じになると思います。ただこの場合，\(\beta_{0g}\)の推定の精度（サンプルサイズに基づく誤差）が無視されてしまうことが問題となります。



9. 別にどのように表記しても良いのですが，一般的なマルチレベルの文献に少しでも近い表現にしておきます。気持ちの問題ですが。



10. もちろん，「家庭での運動を推奨する」程度などが学校レベルの施策として規定されるならば，「運動の頻度」を対象とした分析であってもマルチレベルモデルが必要になる可能性はあります。



11. ただし実際には\(\beta_{0g}\)の具体的な値を求める必要はないので，この式を変量効果パラメータ\(\beta_{0g}\)について積分（周辺化）したものを最大化することになります。



12. ちなみにここでは，恣意的に「school_id == "001"の中でread_scoreが最も高かった3人」を選んでいます。



13. 必ず回帰係数が大きくなるとも限らないのですが，そうなることが多いと考えられます。その理由は，例えば文脈効果（もともと優秀な人が同じ学校に集まり，更にその学校で成長していく）や，相関の希薄化（平均値レベルでは，個人の測定値に含まれる誤差が相殺されるようになる）などが考えられます。



14. \(\sigma_{(0g)(\mathrm{ESCS},g)} = \rho_{(0g)(\mathrm{ESCS},g)}\sigma_{0g}\sigma_{\mathrm{ESCS},g}\)で求められます。



15. 他にも，interactionsパッケージなどは使いやすいパッケージなのですが，glmmTMB()関数の出力に一部非対応なため，modelbasedパッケージをメインに紹介します。



16. sch_escs_meanがさらに大きくなると，傾きがほとんど変わらないどころか徐々に大きくなるにもかかわらず有意でなくなってしまいます。その理由は，そこまでsch_escs_meanが大きい学校が無いために，傾きの推定値の標準誤差（塗りつぶされている部分の幅）が大きくなっていくためです。



17. ただ，lmer()関数で推定すると問題ない推定値が得られます。したがって，推定のアルゴリズムの細かい違いによって結果がかなり変動してしまうほど推定が難しい（不安定）のかもしれません。glmmTMB()関数でうまく推定できたら教えて下さい。



18. ここで正確な尤度を用いるので，lme4::lmer()関数の場合にはREML = FALSEでモデルを実行しておく必要があったのです。



19. model1はmodel3にネストしているとは言えません。またmodel4およびmodel7は別の変数s_t_ratioを使用しているため，ネストの関係にはありません。model5はmodel6にはネストしているものの，model3を内包していないため，ここでは除外します。



20. どうやらglmmTMB()の出力に対しては，そもそもネストの関係にないモデルを入れるとエラーが出てしまうようです。



21. GLMに混合効果(mixed effects)モデルが組み合わさっていることから，GLMM (generalized linear mixed model)という略称も広く知られています。



22. ポアソン回帰の場合には，\(y_{pg}\)の分布はポアソン分布であり，平均と分散が等しいことから，レベル1の変量効果を考えることができません。



23. それでも，50%区間は\([0.612,  0.920]\)と，けっこう広い範囲になってしまいます。進学希望率はそれくらいピンキリということなのでしょう。



24. もちろん，この仮定はあくまでも「ロジスティック回帰分析においては」成り立つものです。同様にプロビット回帰の場合には，背後の連続量に標準正規分布を仮定するため，レベル1変量効果の分散は1と考えられます。



25. もしもっと複雑なモデリングができるならば，例えばまず「\(y_{pg}\)が全員0」「\(y_{pg}\)が全員1」「それ以外」の3つのグループに分けて，それぞれに対して別々のモデルを当てはめたり，どのグループに含まれるかを別の説明変数で回帰する，という方法も考えられるかもしれません。



26. 別の対策としては，ベイズ推定を用いて，事前分布を設定するというやり方もあります。これは，brmsなどのパッケージを用いると実行可能ですが，まずベイズ統計を勉強しないといけないのでここでは省略します。



27. 自分では何も思いつかなかったのでGeminiに聞いてみたところ，「 同じくらいの平均ESCSを持つ学校でも、一方は『全ての生徒に高い学力を要求し、進学を強く推奨する』という指導文化が教師陣全体で共有されているかもしれません。このような『高い期待をかける文化』という観測されていない要因は、生徒全体の進学意識を底上げします（切片を高くする）。しかし同時に、その高い要求に応えるための準備（学習習慣、文化資本）ができている高ESCSの生徒がより有利になり、結果として校内格差を広げてしまう（傾きを急にする）可能性があります。」といった可能性が考えられるそうです。信じるか信じないかはあなた次第です。



28. もちろん回帰係数は相関係数だけで決まるわけではないので，必ず「相関係数が高いほうが傾きも大きい」とは限らないのですが，もとが同じ変数（escs）である以上，多くの場合にはこの傾向が言えるのではないかと思います。



29. 両レベルをまとめて推定した場合と，パラメータの推定値が若干ずれているので，もしかしたらレベルごとの適合度もあくまで近似的なものになっている可能性があります（未確認）。



30. group列は，多母集団同時分析での各集団の番号を表す列です。ちなみに，多母集団同時分析とマルチレベルSEMは，集団の違いを固定効果とみなすか変量効果とみなすか，が違うだけで位置づけとしては近い手法です。そのため，マルチレベル多母集団同時分析なんて方法（e.g., 学校×性別による違いの分析）も可能です。 block列は，groupとlevelの両方を同時に区別するための列なので，マルチレベルSEMの場合にはlevelと同じ値に，多母集団同時分析の場合にはgroupと同じ値になります。マルチレベル多母集団同時分析になるとgroup数×level数の値が入ることになるようです。



31. これもlavaanの開発計画には”two-level SEM with random slopes”とあるので，いつかは実装されるのかもしれません。



32. この考え方は，実は本節の前半で紹介したものとも共通しています。共通因子\(\beta_{0g}\)の分散が「（個人レベルの要素を完全に排除した）集団レベルの分散」に相当し，\(u_{pg}\)の分散が「個人レベルの分散」となるのです。



33. tidyverseな方法で言えばpivot_wider()などを使うのが良いかもしれませんが，本資料ではあえてtidyverseに頼らないことにしています。






  
  
  ch011.xhtml
  
  

  
  



参考文献



Adachi, K. (2020). Matrix-based introduction to multivariate data analysis (2nd 版). Springer. https://doi.org/10.1007/978-981-15-4103-2




Akaike, H. (1998–1969). Information theory and an extension of the maximum likelihood principle. E. Parzen, K. Tanabe, & G. Kitagawa (編), Selected papers of Hirotugu Akaike (pp. 199–213). Springer (Original work published 1969). https://doi.org/10.1007/978-1-4612-1694-0_15(Original work published 1969)




Albers, S. (2010). PLS and success factor studies in marketing. V. Esposito Vinzi, W. W. Chin, J. Henseler, & H. Wang (編), Handbook of partial least squares: concepts, methods and applications (pp. 409–425). Springer Berlin Heidelberg. https://doi.org/10.1007/978-3-540-32827-8




American Educational Research Association, American Psychological Association, & National Council on Measurement in Education (編). (2011). Standards for educational and psychological testing. American Educational Research Association. 




Asparouhov, T., & Muthén, B. (2009). Exploratory structural equation modeling. Structural Equation Modeling: A Multidisciplinary Journal, 16(3), 397–438. https://doi.org/10.1080/10705510903008204




Austin, P. C., & Merlo, J. (2017). Intermediate and advanced topics in multilevel logistic regression analysis. Statistics in Medicine, 36(20), 3257–3277. https://doi.org/10.1002/sim.7336




Bagozzi, R. P., & Yi, Y. (1988). On the evaluation of structural equation models. Journal of the Academy of Marketing Science, 16(1), 74–94. https://doi.org/10.1007/BF02723327




Baron, R. M., & Kenny, D. A. (1986). The moderator–mediator variable distinction in social psychological research: Conceptual, strategic, and statistical considerations. Journal of Personality and Social Psychology, 51(6), 1173–1182. https://doi.org/10.1037/0022-3514.51.6.1173




Bartlett, M. S. (1950). Tests of significance in factor analysis. British Journal of Statistical Psychology, 3(2), 77–85. https://doi.org/10.1111/j.2044-8317.1950.tb00285.x




Bartlett, M. S. (1951). The effect of standardization on a χ2 approximation in factor analysis. Biometrika, 38(3/4), 337–344. https://doi.org/10.2307/2332580




Bauer, D. J., & Curran, P. J. (2005). Probing interactions in fixed and multilevel regression: inferential and graphical techniques. Multivariate Behavioral Research, 40(3), 373–400. https://doi.org/10.1207/s15327906mbr4003_5




Bayonne, E., Marin-Garcia, J. A., & Alfalla-Luque, R. (2020). Partial least squares (PLS) in operations management research: insights from a systematic literature review. Journal of Industrial Engineering and Management, 13(3), 565–597. https://doi.org/10.3926/jiem.3416




Beatty, P. C., & Willis, G. B. (2007). Research synthesis: the practice of cognitive interviewing. Public Opinion Quarterly, 71(2), 287–311. https://doi.org/10.1093/poq/nfm006




Bentler, P. M. (1983). Some contributions to efficient statistics in structural models: Specification and estimation of moment structures. Psychometrika, 48(4), 493–517. https://doi.org/10.1007/BF02293875




Bentler, P. M. (1990). Comparative fit indexes in structural models. Psychological Bulletin, 107(2), 238–246. https://doi.org/10.1037/0033-2909.107.2.238




Berrío, Á. I., Gómez-Benito, J., & Arias-Patiño, E. M. (2020). Developments and trends in research on methods of detecting differential item functioning. Educational Research Review, 31, 100340. https://doi.org/10.1016/j.edurev.2020.100340




Böckenholt, U. (2017). Measuring response styles in Likert items. Psychological Methods, 22(1), 69–83. https://doi.org/10.1037/met0000106




Borsboom, D. (2005). Measuring the mind: conceptual issues in contemporary psychometrics. Cambridge University Press. 
（ボースブーム，D.　仲嶺 真（監訳）仲嶺 真・下司 忠大・三枝 高大・須藤 竜之介・武藤 拓之（訳）（2022年）．心を測る: 現代の心理測定における諸問題　金子書房）




Borsboom, D., Mellenbergh, G. J., & van Heerden, J. (2004). The concept of validity. Psychological Review, 111(4), 1061–1071. https://doi.org/10.1037/0033-295X.111.4.1061




Bowling, S. R., Khasawneh, M. T., Kaewkuekool, S., & Cho, B. R. (2009). A logistic approximation to the cumulative normal distribution. Journal of Industrial Engineering and Management, 2(1), 114–127. https://doi.org/10.3926/jiem.2009.v2n1.p114-127




Brown, A., & Maydeu-Olivares, A. (2011). Item response modeling of forced-choice questionnaires. Educational and Psychological Measurement, 71(3), 460–502. https://doi.org/10.1177/0013164410375112




Browne, M. W. (1968). A comparison of factor analytic techniques. Psychometrika, 33(3), 267–334. https://doi.org/10.1007/BF02289327




Browne, M. W. (2001). An overview of analytic rotation in exploratory factor analysis. Multivariate Behavioral Research, 36(1), 111–150. https://doi.org/10.1207/S15327906MBR3601_05




Chalmers, R. P. (2018). Model-based measures for detecting and quantifying response bias. Psychometrika, 83(3), 696–732. https://doi.org/10.1007/s11336-018-9626-9




Chen, W.-H., & Thissen, D. (1997). Local dependence indexes for item pairs using item response theory. Journal of Educational and Behavioral Statistics, 22(3), 265–289. https://doi.org/10.2307/1165285




Cho, E. (2023). Interchangeability between factor analysis, logistic IRT, and normal ogive IRT. Frontiers in Psychology, 14, 1267219. https://doi.org/10.3389/fpsyg.2023.1267219




Choi, Y.-J., & Asilkalkan, A. (2019). R packages for item response theory analysis: descriptions and features. Measurement: Interdisciplinary Research and Perspectives, 17(3), 168–175. https://doi.org/10.1080/15366367.2019.1586404




Cliff, N. (1988). The eigenvalues-greater-than-one rule and the reliability of components. Psychological Bulletin, 103(2), 276–279. https://doi.org/10.1037/0033-2909.103.2.276




Conners, C. K., Erhardt, D., & Sparrow, E. P. (1999). Conners’ adult ADHD rating scales (CAARS): technical manual. Multi-Health Systems North Tonawanda, NY. 




Cronbach, L. J. (1951). Coefficient alpha and the internal structure of tests. Psychometrika, 16(3), 297–334. https://doi.org/10.1007/BF02310555




Curran, P. G. (2016). Methods for the detection of carelessly invalid responses in survey data. Journal of Experimental Social Psychology, 66, 4–19. https://doi.org/10.1016/j.jesp.2015.07.006




Demerouti, E., Bakker, A. B., Vardakou, I., & Kantas, A. (2003). The convergent validity of two burnout instruments: A multitrait-multimethod analysis. European Journal of Psychological Assessment, 19(1), 12–23. https://doi.org/10.1027//1015-5759.19.1.12




Devine, S., Uanhoro, J. O., Otto, A. R., & Flake, J. K. (2024). Approaches for quantifying the ICC in multilevel logistic models: a didactic demonstration. Collabra: Psychology, 10(1), 94263. https://doi.org/10.1525/collabra.94263




Drasgow, F., Levine, M. V., & Williams, E. A. (1984). Appropriateness measurement with polychotomous item response models and standardized indices (Number ADA141365). Model Based Measurement Laboratory, University of Illinois. 




Dunn, A. M., Heggestad, E. D., Shanock, L. R., & Theilgard, N. (2018). Intra-individual response variability as an indicator of insufficient effort responding: comparison to other indicators and relationships with individual differences. Journal of Business and Psychology, 33(1), 105–121. https://doi.org/10.1007/s10869-016-9479-0




Ferrando, P. J., & Lorenzo-Seva, U. (2007). An item response theory model for incorporating response time data in binary personality items. Applied Psychological Measurement, 31(6), 525–543. https://doi.org/10.1177/0146621606295197




Flora, D. B. (2020). Your coefficient alpha is probably wrong, but which coefficient omega is right? A tutorial on using R to obtain better reliability estimates. Advances in Methods and Practices in Psychological Science, 3(4), 484–501. https://doi.org/10.1177/2515245920951747




Fornell, C., & Larcker, D. F. (1981). Evaluating structural equation models with unobservable variables and measurement error. Journal of Marketing Research, 18(1), 39–50. https://doi.org/10.2307/3151312




Gessaroli, M. E., & De Champlain, A. F. (1996). Using an approximate chi-square statistic to test the number of dimensions underlying the responses to a set of items. Journal of Educational Measurement, 33(2), 157–179. 




Goldberg, L. R. (1993). The structure of phenotypic personality traits. American Psychologist, 48(1), 26–34. https://doi.org/10.1037/0003-066X.48.1.26




Guttman, L. (1945). A basis for analyzing test-retest reliability. Psychometrika, 10(4), 255–282. https://doi.org/10.1007/BF02288892




Guttman, L. (1953). Image theory for the structure of quantitative variates. Psychometrika, 18(4), 277–296. https://doi.org/10.1007/BF02289264




Haebara, T. (1980). Equating logistic ability scales by a weighted least squares method. Japanese Psychological Research, 22(3), 144–149. https://doi.org/10.4992/psycholres1954.22.144




南風原 朝和（2000）．局所独立性　　読み込み 2022年7月4日 から https://www.p.u-tokyo.ac.jp/~haebara/local_ind/




Haenlein, M., & Kaplan, A. M. (2004). A beginner’s guide to partial least squares analysis. Understanding Statistics, 3(4), 283–297. https://doi.org/10.1207/s15328031us0304_4




萩生田 伸子・繁桝 算男（1996）．順序付きカテゴリカルデータへの因子分析の適用に関するいくつかの注意点　心理学研究，67(1), 1–8. https://doi.org/10.4992/jjpsy.67.1




Hair, J. F. (編). (2017). A primer on partial least squares structural equation modeling (PLS-SEM) (Second edition). Sage. 




Hair, J. F., Hult, T. M., Ringle, C. M., Sarstedt, M., Danks, N. P., & Ray, S. (2021). Partial least squares structural equation modeling (PLS-SEM) using R: a workbook. Classroom Companion: Business. Springer. 




Hancock, G. R., Stapleton, L. M., & Mueller, R. O. (2019). Structural equation modeling. The reviewer’s guide to quantitative methods in the social sciences (2nd 版, pp. 445–456). Routledge. 




Harrison, X. A. (2014). Using observation-level random effects to model overdispersion in count data in ecology and evolution. PeerJ, 2, e616. https://doi.org/10.7717/peerj.616




林 邦好・冨田 誠・田中 豊（2008）．主成分分析における軸の回転について　計算機統計学，19(2), 89–101. https://doi.org/10.20551/jscswabun.19.2_89




Henseler, J., Ringle, C. M., & Sarstedt, M. (2012). Using partial least squares path modeling in advertising research: basic concepts and recent issues. S. Okazaki (編), Handbook of research on international advertising (pp. 252–276). E. Elgar. 




Höhne, J. K., & Schlosser, S. (2018). Investigating the adequacy of response time outlier definitions in computer-based web surveys using paradata SurveyFocus. Social Science Computer Review, 36(3), 369–378. https://doi.org/10.1177/0894439317710450




堀 一輝・牧野 直道（2024）．測定モデルユーザーのための次元性評価法総論　日本テスト学会誌，20, 135–167. https://doi.org/10.24690/jart.20.1_135




堀 啓造（2005）．因子分析における因子数決定法――並行分析を中心にして――　香川大学経済論叢，77(4), 35–70. 




星野 崇宏・岡田 謙介・前田 忠彦（2005）．構造方程式モデリングにおける適合度指標とモデル改善について : 展望とシミュレーション研究による新たな知見　行動計量学，32(2), 209–235. https://doi.org/10.2333/jbhmk.32.209




Hu, L., & Bentler, P. M. (1999). Cutoff criteria for fit indexes in covariance structure analysis: Conventional criteria versus new alternatives. Structural Equation Modeling: A Multidisciplinary Journal, 6(1), 1–55. https://doi.org/10.1080/10705519909540118




Huang, J. L., Curran, P. G., Keeney, J., Poposki, E. M., & DeShon, R. P. (2012). Detecting and deterring insufficient effort responding to surveys. Journal of Business and Psychology, 27(1), 99–114. https://doi.org/10.1007/s10869-011-9231-8




Hwang, H., Sarstedt, M., Cheah, J. H., & Ringle, C. M. (2020). A concept analysis of methodological research on composite-based structural equation modeling: bridging PLSPM and GSCA. Behaviormetrika, 47(1), 219–241. https://doi.org/10.1007/s41237-019-00085-5




Jackson, D. N., Wroblewski, V. R., & Ashton, M. C. (2000). The impact of faking on employment tests: does forced choice offer a solution? Human Performance, 13(4), 371–388. https://doi.org/10.1207/S15327043HUP1304_3




Johnson, P. O., & Fay, L. C. (1950). The Johnson-Neyman technique, its theory and application. Psychometrika, 15(4), 349–367. https://doi.org/10.1007/BF02288864




Kaiser, H. F. (1970). A second generation little jiffy. Psychometrika, 35(4), 401–415. https://doi.org/10.1007/BF02291817




Kaiser, H. F. (1974). An index of factorial simplicity. Psychometrika, 39(1), 31–36. https://doi.org/10.1007/BF02291575




Kaiser, H. F. (1981). A revised measure of sampling adequacy for factor-analytic data matrices. Educational and Psychological Measurement, 41(2), 379–381. https://doi.org/10.1177/001316448104100216




Kaiser, H. F., & Rice, J. (1974). Little jiffy, mark IV. Educational and Psychological Measurement, 34(1), 111–117. https://doi.org/10.1177/001316447403400115




Kang, H., & Ahn, J.-W. (2021). Model setting and interpretation of results in research using structural equation modeling: a checklist with guiding questions for reporting. Asian Nursing Research, 15(3), 157–162. https://doi.org/10.1016/j.anr.2021.06.001




Karabatsos, G. (2003). Comparing the aberrant response detection performance of thirty-six person-fit statistics. Applied Measurement in Education, 16(4), 277–298. https://doi.org/10.1207/S15324818AME1604_2




加藤 健太郎・山田 剛史・川端 一光（2014）．Rによる項目反応理論　オーム社




川端 一光（2019）．パラメータ推定　Rで学ぶマルチレベルモデル［実践編］（pp. 145--178）　朝倉書店




Kenny, D. A., & La Voie, L. (1985). Separating individual and group effects. Journal of Personality and Social Psychology, 48(2), 339–348. https://doi.org/10.1037/0022-3514.48.2.339




Kiers, H. A. L., & Ten Berge, J. M. F. (1994). The Harris-Kaiser independent cluster rotation as a method for rotation to simple component weights. Psychometrika, 59(1), 81–90. https://doi.org/10.1007/BF02294267




King, G. (1986). How not to lie with statistics: avoiding common mistakes in quantitative political science. American Journal of Political Science, 30(3), 666. https://doi.org/10.2307/2111095




北岡 和代・増田 真也・荻野 佳代子・中川 秀昭（2011）．バーンアウト測定尺度 Maslach Burnout Inventory-General Survey(MBI-GS)の概要と日本版について　北陸公衆衛生学会誌，37, 34–40. 




Kleinman, M., & Teresi, J. A. (2016). Differential item functioning magnitude and impact measures from item response theory models. Psychological test and assessment modeling, 58(1), 79–98. 




Kolen, M. J., & Brennan, R. L. (2014). Test equating, scaling, and linking (3rd ed.). Springer. 




Kong, X. J., Wise, S. L., & Bhola, D. S. (2007). Setting the response time threshold parameter to differentiate solution behavior from rapid-guessing behavior. Educational and Psychological Measurement, 67(4), 606–619. https://doi.org/10.1177/0013164406294779




Kopf, J., Zeileis, A., & Strobl, C. (2015). Anchor selection strategies for DIF analysis. Educational and Psychological Measurement, 75(1), 22–56. https://doi.org/10.1177/0013164414529792




小杉 考司（2018）．言葉と数式で理解する多変量解析入門　北大路書房




Kreuter, F. (編). (2013). Improving surveys with paradata: analytic use of process information. Wiley series in survey methodology. John Wiley & Sons. 




Krosnick, J. A. (1991). Response strategies for coping with the cognitive demands of attitude measures in surveys. Applied Cognitive Psychology, 5(3), 213–236. https://doi.org/10.1002/acp.2350050305




Kuder, G. F., & Richardson, M. W. (1937). The theory of the estimation of test reliability. Psychometrika, 2(3), 151–160. https://doi.org/10.1007/BF02288391




Landy, F. J. (1986). Stamp collecting versus science: Validation as hypothesis testing. American Psychologist, 41(11), 1183–1192. https://doi.org/10.1037/0003-066X.41.11.1183




Likert, R. (1932). A technique for the measurement of attitudes. Archives of psychology. New York. 




Lin, H.-M., Lee, M.-H., Liang, J.-C., Chang, H.-Y., Huang, P., & Tsai, C.-C. (2020). A review of using partial least square structural equation modeling in e-learning research. British Journal of Educational Technology, 51(4), 1354–1372. https://doi.org/10.1111/bjet.12890




Little, R. J. A. (1988). A test of missing completely at random for multivariate data with missing values. Journal of the American Statistical Association, 83(404), 1198–1202. https://doi.org/10.1080/01621459.1988.10478722




Lord, F. M. (1980). Applications of item response theory to practical testing problems. L. Erlbaum Associates. 




Lord, F. M., & Novick, M. R. (1968). Statistical theories of mental test scores. Addison-Wesley series in behavioral science quantitative methods. Addison-Wesley. 




Magno, F., Cassia, F., & Ringle, C. M. (2022). A brief review of partial least squares structural equation modeling (PLS-SEM) use in quality management studies. The TQM Journal, ahead-of-print(ahead-of-print). https://doi.org/10.1108/TQM-06-2022-0197




Mantel, N., & Haenszel, W. (1959). Statistical aspects of the analysis of data from retrospective studies of disease. Journal of the National Cancer Institute. https://doi.org/10.1093/jnci/22.4.719




Maruyama, G., & Ryan, C. S. (2014). Research methods in social relations (8th 版). John Wiley & Sons Inc. 




Maslach, C., & Jackson, S. E. (1981). The measurement of experienced burnout. Journal of Organizational Behavior, 2(2), 99–113. https://doi.org/10.1002/job.4030020205




Maslach, C., Jackson, S. E., & Leiter, M. (1996). Maslach Burnout Inventory Manual (3rd 版). Consulting Psychologists Press. 




増田 真也（1997）．日本語版 Maslach Burnout Inventory の妥当性の検討　健康心理学研究，10(2), 44–53. https://doi.org/10.11560/jahp.10.2_44




Maydeu-olivares, A., Hernández, A., & Mcdonald, R. P. (2006). A multidimensional ideal point item response theory model for binary data. Multivariate Behavioral Research, 41(4), 445–472. https://doi.org/10.1207/s15327906mbr4104_2




Mayekawa, S. (1994). Equivalent path models in linear structural equation models. Behaviormetrika, 21(1), 79–96. https://doi.org/10.2333/bhmk.21.79




McDonald, R. P. (1978). Generalizability in factorable domains: 「domain validity and generalizability」. Educational and Psychological Measurement, 38(1), 75–79. https://doi.org/10.1177/001316447803800111




McDonald, R. P. (1999). Test theory: a unified treatment (0th 版). Psychology Press. https://doi.org/10.4324/9781410601087




McGraw, K. O., & Wong, S. P. (1996). Forming inferences about some intraclass correlation coefficients. Psychological Methods, 1(1), 30–46. https://doi.org/10.1037/1082-989x.1.1.30




McKinley, R. L., & Mills, C. N. (1985). A comparison of several goodness-of-fit statistics. Applied Psychological Measurement, 9(1), 49–57. https://doi.org/10.1177/014662168500900105




McNeish, D., & Wolf, M. G. (2020). Thinking twice about sum scores. Behavior Research Methods, 52(6), 2287–2305. https://doi.org/10.3758/s13428-020-01398-0




Mehta, P. D., & Neale, M. C. (2005). People are variables too: Multilevel structural equations modeling. Psychological Methods, 10(3), 259–284. https://doi.org/10.1037/1082-989X.10.3.259




Meijer, R. R., Niessen, A. S. M., & Tendeiro, J. N. (2016). A practical guide to check the consistency of item response patterns in clinical research through person-fit statistics: examples and a computer program. Assessment, 23(1), 52–62. https://doi.org/10.1177/1073191115577800




Meijer, R. R., & Sijtsma, K. (2001). Methodology review: evaluating person fit. Applied Psychological Measurement, 25(2), 107–135. https://doi.org/10.1177/01466210122031957




Messick, S. (1995). Validity of psychological assessment. American Psychologist, 50(9), 741–749. https://doi.org/10.1037/0003-066X.50.9.741




三浦 麻子・小林 哲郎（2016）．オンライン調査における努力の最小限化（Satisfice）傾向の比較 : IMC違反率を指標として　メディア・情報・コミュニケーション研究，1, 27–42. 




Mulaik, S. A., James, L. R., Van Alstine, J., Bennett, N., Lind, S., & Stilwell, C. D. (1989). Evaluation of goodness-of-fit indices for structural equation models. Psychological Bulletin, 105(3), 430–445. https://doi.org/10.1037/0033-2909.105.3.430




Muraki, E. (1992). A generalized partial credit model: application of an EM algorithm. Applied Psychological Measurement, 16(2), 159–176. https://doi.org/10.1177/014662169201600206




村山 航（2012）．妥当性：概念の歴史的変遷と心理測定学的観点からの考察　教育心理学年報，51, 118–130. https://doi.org/10.5926/arepj.51.118




岡田 謙介（2011）．クロンバックのαに代わる信頼性の推定法について――構造方程式モデリングによる方法・McDonaldのωの比較――　日本テスト学会誌，7, 37–50. https://doi.org/10.24690/jart.7.1_37




岡田 謙介（2015）．心理学と心理測定における信頼性について――Cronbachのα係数とは何なのか，何でないのか――　教育心理学年報，54, 71–83. https://doi.org/10.5926/arepj.54.71




Oppenheimer, D. M., Meyvis, T., & Davidenko, N. (2009). Instructional manipulation checks: Detecting satisficing to increase statistical power. Journal of Experimental Social Psychology, 45(4), 867–872. https://doi.org/10.1016/j.jesp.2009.03.009




Orlando, M., & Thissen, D. (2000). Likelihood-based item-fit indices for dichotomous item response theory models. Applied Psychological Measurement, 24(1), 50–64. https://doi.org/10.1177/01466216000241003




尾崎 幸謙・川端 一光・山田 剛史（2018）．Rで学ぶマルチレベルモデル［入門編］　朝倉書店




尾崎 幸謙・川端 一光・山田 剛史（2019）．Rで学ぶマルチレベルモデル［実践編］　朝倉書店




Padilla, M. A., & Divers, J. (2016). A comparison of composite reliability estimators: coefficient omega confidence intervals in the current literature. Educational and Psychological Measurement, 76(3), 436–453. https://doi.org/10.1177/0013164415593776




Peterson, C. H., Peterson, N. A., & Powell, K. G. (2017). Cognitive interviewing for item development: validity evidence based on content and response processes. Measurement and Evaluation in Counseling and Development, 50(4), 217–223. https://doi.org/10.1080/07481756.2017.1339564




Podsakoff, P. M., MacKenzie, S. B., Lee, J.-Y., & Podsakoff, N. P. (2003). Common method biases in behavioral research: A critical review of the literature and recommended remedies. Journal of Applied Psychology, 88(5), 879–903. https://doi.org/10.1037/0021-9010.88.5.879




Raju, N. S. (1988). The area between two item characteristic curves. Psychometrika, 53(4), 495–502. https://doi.org/10.1007/BF02294403




Raju, N. S., van der Linden, W. J., & Fleer, P. F. (1995). IRT-based internal measures of differential functioning of items and tests. Applied Psychological Measurement, 19(4), 353–368. https://doi.org/10.1177/014662169501900405




Rasch, G. (1980). Probabilistic models for some intelligence and attainment tests. University of Chicago Press. (Original work published 1960)




Reckase, M. D. (2019). Logistic multidimensional models. W. J. van der Linden (編), Handbook of item response theory: Volume one, models (pp. 189–209). CRC Press. 




Reise, S. P. (2012). The rediscovery of bifactor measurement models. Multivariate Behavioral Research, 47(5), 667–696. https://doi.org/10.1080/00273171.2012.715555




Revelle, W., & Rocklin, T. (1979). Very simple structure: an alternative procedure for estimating the optimal number of interpretable factors. Multivariate Behavioral Research, 14(4), 403–414. https://doi.org/10.1207/s15327906mbr1404_2




Roberts, J. S. (2019). Generalized graded unfolding model. W. J. van der Linden (編), Handbook of item response theory: Volume one, models (pp. 369–392). CRC Press. 




Robinson, W. S. (1950). Ecological correlations and the behavior of individuals. American Sociological Review, 15(3), 351. https://doi.org/10.2307/2087176




Rönkkö, M., McIntosh, C. N., & Antonakis, J. (2015). On the adoption of partial least squares in psychological research: Caveat emptor. Personality and Individual Differences, 87, 76–84. https://doi.org/10.1016/j.paid.2015.07.019




Roussos, L. A., & Ozbek, O. Y. (2006). Formulation of the DETECT Population Parameter and Evaluation of DETECT Estimator Bias. Journal of Educational Measurement, 43(3), 215–243. https://doi.org/10.1111/j.1745-3984.2006.00014.x




Samejima, F. (1969). Estimation of latent ability using a response pattern of graded scores. Psychometrika, 34(S1), 1–97. https://doi.org/10.1007/BF03372160




Schafer, J. L., & Graham, J. W. (2002). Missing data: Our view of the state of the art. Psychological Methods, 7(2), 147–177. https://doi.org/10.1037/1082-989X.7.2.147




Schaufeli, W. B., Salanova, M., Lez-Roma, V. G., & Bakker, A. B. (2002). The measurement of engagement and burnout: a two sample confirmatory factor analytic approach. Journal of Happiness Studies, 3, 71–92. https://doi.org/10.1023/A:1015630930326




Schaufeli, W. B., Shimazu, A., Hakanen, J., Salanova, M., & De Witte, H. (2019). An ultra-short measure for work engagement: the UWES-3 validation across five countries. European Journal of Psychological Assessment, 35(4), 577–591. https://doi.org/10.1027/1015-5759/a000430




Schmid, J., & Leiman, J. M. (1957). The development of hierarchical factor solutions. Psychometrika, 22(1), 53–61. https://doi.org/10.1007/BF02289209




Schwarz, G. (1978). Estimating the dimension of a model. The Annals of Statistics, 6(2), 461–464. https://doi.org/10.1214/aos/1176344136




Shimazu, A., Schaufeli, W. B., Kosugi, S., Suzuki, A., Nashiwa, H., Kato, A., Sakamoto, M., Irimajiri, H., Amano, S., Hirohata, K., Goto, R., & Kitaoka-Higashiguchi, K. (2008). Work engagement in Japan: validation of the Japanese version of the Utrecht Work Engagement Scale. Applied Psychology, 57(3), 510–523. https://doi.org/10.1111/j.1464-0597.2008.00333.x




清水 裕士（2014）．個人と集団のマルチレベル分析　ナカニシヤ出版




Shirkey, E. C., & Dziuban, C. D. (1976). A note on some sampling characteristics of the measure of sampling adequacy (MSA). Multivariate Behavioral Research, 11(1), 125–128. https://doi.org/10.1207/s15327906mbr1101_9




Simpson, E. H. (1951). The interpretation of interaction in contingency tables. Journal of the Royal Statistical Society Series B: Statistical Methodology, 13(2), 238–241. https://doi.org/10.1111/j.2517-6161.1951.tb00088.x




Sitarenios, G. (2022). Short versions of tests: best practices and potential pitfalls. Journal of Pediatric Neuropsychology, 8, 101–115. https://doi.org/10.1007/s40817-022-00126-0




Smith, R. M., Schumacker, R. E., & Busch, M. J. (1995). Using item mean squares to evaluate fit to the rasch model. A paper presented at the Annual Meeting of the American Educational Research Association, San Francisco, CA. 




Snijders, T. A. B., & Bosker, R. J. (2012). Multilevel analysis: an introduction to basic and advanced multilevel modeling (2nd ed). Sage. 




Stark, S., Chernyshenko, O. S., Drasgow, F., & Williams, B. A. (2006). Examining assumptions about item responding in personality assessment: Should ideal point methods be considered for scale development and scoring? Journal of Applied Psychology, 91(1), 25. https://doi.org/10.1037/0021-9010.91.1.25




Steiger, J. H., & Lind, J. C. (1980). Statistically based tests for the number of common factors. Paper Presented at the Psychometric Society Annual Meeting. 




Stocking, M. L., & Lord, F. M. (1983). Developing a common metric in item response theory. Applied Psychological Measurement, 7(2), 201–210. https://doi.org/10.1177/014662168300700208




Stout, W. (1987). A nonparametric approach for assessing latent trait unidimensionality. Psychometrika, 52(4), 589–617. https://doi.org/10.1007/BF02294821




Stout, W., Habing, B., Douglas, J., Hae Rim Kim, Roussos, L., & Jinming Zhang. (1996). Conditional covariance-based nonparametric multidimensionality assessment. Applied Psychological Measurement, 20(4), 331–354. https://doi.org/10.1177/014662169602000403




Streiner, D. L., & Norman, G. R. (2008). Health measurement scales: a practical guide to their development and use (4th ed). Oxford University Press. 




Sturges, H. A. (1926). The choice of a class interval. Journal of the American Statistical Association, 21(153), 65–66. https://doi.org/10.1080/01621459.1926.10502161




高橋 将宜・渡辺 美智子（2017）．欠測データ処理: Rによる単一代入法と多重代入法　共立出版




Takane, Y., & de Leeuw, J. (1987). On the relationship between item response theory and factor analysis of discretized variables. Psychometrika, 52(3), 393–408. https://doi.org/10.1007/BF02294363




Thurstone, L. L. (1927). A law of comparative judgment. Psychological Review, 34(4), 273–286. https://doi.org/10.1037/h0070288




Thurstone, L. L. (1947). Multiple-factor analysis: a development and expansion of the vectors of mind. University of Chicago Press. 




豊田 秀樹（編）（2013）．項目反応理論［中級編］　統計ライブラリー　朝倉書店




豊田 秀樹（2014）．共分散構造分析 [R編]　東京図書




Tucker, L. R., & Lewis, C. (1973). A reliability coefficient for maximum likelihood factor analysis. Psychometrika, 38(1), 1–10. https://doi.org/10.1007/BF02291170




Yen, W. M. (1981). Using simulation results to choose a latent trait model. Applied Psychological Measurement, 5(2), 245–262. https://doi.org/10.1177/014662168100500212




Yen, W. M. (1984). Effects of local item dependence on the fit and equating performance of the three-parameter logistic model. Applied Psychological Measurement, 8(2), 125–145. https://doi.org/10.1177/014662168400800201




Zhang, J. (2007). Conditional covariance theory and detect for polytomous items. Psychometrika, 72(1), 69–91. https://doi.org/10.1007/s11336-004-1257-7




Zhang, J., & Stout, W. (1999). The theoretical DETECT index of dimensionality and its application to approximate simple structure. Psychometrika, 64(2), 213–249. https://doi.org/10.1007/BF02294536




Zwick, W. R., & Velicer, W. F. (1986). Comparison of five rules for determining the number of components to retain. Psychological Bulletin, 99(3), 432–442. https://doi.org/10.1037/0033-2909.99.3.432













  
  
  ch012.xhtml
  
  

  
  



付録 A: 心理尺度の難しさ

本講義が扱う「心理尺度」のデータの難しさについて導入的に紹介しています。




この章のPDF版はこちら

本講義では，心理尺度と呼ばれるような人の心の内面を自己申告で回答する形式の質問によって得られたデータを主に分析するための手法について解説していきます。 本編に入る前に，そもそもなぜ心理尺度で集めたデータの分析が厄介なのかをお話しておきましょう。 ここでは，ワークエンゲージメントの測定を例に見てみます1。


A.1 ワークエンゲージメント測定の（簡単な）歴史

ワークエンゲージメントは，もともとバーンアウトの対極にあるものとして考えられていたようです。 そのバーンアウトを測定する尺度としては，Maslach-Burnout Inventory （MBI: Maslach & Jackson, 1981）というものがあります。 この尺度は情緒的消耗(emotional exhaustion)，脱人格化(depersonalization)，個人的達成感の低下(lack of personal accomplishment)の3つの構成概念を測定しようとしたものです。 この3つの構成概念からもなんとなく分かるように，MBIは人と関わるタイプの職業におけるバーンアウトを測定するために開発された尺度でした（尺度が開発された1980年ごろには，バーンアウトは対人関係が重要な職業で起こりやすいと考えられていたらしい？）。 MBIには日本語に翻訳されたバージョン（増田，1997）が作成されており，具体的な項目は 表 A.1 の17項目で構成されています。 回答者は，この各項目に示された感情をどの程度の頻度で感じているかを，「全くない」から「月に1回程度」「週に1回程度」「毎日」など，何段階かで用意された選択肢の中から一つ一つ選択していくわけです。 このように，複数個並べられた質問文に対して程度や頻度を数段階の中から選択させることで，回答者の態度や性格などを評価する測定法は，考案者の名前を取ってリッカート尺度 （Likert scale: Likert, 1932） と呼ばれています。




表 A.1: MBI 日本語版の17項目（*は逆転項目）





	
	項目





	1
	「こんな仕事，もうやめたい」と思うことがある



	2
	我を忘れるほど仕事に熱中することがある*



	3
	細々と気配りすることが面倒に感じることがある



	4
	この仕事は私の性分に合っていると思うことがある*



	5
	同僚や利用者の顔を見るのも嫌になることがある



	6
	自分の仕事がつまらなく思えて仕方のないことがある



	7
	1日の仕事が終わると「やっと終わった」と感じることがある



	8
	出勤前，仕事に出るのが嫌になって，家にいたいと思うことがある



	9
	仕事を終えて，今日は気持ちのよい日だったと思うことがある*



	10
	同僚や利用者と，何も話したくなくなることがある



	11
	仕事の結果はどうでもよいと思うことがある



	12
	仕事のために心にゆとりがなくなったと感じることがある



	13
	今の仕事に，心から喜びを感じることがある*



	14
	今の仕事は，私にとってあまり意味がないと思うことがある



	15
	仕事が楽しくて，知らないうちに時間がすぎることがある*



	16
	体も気持ちも疲れ果てたと思うことがある



	17
	我ながら，仕事をうまくやり終えたと思うことがある*










その後，バーンアウトは対人関係の有無に関わらずあらゆる職業で起こるものだとみなされるようになった （北岡 他，2011） ことを受けて，1996年にMBI-General Survey （MBI-GS: Maslach et al., 1996）が開発されました。 この尺度は，オリジナルのMBIの3つの要因を非対人場面にも適用できるように拡張したようなものになっていて，その3つの構成概念は消耗(exhaustion)，シニシズム(cynicism，仕事から距離を置こうとする態度)，職務効力感(professional efficacy)です。 この3つの尺度得点をもとに，消耗・シニシズムが高く職務効力感が低い人はバーンアウト状態だとみなすことができます。

ワークエンゲージメントがバーンアウトの対極にあると考えるならば，消耗・シニシズムが低く職務効力感が高い人はワークエンゲージメントが強いと考えることができそうです。 しかし，そもそもこの仮定は正しいのでしょうか？つまり，本当にワークエンゲージメントとバーンアウトは対極にあるものなのか，という点について，この時点ではまだ仮説の段階でしかなかったようです。 そして厄介なことに，MBI-GSの得点によってバーンアウトとワークエンゲージメントを定義している以上は，この2つの関係性（e.g., ワークエンゲージメントが強い人はバーンアウトが低いのか？）の検証は不可能です。

そこでSchaufeliらは別の視点から考え，理論的な分析を行った結果，働くことに関するwell-beingが2つの次元（activationとidentification）で構成されていると指摘しました。これをもとに，バーンアウトは「activationとidentificationが低く，かつ職務効力感が低い状態」，エンゲージメントは「activationとidentificationが高く，かつ没頭度が高い状態」と考えました。ポイントは職務効力感と没頭度が対極に位置づけられるものではないという点です。したがって，一つの尺度でバーンアウトとエンゲージメントを同時に測定することは不可能であると考え，エンゲージメントを測定するための尺度が開発されました。こうして誕生したのがユトレヒトーワークエンゲージメント尺度 （UWES: Schaufeli et al., 2002）です。この尺度は活力(vigor)，熱意(dedication)，没頭(absorption)という3つの構成概念からなります。また，一つ一つの項目を見ても，MBI-GSでは「自分は職場で役に立っていると思うことがある」というように特定のイベントや行動に関するものが並ぶ一方で，UWESでは「仕事をしていると，活力がみなぎるように感じる」などのように特定のイベントの発生の有無ではなく持続的な感情を訪ねている項目が多いという特徴があります。



A.2 心理尺度・構成概念の曖昧さ

…という感じで，ワークエンゲージメントの測定では，最初はMBI-GSが用いられていましたが，現在ではUWESが最も一般的なようです。といっても今でもMBI-GSが全く用いられていないというわけでもなさそうだったりします。 このように，心理学では似たような構成概念を測定するための心理尺度が結構たくさんあり，場合によっては同じような尺度が乱立しているという現状があります。ちなみにバーンアウトの測定尺度にもOldenburg Burnout Inventory （Demerouti et al., 2003） という別のものがあったりするようです。 こんなことになってしまう大きな理由は，人の心は誰にも見えないという一点に尽きると思います。

身長や体重であれば，誰が見ても納得できる客観的な基準（e.g., 1m, 1kg）があり，それを目に見える形で測定可能です。なので測定された体重の値に対して「この体重計が本当にものの重さを測っているとは言い切れないじゃないか！」などと文句を付ける人はいないでしょう。 それに対して心理尺度は非常に曖昧です。ワークエンゲージメントの例でも，SchaufeliらはMBI-GSの（低）得点をそのままエンゲージメントの指標として用いることに対して「MBI-GSの得点が低いことが本当にワークエンゲージメントの低さを示しているとは言い切れないじゃないか！」と疑問を抱いて新しい尺度を開発しました。 現在ではUWESがデファクトスタンダードになっていますが，将来的にはこれに対してもまた別の視点から捉え直す動きが出てきてもおかしくないのです。



A.3 尺度項目の構成

UWESはもともと17項目で構成されている尺度です。が，場合によっては17項目というのは多いかもしれません。特に他の質問と合わせて実施するような場合は，一つ一つの尺度の項目数は少ないほうが色々な内容について聞くことができます。 そういったモチベーションから，数多くの心理尺度には短縮版が作成されてきました。UWESに対しても同様に短縮版が作られ，最も短いものは Schaufeli et al. （2019） の3項目版（もともと3つの構成概念からなる尺度なので，1つの構成概念を1項目で尋ねている）です。








UWESの超短縮版





	仕事をしていると，活力がみなぎるように感じる（活力）

	仕事に熱心である（熱意）

	私は仕事にのめり込んでいる（没頭）









当然ですが，基本的に心理尺度の項目数は多ければ多いほど目的の構成概念についてより詳細に評価できるようになります。 これは健康診断とよく似ていると思っています。ある人の健康状態を知るためには，身長・体重・視力・心電図・レントゲン・血液検査…といろいろな項目をチェックして，総合的な判断を下します。もし健康診断が血液検査だけになったとしたら，検査時間は短縮されて受診者の負担は減る一方で，不整脈などを検出することはできなくなってしまいます。 心理尺度も同じように，本来のフルバージョン尺度ではカバーできていた構成概念の内容が短縮版で失われてしまっている可能性があります。例えばUWESのフルバージョンには「活力」の項目として「職場では，元気が出て精力的になるように感じる」や「朝に目がさめると，さあ仕事へ行こう，という気持ちになる」といった項目があります。短縮版の「仕事をしていると，活力がみなぎるように感じる」という1項目は，こうした他の項目の情報を十分にカバーできているでしょうか2。 同様のことは，短縮版ではない尺度でも起こりえます。UWESは，本当にその17項目でエンゲージメントのすべてを内包できているのでしょうか。そしてそのことを，我々はどうやって証明したら良いのでしょうか。これは非常に難しい問いなのです。



A.4 尺度の利用の難しさ

UWSCはその名が示す通りオランダで開発された尺度ですが，現在では日本語版 （Shimazu et al., 2008） が用意されています。海外で開発された尺度を日本で使用するのは，実は結構たいへんです。 その理由としては大きく分けて二つあると私は考えています。


	通常異なる言語間で全く同じ内容を指し示す項目を作成するのが本質的に不可能なケースすらある，という点です。例えば日本語の「仕事」と英語の「work」は全く同じ概念でしょうか？（私も英語に強いわけではないので調べてみたところ）この二つの単語は対価の有無や専門性の有無などによって微妙に異なるニュアンスになっているようです。心理尺度の目的は特定の構成概念を測定することにあるため，こうした繊細な言語の違いが回答内容に影響しないように翻訳を行う必要があったりします。

	そもそも日本と海外では「働く」ということの意味や社会的な位置づけが異なる可能性があります。例えば「お金のために働く」ことを美徳としない国があったとしたら，その国の人が感じるワークエンゲージメントは全然違うものになるでしょう。つまり完璧に翻訳できたとしても，オリジナルの尺度と全く同じ構成概念を測定できるとは限らないのです。



この2点目に関しては，文化の違いに関する難しさです。同じようなことは，日本国内だけを見ても起こり得る話です。つまり，もともと日本語で作成された尺度であっても様々な要因によって使えない尺度になる可能性が出てきます。 その最たる要因は時代でしょうか。同じ日本国内であっても，仕事に対する価値観は時代とともに変化します。ここ数年だけを見ても，新型コロナウィルスの流行によりリモートワークが普及したことは，職場の選び方やワークライフバランスに対する考えを大きく変えました。あるいは世代による違いも大きいかもしれません。終身雇用が当たり前だった団塊の世代では転職はあまり良いものと捉えられていなかったかもしれませんが，現代では職場を転々とすることへの抵抗感はほぼないでしょう。 このように時代の流れなどに対して，心理尺度は普遍的ではない可能性があるのです。



A.5 まとめ

ワークエンゲージメントの尺度を例にとり，心理測定の難しさをいくつか挙げました。いずれの問題も一言で言えば人の心は誰にも見えないというのが原因と言えるでしょう。 つまり究極的には「その質問で本当に測定したい構成概念を測定できているのか」は誰にも分かりません。 だからこそ分析者には「本当に測定したい構成概念を測定できている」ことをきちんと説明する義務があります。海外で開発された「ナントカ」という構成概念を測定する尺度があったというときに，それを自分でそれっぽく訳して日本人に尋ねたとしても，それだけではオリジナルの構成概念を再現できているとは言えないのです。 ただし「本当に測定したい構成概念を測定できている」ことは，どこまで行っても証明しきれないものです。

この講義で扱う因子分析 （ チャプター 6 ） やSEM （ チャプター 7 ） などの分析方法は，「数値として得られたデータ」に対して何らかの解を出してくれる手法です。 その分析の最中においては，データが表す数字が何を表しているかは全く関係ありません。 どういう内容の概念を，どういう言葉遣いで尋ねて，どういう方法で回答してもらったかに関わらず，出力された（例えば）１から５の数字の集まりに対して何か複雑な計算をしているだけなのです。 したがって，もし「数値として得られたデータ」が意味不明なものだったとしたら，分析の結果として「何かしらの数字」は出力されても，その結果には何の意味もないのです。 ということで，分析に入る事前準備として，講義の前半では「数値として得られたデータ」が本当に使い物になるデータなのかを考えるための概念的なお話もしていく予定です。







1. といっても，この尺度の背景に詳しいわけではないので，もし気になる方は元論文を辿ってみてください。あるいは詳しい方がいればこっそり補足・訂正をしてもらえると助かります。



2. オリジナルバージョンによっぽどのムダが無い限り，短縮版では基本的にオリジナルバージョンと全く同じレベルで測定するのは不可能です。なので一般的には「たったこれだけの項目数でもこれくらいの精度で測定できているなら良いんじゃないですか」という感じで短縮版尺度が提案されます。短縮版はあくまでも一つの選択肢であり，短縮版を使うかフルバージョンを使うかは調査者に委ねられる，ということです。その他短縮版に関する議論については Sitarenios （2022） などを参照してください。
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付録 B: 線形代数の基本

本講義資料を理解するうえで必要な最低限の線形代数の知識を紹介しています。




この章のPDF版はこちら

本講義資料では，因子分析および構造方程式モデリングの数理的な性質を線形代数によって説明しています。 そのため， チャプター 5 で回帰分析を線形代数的に表現するところから始まり，ベクトルや行列の演算がところどころに登場します。

そこで本補足チャプターでは，線形代数の表記の意味や基本的な演算など，この講義資料を理解するうえで必要な最低限の知識を確認していきます。


B.1 ベクトルと行列

線形代数では，「ベクトル」や「行列」を使っていろいろな計算を行います。 高校数学では（世代によっても異なるのですが）ベクトルを「座標空間上の矢印の足し算・引き算」という感じで学んでいた人が多いかもしれません。 確かに線形代数はそのように幾何学的に利用されるものではあるのですが，本講義の資料を理解するにあたっては，とりあえずベクトルや行列は単に複数のデータ・変数を簡潔にまとめて表すためのツールくらいに思っておいてもOKです。


B.1.1 ベクトル

ベクトル (vector) は，複数の数字が縦または横に並んだものです。 一般的にはアルファベット小文字のボールド体で表され，例えば\(K\)個の数字が縦あるいは横に並んだ \[
\mathbf{x} = \begin{bmatrix}
x_1 \\
x_2 \\
\vdots \\
x_K
\end{bmatrix} \qquad
\mathbf{y} = \begin{bmatrix}
y_1 & y_2 & \cdots & y_K
\end{bmatrix}
\tag{B.1}\] はそれぞれ\(K\)次元（縦）ベクトル，\(K\)次元横ベクトルと呼ばれたりします1。 このあとの様々な演算では，ベクトル（および）行列の大きさがとても重要になるので，できる限り常にベクトルのサイズは意識して把握しておいてください。



B.1.2 行列

行列 (matrix) は，複数の数字が縦横に並んだものです。 一般的にはアルファベット大文字のボールド体で表され，例えば以下の行列 \[
\mathbf{X} = \begin{bmatrix}
x_{11} & x_{12} &\cdots & x_{1K} \\
x_{21} & x_{22} &\cdots & x_{2K} \\
\vdots & \vdots &\ddots & \vdots \\
x_{P1} & x_{P2} &\cdots & x_{PK}
\end{bmatrix}
\tag{B.2}\] は，\(P\times K\)行列などと呼ばれます。 ベクトルのときと同様に，行列のサイズはとても重要です。 また，行列\(\mathbf{X}\)の中で上から\(p\)番目，左から\(k\)番目（すなわち\(p\)行目・\(k\)列目）の要素のことを(p,k)要素と呼んだりもします。

行列は，ベクトルを拡張したものという位置づけでもあります。 すなわち(B.2)式の行列は，\(K\)個の（\(P\)次元）縦ベクトルが横に並んだ形 \[
\mathbf{X} = \begin{bmatrix}
\mathbf{x}_1 & \mathbf{x}_2 & \cdots & \mathbf{x}_K
\end{bmatrix}, \quad \text{ただし} \mathbf{x}_k = \begin{bmatrix}
x_{1k} \\
x_{2k} \\
\vdots \\
x_{Pk}
\end{bmatrix}
\tag{B.3}\] あるいは\(P\)個の（\(K\)次元）横ベクトルが縦に積み重なった形 \[
\mathbf{X} = \begin{bmatrix}
\mathbf{x}_1 \\
\mathbf{x}_2 \\
\vdots \\
\mathbf{x}_P
\end{bmatrix}, \quad \text{ただし} \mathbf{x}_p = \begin{bmatrix}
x_{p1} &x_{p2} &\cdots &x_{pK}
\end{bmatrix}
\tag{B.4}\] とも表すことができます。

このように，ベクトルを「行列の一要素」として見る場合には，それぞれ列ベクトル（column vector: B.3 式の\(\mathbf{x}_k\)），行ベクトル（row vector: B.4 式の\(\mathbf{x}_p\)）とも呼ばれます。 あらゆる行列は，常に行ベクトルの集合とも列ベクトルの集合ともみなせるわけですが，どちらの見方をするかは行列の中身や計算の都合によってコロコロ変わります。

更にいうと，ベクトルや行列の縦横は自由に入れ替えることができます。 この操作を転置 (transpose) と呼び，本資料では転置されたベクトル（転置ベクトル）および行列（転置行列）は上付き添字（\(^{\top}\)）で表すことにします2。 例えば (B.1) 式のベクトルをそれぞれ転置すると， \[
\mathbf{x}^{\top} = \begin{bmatrix}
x_1 &
x_2 &
\cdots &
x_K
\end{bmatrix} \qquad
\mathbf{y}^{\top} = \begin{bmatrix}
y_1 \\ y_2 \\ \cdots \\ y_K
\end{bmatrix}
\tag{B.5}\] となります。同様に，(B.2) 式の行列を転置したものも \[
\mathbf{X}^{\top} = \begin{bmatrix}
x_{11} & x_{21} &\cdots & x_{P1} \\
x_{12} & x_{22} &\cdots & x_{P2} \\
\vdots & \vdots &\ddots & \vdots \\
x_{1K} & x_{2K} &\cdots & x_{PK}
\end{bmatrix}
\tag{B.6}\] となるわけです。

ベクトル・行列の転置は，多くの場合単に計算の都合上行っていることが多いので，あまり深い意味は考えなくても「単に行と列を入れ替えたもの」くらいに思っておけばひとまず大丈夫です。



B.1.3 データとベクトル・行列

そもそもなぜ多変量解析を線形代数で表す必要があるのでしょうか。 それは，データはそのまま行列として扱える形をしているためです。 データが行列の形で与えられている以上，線形代数は非常に都合が良いのです。 例えば本講義で使用するデータ（chapter04.rds）は，そのままでは2432行 \(\times\) 34列の行列とみなすこともできます。





コード B.1: ファイルの読み込み


dat <- readRDS("chapter04.rds")
# ついでにサイズの確認
dim(dat)








[1] 2432   34






また チャプター 1 では，Rのデータフレーム型オブジェクトが「列の集合」であると紹介しました。 したがって，Rでは基本的にはデータ行列は列ベクトルが横に並んだ形として扱っている，ということですね。

Rには，オブジェクトの型として，ベクトルを表すvector型と，行列を表すmatrix型があります。 データフレームを変換する場合には，as.vector()およびas.matrix()という関数が使えます。





コード B.2: データフレームを行列に変換


# 変な変数があると良くないので，ここではQ1_1からQ1_25のみを取り出します
cols <- paste0("Q1_", 1:25)
mat <- as.matrix(dat[cols])
str(mat)








 num [1:2432, 1:25] 5 5 2 3 5 1 5 3 5 3 ...
 - attr(*, "dimnames")=List of 2
  ..$ : chr [1:2432] "1" "2" "3" "4" ...
  ..$ : chr [1:25] "Q1_1" "Q1_2" "Q1_3" "Q1_4" ...










コード B.3: 行列の最初数行を確認


head(mat)








  Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10 Q1_11 Q1_12 Q1_13
1    5    4    3    4    4    2    3    3    3     3     4     4     3
2    5    4    5    2    5    5    4    4    4     3     6     6     6
3    2    4    5    4    4    4    5    4    5     2     5     3     4
4    3    4    6    5    5    4    4    3    2     2     2     4     4
  Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25
1     4     4     3     4     2     2     3     3     1     3     4     4
2     4     3     3     3     3     5     5     4     5     4     3     4
3     4     5     4     5     4     2     3     4     5     5     5     5
4     4     4     2     5     2     4     1     3     4     4     3     2
 [ reached getOption("max.print") -- omitted 2 rows ]






ということで，dat[cols]を行列っぽく表すならば \[
\mathrm{dat} = \begin{bmatrix}
\mathbf{x}_1 & \mathbf{x}_2 & \mathbf{x}_3 & \cdots & \mathbf{x}_{25}
\end{bmatrix} = \begin{bmatrix}
5 & 4 & 3 & \cdots & 4 \\
5 & 4 & 5 & \cdots & 4 \\
2 & 4 & 5 & \cdots & 5 \\
\vdots & \vdots & \vdots & \vdots & \vdots \\
\end{bmatrix}
\] という感じになっているわけです。

matrix型オブジェクトから1行または1列だけを取り出したものは，Rではいずれも列（縦）ベクトルとして扱われます。 その上Rでは，縦ベクトルの要素であっても横並びに表示される点には注意が必要です。 つまりあるベクトルを表示したときに要素が横並びに表示されたからと言って，横ベクトルとは限らないということです。





コード B.4: 列を取り出す


# これは列ベクトルのはずだが横並びに表示される
mat[, 1]








 1  2  3  4  5  6  7  8 10 11 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 
 5  5  2  3  5  1  5  3  5  3  2  2  3  3  3  2  3  3  2  6  6  5  3  6  5 
28 29 30 31 32 33 34 36 37 38 39 40 41 43 44 45 46 47 48 49 50 51 52 53 54 
 5  5  3  6  5  6  5  2  6  6  6  6  6  6  2  5  6  2  5  6  6  6  6  4  3 
 [ reached getOption("max.print") -- omitted 2382 entries ]










コード B.5: 行を取り出す


# これは行ベクトルを取り出しているつもりで，Rでは縦ベクトルに変換されてしまう
mat[1, ]








 Q1_1  Q1_2  Q1_3  Q1_4  Q1_5  Q1_6  Q1_7  Q1_8  Q1_9 Q1_10 Q1_11 Q1_12 
    5     4     3     4     4     2     3     3     3     3     4     4 
Q1_13 Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 
    3     4     4     3     4     2     2     3     3     1     3     4 
Q1_25 
    4 













なぜ勝手に縦ベクトルになってしまうのか




答えとしては「それがR言語の仕様だから」となってしまいます。

まず，Rのvector型は「オブジェクトが複数並んだもの」という意味の型なのですが，線形代数的な意味のベクトルとしては必ず縦ベクトルとして扱われるという性質があります。 例えばc()関数でくっつけて作成したベクトルも，自動的に縦ベクトルとなるのです。 一方横ベクトルは，Rでは1行P列の行列つまりmatrix型として表す必要があります。

これに加えて，Rには「型のドロップ」という特殊？な仕組みがあります。 これは，もとのオブジェクトよりも次元が小さくなる場合，小さくなった次元に合わせてオブジェクトの型が勝手に変換されるというものです。

……といってもよくわからないと思うので，具体例で説明しましょう。 matはmatrix型のオブジェクトでした。 「matrix型」は，行数と列数がある2次元のオブジェクトです。 次にここから1列だけを取り出した場合を考えてみます。 mat[, 1]は，値が縦に並んでいるので1次元のオブジェクトになります。 このとき，考え方によっては「2432行1列の行列」とみなすこともできそうなのですが，Rでは「値が1次元に並んでいるならvector型として扱おう」となり，結果的にmat[, 1]はvector型オブジェクトとなっているのです。 同様に，mat[1,]についても「1行34列の行列」としては扱われず，値が1次元に並んでいるためにvector型オブジェクトとして扱われ，さらにvector型オブジェクトには縦ベクトルしか存在しないので，結果的にこれも縦ベクトルとなっているのです。

型のドロップを避ける方法としては[]の中にdrop=FALSEを追記するというものがあります。





コード B.6: drop=FALSEで横ベクトルを保つ


# オブジェクトがmatrix型のままでいられるので，結果的に行ベクトルになる
mat[1, , drop = FALSE]








  Q1_1 Q1_2 Q1_3 Q1_4 Q1_5 Q1_6 Q1_7 Q1_8 Q1_9 Q1_10 Q1_11 Q1_12 Q1_13
1    5    4    3    4    4    2    3    3    3     3     4     4     3
  Q1_14 Q1_15 Q1_16 Q1_17 Q1_18 Q1_19 Q1_20 Q1_21 Q1_22 Q1_23 Q1_24 Q1_25
1     4     4     3     4     2     2     3     3     1     3     4     4






一見するとdrop=FALSEがないときとの違いがわかりませんが，出力の左に1という数字があることから判別可能です。 この1は「行列の1行目だよ」ということを意味しているため，確かにmatrix型（行ベクトル）になっていることがわかります。







また，t()という関数をかけると行列やベクトルを転置させることができます。





コード B.7: ベクトル・行列の転置


# 表示しきれないので，転置したあとで最初の5行5列を表示します
t(mat)[1:5, 1:5]








     1 2 3 4 5
Q1_1 5 5 2 3 5
Q1_2 4 4 4 4 3
Q1_3 3 5 5 6 3
Q1_4 4 2 4 5 4
Q1_5 4 5 4 5 5









B.2 線形代数の基本演算

ここからは最低限知っておくべき演算をおさえていきます。 といっても高校数学のように実際に手計算で値を求められる必要はなく（できるに越したことはないですが），各操作がどんな計算を意味しているかをきちんと理解できればOKです。 とはいえ，その理解のために最初は少しでも手計算してみると良いのかもしれないので，計算については定義の後で簡単な数値例およびRでのやり方を載せておくことにします。 Rにおける線形代数の具体的な計算方法は，実際に本講義の内容を理解するだけなら知る必要はないのですが，いつの日か具体的な行列の手計算をする羽目になったときに役立つかもということでやり方も載せておきます。


B.2.1 足し算・引き算

大前提として，足し算および引き算は，同じサイズのベクトル・行列同士でしか行うことができません。 というのも，線形代数での足し算・引き算は，同じ位置の要素ごとの足し算・引き算をするためです。


ベクトルの足し算・引き算
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